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Wstňp 

Problem naukowy, luki i pytania badawcze 

Wsp·ğczesne organizacje i ich interesariusze w swoim dziağaniu sŃ przede wszystkim 

zorientowani na przyszğoŜĺ, kt·ra z natury jest niejasna i trudna do przewidzenia. Prognozowanie 

stanowi jednŃ z kluczowych metod naukowych sğuŨŃcych przewidywaniu wynik·w 

funkcjonowania przedsiňbiorstw. Z tego wzglňdu w praktyce zarzŃdczej coraz czňŜciej siňga siň 

po narzňdzia umoŨliwiajŃce prognozowanie zjawisk istotnych dla proces·w zachodzŃcych 

w organizacjach i podmiotach gospodarczych. Na podstawie wyników opracowanych prognoz 

podejmowane sŃ decyzje zarzŃdcze oraz formuğowane dğugofalowe strategie rozwoju (Wójcik 

2018).  

Obecnie na znaczeniu zyskujŃ kolejne pojawiajŃce siň megatrendy gospodarcze (Schwab 

2016). StanowiŃ one nowe okolicznoŜci formuğowanych modeli predykcyjnych. Jednym z takich 

zjawisk jest zielona transformacja, ukierunkowana na ekologizacjň proces·w gospodarczych i 

zr·wnowaŨony rozwój, wpğywajŃca na decyzje przedsiňbiorstw w sektorze energetycznym oraz 

w powiŃzanych z nim dziedzinach gospodarki. Sektor energetyczny obejmuje podmioty dziağajŃce 

na r·Ũnych etapach ğaŒcucha dostaw ï od pozyskiwania Ŧr·değ i noŜnik·w energii, po jej 

dystrybucjň i sprzedaŨ odbiorcom koŒcowym. W jego ramach funkcjonujŃ zar·wno 

konwencjonalne Ŧr·dğa, takie jak wňgiel, gaz ziemny i ropa naftowa, jak i odnawialne, w tym 

energia sğoneczna, wiatrowa, hydroenergetyka oraz biomasa. Sektor energetyczny jest kluczowym 

elementem gospodarki kaŨdego kraju, odpowiadajŃcym za dostarczanie niezbňdnej energii do 

funkcjonowania przemysğu, dla sektora usğug i gospodarstw domowych. W ramach tego sektora 

komplementarnŃ, aczkolwiek kluczowŃ, funkcjň peğni branŨa paliwowa, która dostarcza paliwa 

niezbňdne dla funkcjonowania transportu i logistyki. Dlatego, powszechnie uwaŨa siň, Ũe 

wyzwania stojŃce przed sektorem energetycznym obejmujŃ zapewnienie bezpieczeŒstwa 

energetycznego, minimalizacjň wpğywu na Ŝrodowisko naturalne oraz adaptacjň do zmieniajŃcych 

siň trend·w cyfryzacji i innowacji technologicznych, takich jak transformacja energetyczna czy 

teŨ rozwój inteligentnych sieci energetycznych (Karnowski i Hnydiuk-Stefan 2021).  

Ponadto, zazielenienie sektora energetycznego znajduje odzwierciedlenie w gğňbokich 

przemianach zachodzŃcych w przedsiňbiorstwach branŨ tego sektora, w tym przedsiňbiorstw 

dystrybucji i sprzedaŨy paliw silnikowych (StňpieŒ, SmoleŒ, i Cichosz 2023). Dlatego uwaŨa siň, 
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Ũe odpowiednie zarzŃdzanie i prognozowanie sprzedaŨy paliw wpisuje siň dziağania 

proekologiczne przedsiňbiorstw i sprzyja formuğowaniu zr·wnowaŨonych strategii rozwoju. 

Ponadto, rozbudowana infrastruktura duŨych przedsiňbiorstw skğania mniejsze organizacje do 

poszukiwania nowych obszar·w przewagi konkurencyjnej, kt·ra bňdzie wynikağa bezpoŜrednio z 

procesu decyzyjnego opartego o dokğadne prognozowanie sprzedaŨy paliw wysokiej jakoŜci. 

Przedsiňbiorstwa, poza dziağaniami zwiŃzanymi bezpoŜrednio ze zmianŃ sposobu zarzŃdzania o 

charakterze procesowym, potrzebujŃ modeli do prognozowania sprzedaŨy paliw silnikowych. Jest 

tak miňdzy innymi dlatego, poniewaŨ liczne przedsiňbiorstwa innych sektorów gospodarki 

poszukujŃ stabilnoŜci cenowej energii, surowców energetycznych lub paliw, a których koszty 

nabycia majŃ bezpoŜrednie przeğoŨenie na ceny oferowanych przez nie produkt·w i usğug. 

Oprócz doskonalenia procesu podejmowania decyzji i konkurencji niecenowej 

przedsiňbiorstwa branŨy paliwowej tworzŃ ekosystem biznesu (Lee i Roh 2023). W takim 

ekosystemie uczestniczŃ nie tylko przedsiňbiorstwa, jego kadra zarzŃdzajŃca, wğaŜciciele 

i pracownicy oraz udziağowcy, ale przede wszystkim klienci indywidualni i biznesowi, banki 

i instytucje finansowe, zwiŃzki zawodowe, dostawcy, konkurenci, regulatorzy oraz spoğeczeŒstwo 

jako cağoŜĺ. Ekosystem biznesu w tym przypadku, oparty jest o kluczowe przedsiňbiorstwa 

zwiŃzane z ğaŒcuchem dostaw paliw silnikowych i powstağe wok·ğ niego przedsiňbiorstwa 

i instytucje oraz innych interesariuszy (Mies et al. 2022). Mağe i Ŝrednie przedsiňbiorstwa branŨy 

paliwowej wykorzystujŃ modele predykcyjne sprzedaŨy paliw do identyfikowania informacji 

kluczowych dla budowania skutecznych reakcji na koncentracjň rynku. Tworzenie sieci 

wsp·ğpracy jest korzystne nie tylko dla klient·w, ale r·wnieŨ dla organizacji poszukujŃcych 

stabilnych struktur konkurencyjnych wobec duŨych grup kapitağowych. Z drugiej strony uğatwia 

to monitorowanie, zwiňksza przejrzystoŜĺ i umoŨliwia lepsze egzekwowanie wymog·w ze strony 

instytucji paŒstwowych oraz realizacjň postulat·w bezpieczeŒstwa.  

Proces prognozowania sprzedaŨy paliw w przedsiňbiorstwach jest szczeg·lnie istotny, gdyŨ 

moŨe prowadziĺ do wzrostu skutecznoŜci podejmowanych decyzji w cağym ekosystemie biznesu 

oraz usprawnienia realizowanych w nim proces·w zarzŃdczych (Wiňcek i Kubek 2024). Co 

najwaŨniejsze, zastosowanie nowych metod o charakterze predykcyjnym umoŨliwia organizacjom 

podejmowanie proaktywnych dziağaŒ, zamiast ograniczania siň do reaktywnego postňpowania, 

typowego dla podejŜcia opartego na raportowaniu podsumowujŃcym (Corey 2020:2). Ma to 

znaczenie, w szczeg·lnoŜci w kontekŜcie prognozowania sprzedaŨy paliw, poniewaŨ takie 
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podejŜcie staje siň niezwykle wartoŜciowe dla efektywnoŜci operacyjnej organizacji 

gospodarczych. Tak przyjňta perspektywa pozwala na formuğowanie przez menadŨer·w 

dalekowzrocznych strategii i uzyskiwanie trwağej przewagi konkurencyjnej (Czakon 2020:58). 

Jest to r·wnieŨ uzasadnienie podjňcia tak istotnego tematu badawczego dla nauk o zarzŃdzaniu i 

jakoŜci. 

Zatem problemem naukowym niniejszej rozprawy doktorskiej jest usprawnienie 

procesu prognozowania wolumenu sprzedaŨy paliw silnikowych w przedsiňbiorstwach z 

wykorzystaniem gğňbokiego uczenia.  

Gğňbokie uczenie jest coraz czňŜciej eksplorowanym zagadnieniem naukowym (Hernes, Rot, 

i Jelonek 2020), o czym Ŝwiadczy wciŃŨ rosnŃca liczba artykuğ·w naukowych w renomowanych 

bazach publikacji (Jňdrzejewski, Marcjasz, i Weron 2021; Weron 2014). Ponadto uczenie gğňbokie 

to metody o aplikacyjnym charakterze, poniewaŨ wykorzystujŃ dane rzeczywiste pozyskane 

z organizacji i proponujŃca optymalne rozwiŃzania ich problem·w decyzyjnych i zarzŃdczych.  

Tradycyjne metody prognozowania wykorzystujŃce gğ·wnie klasyczne metody statystyczne, 

bazujŃ gğ·wnie na danych historycznych, które stajŃ siň mniej wartoŜciowe w opracowaniu 

dokğadnych i trafnych modeli prognostycznych (Makridakis, Spiliotis, i Assimakopoulos 2018). 

Metody te majŃ ograniczone moŨliwoŜci generalizacji w przypadku nowych danych (Hyndman i 

Athanasopoulos 2018). W tym kontekŜcie, prognozowanie sprzedaŨy paliw w przedsiňbiorstwach 

z wykorzystaniem gğňbokiego uczenia jest tematem istotnym dla nauk o zarzŃdzaniu i jakoŜci, ze 

wzglňdu na ciŃgğe zmiany zachodzŃce w cağej gospodarce (Hewamalage, Bergmeir, i Bandara 

2021).  

Ponadto za podjňciem pracy badawczej przemawia rzadkoŜĺ istniejŃcej literatury z zakresu 

prognozowania sprzedaŨy paliw, w tym z wykorzystaniem gğňbokiego uczenia. Mimo, Ũe rynek 

paliw odgrywa kluczowŃ rolň w nowoczesnej gospodarce, to istnieje niewiele badaŒ naukowych 

dotyczŃcych prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach (Sun et al. 2018). 

Zdecydowana wiňkszoŜĺ publikacji dotyczy przede wszystkim notowaŒ gieğdowych na rynku 

energii i paliw (Matthew i Spataru 2021). W takim ujňciu prognozowaniu polega cena paliw jako 

notowanego na gieğdzie surowca i jego pochodnych instrumentów finansowych. Wybór takiej 

perspektywy jest uzasadniony, poniewaŨ naukowcy koncentrujŃ siň na rozwiŃzaniu 

szczeg·ğowych problem·w badawczych wobec zğoŨonych danych i rozproszenia informacji. 

PopularnoŜĺ takiego nurtu badawczego jest zatem pierwszym wyzwaniem tej dysertacji, poniewaŨ 
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wymaga przesuniňcia akcentu z dobrze rozpoznanych zagadnieŒ zwiŃzanych z modelowaniem cen 

i instrument·w finansowych na relatywnie sğabiej zbadany obszar prognozowania wolumen·w 

sprzedaŨy paliw silnikowych na poziomie przedsiňbiorstw. Oznacza to koniecznoŜĺ dostosowania 

istniejŃcych podejŜĺ prognostycznych do specyfiki danych sprzedaŨowych, odmiennej struktury 

czynnik·w popytu oraz innych horyzont·w decyzyjnych, a takŨe zaproponowania rozwiŃzaŒ 

opartych na gğňbokim uczeniu, kt·re pozwolŃ lepiej, niŨ metody tradycyjne, uchwyciĺ 

nieliniowoŜci i zmiennoŜĺ obserwowanŃ w rzeczywistych szeregach czasowych sprzedaŨy paliw. 

Kolejnym istotnym zagadnieniem jest bezpieczeŒstwo biznesowe, poniewaŨ opracowanie i 

zastosowanie w praktyce metod prognozowania sprzedaŨy paliw moŨe przesŃdzaĺ o Ŧr·dğach 

przewagi konkurencyjnej (Barney 1991:99ï120). Metody te sŃ czňsto objňte tajemnicŃ 

przedsiňbiorstwa, stanowiŃ bowiem element strategii biznesowej oraz wpğywajŃ na spos·b 

ksztağtowania polityki zasob·w strategicznych koncern·w pozostajŃcych pod kontrolŃ paŒstwa1. 

JednoczeŜnie zestawienie i analiza r·Ũnych podejŜĺ do prognozowania sprzedaŨy paliw stajŃ siň 

czňŜciŃ strategii budowania rezyliencji (odpornoŜci) przedsiňbiorstw branŨy paliwowej na 

zmiennoŜĺ rynku. Uzasadnieniem podjňcia badaŒ nad wykorzystaniem gğňbokiego uczenia w 

prognozowaniu sprzedaŨy paliw jest zatem r·wnieŨ wysoka uŨytecznoŜĺ aplikacyjna 

opracowanych metod zarówno na poziomie operacyjnym, jak i strategicznym. 

W zwiŃzku z powyŨej wskazanymi obszarami problemowymi w dysertacji zidentyfikowano 

lukň badawczŃ w zakresie wykorzystania gğňbokiego uczenia w prognozowaniu sprzedaŨy 

wolumenu paliw silnikowych w przedsiňbiorstwach oraz potrzebň prowadzenia dalszych badaŒ w 

tym obszarze. Ze wzglňdu na ograniczonŃ liczbň publikacji, istotnoŜĺ wyzwaŒ w branŨy paliwowej 

oraz trafnoŜĺ stosowanych metod, prognozowaniu sprzedaŨy na rynku paliw towarzyszŃ 

nastňpujŃce szczeg·ğowe luki badawcze: 

1. Luka taksonomiczna - wyraŨona w braku uporzŃdkowania zagadnieŒ dotyczŃcych 

przedsiňbiorstw funkcjonujŃcych na rynku paliw i sieci sprzedaŨy paliw w kontekŜcie teorii 

ekosystemów biznesu. 

2. Luka eksplanacyjna - rozumiana jako niedostatek wiedzy w zakresie mechanizmów 

prognozowania i podejmowania decyzji w przedsiňbiorstwach sprzedaŨy paliw. 

 
1 Tu naleŨy zaznaczyĺ, Ũe choĺ zwiŃzki sektora energetycznego i branŨy paliwowej z politykŃ mogŃ mieĺ istotne 

znaczenie dla analizowanego zagadnienia, nie sŃ one gğ·wnym przedmiotem eksploracji w tej dysertacji. 
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3. Luka empiryczna - oznaczajŃca niewielkŃ liczbň badaŒ empirycznych z wykorzystaniem 

danych rzeczywistych z uŨyciem gğňbokiego uczenia do prognozowania sprzedaŨy paliw. 

4. Luka metodyczna - wyraŨajŃca niewystarczajŃcŃ dokğadnoŜĺ istniejŃcych metod 

prognozowania sprzedaŨy paliw w przedsiňbiorstwach, ze wzglňdu na ograniczone funkcje 

generalizacji i automatycznej aktualizacji danych. 

W ramach analizowanego problemu naukowego postawiono nastňpujŃce pytania 

badawcze: 

1. (RQ1) W jaki sposób teoria ekosystemów biznesu oraz teoria kosztów transakcyjnych 

wyjaŜniajŃ specyfikň funkcjonowania przedsiňbiorstw branŨy paliwowej i uzasadniajŃ 

potrzebň prognozowania sprzedaŨy paliw silnikowych? 

2. (RQ2) Jakie metody prognozowania sprzedaŨy paliw silnikowych sŃ stosowane w 

literaturze przedmiotu i jakie sŃ ich gğ·wne ograniczenia w kontekŜcie wykorzystania 

danych z przedsiňbiorstw? 

3. (RQ3) Kt·re architektury gğňbokiego uczenia sŃ najbardziej odpowiednie do 

modelowania szereg·w czasowych sprzedaŨy paliw i jakie mechanizmy decydujŃ o ich 

zdolnoŜci do generalizacji? 

4. (RQ4) Jaka transformacja danych eksperymentalnych umoŨliwi zastosowanie 

gğňbokiego uczenia w prognozowaniu sprzedaŨy paliw? 

5. (RQ5) Jakie modele gğňbokiego uczenia naleŨy zastosowaĺ, aby zwiňkszyĺ dokğadnoŜĺ 

prognoz sprzedaŨy paliw w przedsiňbiorstwach w por·wnaniu do istniejŃcych metod? 

6. (RQ6) Jakie wartoŜci hiperparametr·w gğňbokiej sieci neuronowej umoŨliwiŃ 

osiŃgniňcie najwyŨszego poziomu dokğadnoŜci? 

7. (RQ7) W jaki sposób opracowane modele gğňbokiego uczenia wpğynŃ na usprawnienie 

proces·w sprzedaŨy paliw silnikowych? 

Wymienione pytania badawcze sŃ rozwiniňciem wskazanych obszar·w problemowych 

i polem dla interdyscyplinarnych badaŒ oraz dociekaŒ z zakresu zarzŃdzania i informatyki, 

umiejscowionych jednak gğ·wnie w dyscyplinie nauk o zarzŃdzaniu i jakoŜci, kt·re 

przedstawiono w dysertacji. 

Oryginalne rozwiŃzanie problemu naukowego polega na: 

¶ Opracowaniu modeli gğňbokiego uczenia pozwalajŃcych na prognozowanie wolumenu 

sprzedaŨy paliw silnikowych w przedsiňbiorstwach, kt·rych dokğadnoŜĺ jest wyŨsza, 
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niŨ dokğadnoŜĺ tradycyjnych metod prognozowania. Jest to szczególnie istotne w 

przypadku dziağalnoŜci przedsiňbiorstw sprzedaŨy paliw, kt·re charakteryzuje duŨa 

liczba determinant i antecedencji podejmowanych decyzji. 

¶ Usystematyzowaniu istniejŃcej wiedzy w zakresie prognozowania wolumenu 

sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego 

uczenia. 

Cele pracy 

Celem niniejszej pracy doktorskiej jest opracowanie i ocena modeli prognozowania 

sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego uczenia. Cel 

pracy zostağ osiŃgniňty przez analizň komparatywnŃ metod prognozowania ze wzglňdu na poziom 

ich dokğadnoŜci. Tak sformuğowanemu celowi gğ·wnemu, powiŃzanemu z uzasadnionym 

problemem badawczym, odpowiadajŃ nastňpujŃce cele szczeg·ğowe, kt·re obejmujŃ: 

Cele teoriopoznawcze: 

1. Rozpoznanie i analiza problematyki funkcjonowania organizacji branŨy paliwowej. 

2. Usystematyzowanie wiedzy dotyczŃcej prognozowania wolumenu sprzedaŨy paliw 

silnikowych. 

3. Usystematyzowanie wiedzy dotyczŃcej gğňbokiego uczenia w kontekŜcie dystrybucji i 

sprzedaŨy paliw. 

Cel metodyczny: 

1. Opracowanie metod wstňpnego przetwarzania danych, budowy i oceny modeli 

prognozowania wolumenu sprzedaŨy paliw silnikowych w przedsiňbiorstwach z 

wykorzystaniem gğňbokiego uczenia. 

Cel utylitarny: 

1. Przeprowadzenie oceny skutecznoŜci opracowanych modeli prognozowania wolumenu 

sprzedaŨy paliw silnikowych z wykorzystaniem danych rzeczywistych. 

Dane dotyczŃce sprzedaŨy paliw potraktowano jako szeregi czasowe, tzn. uporzŃdkowane 

w czasie zbiory obserwacji, w kt·rych istotny jest zar·wno poziom wartoŜci, jak i kolejnoŜĺ ich 

wystňpowania. Dlatego w dalszej czňŜci pracy terminu Ăszeregi czasoweò uŨywa siň w odniesieniu 

do analizowanych danych. 

Metodyka badawcza 
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Niniejsza rozprawa doktorska ma charakter teoretyczno-empiryczny  

Metodyka badawcza realizowana w ramach rozprawy doktorskiej skğada siň z nastňpujŃcych 

etapów (Rysunek 1): 

1. Analiza teoretyczna obszaru funkcjonowania organizacji branŨy paliwowej (rozdziağ 1). W 

ramach tego etapu przeanalizowano fundament teoretyczny funkcjonowania 

przedsiňbiorstw paliwowych w ujňciu ekosystemu biznesu, integrujŃc perspektywň 

koszt·w transakcyjnych, teoriň sieci spoğecznych oraz koncepcjň granic organizacji. 

Przeprowadzono r·wnieŨ dwukierunkowy systematyczny przeglŃd literatury wsparty 

analizŃ bibliometrycznŃ (Scopus, VOSviewer, Bibliometrix), identyfikujŃc luki badawcze 

oraz wyzwania branŨy wynikajŃce z transformacji energetycznej i wymog·w 

zr·wnowaŨonego rozwoju. Wykorzystano metodň badawczŃ przeglŃdu literatury 

przedmiotu, obejmujŃcego gğ·wnie Ŧr·dğa w jňzyku angielskim. 

2. Analiza teoretyczna obszaru prognozowania sprzedaŨy paliw w organizacjach 

gospodarczych (rozdziağ 2). W ramach tego etapu przeanalizowano literaturň dotyczŃcej 

prognozowania sprzedaŨy paliw silnikowych, obejmujŃcy ewolucjň metod od klasycznych 

modeli regresyjnych i system·w eksperckich po wsp·ğczesne podejŜcia oparte na uczeniu 

maszynowym i sieciach neuronowych. Scharakteryzowano r·wnieŨ specyfikň 

przetwarzania szereg·w czasowych sprzedaŨy paliw, typologiň metod prognostycznych 

oraz znaczenie sztucznej inteligencji w kontekŜcie automatyzacji proces·w 

sprzedaŨowych, ze szczeg·lnym uwzglňdnieniem funkcjonowania tankomat·w jako 

przykğadu wdroŨeniowego. Wykorzystano metodň badawczŃ systematycznego przeglŃdu 

literatury przedmiotu, obejmujŃcego gğ·wnie Ŧr·dğa w jňzyku angielskim. 

3. Analiza i systematyzacja modeli gğňbokiego uczenia w kontekŜcie dystrybucji i sprzedaŨy 

paliw (Rozdziağ 3). W ramach tego etapu przeanalizowano gğ·wne architektury gğňbokich 

sieci neuronowych stosowanych w prognozowaniu szeregów czasowych, w tym sieci 

jednokierunkowe (MLP), konwolucyjne (CNN, TCN, BiTCN), rekurencyjne (RNN, 

LSTM, GRU, DilatedRNN) oraz oparte na mechanizmie atencji (TFT, PatchTST), a takŨe 

modele hybrydowe z ekspansjŃ bazowŃ (N-BEATS, N-HiTS). Om·wiono r·wnieŨ metody 

uczenia sieci neuronowych, strategie regularyzacji przeciwdziağajŃce przeuczeniu, 

procedury walidacji krzyŨowej dla szereg·w czasowych (rolling origin) oraz metryki 

oceny dokğadnoŜci prognoz, ze szczeg·lnym uwzglňdnieniem zjawiska podw·jnego 
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spadku (double descent). Wykorzystano metodň badawczŃ przeglŃdu literatury 

przedmiotu, obejmujŃcego gğ·wnie Ŧr·dğa w jňzyku angielskim. 

4. Wstňpne przetwarzanie danych (podrozdziağ 4.1). W ramach tego etapu dokonano 

czyszczenia, agregacji i usuniňcia brak·w danych. Dokonano transformacji danych do 

postaci szeregu czasowego, analizy sezonowoŜci i trend·w oraz podziağu zbioru danych na 

zbi·r uczŃcy i testowy. Zastosowano nastňpujŃce metody badawcze: test rozszerzony 

DickeyaïFullera (ADF) i test KwiatkowskiegoïPhillipsaïSchmidtaïShina (KPSS) do 

diagnostyki stacjonarnoŜci, dekompozycjň wielosezonowŃ MSTL (Multiple Seasonal-

Trend decomposition using Loess), analizň funkcji autokorelacji (ACF) i autokorelacji 

czŃstkowej (PACF), statystyki kroczŃcej Ŝredniej i odchylenia standardowego (rolling 

mean/std), a takŨe konstrukcjň cech kalendarzowych i egzogenicznych. 

5. Opracowanie modeli gğňbokiego uczenia (podrozdziağ 4.2). W ramach tego etapu 

opracowano 10 modeli gğňbokiego uczenia prognozujŃcych wolumen sprzedaŨy paliw 

silnikowych. Dodatkowo opracowano takŨe 3 modele bazowe (baseline, benchmarks). 

Zastosowano nastňpujŃce metody badawcze: optymalizacjň hiperparametr·w 

z wykorzystaniem Ŝrodowiska Ray/Tune i algorytmu bayesowskiego HyperOpt (Tree-

structured Parzen Estimator ï TPE), walidacjň czasowŃ typu rolling origin z wieloma 

oknami, algorytmy optymalizacyjne z harmonogramami tempa uczenia (CosineAnnealing, 

ReduceLROnPlateau, OneCycle), regularyzacjň (dropout, weight decay, early stopping), 

funkcje straty dla prognoz punktowych (MSE, MAE, SMAPE), a takŨe analizň trajektorii 

strat treningowych i walidacyjnych w celu diagnostyki przeuczenia. 

6. Walidacja i ocena modeli gğňbokiego uczenia. W ramach tego etapu dokonano porównania 

efektywnoŜci modeli (podrozdziağ 4.3), analizy architektur gğňbokiego uczenia 

(podrozdziağ 4.4), analizy statystyczna wyników (podrozdziağ 4.5) oraz przeprowadzono  

walidacjň krzyŨowŃ (podrozdziağ 4.6) oraz ocena wpğywu opracowanych modeli na 

usprawnienie proces·w sprzedaŨy paliw silnikowych (podrozdziağ 4.7). Zastosowano 

nastňpujŃce metody badawcze: walidacjň krzyŨowŃ typu rolling origin (n_windows=10, 

krok 30 dni), test Wilcoxona (Wilcoxon Signed-Rank Test) dla pr·b zaleŨnych, test 

Diebold-Mariano do por·wnania dokğadnoŜci predykcyjnej, test wielomodelowy 

Friedmana z procedurŃ post-hoc Nemenyi-ego, korektň wielokrotnych por·wnaŒ metodŃ 

Holm, analizň wielkoŜci efektu (Cohen's d), diagram krytycznej r·Ũnicy (Critical 
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Difference Diagram) oraz analizň residu·w z testem normalnoŜci Shapiro-Wilka i testem 

autokorelacji Ljung-Boxa, metody indukcji i dedukcji w zakresie oceny wpğywu 

opracowanych modeli na usprawnienie proces·w zarzŃdczych w przedsiňbiorstwach 

dystrybucji paliw oraz kwantyfikacjň korzyŜci ekonomicznych.  

Przyjňta metodyka badawcza jest zgodna z rekomendacjami literatury przedmiotu, która 

podkreŜla znaczenie sp·jnej procedury badawczej w prognozowaniu szereg·w czasowych z 

wykorzystaniem gğňbokiego uczenia (Goodfellow, Bengio, i Courville 2016; Hyndman i 

Athanasopoulos 2018). Na Rysunku 1 przedstawiono Etapy prac badawczych zrealizowanych w 

ramach pracy doktorskiej. 
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Rysunek 1. Etapy prac badawczych zrealizowanych w ramach pracy doktorskiej. 

ťr·dğo: Opracowanie wğasne. 

 



14 
 

Przyjňte kolejno tematyka, cel, metodyka i zakres pracy narzuciğy klasyczny wywód 

logiczny dyskursu naukowego, wyraŨajŃcŃ siň w strukturze dysertacji. Zasadnicza czeŜĺ rozprawy 

skğada siň trzech rozdziağ·w teoretycznych i jednego rozdziağu empirycznego poprzedzonych 

wstňpem i podsumowanych w zakoŒczeniu.  

Rozdziağ pierwszy peğni rolň wprowadzajŃcŃ do problematyki funkcjonowania organizacji 

w branŨy paliwowej, stanowiŃc wyw·d teoretyczny oparty na przeglŃdzie literatury naukowej. W 

ramach tego rozdziağu zastosowano podejŜcie hybrydowe, obejmujŃce zar·wno klasyczny, jak i 

systematyczny przeglŃd literatury (Donthu et al. 2021), co pozwoliğo uchwyciĺ zar·wno gğ·wne 

nurty badawcze, jak i emergentne zjawiska opisujŃce dziağalnoŜĺ organizacji paliwowych. 

Przeprowadzono bibliometrycznŃ analizň literatury, wspartŃ narzňdziami wizualizacji metadanych 

np. VOSviewer, Bibliometrix (StňpieŒ 2023:16ï17), kt·ra umoŨliwiğa identyfikacjň trend·w, 

teorii i metod badawczych obecnych w badaniach nad prognozowaniem sprzedaŨy paliw. Rozdziağ 

ten przedstawia r·wnieŨ r·Ũne typologie ekosystem·w biznesu, a takŨe kontekst instytucjonalno-

regulacyjny rynku paliwowego, uwzglňdniajŃc zar·wno aspekty podaŨowe, jak i popytowe. 

CağoŜĺ rozwaŨaŒ domkniňta zostağa identyfikacjŃ wyzwaŒ zwiŃzanych z funkcjonowaniem 

organizacji paliwowych oraz zdefiniowaniem kluczowych pojňĺ stanowiŃcych podstawň dalszych 

analiz. 

Rozdziağ drugi koncentruje siň na metodologicznych i analitycznych aspektach 

prognozowania sprzedaŨy paliw w ujňciu organizacyjnym. Punktem wyjŜcia dla tej czňŜci pracy 

jest systematyczny przeglŃd literatury, kt·ry pozwala na syntetyczne ujňcie dotychczasowego 

stanu wiedzy (Mishra i Mishra 2023) w zakresie technik predykcyjnych stosowanych w sektorze 

paliwowym. W kolejnych czňŜciach rozdziağu przedstawiono wyniki bibliometrycznej analizy 

badaŒ prognostycznych, a takŨe charakterystykň szereg·w czasowych, bňdŃcych fundamentem 

wiňkszoŜci modeli predykcyjnych. Szczeg·lnŃ uwagň poŜwiňcono metodom statystycznym, 

uczeniu maszynowemu i narzňdziom sztucznej inteligencji, kt·re zyskujŃ na znaczeniu w 

warunkach coraz bardziej zğoŨonych i dynamicznych rynk·w. Rozdziağ koŒczy siň omówieniem 

zagadnienia tankomatów ï jako przykğadu wdroŨeniowego, w kt·rym prognozowanie staje siň nie 

tylko narzňdziem operacyjnym, lecz r·wnieŨ elementem strategicznego zarzŃdzania innowacjŃ i 

automatyzacjŃ sprzedaŨy.  

Rozdziağ trzeci stanowi teoretyczne wprowadzenie do gğňbokiego uczenia w kontekŜcie 

dystrybucji i sprzedaŨy paliw. W pierwszej kolejnoŜci przedstawiono podstawowe typy sieci 
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neuronowych, w tym jednokierunkowe sieci gğňbokie wykorzystywane do reprezentacji funkcji 

prognozujŃcych, a nastňpnie om·wiono strategie regularyzacji i optymalizacji modeli. PodejŜcie 

to umoŨliwiğo reprezentacjň zğoŨonych proces·w sprzedaŨy i zaproponowanie modeli gğňbokiego 

uczenia o r·Ũnych stopniach dokğadnoŜci uŨywanych w innych branŨach sektora energetycznego. 

Szczeg·lnŃ uwagň poŜwiňcono przeglŃdowi architektur rekurencyjnych sieci neuronowych, 

przydatnych w przetwarzaniu sekwencji czasowych, w tym szereg·w sprzedaŨy paliw oraz 

konwolucyjnych sieci neuronowych stosowanych do ekstrakcji wzorców przestrzennych. 

Rozdziağ zawiera r·wnieŨ wytyczne praktycznej metodologii projektowania i konfiguracji 

aplikacji gğňbokiego uczenia wraz z przykğadami zastosowaŒ w organizacjach gospodarczych. 

Rozdziağ czwarty przedstawia modele gğňbokiego uczenia opracowane na bazie istniejŃcych 

architektur i zaadaptowane do problemu  prognozowania sprzedaŨy paliw silnikowych. W 

pierwszej czňŜci rozdziağu zaprezentowano Ŧr·dğa i strukturň danych, zastosowane transformacje 

i konstrukcjň cech, a takŨe zestaw rozwaŨanych architektur modeli. W ramach eksperyment·w 

por·wnano dziesiňĺ architektur gğňbokiego uczenia z trzema tradycyjnymi metodami 

statystycznymi peğniŃcymi funkcjň punkt·w odniesienia (baseline). Kolejne podrozdziağy 

zawierajŃ analizň por·wnawczŃ efektywnoŜci modeli, badanie ablacyjne wpğywu zmiennych 

egzogenicznych na dokğadnoŜĺ prognoz oraz formalnŃ analizň statystycznŃ obejmujŃcŃ testy 

istotnoŜci r·Ũnic (Wilcoxon, Diebold-Mariano, Friedman z procedurŃ post-hoc Nemenyi-ego) i 

analizň residu·w. Rozdziağ zamyka ocena wpğywu opracowanych modeli na usprawnienie 

procesów wolumen·w sprzedaŨy paliw silnikowych wraz z kwantyfikacjŃ potencjalnych korzyŜci 

ekonomicznych oraz wytycznymi wdroŨeniowymi dla praktyki biznesowej. 

W zakoŒczeniu dysertacji podsumowano wyniki przeprowadzonych badaŒ teoretyczno-

poznawczych i empirycznych, udzielono r·wnieŨ odpowiedzi na postawione pytania badawcze. 

Podsumowano zastosowanŃ w pracy metodykň studiów literatury i przeprowadzonych badaŒ 

prognozowania sprzedaŨy paliw. Celem tych dziağaŒ byğo zaproponowanie dokğadnego modelu 

prognozowania sprzedaŨy paliw silnikowych z wykorzystaniem metod gğňbokiego uczenia. 
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1. Problematyka funkcjonowania organizacji branŨy paliwowej 

Rozdziağ porzŃdkuje fundamenty teoretyczne oraz kontekst funkcjonowania organizacji 

branŨy paliwowej w ujňciu ekosystemu biznesu i wskazuje ich konsekwencje dla prognozowania 

sprzedaŨy paliw. ĞŃczy perspektywň koszt·w transakcyjnych i granic organizacji (Coase, 

Williamson, Arrow) z ujňciem sieciowym oraz koncepcjŃ osadzenia relacji (Granovetter), a takŨe 

z ğaŒcuchem wartoŜci (Porter). Tak zarysowane ramy pozwalajŃ wyjaŜniĺ mechanizmy 

koordynacji, podziağ r·l i przepğywy informacji w zğoŨonych sieciach dystrybucji paliw, od 

upstreamu przez midstream po downstream, w warunkach regulacji, presji Ŝrodowiskowej 

i transformacji energetycznej. 

Kluczowym elementem rozdziağu jest identyfikacja dotychczas eksplorowanych obszarów 

badawczych w prognozowaniu sprzedaŨy paliw. Identyfikacjň tň przeprowadzono 

z wykorzystaniem hybrydowego, systematycznego przeglŃdu literatury i analiz bibliometrycznych 

(m.in. mapy wsp·ğwystňpowania sğ·w kluczowych, zestawienia temat·w wyğaniajŃcych siň - ang. 

emerging topics). Ujňcie to porzŃdkuje terminologiň, uwypukla kierunki badaŒ oraz ujawnia luki 

wiedzy na styku: ekosystem·w biznesowych, zr·wnowaŨonego rozwoju i metod predykcyjnych, 

w tym AI/DL. R·wnolegle rozdziağ charakteryzuje praktykň funkcjonowania przedsiňbiorstw 

paliwowych, w podziale na elementy techniczne (infrastruktura, logistyka, VRP, automatyzacja) 

i zarzŃdcze (polityka cen, ryzyko, ESG), determinanty efektywnoŜci i istotň procesu sprzedaŨy 

w wymiarze fizycznym (ğaŒcuch dostaw) oraz wirtualnym (instrumenty finansowe), podkreŜlajŃc 

r·Ũnice miňdzy handlem hurtowym i detalicznym. CağoŜĺ zamyka przeglŃd problem·w i wyzwaŒ 

organizacji dystrybucji paliw (regulacje, zmiennoŜĺ popytu, koszty emisyjne, integracja OZE), 

kt·re uzasadniajŃ potrzebň wdraŨania zintegrowanych metod prognozowania i zr·wnowaŨonego 

podejmowania decyzji. 

Struktura rozdziağu jest nastňpujŃca. Podrozdziağ 1.1 przedstawia elementy teorii 

ekosystemu biznesu i kluczowe nurty (TCE, podejŜcie sieciowe, granice organizacji) 

w odniesieniu do branŨy paliwowej. Podrozdziağ 1.2 identyfikuje obszary badawcze 

w prognozowaniu sprzedaŨy paliw na podstawie systematycznego i bibliometrycznego przeglŃdu 

literatury, wskazujŃc luki i agendň dalszych badaŒ. Natomiast podrozdziağ 1.3 omawia 

funkcjonowanie przedsiňbiorstw na rynku paliw tj. role aktorów (ang. players), ğaŒcuch 

wartoŜci/dostaw, integracja fizycznej i cyfrowej infrastruktury. Kolejny punkt 1.4 wyjaŜnia istotň 

procesu sprzedaŨy paliw, uwarunkowania ekonomiczne, regulacyjne i operacyjne z rozr·Ũnieniem 
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sprzedaŨy hurtowej i detalicznej oraz wymiaru fizycznego i wirtualnego. Rozdziağ zamyka punkt 

1.5, który syntetyzuje problemy i wyzwania organizacji dystrybucji paliw w kontekŜcie 

transformacji energetycznej, regulacji oraz praktyk ESG. W ten sposób ostatni podrozdziağ 

przygotowuje fundament teoretyczno-metodologiczny pod dalszŃ konstrukcjň modeli 

prognostycznych rozwijanych w kolejnych rozdziağach.  
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1.1. Elementy teorii ekosystemu biznesu 

Wsp·ğczesne organizacje coraz czňŜciej opisywane sŃ nie jako indywidualne jednostki, ale 

jako ukğady, systemy lub sieci, w kt·rych znaczenia nabierajŃ relacje miňdzyorganizacyjne. 

Badania ekosystemów biznesowych, w naukach o zarzŃdzaniu i jakoŜci, obejmujŃ r·wnieŨ 

oddziağywania i wpğyw konstytuujŃcych je organizacji i element·w (Mies et al. 2022). 

Charakterystyka przedsiňbiorstw branŨy paliwowej, rozgağňzione ğaŒcuchy dostaw oraz tworzone 

przez nie sieci dystrybucji pozwalajŃ na odniesie zağoŨeŒ teorii ekosystemu biznesu i zrozumienia 

relacji miňdzy organizacjami, kt·re majŃ wpğyw poŜredni i bezpoŜredni na procesy prognozowania 

sprzedaŨy paliw. 

Idea traktowania organizacji nie jako pojedynczych i niepowiŃzanych jednostek, ale jako 

sieci pojawiğa siň stosunkowo niedawno wraz teoriŃ koszt·w transakcyjnych zaproponowanŃ 

przez Ronalda Coaseôa w 1988 roku. Byğ on prekursorem badaŒ nad naturŃ i istotŃ granic 

organizacji, a jego teoria wpğynňğa na postrzeganie tworzonych przez organizacje gospodarcze 

relacji. Coase r·wnieŨ zapoczŃtkowağ dyskusjň nad naturŃ organizacji w kontekŜcie sektora lub 

branŨy (Cyfert 2012:16). Zakğadağ on, Ũe granice organizacji wpğywajŃ na moŨliwoŜĺ zmiany roli 

peğnionej w ğaŒcuchu dostaw lub ekosystemie. Teoria kosztów transakcyjnych wyznacza granice 

funkcjonowania organizacji przez zakres samodzielnie wykonywanych zadaŒ w oparciu o poziom 

kosztów, które muszŃ zostaĺ poniesione w rezultacie transakcji zachodzŃcej wewnŃtrz organizacji 

lub pomiňdzy organizacjami przekraczajŃc ich granice (Coase 1988). 

ĂOptymalna [granica] z perspektywy kryterium wielkoŜci organizacji znajduje siň 

w punkcie, w którym poziom kosztów organizowania dodatkowej transakcji wewnŃtrz 

organizacji, przy wykorzystaniu mechanizmu hierarchii, jest równy poziomowi kosztów 

przeprowadzenia tej transakcji na zewnŃtrz, przy wykorzystaniu mechanizmów rynkowego lub 

poziomowi transakcji w podobnej organizacjiò (Cyfert 2012:18; Gruszecki 2002). Teoria kosztów 

transakcyjnych postrzega zatem ekosystem jako sieĺ przedsiňbiorstw, kt·rych relacje opierajŃ siň 

o transakcje i to one wyznaczajŃ zarówno granice organizacji jak i ekosystemu. Transakcje te 

w odniesieniu do branŨy paliwowej mogŃ zostaĺ odniesione do obrotu i sprzedaŨy np. paliw 

ciekğych. Z drugiej strony jest to obr·t ŜciŜle kontrolowany i koncesjonowany (UrzŃd Regulacji 

Energetyki 2023), dlatego teoria kosztów transakcyjnych znajduje tu jedynie czňŜciowe 

zastosowanie. Badania Coaseôa charakteryzowağy siň transakcyjnym podejŜciem, w kt·rym 
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rozpatrywane relacje tworzone przez same organizacje i rynek, w obecnoŜci regulator·w rynku 

(Coase 1937:386ï405, 1960:1ï44).  

Teoria Coaseôa zostağa poddana krytyce przez Marka Granovettera w 2005 roku 

(Granovetter 2005:36), który udowodniğ, Ũe Ă[é] podstawŃ dla transakcji sŃ formalne 

i nieformalne relacje sieci spoğecznych" (KorzyŒski 2018:287). Natomiast w ujňciu sieciowym 

Sylwia StaŒczyk, zwraca uwagň na odejŜcie od indywidualnego podejŜcia do jednostki 

(organizacji) i osiŃgania korzyŜci (StaŒczyk 2018). Ujňcie sieciowe dominuje zarówno 

w literaturze dotyczŃcej ekosystemów biznesowych z zakresu ekonomii i socjologii, nad ujňciem 

transakcyjnym (Morawski 2001:33; StaŒczyk 2018).  

WyjaŜnienie natury relacji biznesowych i ich dynamikň oraz wpğyw na granice organizacji 

zaproponowağ Granovetter. Wedğug teorii Granovettera ñrelacje ğŃczŃ rynki, poniewaŨ [é] 

przechodzŃ wertykalnie i horyzontalnie przez hierarchicznŃ strukturň organizacjiò (KorzyŒski 

2018:287) oraz zaleŨŃ od zaufania pomiňdzy uczestnikami sieci. Co wiňcej, ĂJeŜli istnieje zaufanie 

pomiňdzy graczami na rynku, to koszty transakcyjne ulegajŃ zmniejszeniuò (Morawski 2001:33). 

Zwrócenie uwagi na aspekty nieformalne i formalne relacji miňdzyorganizacyjnych pozwoliğo na 

rozszerzenie badaŒ na obszar strategii przedsiňbiorstw ekosystemu biznesu. Charakter 

uzupeğniajŃcy teorii zaproponowanych przez Granovetera wobec teorii Coaseôa daje podstawy do 

rozpatrywania naturalnych struktur sieci dystrybucji wystňpujŃcych w branŨy paliwowej w ujňciu 

sieciowym lub perspektywie ekosystemu biznesu (Williamson 2010:683ï90). 

Równolegle do teorii Coaseôa i Granoveterrôa rozwijağa siň teŨ koncepcja granic organizacji 

zapoczŃtkowana przez Kennetha Arrowa w 1985 roku (Arrow 1985:33ï35; KoŦmiŒski i Latusek-

Jurczak 2011:107ï8). Jest to alternatywne rozwiŃzanie problemu zwiňkszenia efektywnoŜci 

organizacji podejmowanego w dziedzinie nauki o zarzŃdzaniu i jakoŜci. ĂArrow [é] zdefiniowağ 

organizacjň jako zbi·r jednostek umoŨliwiajŃcy osiŃganie korzyŜci ze zbiorowego dziağania dziňki 

temu, Ũe lepiej niŨ rynek pokonuje niepewnoŜĺ, brak zaufania, nier·wnoŜĺ spoğecznŃ czy przepğyw 

informacjiò (KorzyŒski 2018:287). Dlatego przypuszczaĺ moŨna, Ũe organizacja funkcjonujŃca 

w sieci lepiej radzi sobie z niepewnoŜciŃ rynkowŃ2. Co wiňcej, Arrow zdefiniowağ gğównych 

aktorów sieci i twórców relacji, rozpatrujŃc przy tym wynik teorii granic organizacji, jako 

przedsiňbiorstwo, paŒstwo i jego instytucje oraz instytucje niewidzialne, czyli normy etyczne 

 
2 Ma to szczeg·lne znaczenie w branŨy paliwowej, w kt·rej jedna decyzja polityczna dramatycznie zmienia 

przepğywy strategiczne I ukğad siğ na rynku paliw i energii. 
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i wzorce zachowaŒ obowiŃzujŃce w danej sieci (KorzyŒski 2018:288). Przedsiňbiorstwo, wedğug 

teorii Arrowa, to Ăorganizacja o hierarchicznej i biurokratycznej strukturze, kt·ra oddziağuje na 

rynek w celu lepszej alokacji zasobów w porównaniu ro rynków rzeczywistych dziağajŃcych w 

oparciu o niepeğnŃ informacjňò (KorzyŒski 2018:288). Zgodnie z tŃ koncepcjŃ, przedsiňbiorstwa 

przetwarzajŃ informacje efektywniej niŨ paŒstwo lub instytucje, poniewaŨ koordynujŃ obieg 

danych, bňdŃcych w posiadaniu r·Ũnych czğonk·w organizacji (Arrow 1985:33ï35).  

Przedsiňbiorstwa realizujŃc funkcje przetwarzania informacji towarzyszŃcej np. sprzedaŨy 

paliw, ponoszŃ nakğady inwestycyjne na zaprojektowanie, stworzenie i rozwój systemu 

informacyjnego i jego integracjň. Wskazane koszty stanowiŃ zatem ponownie nawiŃzanie do teorii 

Coaseôa, kt·ra w koncepcji Arrowa zostağa rozwiniňta o aspekt przewagi wynikajŃcej ze 

wsp·ğpracy. Przedsiňbiorstwa funkcjonujŃce w sieci dokonujŃ licznych proces·w obliczeniowych, 

wŜr·d kt·rych wiodŃcŃ rolň peğniŃ procesy prognozowania (Ketokivi i Mahoney 2020). Jest tak 

dlatego, poniewaŨ organizacje w prognozowaniu dostrzegajŃ moŨliwoŜĺ osiŃgania przewagi 

konkurencyjnej i strategicznym wybieganiu w przyszğoŜĺ (Medema 2020:1145ï1128). 

JednoczeŜnie horyzont prognoz w przedsiňbiorstwach branŨy paliwowej nie wychodzi po za 

standardowŃ rezerwň operacyjnŃ pozwalajŃcŃ standardowo na 30-dniowy okres ciŃgğej pracy oraz 

wynikajŃcy z przydatnoŜci magazynowanego paliwa (Dyczkowska, Jňdrych, i Stecyk 2024; 

Strandell 1983:54ï64) (Dyczkowska et al. 2024). Co wiňcej, wskazany okres magazynowania 

odpowiada r·wnieŨ procesowi peğnej recyrkulacji technologicznej paliwa (Engeländer i others 

2022; Jeon, Shin, i Ahn 2017; ŧ·ğty i Lubowicz 2019).  

Jak wskazano powyŨej pionierzy teorii ekosystemu biznesu Coase, Granovetter i Arrow 

skupiali siň w swoich teoriach na r·Ũnych aspektach funkcjonowania i wsp·ğpracy organizacji. 

Jednak na zagadnienia czňstotliwoŜci i trwağoŜci wsp·ğpracy uwagň zwr·ciğ Olivier Williamson 

podejmujŃc analizň wğaŜciwych sposob·w organizacji transakcji, uwzglňdniajŃcŃ w szczeg·lnoŜci 

problem wyznaczania granic przedsiňbiorstwa. Wedğug Williamsona, jednorazowo podejmowane 

dziağanie nie oznacza (Williamson 1985), braku moŨliwoŜci tworzenia relacji, poniewaŨ te 

ĂprzesuwajŃ one punkt ciňŨkoŜci z eksponowanego przed Coaseôa zagadnienia koordynacji 

dziağaŒ na rolň dziağaŒ poprawiajŃcych wewnňtrzny rozw·j organizacji i zarzŃdzania przy 

wykorzystaniu zmiennychò ekonomicznych (Cyfert 2012:17). Tworzenie sieci wsp·ğpracy 

stanowi zatem konsekwencjň podejŜcia transakcyjnego i kontraktowego, które wraz 
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z prognozowaniem zabezpieczajŃ stworzony ekosystem biznesu i wzmacniajŃ relacje miňdzy 

zaangaŨowanymi podmiotami (Williamson 2010:673ï90). 

W tym kontekŜcie, prognozowanie sprzedaŨy paliw silnikowych ma swoje uzasadnienie ze 

wzglňdu na moŨliwoŜĺ skalowania tego procesu (Babai, Boylan, i Syntetos 2022:324ï48). Jest tak 

dlatego, Ũe skalowanie stanowi podstawň, na kt·rej budowana jest przewaga na kaŨdym poziomie 

organizacji (Montero-Manso i Hyndman 2021:1632ï53) . KaŨdy segment organizacji moŨe mieĺ 

odrňbnŃ strategiň prognozowania sprzedaŨy  (Hyndman et al. 2011:2579ï89). Jest to zgodne z ideŃ 

Michaela Portera, wedğug kt·rej Ăidea ğaŒcucha wartoŜci [Williamsona] opierağa siň na 

rozpoznaniu, Ũe to, co utrzymuje biznes w cağoŜci, to koszty transakcyjne, kt·re w istocie sŃ 

czymŜ, co naleŨy koordynowaĺ. Organizacje sŃ czňsto bardziej efektywne w koordynacji niŨ rynki, 

dlatego natura i rola granic wsp·ğpracy sŃ definiowane przez koszty transakcyjneò (Kawa 2017:5). 

Porter wykazağ zatem, Ũe koszty transakcyjne scalajŃ ğaŒcuchy dostaw i ğaŒcuchy wartoŜci, 

obejmujŃc heterogeniczne elementy ekosystemu biznesowego (Dekker 2003).  

Prognozowanie sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem 

gğňbokiego uczenia odzwierciedla trendy globalizacji i dynamicznego rozwoju handlu, a takŨe 

Ăcoraz kr·tszy cykl Ũycia produkt·w, masowŃ indywidualizacja produkcji i ciŃgğa presja na 

redukcjň koszt·w - wpğywajŃ na zdolnoŜĺ operacyjnŃ wsp·ğczesnych przedsiňbiorstwò (Kawa 

2017:5). W takim ujňciu kontynuowano r·wnieŨ w Polsce badania nad organizacjami tworzŃcymi 

ekosystem biznesu w ramach teorii ekologii populacji i teorii adaptacji, jednak to teoria kosztów 

transakcyjnych Ăpodejmuje pr·bň wyjaŜnienia, w jakich sytuacjach przedsiňbiorstwo preferuje 

rozw·j wewnňtrzny zamiast rozwoju kontraktowegoò i zewnňtrznego rozwoju czňŜci wsp·lnych 

tworzŃcych ekosystem (Cyfert 2012:17). W konsekwencji teorii Williamsona Ăprzyjmuje siň, Ũe 

wybór opcji rozwoju wewnňtrznego jest konsekwencjŃ problem·w zwiŃzanych ze 

zdefiniowaniem i wyegzekwowaniem zapis·w kontraktu pomiňdzy podmiotami uczestniczŃcymi 

w grze rynkowejò (Cyfert 2012:17). 

Z przedstawionych teorii wyğania siň definicja organizacji sieciowej, kt·rŃ jest Ăzbi·r 

niezaleŨnych w sensie prawnym jednostek gospodarczych, realizujŃcych r·Ũnorodne 

przedsiňwziňcia i projekty koordynowane przez firmň - integratora, kt·ra posiada wyr·ŨniajŃce 

(kluczowe, podstawowe) kompetencjeò (Perechuda 2005:55). Przykğadem takich organizacji 

sieciowej sŃ sieci dystrybucji i sprzedaŨy paliw silnikowych. 
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W nastňpstwie przedstawionych teorii postrzegania organizacji istotnymi okazujŃ siň 

najnowsze kontynuacje badaŒ nad prognozowaniem zjawisk w dziağalnoŜci podmiot·w 

gospodarczych (Syntetos, Boylan, i Disney 2009:149ï60). Na przykğad Sylwia StaŒczyk (2018) 

zauwaŨa, Ũe relacje miňdzy organizacjami opisywane sŃ za pomocŃ analogii i metafor 

zaczerpniňtych z nauk przyrodniczych opisujŃcych zaleŨnoŜci ekologiczne (StaŒczyk 2018:64). 

Przy czym, metafory sŃ jedynie instrumentem przybliŨajŃcym rzeczywiste relacje pomiňdzy sieciŃ 

biznesowŃ a ekosystemem. Dlatego ekosystem biznesu jest to metafora bezpoŜrednio zaczerpniňta 

z teorii ekologii (StaŒczyk 2018:64). Co wiňcej, ekosystem biologiczny, nie ma bezpoŜredniego 

przeğoŨenia na ekosystem biznesu, jednak jest inspiracjŃ dla nauk o zarzŃdzaniu w zakresie 

wyjaŜniania tej podstawowej idei (StaŒczyk 2018:64). Najbardziej popularnŃ empirycznie 

metaforŃ jest koncepcja ekosystemu biznesu, która tworzy nowy paradygmat w naukach o 

zarzŃdzaniu i jakoŜci, ma charakter teoriotw·rczy lub integrujŃcy teoriň granic organizacji i 

metaforň ekosystemu biznesu. Jest to zatem nowa teoria opisujŃca funkcjonowaniu organizacji 

sieciowej, która tworzy ekosystem biznesu i pozwala na rozwijanie metod prognozowania. 

Opr·cz nowej perspektywy opisywania przedsiňbiorstw pojawiğa siň nowa grupa 

naukowców w naukach o zarzŃdzaniu i jakoŜci tzw. ekolog·w organizacji, kt·rzy starajŃ siň opisaĺ 

funkcjonowanie wsp·ğczesnych organizacji w wielowymiarowych i interdyscyplinarnych 

ukğadach (StaŒczyk 2018:9). W zwiŃzku pracami nawiŃzujŃcymi do prognozowania zasob·w, 

kt·rymi dysponujŃ organizacje ekolodzy organizacji podnoszŃ kwestiň rezyliencji i stabilnoŜci 

ekosystem·w biznes·w tworzonych w obrňbie sektor·w lub branŨ gospodarki.  

Wsp·ğczeŜnie stwierdza siň, Ũe ĂstabilnoŜĺ ekosystemu moŨna rozpatrywaĺ pod kŃtem 

adaptacji organizacji i zdolnoŜci sieci w przystosowaniu siň do otwartego, dynamicznego systemu 

otoczeniaò (StaŒczyk 2018:9). TakŃ stabilnoŜĺ w kontekŜcie biznesu rozumie siň jako przetrwanie 

na rynku, czyli utrzymywanie r·wnowagi pomiňdzy przepğywami materii (wymienianych 

towarów), energii i informacji. Kluczowym mechanizmem dla funkcjonowania organizacji jest, 

zgodnie z takim paradygmatem, podtrzymywanie sp·jnoŜci i toŨsamoŜci ekosystemu biznesu. 

Szczeg·lnŃ rolň w takim ukğadzie odgrywajŃ przedsiňbiorstwa zaangaŨowane w wytwarzanie, 

przesyğanie, magazynowanie, dystrybucjň i sprzedaŨ energii lub jej noŜnik·w (Zema i Sulich 

2022:1). NajwaŨniejszŃ okazuje siň jednak prognozowanie ï to jest metoda przewidywania 

zjawisk w dziağalnoŜci organizacji (CieŜlak 2011). Przy czym Ă[é] prognoza jest sŃdem 
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odnoszŃcym siň do zdarzeŒ przyszğych i niepewnych, kt·rych moŨliwe zaistnienie przewiduje siň 

z wyprzedzeniemò (Wójcik 2018). 

Ekosystem biznesu jest konstruktem teoretycznym, wynikajŃcym z koncepcji sieci 

miňdzyorganizacyjnych i jej rozwiniňcia metaforycznego. Sieci miňdzyorganizacyjne od lat 90. 

XX wieku postrzegane sŃ jako gğ·wne formy organizacyjne, kt·re zasadniczo nadajŃ ksztağt, 

wymiar i kierunek wsp·ğczesnej dziağalnoŜci gospodarczej. Jednak w zwiŃzku z rozwojem nauki 

o zarzŃdzaniu i jakoŜci w zakresie rozumienia istoty i natury sieci biznesowych, poszukuje siň 

inspiracji w biologicznych ekosystemach, ekologii i teorii ewolucji, kt·re mogŃ dostarczaĺ 

innowacyjnych perspektyw naukowych (StaŒczyk 2018:9). Dlatego koncepcja sieci 

miňdzyorganizacyjnej jest zwiŃzana z paradygmatem ekosystemu biznesu, r·wnieŨ jako wyniku 

badaŒ nad kosztami transakcyjnymi i granicami organizacji (Babai et al. 2022:413ï37). Koncepcja 

ekosystemu biznesu jest fundamentem rozumienia mechanizmów rozwoju sieci organizacji w 

naukach o zarzŃdzaniu i jakoŜci, pomimo, Ũe zostağa zaczerpniňta z nauk biologicznych. Opisana 

perspektywa ekosystemowa w prognozowaniu zjawisk gospodarczych jest jednym z wiodŃcych 

nurtów naukowych i r·wnieŨ jest cenna dla prognozowania sprzedaŨy paliw silnikowych 

w przedsiňbiorstwach z wykorzystaniem gğňbokiego uczenia. NaleŨy jednak pamiňtaĺ, Ũe skala 

uogólnienia prognoz jest skoŒczona i Ănie moŨna wskazaĺ jednego uniwersalnego modelu 

moŨliwego do zastosowania we wszystkich sytuacjachò (Wójcik 2018:122). 

Ekosystem to skr·t pochodzŃcy od angielskich sğ·w ecological system, uŨytych przez 

brytyjskiego przyrodnika Arthurôa Georgeôa Tansleyôa (Tansley 1935) w opisie systemu 

ekologicznego, przyrodniczego. Tansley jako ekosystem rozumiağ zbi·r organizm·w 

biologicznych - biocenozň, umieszczonych w nieoŨywionej przestrzeni Ũyciowej - biotopie 

(StaŒczyk 2018:64), wraz ze wzajemnymi relacjami. Wsp·ğczeŜnie ekosystem to ĂnajwyŨsza 

[systematycznie] jednostka ekologiczna o silnie wyksztağconych mechanizmach regulacyjnych 

[é]. Jest to ukğad, w kt·rym wsp·ğdziağajŃ organizmy zorganizowane w poziomy troficzne 

(producenci, konsumenci i reducenci) zintegrowane z abiotycznym Ŝrodowiskiemò (Ğabno 

2010:80). Ekosystem przyrodniczy wymaga wszystkich poziom·w zaleŨnoŜci pokarmowych 

inaczej, ukğad nie moŨe byĺ opisywany jako ekosystem biologiczny. W obrňbie biologicznego 

ekosystemu dochodzi do nieustannego obiegu materii i przepğywu energii. Ekologia wyr·Ũnia 

jeszcze ekosystem globalny w odniesieniu Ădo dziağalnoŜci ludzkiej w powiazaniu 
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z podsystemami Ŝrodowiska (atmosferŃ, hydrosferŃ i litosferŃ) oraz wszystkimi ekosystemami, 

kt·re podlegajŃ antropogenicznym wpğywomò (Ğabno 2010:80). 

Perspektywa ekologiczna lub zr·wnowaŨonego rozwoju prognozowania wynik·w dziağaŒ 

organizacji jest konsekwencjŃ opisywania szczeg·lnego sektora gospodarki, którym jest sektor 

energetyczny, a w nim branŨa paliowa, w kt·rej nastňpuje opr·cz innych proces·w sprzedaŨ 

i dystrybucja paliw. Sektor energetyczny od poczŃtku swojego istnienia podlegağ presji popytowej, 

która dağa poczŃtek poszukiwaniom r·Ũnych metod generowania energii, a zatem zarzŃdzania 

podaŨŃ. Aktualnie sektor ten poddany jest kierunkowej presji selekcyjnej, gdyŨ preferowane sŃ 

mniej emisyjne Ŧr·dğa energii, czyli przyjazne dla Ŝrodowiska technologie. Dzieje siň tak na skutek 

transformacji energetycznej, która zachodzi etapami i dotyczy wykorzystywania paliw kopalnych, 

szczególnie paliw silnikowych. Dlatego perspektywa ekologiczna w sektorze energetycznym staje 

siň wyzwaniem zarówno dla praktyki i teorii w obszarze prognozowania. 

Teoriň ekosystem·w biznesu uwaŨa siň za obiecujŃcy Ăobszar na r·Ũnych polach badaŒ 

w odniesieniu do platform technologicznych, spoğecznoŜci programist·w i uŨytkownik·w, ale teŨ 

innych ekosystem·w, ukazujŃcych wielopoziomowe interakcje pomiňdzy uczestnikami, pomiňdzy 

ekosystemami czy problemy badawcze istotne z punktu widzenia menedŨera osadzonego w sieciò 

(Muegge 2013; StaŒczyk 2018:10). Ekosystem biznesu branŨy paliw konstytuujŃ zarówno 

podmioty bezpoŜrednio zaangaŨowane w wydobycie, przetwórstwo i dystrybucjň paliw 

kopalnych, stanowiŃce fundament ekosystemu, jak i wsp·ğpracujŃce z nimi organizacje. Przykğady 

takich przedsiňbiorstw stowarzyszonych to producenci samochod·w, producenci czňŜci 

samochodowych, producenci zaliczani do innych branŨ pochodnych przemysğu 

petrochemicznego3. Natomiast trwağe relacje w ekosystemie biznesu branŨy paliw silnikowych 

pozwalajŃ na okreŜlenie standard·w i utrzymanie jakoŜci oferowanych usğug i produkt·w. 

PodsumowujŃc koncepcja ekosystemu biznesowego czerpie teoretycznŃ inspiracjň z sieci 

miňdzyorganizacyjnych i dalej integruje wglŃd z dziedzin ekosystem·w biologicznych, ekologii 

i teorii ewolucji (Kaushik i Mukherjee 2022). Ekosystem biznesowy to koncepcja, kt·ra sğuŨy jako 

metafora, narzňdzie do opisania zğoŨonych relacji biznesowych, czerpiŃc inspiracjň z nauk 

przyrodniczych (Doyle 2022) wykorzystywana w naukach o zarzŃdzaniu i jakoŜci. Analogia 

miňdzy biznesem a naturalnymi ekosystemami wykracza jednak poza proste powiŃzania 

organizacyjne w obrňbie sektora, obejmujŃc zar·wno strukturalne, jak i wirtualne wymiary tych 

 
3 Przemysğ petrochemiczny to przemysğ przerobu p·ğprodukt·w uzyskanych w rafineriach. 
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ekosystemów biznesowych (StaŒczyk 2019; Sternberg et al. 2022). Jest to ekosystem wzajemnie 

poğŃczonych firm, wyspecjalizowanych dostawc·w, jednostek ŜwiadczŃcych usğugi, firm 

dziağajŃcych w powiŃzanych sektorach oraz instytucji zwiŃzanych w okreŜlonych dziedzinach 

(ang. universities, standardization units, and industry associations). Ta organizacyjna aranŨacja 

prowadzi do sytuacji, w której podmioty i organizacje konkurujŃ ze sobŃ, ale takŨe wsp·ğpracujŃ 

(StaŒczyk 2019). Takie zmiany r·wnieŨ wpğywajŃ na kierunek prowadzonych analiz i prognoz w 

zakresie sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego 

uczenia. 

W sektorze energetycznym ekosystemy biznesowe sŃ zorganizowane wok·ğ noŜnik·w 

energii oraz ğaŒcuch·w dostaw i zarzŃdzania zasobami (Schultz et al. 2019). Taka organizacja daje 

poczŃtek odrňbnej gağňzi skupionej na noŜnikach energii lub paliwach, ğŃczŃc organizacje w sp·jny 

ekosystem biznesowy (Vesalainen, Thorgren, i Rossi 2017). W ten spos·b nastňpuje nie tylko 

koncentracja na okreŜlonym typie paliw, ale teŨ odpowiednim procesie w obrňbie ekosystemu. 

BranŨa paliw ciekğych sektora energetycznego jest czňŜciŃ tego szerszego ekosystemu 

i charakteryzuje siň procesami bezpoŜrednio zwiŃzanymi z wydobyciem ropy naftowej, produkcjŃ 

ropy i wysiğkami zmierzajŃcymi do zmniejszenia zuŨycia paliwa i emisji (Zema, Sulich, i 

Kulhanek 2023). W ramach tego ekosystemu biznesowego zachodzŃ r·wnieŨ procesy recyklingu, 

regeneracji i ponownego wykorzystania produktów pochodnych ropy naftowej, a takŨe 

przebudowy proces·w zwiŃzanych z ich produkcjŃ lub przetwarzaniem. Organizacje przyczyniajŃ 

siň do tworzenia ekosystem·w biznesowych, kt·re posiadajŃ nie tylko sp·jnŃ infrastrukturň 

fizycznŃ, ale takŨe komplementarnŃ do niej wirtualnŃ, niematerialnŃ sieĺ powiazaŒ (Eales et al. 

2020; Teece 2007). W ramach tych powiazaŒ dochodzi do r·wnieŨ do komercyjnej wymiany 

informacji podstawowych dla metod prognozowania, opierajŃcych siň na dobrze sformuğowanych 

teoriach oraz podlejŃcych weryfikacji empirycznej. W zwiŃzku z tym procesy operacyjne i ich 

prognozowanie dla powiŃzanych gağňzi ğaŒcucha wartoŜci gğ·wnych dostawc·w energii stağy siň 

integralnŃ czňŜciŃ podejmowania decyzji w wsp·ğczesnych ekosystemach biznesowych, 

szczególnie w sektorze energetycznym i transportowym (Vargas et al. 2020).  

WaŨnym elementem ekosystemu biznesowego w sektorze energetycznym jest gağŃŦ paliw, 

kt·ra obejmuje wszystkie organizacje zaangaŨowane w regulacjň ğaŒcucha dostaw paliw i ich 

pochodnych (Hofmann i Prockl 2017). Firmy specjalizujŃce siň w produktach pochodnych ropy 

naftowej i gazu wraz ze swoimi partnerami biznesowymi w dziedzinie logistyki i transportu, 
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znajdujŃcymi siň na peryferiach tego ekosystemu biznesu, angaŨujŃ siň juŨ w zğoŨone relacje w 

sektorze transportu (Grzesiak i Sulich 2023; Sitch et al. 2003). Z drugiej strony, przewidywanie 

sprzedaŨy paliwa lub zuŨycia paliwa ma najwiňksze znaczenie w przemyŜle i transporcie 

lotniczym ze wzglňdu na jego rolň w obliczaniu masy samolot·w i spalania paliwa oraz korzyŜci 

wynikajŃce z takich ukierunkowanych przewidywaŒ (Keith i Leyton 2007). Podobnych obliczeŒ 

masy eksploatacyjnej dokonuje siň w transporcie morskim, kolejowym i drogowym. KonstatujŃc, 

ekosystem biznesu branŨy paliwowej oddziağuje na wiele innych sektorów gospodarki a relacje 

wynikajŃce z dystrybucji i sprzedaŨy paliw sŃ ekwiwalentem relacji troficznych wystňpujŃcych 

w ekosystemach naturalnych (Adner 2017). Podjňcie tematyki prognozowania sprzedaŨy paliw 

silnikowych jest zatem kluczowe dla organizowania i monitorowania przepğyw·w zasob·w i 

informacji w jednostkach gospodarczych naleŨŃcych do ekosystemu biznesu branŨy paliwowej. 
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1.2. Identyfikacja obszar·w badawczych w prognozowaniu sprzedaŨy paliw  

Teorie granic organizacji, kosztów transakcyjnych i teoria ekosystemu biznesu zostağy 

sformuğowane w pewnym stopniu og·lnoŜci opisujŃc cağoŜĺ stosunk·w ekonomicznych 

i zarzŃdczych w gospodarce. Literatura przedmiotu podkreŜla ich znaczenie dla prognozowania 

zjawisk w dziağalnoŜci organizacji i podmiot·w gospodarczych. Dlatego zachodzi potrzeba 

weryfikacji i odniesienia tych idei do obszar·w badawczych w zakresie prognozowania sprzedaŨy 

paliw i odwrotnie. W zwiŃzku z tym w rozdziale, na podstawie badaŒ literatury wykorzystujŃcych 

systematyczny przeglŃd literatury, najpierw dokonano analizy prognozowania sprzedaŨy paliw 

w kontekŜcie ekosystemu biznesowego, a nastňpnie odwr·cono oŜ syntezy takiej eksploracji 

i badania literatury prowadzono w kierunku ekosystemu biznesowego w kontekŜcie 

prognozowania sprzedaŨy paliw.  

Dziňki zastosowanemu dwukierunkowemu systematycznemu i powtarzalnemu badaniu 

literatury przedmiotu uzyskano pogğňbionŃ identyfikacjň obszarów badawczych w prognozowaniu 

sprzedaŨy paliw (Zema, Sulich i Hernes 2024). W literaturze metodycznej badania takie nazywa 

siň bibliometrycznymi lub inaczej przeglŃdem bibliometrycznym (StňpieŒ 2023:16). 

Przeprowadzone postňpowanie badawcze pozwoliğo na usystematyzowanie i ujednolicenie pojňĺ 

zwiŃzanych ze sprzedaŨŃ paliw silnikowych w kontekŜcie ekosystemu biznesowego. Do 

identyfikacji wyzwaŒ i motywów badawczych wykorzystano okreŜlone zapytania w bazie danych 

Scopus (Baas et al. 2020). Baza Scopus jest uznanŃ miňdzynarodowŃ bazŃ naukowŃ 

o rygorystycznych wymaganiach wzglňdem indeksowanych recenzowanych publikacji. Za 

pomocŃ programu VOSviewer przygotowano mapy bibliometryczne na podstawie danych 

bibliograficznych otrzymanych w wyniku eksploracji bazy Scopus. Natomiast, proces 

identyfikacji i por·wnywania sğ·w kluczowych przy uŨyciu map bibliometrycznych pozwoliğ na 

graficznŃ prezentacjň podejmowanych wŃtk·w tematycznych w literaturze przedmiotu.  

Publikacje skoncentrowane wok·ğ prognozowania sprzedaŨy paliw przedstawiajŃ og·lny 

obraz branŨy paliwowej, okreŜlajŃ ramy wiedzy i perspektywň badawczŃ w tej dziedzinie, badajŃ 

dynamikň rozwoju, identyfikujŃ przyszğe kierunki badaŒ i zwiňkszajŃ zrozumienie badaŒ nad 

prognozowaniem sprzedaŨy paliwa i teoriŃ ekosystem·w biznesowych. NaleŨy wskazaĺ, Ũe 

dotychczasowa literatura dotyczŃca prognozowania sprzedaŨy paliwa i teorii ekosystem·w 

biznesowych nie wykorzystuje szerzej metodologii przeglŃdu bibiometrycznego, hybrydowego, 

który ğŃczyğyby przeglŃd klasyczny z systematycznym. Istnieje niewielka liczba badaŒ naukowych 
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dotyczŃcych prognozowania sprzedaŨy paliwa w firmach, w przeciwieŒstwie do tzw. literatury 

szarej, tj. raportów biznesowych i publikacji prasowych dotyczŃcych tego tematu. W zwiŃzku z 

tym istnieje potrzeba hybrydowego przeglŃdu literatury naukowej w celu wskazania 

najwaŨniejszych sğ·w kluczowych zwiŃzanych z prognozowaniem sprzedaŨy paliw i kontekstem 

ekosystemu biznesowego (Krywalski Santiago 2023). WiŃŨe siň to r·wnieŨ celem badawczym, 

jakim jest zbadanie relacji miňdzy koncepcjami ekosystemu biznesowego a prognozowaniem 

sprzedaŨy paliwa. Ponadto istnieje potrzeba systematycznej organizacji wiedzy w tej dziedzinie, 

dziağanie to jest wypeğnieniem zauwaŨonej luki wiedzy ï systematycznej (taksonomicznej) i oraz 

przyczynia siň do zaspokojenia luki w zakresie zrozumienia i pogğňbienia wiedzy ï tj. luki 

eksplanacyjnej. 

ZauwaŨyĺ przy tym naleŨy, Ũe w ostatnich latach zaobserwowano rosnŃce zainteresowanie 

badaniami zwiŃzanymi z sektorem energetycznym, co odzwierciedla jego kluczowŃ rolň 

w gospodarkach r·Ũnych kraj·w (Attanasio, Battistella, i Chizzolini 2023; Ur Rehman et al. 2017). 

Ten kierunek badaŒ po czňŜci wynika z wyzwaŒ, z jakimi borykajŃ siň wsp·ğczesne organizacje 

sektora energetycznego w zakresie wdraŨania procedur i strategii zgodnych z przepisami 

dotyczŃcymi ochrony Ŝrodowiska (Soğoducho-Pelc i Sulich 2022; Sun et al. 2018). Oprócz tych 

wyzwaŒ Ŝrodowiskowych bezpoŜrednio zwiŃzanych z zielonŃ transformacjŃ sektora 

energetycznego, nastŃpiğa zmiana zainteresowaŒ naukowców podejmowanych wyzwaŒ 

badawczych podejmowanych i eksplorowanych w literaturze naukowej (Hack, Ma, i Jørgensen 

2021). W badaniach naukowych coraz czňŜciej odchodzi siň od produktów, procesów 

i poszczególnych komponentów biznesowych, w kierunku bardziej kompleksowej analizy 

i dekonstrukcji ğaŒcucha wartoŜci i zarzŃdzania miňdzyorganizacyjnego w ekosystemach 

biznesowych (Breuer i Lüdeke-Freund 2014).  

Zmiany zainteresowaŒ badawczych wyraŨonych za pomocŃ sğ·w kluczowych i skali 

kolorów przedstawia Rysunek 2. Sğowa kluczowe przedstawione na mapie bibliometrycznej sŃ 

reprezentowane za pomocŃ kolorowych wňzğ·w sieci poğŃczone sŃ krawňdziami oznaczajŃcych 

publikacje naukowe. NajjaŜniejszy kolor sğ·w kluczowych reprezentuje nowoŜĺ zagadnieŒ, 

w przeciwieŒstwie do kolor·w ciemniejszych. Co wiňcej, sğowa kluczowe wystňpujŃce na mapie 

bibliometrycznej przedstawiajŃ teŨ multidyscyplinarny charakter zagadnieŒ ekosystemu biznesu 

i prognozowania sprzedaŨy paliw. WŜr·d sğ·w kluczowych, kt·re oznaczono jasnymi kolorami sŃ 

zagadnienia zwiŃzane z ekosystemem biznesu (ang. business ecosystem) obejmujŃce cyfryzacjň 
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(ang. digitalization), usğugi cyfrowe (ang. digital servitization), sztucznŃ inteligencjň (ang. 

artificial intelligence), otwarte innowacje (ang. open innovations), ğaŒcuchy dostaw (ang. supply 

chain) i ekologiň spoğecznŃ (ang. community ecology) i ğŃcznoŜĺ lub spójnoŜĺ (ang. connectivity). 

Mapa bibliometryczna na Rysunku 2 pozwala na okreŜlenie kierunku transformacji branŨy 

paliwowej uwzglňdniajŃcej zar·wno sztucznŃ inteligencjň jak i ekologiň oraz ekonomiň obiegu 

zamkniňtego. Przedstawiona na mapie bibliometrycznej multidyscyplinarnoŜĺ zidentyfikowanych 

sğ·w kluczowych odnosi siň r·wnieŨ do ewolucji zagadnieŒ w zakresie ekosystemu biznesu 

i prognozowania sprzedaŨy paliw.  

Obok przedstawionego ujňcia ewolucyjnego, jednŃ z kompleksowych moŨe byĺ 

perspektywa zaproponowana przez zarzŃdzanie strategiczne w ekosystemie biznesowym sektora 

energetycznego, kt·ra koncentruje siň wok·ğ sprzedaŨy i prognozowania noŜnik·w energii, kğadŃc 

nacisk na ukierunkowany na klienta ğaŒcucha dostaw. W tym zakresie podejmowane sŃ r·Ũne 

obszary badaŒ, dotyczŃce zar·wno Ŝwiatowego rynku ropy naftowej (Meyler 2009), jak 

i instrument·w finansowych i ich pochodnych, kt·re ksztağtujŃ ceny, sprzedaŨ paliw 

a w konsekwencji i zuŨycie paliwa (Chou i Tseng 2016; Kpodar i Abdallah 2017). W tym 

znaczeniu prognoza sprzedaŨy paliw moŨe rzeczywiŜcie odgrywaĺ kluczowŃ rolň w ksztağtowaniu 

strategii ekosystemów biznesowych w sektorze energetycznym (Ma et al. 2022). Z drugiej strony 

praktyka biznesu (strony popytowej) wskazuje na Ătzw. fuel hedging, czyli kupowanie paliwa z 

duŨym wyprzedzeniem po wynegocjowanej jednakowej cenie na cağy okres zam·wienia bez 

wzglňdu na aktualnŃ cenň rynkowŃò (Pijet-MigoŒ 2012:45). JednoczeŜnie o korzystnoŜci 

zawartego kontraktu dla strony podaŨowej decydujŃ prognozy sprzedaŨy paliw. Trafnymi 

prognozami sŃ zatem zainteresowane obie strony transakcji sprzedaŨy paliwa. Ponadto moŨliwoŜĺ 

precyzyjnego przewidywania sprzedaŨy paliwa wpğywa nie tylko na kr·tkoterminowe decyzje 

operacyjne (transakcyjne), ale takŨe na dğugofalowe wysiğki transformacyjne w kierunku 

odnawialnych Ŧr·değ energii dla wielu organizacji (K¿feoĵlu et al. 2022).  
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Rysunek 2. MultidyscyplinarnoŜĺ zagadnienia ekosystemu biznesu. 

ťr·dğo: (Zema i Sulich 2023).
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Dlatego przedstawione na Rysunku 2 zmiany klimatu i tematyka zr·wnowaŨonego rozwoju 

sŃ komplementarnymi lub wsp·ğwystňpujŃcymi zagadnieniami dla prognozowania sprzedaŨy 

i ekosystemu biznesu. Zagadnienia te majŃ istotny wpğyw w szczeg·ğowym ujňciu to jest 

prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego 

uczenia. 

Rysunek 3 przedstawia powiŃzania sğ·w kluczowych najczňŜciej uŨywanych w kontekŜcie 

prognozowania sprzedaŨy paliw oraz ekosystemu biznesowego, które oprogramowanie 

VOSviewer wyr·Ũniğo automatycznie kolorami na podstawie ich znaczenia za pomocŃ wielkoŜci 

wňzğ·w. Mapa bibliometryczna ilustruje szeŜĺ odrňbnych klastr·w, z kt·rych kaŨdy jest 

reprezentowany przez okreŜlony kolor i powiŃzany z zestawem sğ·w kluczowych. Do 

najwaŨniejszych sğ·w kluczowych dominujŃcych w klastrach naleŨŃ: zmiany klimatyczne, gaz 

cieplarniany, gazy cieplarniane, zr·wnowaŨony rozw·j, ekosystem i paliwa kopalne. 

Czerwony klaster w prawym dolnym rogu charakteryzuje sğowa kluczowe kolejno zwiŃzane 

z ekonomiŃ, innowacjami oraz przemysğem motoryzacyjnym. Z drugiej strony analiza graficzna 

wyr·Ũniğa zielony klaster, kt·ry skupia siň na sğowach kluczowych zwiŃzanych z biomasŃ, 

ryboğ·wstwem. Jasnoniebieski i niebieski klaster odnoszŃ siň do teledetekcji, badania 

kontrolowanego oraz analizy regresji. PoğŃczeniem miňdzy opisanymi klastrami jest zielony 

klaster, który odpowiada ekosystemowi, gazom cieplarnianym i rolnictwu. Nad zielonym klastrem 

znajduje siň fioletowy klaster, kt·ry odpowiada zmianom klimatycznym. Trzy najwaŨniejsze 

sğowa kluczowe fioletowego klastra, to: zmiany klimatyczne, gazy cieplarniane i ekosystemy. 

Ostatni Ũ·ğty, klaster dotyczy zr·wnowaŨonego rozwoju, paliw kopalnych oraz zr·wnowaŨonoŜci 

(ang. sustainability). 

 



32 
 

 

Rysunek 3. Obszary tematyczne poruszane w literaturze w zakresie sprzedaŨy paliw, prognozowania 

sprzedaŨy paliw i ekosystem·w biznesu. 

ťr·dğo: Opracowanie wğasne w programie Voswiever (Zema et al. 2024). 

Rysunek 4 ilustruje rolň prognozowania sprzedaŨy paliw, które pomaga w zarzŃdzaniu 

ğaŒcuchem dostaw w ekosystemie biznesowym sektora energetycznego (Zema, Sulich, et al. 

2023). Prognozowanie sprzedaŨy paliw umoŨliwia organizacjom optymalizacjň zakupu, 

przechowywania i dystrybucji paliw, zapewniajŃc stabilny i opğacalny ğaŒcuch dostaw (Escribano 

i Wang 2021; Kozar 2023). To z kolei moŨe mieĺ znaczŃcy wpğyw na og·lnŃ wydajnoŜĺ 

irentownoŜĺ ekosystemu biznesowego rozpatrywanego zarówno w ujňciu sieciowym jak 

itransakcyjnym (Cyfert 2012:17). Ostatecznie gğ·wnym celem prognozowania sprzedaŨy paliwa 

jest sformuğowanie strategii i budowanie przewagi konkurencyjnej (Soğoducho-Pelc i Sulich 2022) 

dla przedsiňbiorstw w ekosystemie biznesowym branŨy paliwowej (Ensley-Field et al. 2023). 
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Ponadto przeprowadzony hybrydowy przeglŃd literatury wskazuje, Ũe obecnie najczňŜciej 

wykorzystywane sŃ metody uczenia maszynowego do prognozowania sprzedaŨy, takie jak: 

1. Algorytm Extrem Gradient Boosting ï XGBoost (Bent®jac, CsºrgŖ, i Mart²nez-

Muñoz 2021), 

2. Sieci neuronowe (Gamboa 2017; Ping et al. 2019; Wu i Liu 2012), 

3. Modele ARIMA (Yusuf et al. 2022). 

W literaturze naukowej rzadko dokonuje siň poğŃczenia r·Ũnych aspekt·w prognozowania 

sprzedaŨy paliwa w kontekŜcie teorii ekosystem·w biznesowych, reprezentowanych przez r·Ũne 

sğowa kluczowe. Dzieje siň tak dlatego, Ũe nie moŨna wskazaĺ jednego optymalnego modelu 

moŨliwego do zastosowania we wszystkich sytuacjach lub uniwersalnego zestawu prognoz 

o charakterze naukowym podlegajŃcym prawu falsyfikacji i empirycznej weryfikacji. Dlatego na 

znaczeniu w prognozowaniu zjawisk w dziağalnoŜci organizacji i podmiot·w gospodarczych 

(sprzedaŨy, obrot·w) zyskujŃ metodyki zintegrowane. Ponadto, budowanie konkretnych modeli 

jest niezwykle uŨytecznym narzňdziem, niezbňdnym dla celów praktycznych.  

Znaczenie zintegrowanego spojrzenia na ten temat jest nastňpnie wymagane w celu 

wskazania obszar·w ciŃgğego doskonalenia lub sformuğowania wielopoziomowej agendy 

badawczej zwiŃzanej z ekosystemami biznesowymi i prognozami sprzedaŨy paliw. Analiza ta 

uğatwiğa gğňbsze zrozumienie wsp·ğistnienia kluczowych termin·w, wpğywu sekwencji, w kt·rej 

tematy dotyczŃce ekosystem·w biznesowych i prognozowania sprzedaŨy paliwa sŃ badane na 

wynikach wyszukiwania oraz relacji miňdzy "prognozowaniem sprzedaŨy paliwò a "ekosystemem 

biznesowymò. Publikacje naukowe poŜwiňcone prognozowaniu sprzedaŨy paliwa w kontekŜcie 

ekosystemu biznesowego sŃ rzadkie, a temat jest zaskakujŃco niewyjaŜniony, pomimo dğugiej 

historii ekosystem·w biznesowych branŨy paliwowej i jego znaczenia w gospodarce kaŨdego 

kraju. Jest to zatem temat badawczy waŨny dla wsp·ğczesnych nauk o zarzŃdzaniu i jakoŜci. 

Szczególnie prognozowanie sprzedaŨy paliw silnikowych w przedsiňbiorstwach 

z wykorzystaniem gğňbokiego uczenia koncentruje siň na rzadko podejmowanych obszarach 

badaŒ, kt·re koncentrujŃ siň na perspektywie po stronie podaŨy, czyli z punktu widzenia firm 

tworzŃcych ekosystem biznesowy w kontekŜcie sprzedaŨy paliwa.  

Z tego powodu na Rysunku 4 przedstawiono mapň bibliometrycznŃ wygenerowanŃ po 

zastosowaniu metody kontrapunktu systematycznego przeglŃdu literatury, kt·ry przedkğada 

tematykň ekosystem·w biznesowych oraz prognozowania sprzedaŨy nad tematykň paliw 
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silnikowych. Mapa ta wizualizuje kluczowe obszary badawcze oraz ich wzajemne powiŃzania, 

wskazujŃc na dominujŃce nurty w literaturze naukowej oraz istotne luki badawcze (Gusenbauer i 

Gauster 2025). Dziňki temu moŨliwe jest zidentyfikowanie najczňŜciej cytowanych publikacji oraz 

kierunk·w dalszych badaŒ w obszarze zarzŃdzania ekosystemami biznesowymi i analiz 

prognostycznych sprzedaŨy. 

 

Rysunek 4. Mapa bibliometryczna wygenerowana po zastosowaniu metody kontrapunktu systematycznego 

przeglŃdu literatury, kt·ry przedkğada tematykň ekosystem·w biznesowych i prognozowanie sprzedaŨy nad 

tematykŃ paliw silnikowych.  

ťr·dğo: Opracowanie wğasne w programie VOSviewer (Zema et al. 2024).  

Mapa bibliometryczna prezentuje strukturň wsp·ğczesnych badaŒ nad zagadnieniami 

Ŝrodowiskowymi i ekologicznymi, uwypuklajŃc kluczowe obszary zainteresowania naukowego. 

W centralnym punkcie analizy znajduje siň czerwony klaster, kt·ry koncentruje siň na 
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problematyce zmian klimatycznych, uznawanych za jeden z najwaŨniejszych temat·w 

w literaturze naukowej. W jego obrňbie szczeg·lnŃ uwagň poŜwiňcono zagadnieniom odpornoŜci 

ekosystem·w oraz r·ŨnorodnoŜci biologicznej, co podkreŜla Ŝcisğe powiŃzania miňdzy globalnymi 

zmianami klimatu a zdolnoŜciŃ ekosystem·w do adaptacji. 

Mapa przedstawiona na Rysunku 4 nie tylko systematyzuje istniejŃce nurty badawcze, ale 

r·wnieŨ ujawnia dynamiczne relacje miňdzy poszczeg·lnymi obszarami wiedzy, wskazujŃc na 

dominujŃce kierunki badaŒ oraz potencjalne luki wymagajŃce dalszej eksploracji. Wysoka 

koncentracja literatury w obrňbie czerwonego klastra Ŝwiadczy o intensywnych wysiğkach 

naukowych zmierzajŃcych do prognozowania i zrozumienia mechanizm·w przystosowawczych 

ekosystemów i opracowania skutecznych strategii ich ochrony. Tym samym, przedstawiona mapa 

bibliometryczna stanowi wartoŜciowe narzňdzie analizy trend·w badawczych, pozwalajŃce na 

identyfikacjň kluczowych obszar·w naukowej refleksji nad wsp·ğczesnymi wyzwaniami 

Ŝrodowiskowymi i metodami prognozowania zjawisk w dziağalnoŜci organizacji i podmiot·w 

gospodarczych. 

Dodatkowo, zielony klaster obejmuje zagadnienia zwiŃzane z procesami ekologicznymi 

oraz metodologiami badawczymi, w tym dynamikŃ ekosystem·w i teledetekcjŃ. Wskazuje to na 

rosnŃce zainteresowanie zar·wno zmianami strukturalnymi ekosystem·w, jak i wykorzystaniem 

nowoczesnych technologii do ich monitorowania i analizy. Integracja narzňdzi teledetekcyjnych 

pozwala na precyzyjne Ŝledzenie zmian w ekosystemach oraz modelowanie ich przyszğej dynamiki 

w odpowiedzi na czynniki Ŝrodowiskowe. 

Niebieski klaster obejmuje zagadnienia zwiŃzane ze zr·wnowaŨonymi praktykami 

i aspektami ekonomicznymi. Kluczowe tematy w tej grupie to zr·wnowaŨony rozw·j i ekonomia, 

kt·re sŃ rozpatrywane w kontekŜcie dğugofalowych strategii r·wnowaŨenia wzrostu 

gospodarczego z ochronŃ zasob·w naturalnych. Klaster ten podkreŜla interdyscyplinarne 

podejŜcie do zr·wnowaŨonego rozwoju, integrujŃc aspekty ekonomiczne, polityczne 

i Ŝrodowiskowe. 

Odrňbny, samodzielny Ũ·ğty klaster akcentuje rolň emisji dwutlenku wňgla w kontekŜcie 

badaŒ Ŝrodowiskowych, wskazujŃc na jego istotnoŜĺ jako czynnika napňdzajŃcego zmiany 

klimatyczne. Jego wyizolowana pozycja sugeruje, Ũe emisje CO  stanowiŃ kluczowy, ale odrňbny 

temat badaŒ, wymagajŃcy specjalistycznych analiz w kontekŜcie polityki klimatycznej, 

technologii redukcji emisji oraz globalnych strategii dekarbonizacji. 
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Struktura klastr·w na mapie bibliometrycznej odzwierciedla zğoŨonoŜĺ powiŃzaŒ pomiňdzy 

r·Ũnymi obszarami badawczymi, podkreŜlajŃc interdyscyplinarny charakter analiz nad 

prognozowaniem sprzedaŨy paliw silnikowych, ekosystemami biznesowymi oraz aspektami 

Ŝrodowiskowymi. Pomimo zastosowania selekcji literatury zwiŃzanej bezpoŜrednio 

z modelowaniem sprzedaŨy paliw i funkcjonowaniem ekosystem·w biznesowych, w wynikach 

analizy pojawiğ siň r·wnieŨ temat emisji dwutlenku wňgla. Sugeruje to, Ũe kwestie Ŝrodowiskowe 

odgrywajŃ istotnŃ rolň w ksztağtowaniu rynku paliw, zwğaszcza po stronie podaŨy. 

Koszty emisji dwutlenku wňgla sŃ uwzglňdniane na r·Ũnych etapach ğaŒcucha dostaw, a ich 

wpğyw rozciŃga siň na strategie cenowe i modele prognozowania sprzedaŨy paliw silnikowych. 

Jest zatem bezpoŜrednie nawiŃzanie do teorii koszt·w transakcyjnych bňdŃcym fundamentem 

rozumienia zğoŨonych relacji w ekosystemach biznesu. Ograniczenia emisyjne i polityki 

regulacyjne mogŃ stanowiĺ czynniki wpğywajŃce na poziom konsumpcji paliw, co z kolei wymaga 

uwzglňdnienia tych aspekt·w w predykcyjnych modelach opartych na gğňbokim uczeniu. 

Incydentalne pojawienie siň temat·w zwiŃzanych z emisjŃ CO  w analizie bibliometrycznej 

potwierdza, Ũe aspekty Ŝrodowiskowe, choĺ nie zawsze bezpoŜrednio powiŃzane 

z prognozowaniem sprzedaŨy, ksztağtujŃ dynamikň rynku paliw i powinny byĺ uwzglňdniane 

w kompleksowych modelach analitycznych. 

Mapa bibliometryczna wizualnie przedstawia wzajemne relacje miňdzy kluczowymi 

obszarami badawczymi, gdzie najwiňksze klastry reprezentujŃ najbardziej centralne i czňsto 

omawiane koncepcje. WŜr·d nich tematy zwiŃzane ze zmianami klimatu, ekosystemami 

biznesowymi oraz odpornoŜciŃ ekosystem·w wyraŦnie zaznaczajŃ swojŃ obecnoŜĺ, co podkreŜla 

ich znaczenie w badaniach nad sprzedaŨŃ paliw silnikowych. Wyniki te sugerujŃ, Ũe zğoŨonoŜĺ 

rynku paliw wymaga interdyscyplinarnego podejŜcia, uwzglňdniajŃcego zar·wno analizy 

ekonomiczne, jak i aspekty Ŝrodowiskowe oraz zaawansowane metody predykcyjne oparte na 

sztucznej inteligencji. W zwiŃzku z tym badania metodŃ kontrapunktu przeglŃdu literatury 

pogğňbiono a jego wyniki przedstawia Rysunek 5.
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Rysunek 5. Graficzna analiza wyników pogğňbionej eksploracji zagadnieŒ ekosystem·w biznesowych, prognozowanie sprzedaŨy i paliw 

silnikowych. 

ťr·dğo: opracowanie wğasne z uŨyciem programu VOSviewer (wersja 1.6.18), (Zema i Sulich 2023). 
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Wyniki analizy mapy bibliometrycznej wygenerowanej w programie VOSviewer na 

podstawie wynik·w otrzymanych za pomocŃ zapytania do bazy Scopus, moŨna opisaĺ grupujŃc 

je kolorami. Program bibliometryczny grupuje wsp·ğwystňpujŃce sğowa kluczowe (w tym 

przypadku w jňzyku angielskim), kt·re sŃ wyodrňbnione w klastry oznaczone kolorami 

pogrupowane w Tabeli 1. 

Tabela 1. Klasyfikacja wsp·ğwystňpujŃcych sğ·w kluczowych wedğug mapy bibliometrycznej z podziağem 

na klastry (Rysunek 5). 

Kolor klastra  

(liczba elementów) 
Sğowa kluczowe (liczba wsp·ğwystŃpieŒ zostağa podana w nawiasie) 

Czerwony (16) calibration (3), carbon sink (3), climate change (22), drought (3), ecosystem 

dynamics (12), forecasting (3), forestry (7), land use (3), ndvi4 (3), phenology 

(3), primary production (3), remote sensing (8), seasonal variation (3), 

uncertainty analysis (4), vegetation (7), vegetation dynamics (4) 

Zielony (13) business development (3), business ecosystem (9), decision making (3), 

ecosystem approach (3), ecosystems (20), entrepreneur (3), environmental 

economics (3), future prospect (3), innovations (7), strategic approach (3), 

sustainability (3), sustainable development (7), terrestrial ecosystem (3) 

Niebieski (10) animals (3), coastal zone (4), coral reef (3), ecosystem management (4), 

ecosystem resilience (19), ecosystem service (3), fisheries (4), marine ecosystem 

(6), marine resource (3), population dynamics (4) 

ŧ·ğty (7) biodiversity (10), commerce (3), conservation of natural resources (5), 

ecosystem (9), environmental protection (7), growth development and aging (3), 

nonhuman (4) 

Fioletowy (4) adaptation (4), adaptive management (6), protected area (3), vulnerability (3) 

ťr·dğo: opracowanie wğasne. 

Sğowa kluczowe przedstawione na Rysunku 4 oraz w Tabeli 1 sŃ uporzŃdkowane 

alfabetycznie w ramach wyr·Ũnionych klastr·w kolorystycznych. Klaster czerwony dotyczy 

obrazowania zmian klimatu (ang. climate change) i prognozowania tych zmian. Klaster zielony 

 
4 Znormalizowany r·Ũnicowy wskaŦnik wegetacji, NDVI (ang. Normalized Difference Vegetation Index) wskaŦnik 

stosowany w pomiarach teledetekcyjnych, pozwalajŃcy okreŜliĺ stan rozwojowy oraz kondycjň roŜlinnoŜci. 
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dotyczy zarzŃdzania i zr·wnowaŨonego podejmowania decyzji. Klaster niebieski skupia 

zagadnienia i artykuğy o tematyce biologii morza lub ryboğ·wstwa, w kt·rym prognozowanie ma 

znaczenie dla zachowania r·wnowagi zwiŃzanego z nim ekosystemu biznesu i ekosystemu 

biologicznego. ŧ·ğty klaster dotyczy ochrony ekosystem·w, co ma zwiŃzek r·wnieŨ z handlem 

(ang. commerce). Ostatni klaster w odnosi siň gğównie do zarzŃdzania adaptacyjnego (ang. 

adaptive management, 6 wsp·ğwystŃpieŒ wŜr·d 75 publikacji). Wszystkie wyr·Ũnione sğowa 

kluczowe ğŃczŃ siň ze sobŃ na poziomie skğadni zapytania do bazy Scopus i dotyczŃ gğ·wnego 

obszaru badawczego tj. ekosystem·w biznesu branŨy paliwowej, jej otoczenia i prognozowania 

sprzedaŨy paliw. Wykazane obszary tematyczne dotyczŃ takich sektorów gospodarki jak 

rolnictwo, ryboğ·wstwo i transport, a kt·re funkcjonujŃ w oparciu o paliwa silnikowe. Dlatego dla 

tych sektor·w istotnymi zagadnieniami sŃ: prognozowanie zjawisk gospodarczych i metody 

wspomagajŃce podejmowanie decyzji.  

Przeprowadzone badanie ujawniğo Ŝcisğe zwiŃzki prognozowaniem sprzedaŨy paliw 

z przemysğem motoryzacyjnym i jego dŃŨeniem do zr·wnowaŨonego rozwoju i innowacji. Godne 

uwagi wsp·ğwystňpujŃce sğowa kluczowe to ekonomia, innowacje i przemysğ motoryzacyjny, 

kt·re mogŃ poŜrednio odnosiĺ siň do ekosystem·w biznesowych w kontekŜcie prognozowania 

sprzedaŨy paliw. Tematyka publikacji wydaje siň koncentrowaĺ na wpğywie na Ŝrodowisko 

i elementach prognozowania, co moŨe byĺ zwiŃzane z przewidywaniem trend·w w branŨy 

paliwowej (biopaliw), poniewaŨ odnoszŃ siň one do praktyk rolniczych i wzglňd·w 

Ŝrodowiskowych.  

Przeprowadzony przeglŃd literatury hybrydowej ukazuje zğoŨony i ewoluujŃcy krajobraz 

prognozowania sprzedaŨy paliw w szerszym kontekŜcie ekosystem·w biznesowych. Pojawienie 

siň sğ·w kluczowych zwiŃzanych z cyfryzacjŃ, sztucznŃ inteligencjŃ i zr·wnowaŨonym rozwojem 

podkreŜla multidyscyplinarny charakter prognozowania sprzedaŨy paliw i jego integracjň 

z wsp·ğczesnymi trendami technologicznymi i Ŝrodowiskowymi. Wyniki badania wskazujŃ na 

dynamiczne oddziağywanie miňdzy tradycyjnym prognozowaniem sprzedaŨy paliw a nowymi 

obszarami, takimi jak cyfrowa serwicyzacja (ang. digital servitization) i otwarta innowacja, co 

odzwierciedla przesuniňcie w przemyŜle w kierunku bardziej adaptacyjnych, zintegrowanych 

i zr·wnowaŨonych praktyk. Istnieje zwiŃzek w obrňbie termin·w Ăekosystem biznesuò 

i Ăprognozowanie sprzedaŨy paliwò poprzez takie sğowa kluczowe, jak ekosystem, zr·wnowaŨony 

rozwój i zmiany klimatyczne (Rysunek 6). 
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BiorŃc pod uwagň obecne kierunki badaŒ, wyniki analizy wskazujŃ r·wnieŨ na znaczenie 

odpornoŜci w ekosystemach biznesowych, szczeg·lnie w kontekŜcie adaptacji przemysğu 

paliwowego do zmieniajŃcych siň warunk·w rynkowych i wyzwaŒ Ŝrodowiskowych. 

Wsp·ğwystňpowanie sğ·w kluczowych zwiŃzanych ze zmianami klimatycznymi, dynamikŃ 

ekosystemu i zr·wnowaŨonym rozwojem na mapach bibliometrycznych wskazuje na rosnŃce 

uznanie potrzeby podejŜĺ ekologicznie Ŝwiadomych w prognozowaniu sprzedaŨy paliw. Ta 

zmiana jest oznakŃ reakcji przemysğu na globalne wyzwania Ŝrodowiskowe i rosnŃcy nacisk na 

zr·wnowaŨonoŜĺ. 

Ponadto analiza odkrywa wsp·ğdziağanie miňdzy postňpami technologicznymi 

a tradycyjnymi aspektami prognozowania sprzedaŨy paliw. To poğŃczenie jest kluczowe dla 

opracowywania bardziej efektywnych i predykcyjnych modeli, kt·re mogŃ dostosowaĺ siň do 

szybko ewoluujŃcego sektora energetycznego. Wsp·ğwystňpowanie sğ·w kluczowych zwiŃzanych 

z biznesem, ekonomiŃ i zr·wnowaŨonym rozwojem wskazuje na holistyczne podejŜcie do 

zrozumienia i poprawy prognozowania sprzedaŨy paliw, integrujŃc aspekty ekonomiczne, 

Ŝrodowiskowe i spoğeczne. 

W porównaniu do tego badania, w literaturze obecna jest dyskusja na temat alternatywnego 

rozwiŃzania wezwaŒ do transformacji ekosystemu biznesowego paliw. Propozycja ta zwraca 

uwagň na trwağy i negatywny wpğyw wydobycia paliw kopalnych, minerağ·w zawierajŃcych 

pierwiastki ziem rzadkich, kt·re sŃ podstawŃ rozwoju zielonej gospodarki, z wykorzystaniem 

samochod·w elektrycznych, paneli sğonecznych, pomp ciepğa, baterii nowej generacji 

i magazynowania energii, miňdzy innymi (Kozar 2023). Surowce potrzebne do budowy tych 

urzŃdzeŒ r·wnieŨ sŃ czňŜciŃ zasob·w nieodnawialnych (Ğuszczyk et al. 2021). Dlatego proponuje 

siň wdroŨenie zr·wnowaŨonego podejmowania decyzji w firmach zajmujŃcych siň sprzedaŨŃ 

paliw. Prognozowanie sprzedaŨy paliw moŨe poprawiĺ zr·wnowaŨone podejmowanie decyzji 

i r·wnieŨ umoŨliwiĺ redukcjň efektu Forrester'a (Hegerty 2022). 

PodsumowujŃc, ekosystem biznesowy to sieĺ organizacji i jednostek, kt·re wsp·ğpracujŃ 

i zaleŨŃ od siebie nawzajem w celu tworzenia i oferowania d·br i usğug (Mies et al. 2022). 

Ekosystem biznesowy przemysğu paliwowego obejmuje dostawc·w, klient·w, konkurent·w i inne 

podmioty, kt·re wpğywajŃ na sukces operacji biznesowych branŨy. Te podmioty mogŃ byĺ 

zorganizowane na r·Ũnych poziomach, na przykğad w spos·b odzwierciedlajŃcy ğaŒcuch dostaw. 

Ekosystem przemysğu paliwowego obejmuje zar·wno infrastrukturň technicznŃ (fizycznŃ i 
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wirtualnŃ), kt·ra wspiera dziağanie firm w nim funkcjonujŃcych w celu podejmowania 

zr·wnowaŨonych decyzji, a to szczególnie dotyczy sieci transportowych (Hofmann i Prockl 

2017). Ponadto koncepcja ekosystemu biznesowego jest czňsto uŨywana do zrozumienia 

szerszego kontekstu, w kt·rym dziağa firma oraz do identyfikacji potencjalnych moŨliwoŜci, 

wyzwaŒ lub zagroŨeŒ. 

Przeprowadzony przeglŃd literatury ujawnia r·wnieŨ istniejŃce luki badawcze 

w zidentyfikowanych klastrach. Ich uzupeğnienie wymaga analizy ekosystemu biznesowego paliw 

jako integralnej czňŜci sektora energetycznego. W dalszej czňŜci teoria ekosystemu biznesowego 

zostağa om·wiona i rozwiniňta w kontekŜcie przyszğych kierunk·w badaŒ, r·wnieŨ 

zidentyfikowanych w tej analizie.  

 

Rysunek 6. Graficzne podsumowanie badaŒ literaturowych w zakresie prognozowania sprzedaŨy paliw 

silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego uczenia.  

ťr·dğo: (Zema et al. 2024). 

Wyniki identyfikacji obszar·w badawczych w prognozowaniu sprzedaŨy paliw 

w kontekŜcie ekosystemu biznesowego zostağy przedstawione w oryginalnej wersji jňzykowej ï 
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po angielsku. Decyzja ta wynika z faktu, Ũe czasopisma indeksowane w bazie Scopus publikowane 

sŃ najczňŜciej w tym jňzyku, a celem byğo unikniňcie ewentualnych problem·w zwiŃzanych 

z wiernoŜciŃ tğumaczenia. 

ZnaczŃcym ograniczeniem zakresu tego badania jest kontekst samego ekosystemu 

biznesowego, kt·ry nakazuje, Ũe badanie prognozowania sprzedaŨy paliw moŨe koncentrowaĺ siň 

na stronie podaŨy przedsiňbiorstw z branŨy paliwowej. Wynika to z podejŜcia badawczego, pytaŒ 

badawczych i cel·w badania. JednoczeŜnie wykluczenie strony popytu w badaniu pomija istotne 

czynniki, takie jak ceny paliw, zmiany gospodarcze, polityka energetyczna, postňp technologiczny 

i zmiany w preferencjach konsument·w, kt·re wpğywajŃ na iloŜĺ paliwa, kt·rŃ konsumenci chcŃ 

i sŃ w stanie kupiĺ. Strona podaŨy koncentruje siň na analizie, jak zmiany w dostňpnoŜci 

surowc·w, kosztach produkcji, regulacjach rzŃdowych i innych czynnikach wpğywajŃ na iloŜĺ 

paliwa, kt·rŃ producenci sŃ gotowi i zdolni dostarczyĺ na rynek. 

To waŨne ograniczenie otwiera moŨliwoŜĺ powt·rzenia badania z innym ukierunkowaniem 

na stronň popytu lub ğŃczenia obu perspektyw w celu lepszego zrozumienia dynamiki rynku paliw 

i przewidywania przyszğych trend·w w sprzedaŨy paliw. Stanowi to jednoczeŜnie uzasadnienie 

podjňcia tematyki dysertacji i stanowi o jej waŨnoŜci. 

Przeprowadzony hybrydowy przeglŃd literatury syntetyzuje wyniki analiz 

bibliometrycznych baz danych z przeglŃdu literatury, kt·re moŨna wizualizowaĺ za pomocŃ 

oprogramowania, które przedstawia te wyniki jako grafy lub mapy bibliometryczne (Glinka i 

Hensel 2017). ObecnoŜĺ tych sğ·w kluczowych na mapie bibliometrycznej podkreŜla 

interdyscyplinarny charakter temat·w zwiŃzanych z ekosystemem biznesowym 

i prognozowaniem sprzedaŨy. Wizualizacja wyników przedstawiona na rysunku powyŨej 

wyjaŜnia zğoŨonoŜĺ obszaru badaŒ sektora branŨy paliwowej pozwalajŃc na zbadanie zar·wno 

prognozowania sprzedaŨy paliwa, jak i ekosystemu biznesowego, a nastňpnie ponowne 

skoncentrowanie siň na analizie ekosystem·w biznesowych w kontekŜcie prognozy sprzedaŨy 

paliw.  
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1.3. Funkcjonowanie przedsiňbiorstw na rynku paliw 

Z przedstawionego dotychczas przeglŃdu literatury naukowej wyğania siň obraz podziağu 

zagadnieŒ istotnych dla funkcjonowania przedsiňbiorstw w ekosystemie biznesu branŨy 

paliwowej. Wyr·ŨniajŃ siň w nim dwa gğ·wne nurty badawcze. Pierwszy obejmujŃcy aspekty 

techniczne oraz drugi dotyczŃcy kwestii  zarzŃdczych, kt·re bezpoŜrednio nawiŃzujŃ do specyfiki 

dziağalnoŜci podmiot·w gospodarczych, organizacji i instytucji operujŃcych w tej branŨy. 

Aspekty techniczne obejmujŃ zagadnienia zwiŃzane przede wszystkim z rozwiŃzaniami 

infrastrukturalnymi i lokalizacyjnymi, a takŨe z modelowaniem proces·w logistycznych, 

metodami prognozowania popytu oraz zastosowaniem nowoczesnych technologii, takich jak 

sztuczna inteligencja i uczenie gğňbokie, w optymalizacji sprzedaŨy. ZnaczŃcŃ rolň odgrywajŃ 

r·wnieŨ kwestie zwiŃzane z efektywnoŜciŃ energetycznŃ oraz wpğywem regulacji 

Ŝrodowiskowych na technologie wykorzystywane w przemyŜle paliwowym. Odpowiednie 

rozmieszczenie punkt·w dystrybucji, optymalizacja tras transportu oraz zarzŃdzanie 

magazynowaniem paliw stanowiŃ kluczowe elementy wpğywajŃce na efektywnoŜĺ i stabilnoŜĺ 

ğaŒcucha dostaw w tym sektorze.  

Podziağ ten uwidacznia interdyscyplinarnoŜĺ badaŒ nad funkcjonowaniem przedsiňbiorstw 

w sektorze paliwowym, podkreŜlajŃc zar·wno technologiczne, jak i organizacyjne wyzwania 

stojŃce przed tym rynkiem. Integracja podejŜcia technicznego i zarzŃdczego pozwala na lepsze 

zrozumienie dynamiki tego sektora oraz dostosowanie prognoz sprzedaŨy do zmieniajŃcego siň 

otoczenia rynkowego.  

Aspekty techniczne i systemowe 

Dynamiczny rozw·j infrastruktury drogowej oraz zwiňkszone zapotrzebowanie na paliwa 

sprawiajŃ, Ũe efektywne planowanie dostaw jest istotnym zadaniem dla przedsiňbiorstw 

dziağajŃcych na rynku paliw. IstotnŃ okolicznoŜciŃ jest r·wnieŨ powszechna digitalizacja, 

automatyzacja i uŨycie sztucznej inteligencji w sieciach dystrybucji paliw. W Ŝrodowisku 

tankomat·w i stacji benzynowych odpowiednie zarzŃdzanie ğaŒcuchami dostaw oraz zapewnienie 

ich ciŃgğoŜci ma kluczowe znaczenie dla rentownoŜci i reputacji przedsiňbiorstwa. Centralnym 

zagadnieniem jest problem trasy przejazdów cystern paliwowych zwany problemem 

marszturyzacji5 (Gğuszek i RudziŒski 2015), który polega na tworzeniu optymalnych tras dla 

 
5 Jest to modyfikacja problemu komiwojaŨera. 
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pojazd·w, majŃcych na celu obsğugň okreŜlonej liczby klient·w. W literaturze miňdzynarodowej 

termin ten jest czňsto nazywany problemem trasy pojazd·w (ang. Vehicle Routing Problem, VRP) 

(Neves-Moreira, Amorim-Lopes, i Amorim 2020). W tym modelu kaŨda podr·Ũ rozpoczyna siň 

od magazynu (ang. depot), obejmuje odwiedziny u jednego lub wielu klient·w i koŒczy siň 

powrotem do magazynu. 

ZauwaŨyĺ naleŨy, iŨ problem dostawy paliwa do tankomatów to nie tylko tradycyjny 

problem marszturyzacji. Jest to zagadnienie szersze w swojej problematyce. Dzieje siň tak, dlatego 

Ũe ruch na autostradach jest wzmoŨony, a zapotrzebowanie na paliwo jest jednoczeŜnie duŨe 

i zmienne. Ponadto ze wzglňdu na duŨe odlegğoŜci miňdzy stacjami paliw, pojazdy poruszajŃ siň 

przez dğugi czas, a liczba stacji zaopatrywanych przez jeden zbiornik magazynowy jest 

ograniczona r·wnieŨ pojemnoŜciŃ cystern. W tym kontekŜcie stosuje siň tzw. tryb inicjatywnej 

dystrybucji, kt·ry polega na planowaniu dostaw na podstawie prognozowanych sprzedaŨy paliwa. 

Inicjatywne planowanie dystrybucji, w poğŃczeniu z optymalizacjŃ tras pojazd·w (przewoŨŃcych 

juŨ gotowe produkty rafinacji ropy naftowej) i alokacjŃ produkt·w, moŨe znaczŃco obniŨyĺ koszty 

i ryzyko dla firm naftowych (OpenLEX 2023). 

W przypadku dostaw dla stacji autostradowych obejmuje trzy gğ·wne punkty docelowe: 

garaŨ6, magazyn i stacjň benzynowŃ, co przedstawiono na Rysunku 7. Proces ten zaczyna siň od 

wysyğki pojazd·w z garaŨu do magazynu. W magazynie ciňŨar·wki zbiornikowe sŃ 

zağadowywane paliwem i kierowane do poszczeg·lnych stacji, gdzie paliwo jest rozğadowywane. 

Jednym z wyzwaŒ jest ograniczona liczba ramion zağadowczych w magazynie, co moŨe prowadziĺ 

do oczekiwania przez pojazdy. Po zakoŒczeniu pracy pojazdy wracajŃ do garaŨu (H. Zhang et al. 

2018). 

 
6 Jest to miejsce przechowywania floty zaopatrzeniowej  
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Rysunek 7. Przykğadowy ğaŒcuch dostaw w obrňbie ekosystemu biznesu branŨy paliwowej dla stacji 

benzynowych i tankomatów. 

ťr·dğo: (Haoran Zhang et al. 2018) 

NaleŨy podkreŜliĺ, Ũe stacje benzynowe rozlokowane sŃ rzadko wzdğuŨ autostrad, co 

prowadzi do dğugich tras pomiňdzy nimi. W pewnym zakresie tylko kilka stacji jest obsğugiwanych 

przez jednŃ cysternň, co stawia wysokie wymagania dla harmonogramu dostaw. Efektywna 

dystrybucja ciňŨar·wek jest kluczem do oszczňdnoŜci koszt·w i zwiňkszenia wydajnoŜci cağego 

procesu (H. Zhang et al. 2018). Opisany problem marszrutycjacji jest zagadnieniem, w którym nie 

bierze siň pod uwagň transportu kolejowego lub ropociŃg·w, oraz szczeg·ğowych warunków 

technicznych regulowanych przez ĂRozporzŃdzenie Ministra Klimatu i środowiska z dnia 24 lipca 

2023 r. w sprawie warunk·w technicznych, jakim powinny odpowiadaĺ bazy i stacje paliw 

pğynnych, bazy i stacje gazu pğynnego, rurociŃgi przesyğowe dalekosiňŨne sğuŨŃce do transportu 

ropy naftowej i produktów naftowych i ich usytuowanieò (OpenLEX 2023). Przedstawiony 

problem dotyczy zatem synchronizacji czasu dostaw wraz z wielkoŜciŃ zaopatrzenia tj. wolumenu 

sprzedaŨy paliwa silnikowego. 

  



46 
 

Aspekty zarzŃdcze 

Z kolei aspekty zarzŃdcze koncentrujŃ siň na strategiach biznesowych przedsiňbiorstw 

paliwowych, zarzŃdzaniu ryzykiem, ksztağtowaniu polityki cenowej oraz analizie wpğywu 

globalnych trend·w rynkowych i regulacyjnych. Kluczowe znaczenie ma takŨe adaptacja do 

zmieniajŃcych siň warunk·w rynkowych, w tym rosnŃcych wymagaŒ dotyczŃcych redukcji emisji 

oraz integracji z odnawialnymi Ŧr·dğami energii. W ramach tych analiz szczeg·lnŃ uwagň 

poŜwiňca siň strategiom konkurencyjnoŜci, modelom zarzŃdzania relacjami z klientami oraz 

wykorzystaniu danych rynkowych do podejmowania decyzji strategicznych. 

Funkcjonowanie przedsiňbiorstw na rynku paliw opiera siň o wsp·ğtworzony przez nie 

ekosystem biznesowy. Jest to sieĺ organizacji i jednostek, kt·re ze sobŃ wsp·ğpracujŃ i od siebie 

zaleŨŃ, tworzŃ i oferujŃ dobra i usğugi zwiŃzane ze sprzedaŨŃ i dystrybucjŃ paliw silnikowych. 

Ekosystem biznesowy branŨy paliwowej obejmuje dostawc·w, klient·w, konkurent·w i wszelkie 

inne podmioty, kt·re wpğywajŃ na sukces dziağalnoŜci biznesowej w tej branŨy. Podmioty te mogŃ 

byĺ zorganizowane na r·Ũnych poziomach, na przykğad w spos·b odzwierciedlajŃcy ğaŒcuch 

dostaw paliw silnikowych (Rysunek 7).  

Ekosystem branŨy paliwowej obejmuje zar·wno infrastrukturň technicznŃ (fizycznŃ 

i wirtualnŃ - cyfrowŃ), która wspiera funkcjonowanie firm w jego obrňbie, w podejmowaniu 

zr·wnowaŨonych decyzji, a szczeg·lnie dotyczy to sieci transportowych. Co wiňcej, pojňcie 

ekosystemu biznesowego jest czňsto wykorzystywane do zrozumienia szerszego kontekstu, 

w kt·rym dziağa firma oraz do identyfikacji potencjalnych moŨliwoŜci, wyzwaŒ i zagroŨeŒ. 

Przedsiňbiorstwa sprzedaŨy i dystrybucji paliw, zgodnie z teoriŃ ekosystemu biznesu, peğniŃ 

kluczowŃ rolň w funkcjonowaniu sieci powiŃzanych przedsiňbiorstw, poniewaŨ sŃ poŜrednikami 

miňdzy producentami paliw a konsumentami (indywidualnymi i biznesowymi). Przedsiňbiorstwa 

funkcjonujŃce na rynku paliw to nie tylko stacje benzynowe, ale r·wnieŨ przedsiňbiorstwa 

zajmujŃce siň: przetwarzaniem surowca (ropy naftowej) i produkcjŃ paliw, ich transportem 

i magazynowaniem, logistykŃ i zarzŃdzaniem zapasami, badaniem jakoŜci paliw, utylizacjŃ 

odpadów ropopochodnych. Obok tych przedsiňbiorstw, bezpoŜrednio zaangaŨowanych w ğaŒcuch 

dostaw paliw funkcjonujŃ inne organizacje bňdŃce odzwierciedleniem je otoczenia 

przemysğowego gğ·wnego oraz akcesoryjni uczestnicy ekosystemu. Trwağym elementem tego 

ekosystemu biznesu sŃ miňdzy innymi: podmioty gospodarcze ŜwiadczŃce usğugi, organizacje 
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branŨowe stanowiŃcy nadz·r techniczny i finansowy nad uczestnikami rynku paliw, organizacje 

publiczne kontroli oraz instytucjonalni regulatorzy rynku 

Przedsiňbiorstwa gğ·wnego ğaŒcucha dostaw paliw funkcjonujŃ w nastňpujŃcych wymiarach 

ekosystemu biznesu (Nazir et al. 2024): 

1. ĞŃczŃ producent·w z konsumentami. Przedsiňbiorstwa sprzedaŨy i dystrybucji stanowiŃ 

poğŃczenie miňdzy producentami a konsumentami. ZapewniajŃ przepğyw surowców 

z obszarów wydobycia do rafinerii (WysokieNapiecie 2018), do klient·w poŜrednich, do 

stacji sprzedaŨy paliw, a zatem i do klient·w koŒcowych. 

2. ZarzŃdzajŃ zapasami. Przedsiňbiorstwa sprzedaŨy i dystrybucji sŃ odpowiedzialne za 

zarzŃdzanie zapasami produkt·w w magazynach i stajach benzynowych. MuszŃ byĺ 

w stanie przewidzieĺ, jakie produkty bňdŃ potrzebne w okreŜlonym czasie, aby uniknŃĺ 

niedoboru lub nadmiaru produktów. Podmioty te rozwiŃzujŃ r·wnieŨ problemy narastajŃce 

w opisanym aspekcie technicznym i systemowym. 

3. PromujŃ i reklamujŃ produkty. Przedsiňbiorstwa sprzedaŨy i dystrybucji paliw sŃ czňsto 

odpowiedzialne za promowanie i reklamowanie produktów ropopochodnych oraz 

rozwiŃzaŒ technicznych na nich opartych. MogŃ organizowaĺ kampanie reklamowe lub 

promocyjne, aby przyciŃgnŃĺ klient·w. 

4. Wsp·ğtworzŃ trendy rynkowe sprzedaŨy. Przedsiňbiorstwa sprzedaŨy i dystrybucji paliw 

ciekğych obserwujŃ trendy rynkowe na gieğdach surowcowych, aby dostosowaĺ swojŃ 

strategiň sprzedaŨy i dystrybucji do zmieniajŃcych siň potrzeb klient·w i rynku. 

5. KonkurujŃ cenowo i nie cenowo7 z innymi przedsiňbiorstwami. Przedsiňbiorstwa 

sprzedaŨy i dystrybucji paliw rywalizujŃ z innymi firmami, kt·re sprzedajŃ i dystrybuujŃ 

te same lub podobne produkty. MuszŃ oferowaĺ jakoŜĺ i efektywne usğugi oraz 

konkurencyjne ceny, aby przyciŃgnŃĺ klient·w i osiŃgnŃĺ sukces na rynku. 

6. KsztağtujŃ skalň wydobycia surowc·w. Przedsiňbiorstwa sprzedaŨy i dystrybucji paliw 

wpğywajŃ na dziağanie firm wydobywczych, wywierajŃc presjň popytowŃ i negocjacje 

handlowe majŃce na celu pozyskanie kolejnych obszarów koncesyjnych i akwizycje 

nowych zğ·Ũ. 

 
7 Konkurencja niecenowa, ekon. forma konkurencji polegajŃca na stosowaniu r·Ũnych metod popierania sprzedaŨy 

przy utrzymywaniu stabilnych cen, np. promowanie produktu i znaku firmowego, szeroka dostňpnoŜĺ produktu, 

dogodne warunki zakupu (raty, dostawa). 
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Wsp·ğdziağanie ekosystemu biznesu branŨy paliwowej na poziomie zarzŃdczym jest 

dostrzegalne w sytuacjach kryzysowych (nastňpstwa klňsk Ũywioğowych i wypadk·w) 

i nadzwyczajnych (nagğe zağamanie siň popytu lub podaŨy) (Lindbergh, He, i Radke 2024). W 

standardowych warunkach, przedsiňbiorstwa sprzedaŨy i dystrybucji paliw odgrywajŃ kluczowŃ 

rolň we wsp·ğtworzonym ekosystemie biznesowym konkurujŃc ze sobŃ. ĞŃczŃ producent·w z 

konsumentami, zarzŃdzajŃ zapasami, promujŃ produkty, ŜledzŃ trendy rynkowe a konkurujŃ z 

innymi przedsiňbiorstwami wpğywajŃ na jakoŜĺ paliw i ich sprzedaŨy. ZapewniajŃc przepğyw 

miňdzy uczestnikami ğaŒcucha dostaw wszyscy uczestnicy ekosystemu branŨy paliwowej 

wpğywajŃ na regulowanie rynku paliw. Dzieje siň, tak r·wnieŨ dlatego, Ũe potencjağ rozwoju rynku 

paliw jest nadal bardzo duŨy. Na przykğad, w Unii Europejskiej gaz ziemny postrzegany jest jako 

paliwo bardziej ekologiczne od wňgla, dziňki mniejszej emisji CO2 i braku zanieczyszczenia 

pyğami. Przez jego wykorzystanie w elektrowniach zasilanych gazem, moŨna ğatwiej zmniejszaĺ i 

zwiňkszaĺ produkcjň energii elektrycznej niŨ ma to miejsce w przypadku elektrowni wňglowych 

(WysokieNapiecie 2018). 

ĞaŒcuch dostaw branŨy paliwowej (paliw ciekğych i gazowych) opisuje siň w spos·b og·lny 

odzwierciedlajŃc cykl Ũycia produkt·w. Na jego pierwsze dwa etapy skğadajŃ siň: poszukiwanie 

zğ·Ũ i wydobycie wňglowodor·w na powierzchniň (ang. upstream) oraz transport 

i magazynowanie wydobytych surowców (Dong i Li 2021) (ang. midstream). Natomiast etap 

trzeci, obejmuje dziağalnoŜĺ firm zwiŃzany z przetwarzaniem surowca, dystrybucjŃ i sprzedaŨŃ 

(Dong i Li 2021) (ang. downstream).  

Przedsiňbiorstwa branŨy paliwowej to najczňŜciej duŨe grupy kapitağowe, które zazwyczaj 

majŃ w posiadaniu wszystkie odcinki ğaŒcucha dostaw paliw. Przedsiňbiorstwa te na odcinku 

upstreamu peğniŃ role operatorów, czyli majŃ najwiňksze udziağy w udzielonej koncesji 

wydobywczej lub sŃ liderami poszukiwaŒ. Czğonkowie grup kapitağowych obsğugujŃc transport 

i magazynowanie paliw sŃ r·wnieŨ czňŜciŃ paliwowego ekosystemu biznesu. Rozw·j dziağalnoŜci 

na etapie upstream, czyli poszukiwaŒ i wydobycia, jest bardzo waŨnŃ czňŜciŃ strategii firm 

wydobywczych sektora paliwowego. Dzieje siň tak dlatego, Ũe wiňksze wolumeny wydobycia 

oznaczajŃ rozw·j tego sektora biznesu i wzrost wartoŜci grupy. Przedsiňbiorstwa pierwszego 

odcinka ğaŒcucha dostaw paliw podejmujŃ nastňpujŃce dziağania: 

a) zwiňkszajŃ i aktualizujŃ bazy udokumentowanych zasob·w,  

b) zwiňkszajŃ poziomy wydobycia wňglowodor·w, 
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c) obniŨajŃ jednostkowe koszty poszukiwaŒ i rozpoznania zğ·Ũ,  

d) utrzymujŃ jednostkowe koszty zagospodarowania zğ·Ũ i wydobycia wňglowodor·w, 

e) rozwijajŃ technologie poszukiwawcze i wydobywcze, 

f) analizujŃ nowe informacje geologiczne pozwalajŃce na nowe odkrycia,  

g) dokumentujŃ przebieg eksploatacji zğ·Ũ wňglowodor·w. 

W funkcjonowaniu przedsiňbiorstwa sprzedaŨy i dystrybucji paliw, bňdŃcych czňŜciŃ 

zazieleniajŃcego siň sektora energetycznego, na znaczeniu zyskuje zr·wnowaŨone zarzŃdzanie 

i podejmowanie zr·wnowaŨonych decyzji (ang. sustainable decision making). Jest to szczególnie 

znaczŃce w rozwoju struktur sieciowych branŨy paliwowej, której organizacje przestağy rozwaŨaĺ 

alternatywň Ăwytwarzaĺ, kupowaĺ czy wsp·ğpracowaĺò na rzecz koniunkcji Ăwytwarzaĺ, 

kupowaĺ i wsp·ğpracowaĺò (Cyfert 2012:17). Szymon Cyfert zauwaŨyğ w swoich badaniach, Ũe 

w takim ukğadzie zachodzi moŨliwoŜĺ Ărealizacji wszystkich dziağaŒ skğadowychò (Cyfert 

2012:17). 

Zr·wnowaŨone podejmowanie decyzji to proces, kt·ry pozwala miňdzy innymi na 

osiŃgniňcie dwóch celów. Pierwszym jest uzyskanie stabilnoŜci biznesowej w zmiennym 

Ŝrodowisku biznesowym. Drugim natomiast, jest osiŃgniňcie zr·wnowaŨonego rozwoju, czyli 

r·wnowagi miňdzy aspektami ekonomicznymi, spoğecznymi i Ŝrodowiskowymi. Zr·wnowaŨone 

podejmowanie decyzji czňsto charakteryzowane jest przez przeciwstawiane decyzjom 

tymczasowym i zarzŃdzaniu operacyjnemu towarzyszŃcemu codziennym procesom zarzŃdzania 

w niestabilnym Ŝrodowisku biznesowym (Soğoducho-Pelc i Sulich 2020). Dlatego decyzje 

podejmowane zgodnie z zasadami zr·wnowaŨonego podejmowania decyzji uwzglňdniajŃ kr·tko 

i dğugoterminowe cele oraz konsekwencje, jakie wynikajŃ z tych decyzji dla Ŝrodowiska 

naturalnego, spoğecznoŜci lokalnej, gospodarki i innych waŨnych aspekt·w zr·wnowaŨonego 

rozwoju.  

W przeciwieŒstwie do bieŨŃcych i codziennych decyzji, zr·wnowaŨone i trwağe 

podejmowanie decyzji wymaga niezawodnego planu, strategii i modeli, aby prognozowaĺ wyniki 

podejmowanych decyzji (Dalton et al. 2021). Zr·wnowaŨone podejmowanie decyzji ma na celu 

przezwyciňŨenie niestabilnoŜci biznesowej, oferuje przedsiňbiorstwom trwağŃ przewagň 

konkurencyjnŃ oraz osiŃgniňcie odpornoŜci biznesowej (ang. business resiliance). Zr·wnowaŨone 

podejmowanie decyzji zakğada r·wnieŨ analizň wpğywu decyzji organizacyjni na ekosystem 

biznesowy sprzedaŨy i dystrybucji paliw (Soğoducho-Pelc i Sulich 2020). Przez wdroŨenie zasad 
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zr·wnowaŨonego podejmowania decyzji wzrasta zdolnoŜĺ organizacji do szybkiego 

przystosowania siň do zakğ·ceŒ rynkowych przy jednoczesnym utrzymaniu ciŃgğoŜci operacji 

biznesowych i ochronie ludzi, aktyw·w i og·lnej wartoŜci marki (ang. adaptative management). 

ChociaŨ trwağe podejmowanie decyzji nie wyrasta ze skğadowej Ŝrodowiskowej koncepcji 

zr·wnowaŨonego rozwoju, to moŨe zawieraĺ ten komponent skupia siň jednak na podejŜciu 

antycypacyjnym i zağoŨeniem dğugiego horyzontu czasowego (Nazir et al. 2024). W tym 

kontekŜcie sektor paliwowy jest przykğadem jednego z najbardziej wymagajŃcych i 

najtrudniejszych sektorów gospodarki. Takiemu stanowi rzeczy towarzyszŃ problemy zwiŃzane z 

transformacjŃ sektora energetycznego, napiňcia polityczne dotyczŃce bezpieczeŒstwa 

energetycznego oraz oczekiwania spoğeczne dotyczŃce dostňpnoŜci i ceny paliw (Galankashi et al. 

2018). Z tego powodu, trwağe podejmowanie decyzji dotyczŃce sprzedaŨy detalicznej paliw 

wymaga przetwarzania duŨych iloŜci danych, obejmujŃcych r·Ũne zmienne wpğywajŃce na rynek 

paliw. Jednym z najwiňkszych problem·w w tym obszarze jest prognozowanie wolumenu 

sprzedaŨy detalicznej paliw. Klasyczne metody statystyczne i maszynowe uczenie, opisane lub 

wykorzystane w literaturze naukowej, majŃ na celu rozwiŃzanie tego praktycznego wyzwania. 

Dokğadne prognozowanie pozwala na bardziej zr·wnowaŨone zarzŃdzanie ğaŒcuchem dostaw oraz 

zr·wnowaŨone podejmowanie decyzji dotyczŃcych zapas·w paliw. Wyniki procedur 

prognozowania zaleŨŃ od przedmiotu i dokğadnoŜci analizy, stanowiŃ jednak istotny etap 

zr·wnowaŨonego podejmowania decyzji. Zr·wnowaŨone podejmowanie decyzji moŨe byĺ 

stosowane na r·Ũnych poziomach biznesowym, rzŃdowym czy miňdzynarodowym. Aktualnie, 

kiedy wiele kraj·w stawia sobie za cel osiŃgniňcie zr·wnowaŨonego rozwoju, zr·wnowaŨone 

podejmowanie decyzji jest coraz bardziej popularne i poŨŃdane w wielu dziedzinach Ũycia.  

Decyzje podejmowane zgodnie z zasadami zr·wnowaŨonego podejmowania decyzji biorŃ 

pod uwagň r·wnoczeŜnie trzy aspekty: ekologiczny, spoğeczny i ekonomiczny. Dlatego w praktyce 

oznacza to, Ũe tak podejmowane decyzje majŃ wpğyw na: 

1. Ŝrodowisko naturalne i klimat, 

2. funkcjonowanie i jakoŜĺ Ũycia spoğecznoŜĺ lokalnŃ, 

3. koszty i korzyŜci finansowe, 

4. dğugoterminowe konsekwencje podejmowanie decyzji przez innych uczestnik·w 

ekosystemu, 

5. alternatywne rozwiŃzania biznesowe, nowe opcje i moŨliwoŜci technologiczne. 
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Zr·wnowaŨone podejmowanie decyzji przeciwstawiane jest w literaturze naukowej efektom 

presji dynamiki biznesowej, która motywuje decydentów do polegania na subiektywnych 

modelach mentalnych, opartych o ich doŜwiadczenia w podejmowaniu decyzji. Badania 

prowadzone w tym zakresie (Soğoducho-Pelc i Sulich 2020) wskazujŃ, Ũe organizacje osiŃgajŃ 

lepsze wyniki, gdy podejmujŃ zr·wnowaŨone decyzje oparte na danych. To stanowi zachňtň do 

wdraŨania wszechstronnych, inteligentnych, opartych na danych prognostycznych modeli 

decyzyjnych, kt·re wspierajŃ interaktywnŃ ocenň alternatyw decyzyjnych wymaganych przez 

Ŝrodowisko biznesowe (Giri, Johansson, i Lofstrom 2019). Co wiňcej, zr·wnowaŨone 

podejmowanie decyzji w przedsiňbiorstwach dystrybucji i sprzedaŨy paliw silnikowych moŨe 

prowadziĺ do zazieleniania ğaŒcuch·w dostaw i wpğywa na funkcjonowanie otoczenia branŨy 

paliwowej. 

Rynek paliwowy bňdŃcy czňŜciŃ sektora energetycznego, podlega nadzorowi i kontroli 

paŒstwa. W tym zakresie kaŨdy kraj formuğuje regulacje, normy i prawo Ŝcisğe regulujŃce rolň i 

funkcjň kaŨdej organizacji sektora energetycznego. Na przykğad, UrzŃd Regulacji Energetyki 

(URE) jest to centralny organ administracji rzŃdowej wğaŜciwego w sprawach regulacji gospodarki 

paliwami i energiŃ oraz promowania konkurencji w Polsce (URE 2023). Dziağania URE Ă(é) sŃ 

ŜciŜle zwiŃzane z politykŃ paŒstwa w zakresie energetyki, tzn. warunkami ekonomicznymi 

funkcjonowania przedsiňbiorstw energetycznych, koncepcjŃ funkcjonowania rynku oraz 

wymaganiami wynikajŃcymi z obowiŃzku dostosowania prawa polskiego do prawa Unii 

Europejskiej. Dziağania podejmowane przez niezaleŨny organ regulacyjny skierowane sŃ na 

wypeğnienie celu wytyczonego przez ustawodawcň, a zmierzajŃcego do tworzenia warunk·w do 

zr·wnowaŨonego rozwoju kraju, zapewnienia bezpieczeŒstwa energetycznego, oszczňdnego 

i racjonalnego uŨytkowania paliw i energii, rozwoju konkurencji, przeciwdziağania negatywnym 

skutkom naturalnych monopoli, uwzglňdniania wymog·w ochrony Ŝrodowiska, zobowiŃzaŒ 

wynikajŃcych z um·w miňdzynarodowych oraz r·wnowaŨenia interes·w przedsiňbiorstw 

energetycznych i odbiorc·w paliw i energiiò (URE 2023).W Polsce rynek energii jest ŜciŜle 

uregulowany za pomocŃ norm prawnych zgodnych z rozporzŃdzeniami Unii Europejskiej. 

Wszystkie obowiŃzujŃce akty prawne wymieniono w ZağŃczniku nr 1 do dysertacji, przy czym 

najwaŨniejszym aktem prawnym jest ustawa pt. ĂPrawo energetyczneò z 10 kwietnia 1997 r. 
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1.4. Istota procesu sprzedaŨy paliw w przedsiňbiorstwach 

Sektor energetyczny ma znaczenie strategiczne dla kaŨdego paŒstwa. Stanowi podstawň 

wydajnej gospodarki zdolnej nie tylko do intensywnej produkcji, ale teŨ Ŝwiadczenia wysokiej 

jakoŜci usğug. Przedsiňbiorstwa branŨy paliwowej sektora energetycznego wpğywajŃ na 

ksztağtowanie siň cen produkt·w i usğug w pozostağych sektorach gospodarki. Zachowania 

przedsiňbiorstw produkcyjnych dobra konsumpcyjne sŃ zatem wynikiem nie tylko dziağaŒ 

narzňdzi polityki gospodarczej, ale przede wszystkim dziağaŒ dostawców, konkurentów i klientów 

(Kramer 1999:11).  

W przypadku Polski stabilnoŜĺ sektora energetycznego oraz jej monolityczna struktura 

oparta na paliwach kopalnych stanowiğa podstawň przemian spoğeczno-gospodarczych lat 90. XX 

wieku. ĂW poczŃtkowym okresie transformacji, w ocenie samych przedsiňbiorstw, dostawców, 

konkurentów i klientów ich zachowania ksztağtowağa silna konkurencja, drastyczny spadek 

popytu, zbyt wysokie koszty operacyjne, wysokie koszty wytwarzania" (Kramer 1999:11). 

Procesy sprzedaŨy w sektorze energetycznym i branŨy paliwowej do dziŜ ksztağtujŃ ceny 

pozostağych d·br i usğug w gospodarce. Dlatego badania proces·w sprzedaŨy paliw 

w przedsiňbiorstwach sŃ uzasadnione. Natomiast badanie rynku, a w szczeg·lnoŜci okolicznoŜci 

procesów sprzedaŨy paliw naleŨy do zagadnieŒ ekonomii pozytywnej8, której celem jest 

wyjaŜnienie w jaki spos·b spoğeczeŒstwo podejmuje decyzje i wsparcie nauk o zarzŃdzaniu 

i jakoŜci wypracowanym aparatem pojňciowym.  

Rynek obejmuje wiele podmiot·w gospodarujŃcych. NajczňŜciej stosowane kryterium 

podziağu tych podmiot·w jest pochodnŃ podstawowej struktury rynku, czyli jego strony 

podaŨowej i popytowej (Einav i Levin 2010:145ï62). Podmioty podaŨy odznaczajŃ siň pewnym 

podobieŒstwem reakcji na oddziağywanie czynnik·w rynkowych. Podobnie podmioty popytu 

reagujŃ na te czynniki w spos·b zbliŨony. Taka struktura podmiotowa rynku obejmuje zarówno 

podmioty podaŨy oraz popytu, jak i podmioty polityki gospodarczej oraz spoğecznej. Jest ona 

niezwykle skomplikowana, poniewaŨ te same podmioty mogŃ byĺ jednoczeŜnie podmiotami 

popytu i podaŨy, a dotyczy to zwğaszcza przedsiňbiorstw bňdŃcych poŜrednikami w procesie 

sprzedaŨy paliw. Co wiňcej, podmioty polityki gospodarczej i spoğecznej, takie jak paŒstwo czy 

samorzŃd terytorialny, mogŃ odgrywaĺ rolň kreator·w ekonomicznego otoczenia dla 

 
8 W opozycji do ekonomii normatywnej, kt·ra dostarcza zaleceŒ i rekomendacji opartych na subiektywnych sŃdach 

wartoŜciujŃcych. 
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przedsiňbiorstw i gospodarstw domowych, mogŃ r·wnieŨ zachowywaĺ siň jak podmioty podaŨy i 

popytu, jeŜli paŒstwo lub samorzŃd odgrywa rolň wğaŜciciela, udziağowca lub przyjmuje na siebie 

funkcje opiekuŒcze wobec obywateli ï konsumentów (Uyarra et al. 2014).  

Na tak scharakteryzowanym rynku kaŨda grupa podmiot·w ma swojŃ wewnňtrznŃ strukturň, 

a czeŜĺ podmiot·w odgrywa liczne role, co nie pozwala na zdecydowane przypisanie ich do jednej 

z grup. W przypadkach, kiedy podmioty speğniajŃ gğ·wnŃ, wiodŃcŃ funkcjň w systemie rynkowym 

moŨna uznaĺ, Ũe to ona decyduje o przynaleŨnoŜci do konkretnej grupy. Proces sprzedaŨy paliw 

silnikowych odbywa siň zar·wno w formie fizycznej, jak i wirtualnej. Aspekty te chociaŨ sŃ ze 

sobŃ ŜciŜle powiŃzane, to r·ŨniŃ siň charakterem dziağania i wpğywem na rynek. Aspekt fizyczny 

odnosi siň do tradycyjnych operacji handlowych, w kt·rych paliwa sŃ kupowane, sprzedawane 

i transportowane przez r·Ũne ogniwa ğaŒcucha dostaw. Obejmuje to pozyskiwanie surowców 

energetycznych, ich przetwarzanie w rafineriach, a nastňpnie dystrybucjň do hurtowni i stacji 

benzynowych, skŃd trafiajŃ bezpoŜrednio do odbiorc·w koŒcowych. Ta czňŜĺ procesu sprzedaŨy 

jest niezbňdna do zapewnienia ciŃgğoŜci dostaw paliw niezbňdnych do funkcjonowania 

gospodarki, w tym transportu, przemysğu i gospodarstw domowych. Z drugiej strony, aspekt 

wirtualny sprzedaŨy paliw silnikowych odnosi siň do obrotu instrumentami finansowymi 

powiŃzanymi z cenami paliw, takimi jak kontrakty terminowe lub opcje. Te operacje finansowe 

sŃ przeprowadzane na globalnych rynkach towarowych i finansowych przez inwestor·w, 

spekulant·w oraz firmy z branŨy energetycznej w celu zarzŃdzania ryzykiem cenowym lub 

osiŃgania zysk·w z wahaŒ cen paliw. Wycena tych instrument·w finansowych opiera siň na 

przewidywaniach dotyczŃcych przyszğych cen paliw, a zmiany w ich notowaniach mogŃ mieĺ 

bezpoŜredni wpğyw na ceny paliw na stacjach benzynowych. Dlatego integracja tych dw·ch 

aspektów jest kluczowa dla funkcjonowania rynku paliw. Fizyczny ğaŒcuch dostaw zapewnia 

materialnŃ podstawň dla dziağalnoŜci gospodarczej, natomiast rynek wirtualny umoŨliwia 

uczestnikom rynku zarzŃdzanie ryzykiem i spekulacjň, co moŨe przyczyniaĺ siň do stabilizacji cen 

paliw lub do ich zmiennoŜci. Wsp·ğzaleŨnoŜĺ miňdzy rynkiem fizycznym a wirtualnym odgrywa 

zatem kluczowŃ rolň w ksztağtowaniu cen paliw, co ma bezpoŜrednie przeğoŨenie na gospodarkň 

(North 1991:97ï112).  

Wymiary fizyczny i wirtualny sprzedaŨy paliw silnikowych, odzwierciedlajŃ 

funkcjonowanie przedsiňbiorstw branŨy paliwowej ekosystemu biznesu. Natomiast w ramach 

ekosystemu biznesu paliw silnikowych moŨe mieĺ pewne korzyŜci, takie jak opisana juŨ stabilnoŜĺ 



54 
 

organizacji i zapewnienie dostaw paliw silnikowych. Poprawne funkcjonowanie ekosystemu 

branŨy paliwowej jest elementem bezpieczeŒstwa energetycznego paŒstwa a ponadto, duŨa czňŜĺ 

samochodów sğuŨb publicznych (straŨ poŨarna, policja, wojsko) z zağoŨenia niezawodnoŜci jest 

aktualnie zasilana ciekğymi paliwami wňglowodorowymi (Adner 2017:39ï58). Dlatego proces 

sprzedaŨy paliw silnikowych to kluczowe zagadnienie dla generowanie dochod·w dla 

przedsiňbiorstw zwiŃzanych z produkcjŃ i dystrybucjŃ paliw.  

Proces sprzedaŨy paliw w przedsiňbiorstwach branŨy paliwowej jest zjawiskiem 

wieloaspektowym bňdŃcym konsekwencjŃ (Adner 2017:39ï58): 

1. funkcjonowania przedsiňbiorstw w ekosystemie biznesu, 

2. zr·wnowaŨonego podejmowanie decyzji, 

3. wzajemnych oddziağywaŒ popytowo podaŨowych uczestnik·w transakcji,  

4. istniejŃcych regulacji i um·w miňdzy podmiotami. 

Na sprzedaŨ paliw ma wpğyw r·wnieŨ zr·wnowaŨone podejmowanie decyzji jako sposób 

zarzŃdzania. Zr·wnowaŨone podejmowanie decyzji moŨe mieĺ znaczne znaczenie w 

prognozowaniu cen paliw, poniewaŨ moŨe wpğynŃĺ na wiele czynnik·w, kt·re wpğywajŃ na cenň 

paliw. Podejmowanie decyzji, kt·re uwzglňdniajŃ aspekty zr·wnowaŨonego rozwoju, moŨe 

prowadziĺ do zmniejszenia zapotrzebowania na paliwa kopalne i zmniejszenia emisji gazów 

cieplarnianych, co moŨe wpğynŃĺ na obniŨenie ceny paliw. Z drugiej strony na sprzedaŨ paliw 

mogŃ mieĺ wpğyw nowe obciŃŨenia podatkowe i opğaty emisyjne dotyczŃce wykorzystywania 

paliw kopalnych. 

Istocie sprzedaŨy paliw silnikowych w przedsiňbiorstwach towarzyszŃ koszty zewnňtrzne. 

Uwzglňdnienie kosztów zewnňtrznych, czyli koszty, kt·re ponoszŃ spoğeczeŒstwo i Ŝrodowisko 

naturalne z powodu eksploatacji paliw kopalnych, moŨe r·wnieŨ wpğynŃĺ na cenň paliw. Na 

przykğad, uwzglňdnienie koszt·w zwiŃzanych z emisjŃ gaz·w cieplarnianych i zmianami 

klimatycznymi w kosztach paliw kopalnych moŨe zwiňkszyĺ ich cenň. Z drugiej strony, decyzje, 

kt·re ignorujŃ zr·wnowaŨone podejŜcie, mogŃ prowadziĺ do wzrostu zapotrzebowania na paliwa 

kopalne i wzrostu ich ceny. Na przykğad, podejmowanie decyzji, kt·re prowadzi do zwiňkszenia 

zuŨycia paliw kopalnych, takich jak decyzje o budowie autostrad lub lotnisk, zwiňksza r·wnieŨ 

cenň paliw. 

ZğoŨonoŜĺ istoty sprzedaŨy paliw rozumiejŃ przedsiňbiorstwa transportowe, a szczeg·lnie 

firmy branŨy lotniczej, w kt·rych prognozowanie zuŨycia paliwa przekğada siň na bezpieczeŒstwo 
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pasaŨer·w. Gromadzenie duŨych zapas·w paliw lotniczych r·wnieŨ moŨe wpğywaĺ na pğynnoŜĺ 

i zdolnoŜĺ operacyjnŃ funkcjonowania linii lotniczych i przedsiňbiorstw transportowych 

(LiczmaŒska i KuczyŒska 2016:203ï4) . W zwiŃzku z powyŨszym, zr·wnowaŨone podejmowanie 

decyzji moŨe mieĺ znaczne znaczenie w prognozowaniu cen paliw, poniewaŨ moŨe wpğynŃĺ na 

wiele czynnik·w, kt·re wpğywajŃ na ich cenň, takich jak podaŨ, popyt i koszty zewnňtrzne. Dziňki 

prognozowaniu sprzedaŨy detalicznej paliw moŨliwe jest zmniejszenie efektu Forrestera, kt·ry 

jest nieoczekiwanym lub nieprzewidywalnym znieksztağceniem popytu, kt·re przepğywa w g·rň 

ğaŒcucha dostaw (Rafati 2022). 

Ekosystem biznesowy branŨy paliwowej obejmuje dwa gğ·wne typy proces·w sprzedaŨy: 

hurtowŃ (dğugoterminowŃ) i detalicznŃ (sprzedaŨ natychmiastowŃ). W ramach ğaŒcucha dostaw te 

rodzaje sprzedaŨy sŃ oddzielone zar·wno organizacyjnie, jak i lokalizacyjnie, co wynika z faktu, 

Ũe sprzedaŨ hurtowa paliw odbywa siň w spos·b niepubliczny i napotyka na ograniczenia 

techniczne, takie jak moŨliwoŜci przyjňcia oraz przechowywania iloŜci zakupionego paliwa. 

Interakcje miňdzy przedsiňbiorstwami w ekosystemie branŨy paliwowej wpğywajŃ na 

ksztağtowanie siň cen surowc·w oraz cen hurtowych paliw silnikowych (Surowiec i 

Sobiechowska-Ziegert 2023:103ï12). OpierajŃ siň one na negocjowanych kontraktach na dostawy 

paliw ciekğych o okreŜlonych parametrach jakoŜciowych, iloŜciach i cenach. Kontrakty te sŃ 

kluczowym elementem w podejmowaniu decyzji zakupowych przez przedsiňbiorstwa, organizacje 

i sğuŨby publiczne. Te organizacje i podmioty gospodarcze, opr·cz kierowania siň wymienionymi 

parametrami, oczekujŃ takŨe gwarancji ciŃgğoŜci dostaw, terminowej realizacji zam·wieŒ i 

przestrzegania zasad bezpieczeŒstwa. 

NowoŜciŃ w ofercie jest wprowadzenie monitorowania tras przejazdu cystern oraz integracja 

zasad proekologicznych w transporcie i dystrybucji paliw, wymaganych przez dyrektywy 

i regulacje ochrony Ŝrodowiska, a takŨe raportowanie zgodne ze standardami ESG (ang. 

Environmental, Social, and Governance). 

SprzedaŨ indywidualna (nazywana inaczej detalicznŃ) opiera siň na zasadach r·wnowagi 

popytowo-podaŨowej, wyznaczanej przy okreŜlonej cenie detalicznej paliw. Zachowania klient·w 

indywidualnych ksztağtowane sŃ przede wszystkim przez ceny paliw silnikowych, natomiast 

poŜrednio wyb·r rodzaju paliwa wynika z parametr·w pojazdu (rodzaj spalanego paliwa oraz 

pojemnoŜĺ zbiornika). SprzedaŨ detaliczna, opr·cz konkurowania cenowego miňdzy uczestnikami 

ekosystemu branŨy paliwowej, obejmuje r·wnieŨ elementy konkurencji pozacenowej. Klienci sŃ 
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zachňcani do tankowania w konkretnej sieci nie tylko poprzez reklamň, ale takŨe dziňki akcjom 

promocyjnym, konkursom czy programom lojalnoŜciowym. A co wiňcej, procesom sprzedaŨy 

towarzyszŃ odpowiednie strategie sprzedaŨowe takie jak - restoration price lub undercuting 

(Byrne 2012).  
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1.5. Problemy i wyzwania funkcjonowania organizacji dystrybucji paliw 

W literaturze naukowej oraz branŨowej dotyczŃcej sektora paliwowego coraz czňŜciej 

porusza siň kwestie zwiŃzane z prognozowaniem sprzedaŨy paliw silnikowych przy uŨyciu 

zaawansowanych metod analizy danych, w tym gğňbokiego uczenia. Efektywne modelowanie 

popytu pozwala przedsiňbiorstwom dystrybucji paliw na optymalizacjň proces·w logistycznych 

i dostosowanie strategii sprzedaŨowej do dynamicznie zmieniajŃcych siň warunk·w rynkowych. 

W tym kontekŜcie kluczowe stajŃ siň r·wnieŨ problemy i wyzwania funkcjonowania organizacji 

zajmujŃcych siň dystrybucjŃ paliw, kt·re muszŃ zmagaĺ siň z rosnŃcŃ presjŃ regulacyjnŃ, 

zmieniajŃcymi siň preferencjami konsument·w oraz transformacjŃ energetycznŃ. W obliczu tych 

wyzwaŒ istotne jest wdraŨanie strategii zr·wnowaŨonego podejmowania decyzji, które 

uwzglňdniajŃ zar·wno aktualne realia rynkowe, jak i koniecznoŜĺ stopniowego przechodzenia od 

paliw kopalnych do alternatywnych Ŧr·değ energii. 

W dynamicznie rozwijajŃcej siň branŨy paliwowej roŜnie zainteresowanie kwestiami 

zr·wnowaŨonego rozwoju (ZR), co znajduje odzwierciedlenie zar·wno w literaturze naukowej, 

raportach biznesowych, jak i publikacjach branŨowych. Dyskusje koncentrujŃ siň nie tylko na 

aspektach ekonomicznych, ale r·wnieŨ na wyzwaniach spoğecznych i Ŝrodowiskowych, z jakimi 

mierzŃ siň przedsiňbiorstwa dystrybucji paliw. MenedŨerowie tych organizacji sŃ Ŝwiadomi, Ũe 

obecne modele produkcji i dystrybucji energii majŃ istotny wpğyw na Ŝrodowisko naturalne, co 

wymusza poszukiwanie nowych, bardziej zr·wnowaŨonych rozwiŃzaŒ. Cağy sektor energetyczny 

stoi przed koniecznoŜciŃ dostosowania siň do wymog·w transformacji, aby sprostaĺ globalnym 

celom zr·wnowaŨonego rozwoju, w tym szczeg·lnie zapewnieniu powszechnego dostňpu do 

taniej, niezawodnej, zr·wnowaŨonej i nowoczesnej energii (Organizacja Narodów Zjednoczonych 

2023). W tym kontekŜcie kluczowŃ rolň odgrywajŃ innowacyjne metody prognozowania 

sprzedaŨy paliw oraz optymalizacja proces·w dystrybucji, kt·re mogŃ wspieraĺ efektywne 

zarzŃdzanie zasobami i minimalizacjň negatywnego wpğywu na Ŝrodowisko.  

Ekosystem biznesowy sektora paliwowego stoi przed wyzwaniem dostosowania siň do 

nowego paradygmatu gospodarczego, w kt·rym koszty emisji bňdŃ integralnym elementem 

rachunku ekonomicznego (Wiech 2023). Skuteczne zarzŃdzanie danymi dotyczŃcymi obrotu 

paliwami silnikowymi staje siň kluczowym, lecz niezwykle zğoŨonym zadaniem dla organizacji 

dziağajŃcych w tej branŨy. Precyzyjna analiza danych o noŜnikach energii umoŨliwia identyfikacjň 

istotnych luk w procesie decyzyjnym oraz minimalizacjň ryzyka operacyjnego i finansowego. 
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WdraŨanie zaawansowanych metod analizy, w tym technik gğňbokiego uczenia, moŨe znaczŃco 

usprawniĺ prognozowanie sprzedaŨy paliw oraz optymalizacjň strategii dystrybucji, wspierajŃc 

tym samym bardziej zr·wnowaŨone podejŜcie do zarzŃdzania w sektorze paliwowym (Wiňcek i 

Kubek 2024).  

Z drugiej jednak strony od modelu funkcjonowania sektora energii, wpğywa na pozostağe 

dziedziny Ũycia gospodarczego takie jak logistyka, kt·ra jest Ăjednym z kluczowych instrument·w 

zarzŃdzania w przedsiňbiorstwachò (Kawa 2017:5). Decydenci organizacji dziağajŃcych 

w sektorze energetycznym sŃ Ŝwiadomi jego sieciowego charakteru oraz zğoŨonych powiŃzaŒ 

i wzajemnych oddziağywaŒ, kt·re ksztağtujŃ jego funkcjonowanie. Wynika to z kilku kluczowych 

czynników: 

1. Wysokiego poziomu niepewnoŜci w otoczeniu, kt·ry wpğywa na warunki zawierania 

transakcji i wymusza elastycznoŜĺ w zarzŃdzaniu ryzykiem; 

2. Wysokiego stopnia specjalizacji zasob·w, co sprawia, Ũe transakcje wymagajŃ 

precyzyjnego dopasowania technologicznego i organizacyjnego; 

3. Cyklicznego charakteru transakcji, zwiŃzanego z ich powtarzalnoŜciŃ oraz koniecznoŜciŃ 

dğugoterminowego planowania dostaw i zapas·w. 

Z drugiej strony zgodnie z teoriŃ koszt·w transakcyjnych efektywnoŜĺ mechanizm·w 

rynkowego i wewnňtrznego (hierarchii) jest uzaleŨniona od wielkoŜci organizacji (Cyfert 

2012:18). To oznacza, Ũe r·wnieŨ efektywnoŜĺ organizacji jest powiŃzana z wielkoŜciŃ 

organizacji, która w przypadku sektora energetycznego lub branŨy paliwowej jest zmuszona do 

nawiŃzania relacji sieciowych. 

Przedsiňbiorstwa te stajŃ r·wnieŨ przed wyzwaniami wynikajŃcymi z nastňpstw polityki 

miňdzynarodowej (np. sankcje gospodarcze, embargo na import ropy) i wewnňtrznej. Dzieje siň 

tak, dlatego Ũe rzŃdy wiňkszoŜci kraj·w podejmujŃ kroki majŃce na celu zmniejszenie szkodliwego 

wpğywu energii na Ŝrodowisko, integrujŃc politykň energetycznŃ z politykŃ ŜrodowiskowŃ. Coraz 

czňŜciej r·wnieŨ sektor energetyczny jest postrzegany jako gwarancja niepodlegğoŜci politycznej 

lub niezaleŨnoŜci gospodarczej. 

Na skutek powyŨszego, branŨa paliwowa stopniowo i powoli przechodzi od generowania 

energii ze Ŧr·değ tradycyjnych do Ŧr·değ energii odnawialnej. Do niedawna wiňkszoŜĺ firm sektora 

energetycznego prowadziğa swojŃ dziağalnoŜĺ gğ·wnie w celu osiŃgniňcia zysk·w finansowych 

(Wielewska 2019) lub zdobycia przewagi konkurencyjnej (Niemczyk et al. 2021). WzrastajŃce 
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oczekiwania spoğeczne zmieniğy dotychczasowy model myŜlenia o zasobach naturalnych, 

paliwach kopalnych i pierwiastkach ziem rzadkich. Redukcja ich uŨycia, recykling surowców, 

ponowne wykorzystanie i przeprojektowanie systemów produkcji stağy siň waŨnym elementem 

procesów decyzyjnych w nowoczesnym biznesie (Moreno-Mondéjar, Triguero, i Cuerva 2021). 

Coraz wiňcej przedsiňbiorstw otoczenia gğ·wnego ğaŒcucha dostaw paliw zaczyna postrzegaĺ 

i wprowadzaĺ dziağania spoğeczne i ekologiczne, traktujŃc Ŝrodowisko jako rodzaj interesariusza 

przy wdraŨaniu koncepcji ZR przez zr·wnowaŨone podejmowanie decyzji.  

Zmiany obszarów problematycznych, przedstawionych za pomocŃ ewolucji sğ·w 

kluczowych dla sektora energetycznego przeanalizowano na podstawie analizy literatury 

poğŃczonych baz Scopus i Web of Science (WoS) przeprowadzonej w programie Bibliometrix 

(wersja 4.0.2). Nastňpnie zakres analiz zawňŨono do branŨy paliowej (Zema, Sulich, et al. 2023), 

wyniki tego postňpowania badawczego przedstawia Rysunek 8. Rozw·j sğ·w kluczowych 

przedstawiono w podziale na okresy. Uzasadnieniem takiego podziağu sŃ kolejno poczŃtki 

zazieleniania sektora energetycznego i branŨy paliwowej w latach 1992-2008, nastňpstwa kryzysu 

gospodarczego w latach 2009-2013, oraz okres agresji Rosji na Ukrainň, zapoczŃtkowany 

zajňciem P·ğwyspu Krymskiego w 2014, co wpğynňğo znaczŃco na Ŝwiatowe rynki paliw. 
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Rysunek 8. Analiza ewolucji wyzwaŒ branŨy paliwowej. 

ťródğo: (Zema, Sulich, et al. 2023). 
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Na Rysunku 8 zostağa przedstawiona ewolucja tematyczna wyzwaŒ branŨy paliwowej 

w kontekŜcie zr·wnowaŨonego rozwoju w gğ·wnych okresach. Pomimo specyfiki skğadni 

i struktury zapytaŒ (Zema, Sulich, et al. 2023), w wynikach przedstawionych na Rysunku 8 nie 

wystňpujŃ takie sğowa kluczowe jak "prognozowanie", "modelowanie" czy Ăpaliwa silnikoweò. 

Sğowa kluczowe zachowano w jňzyku angielskim.  

Pierwszy okres obejmuje lata 1992-2008 i zawiera cztery sğowa kluczowe: zr·wnowaŨonoŜĺ 

(ang. sustainability), symulacja komputerowa (ang. computer simulation), zr·wnowaŨony rozw·j 

(ang. sustainable development) i Eurazja (ang. Eurasia). Te sğowa kluczowe wpğynňğy na kolejny 

okres ewolucji tematu sprzedaŨy paliw w kontekŜcie zr·wnowaŨonego rozwoju w latach 2009-

2013. W tych latach do wczeŜniejszej kolekcji sğ·w kluczowych doğŃczyğy nowe sğowa kluczowe, 

takie jak na przykğad: wytwarzanie (ang. generation), moc (ang. power), model (ang. model) i 

fotowoltaika (ang. photovoltaic). 

Kolejny etap ewolucji tematyki wyzwaŒ branŨy paliwowej dotyczy lat 2014-2023, w którym 

poğŃczenia nowych sğ·w kluczowych stanowiğy kolejny zestaw sğ·w kluczowych, na przykğad 

nowe sğowo kluczowe wydajnoŜĺ (ang. performance). Co wiňcej, sğowo kluczowe energia 

odnawialna (ang. renewable energy) wyewoluowağo z kilku innych sğ·w kluczowych popularnych 

w poprzednim okresie, a dotyczŃcych: zr·wnowaŨonego rozwoju (ang. sustainable development), 

rolnictwa (ang. agriculture), uŨytkowania ziemi (ang. land use), cyklu Ũycia (ang. life cycle) 

leŜnictwa (ang. forestry) i badaŒ empirycznych (ang. empirical research).  

Ewolucja sğ·w kluczowych w tym kontekŜcie charakteryzuje siň efektem kuli ŜnieŨnej, 

w kt·rym nowe sğowa kluczowe sŃ dodawane do poprzedniego okresu, a nowe sğowa kluczowe sŃ 

analizowane za pomocŃ oprogramowania Bibliometrix (Bran et al. 2021). Ponadto program 

wyŜwietla wyniki zgodnie z istniejŃcymi i przyszğymi kierunkami zainteresowaŒ naukowych 

przedstawionymi w publikacjach. Temat zr·wnowaŨonego rozwoju i pokrewne zagadnienia 

stanowiŃ waŨnŃ czňŜĺ prezentowanej ewolucji sğ·w kluczowych. WaŨne sğowa kluczowe zostağy 

wyŜwietlone w grupie sğ·w kluczowych charakterystycznych dla nauk o zarzŃdzaniu, takich jak 

wydajnoŜĺ i optymalizacja (ang. optimization), co oznacza zwr·cenie uwagi branŨy paliwowej na 

zr·wnowaŨone podejmowanie decyzji.  

Rysunek 9 jest natomiast wynikiem kolejnej analizy ewolucji przeprowadzonej w programie 

Bibliometrix (Zema, Sulich, et al. 2023). Rysunek przedstawia r·wnieŨ informacje o podobnych 

fazach (okresach analizy) rozwoju zainteresowania w temacie prognozowania sprzedaŨy energii, 



62 
 

poczŃwszy od 1992 roku. Wykres przedstawiony na Rysunku 9 ma charakter kumulatywny dla 

oznaczonego kolorem i przedstawionego w legendzie rysunku kaŨdego sğowa kluczowego. Na 

Rysunku 9 moŨna zauwaŨyĺ, Ũe zidentyfikowane sğowa kluczowe nakğadajŃ siň na siebie w miarň 

rozwoju badanego tematu, co jednoznacznie dowodzi powiŃzaniem miňdzy prognozowaniem 

sprzedaŨy paliw energii a zr·wnowaŨonym rozwojem.
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Rysunek 9. Ewolucja kluczowych problem·w branŨy paliwowej i sektora energetycznego w latach 1992-2023. 

ťr·dğo: (Zema, Sulich, et al. 2023). 
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Weryfikacjň znaczenia zagadnieŒ zr·wnowaŨonego rozwoju dla prognozowania sprzedaŨy 

paliw przeprowadzono r·wnieŨ na Rysunku 10, który przedstawia wystňpowanie sğ·w 

kluczowych i ich zaleŨnoŜci w formie bibliometrycznej mapy wygenerowanej w programie 

Bibliometrix (Zema, Sulich, et al. 2023).  

 
Rysunek 10. Mapa bibliometryczna zagadnieŒ problemowych dla paliwowego ekosystemu biznesu. 

ťr·dğo: (Zema, Sulich, et al. 2023). 

Czerwony klaster jest dedykowany ekonometrii, a w tej grupie prognozowanie (ang. 

forecasting) zostağo wskazane przez oprogramowanie Bibliometrix. W tym klastrze 

zr·wnowaŨony rozw·j jest najwaŨniejszym sğowem kluczowym, poniewaŨ jest najwiňkszym 

wňzğem w tym klastrze. Na rysunku 10 widoczny jest r·wnieŨ niebieski klaster, w kt·rym sğowa 

kluczowe obracajŃ siň wok·ğ tematu naturalnego Ŝrodowiska, a gğ·wnym kierunkiem badaŒ jest 

ochrona zasobów naturalnych (ang. conservation of natural resources). Istnieje r·wnieŨ zielony 

klaster zwiŃzany z rolnictwem i wykorzystaniem zasob·w naturalnych. Czwarty, fioletowy klaster 

sğ·w kluczowych obraca siň wok·ğ operacji matematycznych, wykorzystywanych w 

prognozowaniu sprzedaŨy paliw. Dlatego moŨna rozpoznaĺ trzy gğ·wne dziedziny nauki - biznes, 
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matematykň i rolnictwo - kt·re sŃ zainteresowane narzňdziami prognozowania sprzedaŨy paliw w 

kontekŜcie zr·wnowaŨonego rozwoju i poprawŃ funkcjonowania organizacji (ang. performance). 

W badaniu bibliometrycznym zidentyfikowano teŨ wp·ğwystŃpienia (ang. co-occurrences) sğ·w 

kluczowych sprzedaŨ (ang. sale) i prognozowanie (ang. forecasting) zostağy zidentyfikowane 

odpowiednio jako 8 i 24. Badanie (Zema, Sulich, et al. 2023) ujawniğo, Ũe sprzedaŨ i 

prognozowanie nie naleŨŃ do najistotniejszych sğ·w kluczowych w obszarze problem·w branŨy 

paliwowej. W ten sposób zostağ zidentyfikowany obszar prognozowania sprzedaŨy jako jeden z 

istotnych wyzwaŒ branŨy paliwowej (Zema, Sulich, et al. 2023).  

Prognozowanie sprzedaŨy paliw stanowi kolejne wyzwanie w zakresie wsparcia 

zr·wnowaŨonego podejmowania decyzji (Bohanec, Robnik-Ġikonja, i Borġtnar 2017; Kaleta, 

Radomska, i Soğoducho-Pelc 2018). Istotne dane obejmujŃ relacje miňdzy podaŨŃ i popytem 

(Bohanec et al. 2017), których zrozumienie jest kluczowe dla procesów uczenia maszynowego. 

PodsumowujŃc naleŨy wskazaĺ, Ũe literatura naukowa i biznesowa ğŃczŃca trwağe 

podejmowanie decyzji w sprzedaŨy detalicznej paliw pozwoliğa na zidentyfikowanie luki 

badawczej w zakresie wykorzystania gğňbokiego uczenia w prognozowaniu sprzedaŨy 

i dystrybucji przedsiňbiorstwach branŨy paliwowej przez uczestnik·w tego ekosystemu biznesu.  

Przedstawiono wsp·ğczesne organizacje branŨy paliwowej, kt·re coraz czňŜciej funkcjonujŃ 

nie jako pojedyncze jednostki, ale jako organizacje sieciowe, w których relacje 

miňdzyorganizacyjne sŃ najwaŨniejsze. Kolejne definicje ekosystemu biznesu postrzegajŃ go jako 

zbi·r jednostek umoŨliwiajŃcych osiŃgniňcie korzyŜci z dziağaŒ kolektywnych, przezwyciňŨanie 

niepewnoŜci, braku zaufania, nier·wnoŜci spoğecznych i przepğywu informacji lepiej niŨ rynek. 

Przedstawiono zatem zağoŨenie, Ũe organizacje funkcjonujŃce w sieci radzŃ sobie lepiej 

z niepewnoŜciŃ rynkowŃ. W zwiŃzku z tym przedstawiono teŨ gğ·wnych aktor·w w sieci i 

tw·rc·w relacji (gğ·wny ğaŒcuch dostaw paliw) wyznaczajŃc sieĺ gğ·wnŃ lub teŨ centrum 

ekosystemu wedğug teorii granic organizacyjnych. Zdefiniowano teŨ organizacjň sieciowŃ, która 

jest "zbiorem niezaleŨnych prawnie jednostek gospodarczych, realizujŃcych r·Ũne projekty, 

koordynowanych przez firmň integratora, kt·ra ma wyr·ŨniajŃce jŃ kluczowe, acz zasadnicze 

podstawowe kompetencje" (StaŒczyk 2018:65).  Przykğadem takiej organizacji sieciowej jest sieĺ 

utworzona przez przedsiňbiorstwa, organizacje i instytucje branŨy paliwowej, kt·re ŜwiadczŃ 

usğugi w zakresie dystrybucji i sprzedaŨy paliw. 
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Wyniki rozwaŨaŒ prowadzonych w rozdziale pierwszym stanowiŃ odpowiedŦ na pierwsze 

pytanie badawcze: (RQ1) W jaki sposób teoria ekosystemów biznesu oraz teoria kosztów 

transakcyjnych wyjaŜniajŃ specyfikň funkcjonowania przedsiňbiorstw branŨy paliwowej i 

uzasadniajŃ potrzebň prognozowania sprzedaŨy paliw silnikowych? 

Przeprowadzona analiza wykazağa, Ũe przedsiňbiorstwa branŨy paliwowej funkcjonujŃ w 

ramach zğoŨonego ekosystemu biznesu, obejmujŃcego dostawc·w, dystrybutor·w, odbiorc·w 

koŒcowych, instytucje regulacyjne oraz konkurent·w. Teoria koszt·w transakcyjnych (Coase, 

Williamson) wskazuje, Ũe niepewnoŜĺ rynkowa oraz asymetria informacji stanowiŃ istotne bariery 

efektywnego funkcjonowania przedsiňbiorstw w tym sektorze. Prognozowanie sprzedaŨy paliw 

silnikowych redukuje tň niepewnoŜĺ poprzez dostarczanie wiarygodnych szacunk·w przyszğego 

popytu, co umoŨliwia optymalizacjň decyzji dotyczŃcych zarzŃdzania zapasami, logistyki dostaw 

oraz alokacji zasob·w. Perspektywa sieci spoğecznych (Granovetter) podkreŜla znaczenie relacji 

miňdzyorganizacyjnych w budowaniu przewagi konkurencyjnej, podczas gdy koncepcja granic 

organizacji (Arrow) wskazuje na koniecznoŜĺ integracji prognozowania z procesami decyzyjnymi 

ekosystemu. Przeprowadzony przeglŃd bibliometryczny potwierdziğ istnienie luki taksonomicznej 

w zakresie uporzŃdkowania zagadnieŒ ğŃczŃcych ekosystemy biznesu z prognozowaniem 

sprzedaŨy paliw, kt·rŃ niniejsza dysertacja wypeğnia poprzez systematyzacjň teoretycznych ram 

funkcjonowania organizacji branŨy paliwowej. Udzielajac odpowiedzi na powyŨsze zrealizowano 

r·wnieŨ pierwszy cel teoriopoznawczy, jakim jest rozpoznanie i analiza problematyki 

funkcjonowania organizacji branŨy paliwowej. 
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2. Wprowadzenie do prognozowania sprzedaŨy paliw w 

organizacjach gospodarczych 
W rozdziale przedstawiono rozwaŨania teoretyczne oparte o metodň rekonstrukcji 

i interpretacji literatury dotyczŃcej kolejno sprzedaŨy paliw, charakterystyki szereg·w czasowych, 

a nastňpnie przedstawiono problemy i wyzwania prognozowania sprzedaŨy paliw organizacji 

branŨy paliwowej. Przeprowadzony przeglŃd literatury rozwija dotychczas przeprowadzony 

wywód logiczny w zakresie przedmiotu badaŒ, pozwala na identyfikacjň obszar·w badawczych, 

w kt·rych wykorzystywane jest gğňbokie uczenie. W ten spos·b uzyskano tğo teoretyczne w 

zakresie prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem 

gğňbokiego uczenia. Dlatego, podejmujŃc pr·bň rekonstrukcji dorobku w zakresie prognozowania 

sprzedaŨy paliw, przeprowadzono typologiň metod prognostycznych wraz z ich krytycznŃ analizŃ. 

Pozwoliğo to r·wnieŨ udokumentowaĺ lukň eksplanacyjnŃ, polegajŃcŃ na niedostatku wiedzy 

dotyczŃcej mechanizm·w prognozowania oraz wspomagania decyzji w przedsiňbiorstwach 

sprzedaŨy paliw. 

Wyniki przedstawione w tym rozdziale obrazujŃ gğ·wne zmienne istotne dla badaŒ 

empirycznych oraz opisujŃ szerszy kontekst proces·w dystrybucji i sprzedaŨy paliw. Metody 

prognozowania sprzedaŨy paliw przedstawiono za pomocŃ ustrukturyzowanego przeglŃdu 

literatury z wykorzystaniem metody kuli ŜnieŨnej (Paul i Criado 2020; Wohlin 2014). Nastňpnie 

zaprezentowano istotň funkcjonowania tankomat·w jako przykğadu automatyzacji procesu 

sprzedaŨy paliw silnikowych. W rozdziale uzasadniono r·wnieŨ potrzebň wykorzystania sztucznej 

inteligencji w prognozowaniu sprzedaŨy paliw, koncentrujŃc siň na analizie metod 

wykorzystywanych w prognozowaniu sprzedaŨy paliw silnikowych przedstawionych w literaturze 

przedmiotu.  
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2.1.  Literatura dotyczŃca prognozowania sprzedaŨy paliw ï przeglŃd 

systematyczny 

Literatury dotyczŃcej bezpoŜrednio zagadnienia prognozowania sprzedaŨy paliw 

poszukiwano w wielu bazach indeksujŃcych publikacje naukowc·w i praktyk·w biznesu branŨy 

paliwowej. Po pierwsze wyszukiwano artykuğy w bazach naukowych, to jest Scopus i Web of 

Science, z wykorzystaniem sğ·w kluczowych9. Dlatego formuğowane zapytania zawierağy r·wnieŨ 

takie sğowa kluczowe, jak: Ăsalesò, Ăsales rateò, Ăforecastingò, Ăfuelò, Ăpetrolò, Ăpetrol stationò, 

Ăgas stationò, Ăservice stationò Ăregressionò, Ămachine learningò. Na podstawie analizy tytuğ·w i 

abstrakt·w sklasyfikowano artykuğy przedstawione w Tabeli 4. R·wnieŨ dla eksplorowanych i 

zidentyfikowanych artykuğ·w zastosowano metodň kuli ŜnieŨnej opartej na analizie przypis·w 

zawartych pracach naukowych. W przypadku tak duŨego zbioru publikacji skorzystano z 

programu Bibliometrix w celu selekcji uzyskanych wynik·w, wykluczajŃc publikacje 

przypadkowe (Aria i Cuccurullo 2017). W ten spos·b wyizolowano grupň artykuğ·w dotyczŃcych 

prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego 

uczenia, zebrane w Tabeli 2. 

KolejnoŜĺ artykuğ·w przedstawiono chronologicznie w Tabeli 2. Ten sposób prezentacji 

artykuğ·w odzwierciedla r·wnieŨ ewolucjň zainteresowania autor·w tematem sprzedaŨy paliw 

w literaturze naukowej jak i wykorzystanych narzňdzi badawczych oraz metodach 

prognozowania.  

Tabela 2. Wybrane publikacje w zakresie prognozowania sprzedaŨy paliw silnikowych. 

Lp. 
Autor i rok 

publikacji  
Tytuğ i miejsce publikacji 

Sğowa kluczowe/ obszary 

metod prognozowania 

1 
(Ang i Tan 

1990) 

Forecasting of diesel and petrol sales an 

evaluation of various marketing strategies 

Petroleum products, Sales 

promotions, Sales forecasting 

2 
(Kalid et al. 

2004) 

Petronas Petrol Station Fuel Consumption 

Forecast System 

Expert systems, Knowledge-

based system, Forecasting 

3 
(J. Lee i Cho 

2009) 

Demand forecasting of diesel passenger 

car considering consumer preference and 

government regulation in South Korea 

Demand forecasting, Conjoint 

analysis, Diesel passenger car 

 
9 Z uwagi na to, Ũe sŃ to bazy miňdzynarodowe w konstrukcji zapytaŒ posğugiwano siň jňzykiem angielskim 
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4 
(Li, Rose, i 

Hensher 2010) 

Forecasting automobile petrol demand in 

Australia: An evaluation of empirical 

models 

Petrol demand forecasting, 

Automobiles, Time series data, 

The partial adjustment model, 

The autoregressive integrated 

moving average model, 

Elasticities, Trend-fitting 

approaches, Exponential 

smoothing, Forecasting 

effectiveness 

5 
(Azadeh, Arab, i 

Behfard 2010) 

An adaptive intelligent algorithm for 

forecasting long term gasoline demand 

estimation: The cases of USA, Canada, 

Japan, Kuwait and Iran 

Gasoline consumption, Artificial 

neural network, Multi-Layer 

Perceptron, Regression, 

Forecasting, Design of 

experiment 

6 
(Lu i Wang 

2010) 

Combining independent component 

analysis and growing hierarchical self-

organizing maps with support vector 

regression in product demand forecasting 

Demand forecasting, Growing 

hierarchical self-organizing 

maps, Independent component 

analysis, Support vector 

regression 

7 
(Pu, Lin, i Yang 

2011) 

Study on Pre-estimating Sale Volume of 

Petroleum Products in Gas Station Based 

on Time Sequence 

Petroleum products, Sales 

volume, Pre-estimation, 

Combined model. 

8 
(Lemos et al. 

2012) 

Evolving Fuzzy Linear Regression Tree 

Approach 

for Forecasting Sales Volume of Petroleum 

Products 

Linear regression, Marketing 

and sales, Computational 

modeling, Input variables, 

Petroleum, Data models, 

Forecasting 

9 
(Guria et al. 

2012) 

Pricing model for petrol/diesel and 

inventory control under permissible delay 

in payment for petrol/diesel retailing 

station 

Crude oil, Delay in payments, 

Economic order quantity, EOQ; 

Inventory, Petrol and diesel, 

Pricing model, Retailing station, 

Shortage 
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10 

(Chinwuko, 

Arinze, i 

Ezeliora 2013) 

Regression and Time Series Analysis of 

Diesel Product Sales in Masters Energy oil 

and Gas 

Regression, Time Series, Trend, 

Seasonal index, Forecasting, 

Deseason, Detrend and 

Petroleum 

11 
(Thakur et al. 

2016) 

NARX Based Forecasting of Petrol Prices Petrol price, NARX, Moving 

Average, Auto regression, 

Dynamic Neural Network 

12 
(Galankashi et 

al. 2018) 

An efficient integrated simulation-Taguchi 

approach for sales rate evaluation of a 

petrol station 

Simulation, Sales rate, ANOVA 

test, Taguchi, Petrol station, 

Service industry 

13 

(Ayvazyan i 

Aksyonova 

2018) 

Comparative Analysis of Multi-agent 

Approaches for Planning Fuel Delivery of 

Petrol Stations 

Modeling, Multi-agent 

modeling, Simulation modeling, 

Transportation problem 

14 (Sun et al. 2018) 

Demand forecasting for petrol products in 

gas stations using clustering and decision 

tree 

Clustering, Decision tree, 

Demand forecasting, Petrol 

products 

15 
(H. Zhang et al. 

2018) 

A MILP approach for filling station 

replenishment problem with time windows 

in initiative distribution 

Filling, Oils, Loading, Road 

transportation, Mathematical 

model, Task analysis, Load 

modeling 

16 (Corey 2020) 

Applications of Time Series Analysis for 

Forecasting Fuel 

Sales and Change Point Detection 

Statistics, Sales forecasting, 

Fuel 

17 
(Lin, Cheng, i 

Chen 2021) 

Sales Forecasting Using ANNs or RNNs - 

A Case Study of Freeway Service Station 

in Taiwan 

Recurrent neural networks, Data 

analysis, Costs, Conferences, 

Artificial neural networks, 

Traffic control, Forecasting 

18 

(Mohd Shafie, 

Leong, i Mohd 

Sadullah 2021) 

A Trip Generation Model for a Petrol 

Station with a Convenience Store and a 

Fast-Food Restaurant 

trip generation; land use; petrol 

station; fast-food restaurant; 

multiple linear regression; 

sustainable transportation 
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19 

(Labibah, 

Sukmawaty, i 

Susanti 2021) 

Forecasting of fuel oil supply using the 

transfer function approach 

Energy resources, Fuel oils, 

Time series analysis, Transfer 

functions, Case-studies, 

Condition, Forecasting methods, 

Fuel needs, Fuels oil, Function 

approaches, Gas stations, 

Historical data, Oil supplies, 

Several variables, Forecasting 

20 
(Raizada i Saini 

2021) 

Comparative Analysis of Supervised 

Machine Learning Techniques for Sales 

Forecasting 

KNN regression algorithm, 

linear regression, random forest 

regression, Sales forecasting, 

supervised machine learning 

techniques, SVM algorithm 

21 (Makarov 2021) 

Gaussian process modelling of petrol sales 

in gas stations in Finland 

forecasting, petrol sales, petrol 

demand, time series, ARIMA, 

Gaussian processes 

22 
(Lian, Liu, i Li 

2021) 

A fuel sales forecast method based on 

variational Bayesian structural time series 

Change point recognition, 

hierarchical Bayesian model, 

structural time-series model, 

variational inference 

23 
(Henzel, Bularz, 

i Sikora 2021) 

Impact of time series clustering on fuel 

sales prediction results 

Time series prediction 

24 
(Rizvi, Syed, i 

Qureshi 2022) 

Real time forecasting of petrol retail using 

dilated causal CNNs 

IoT devices, 1D dilated CNN, 

Time series prediction, Neural 

network 

ťr·dğo: Opracowanie wğasne. 

Oprócz przedstawionej literatury wymienionych enumeratywnie w Tabeli 4 dokonano 

przeglŃdu treŜci wybranych artykuğ·w i ich krytycznej oceny w celu przybliŨenia ich problematyki 

w kontekŜcie prognozowania sprzedaŨy paliw silnikowych.  

Artykuğ autorstwa (Ang i Tan 1990) skupia siň na strategiach marketingowych sektora paliw 

silnikowych w Singapurze. Strategie te opisano wraz z problematykŃ prognozowania wielkoŜci 

sprzedaŨy i zachowaŒ konsument·w. Autorzy odnotowali, Ũe od 1 czerwca 1987 ceny sprzedaŨy 

paliw w tym azjatyckim kraju nie sŃ ŜciŜle regulowane przez rzŃd, dlatego ceny paliw (ang. pump 
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prices) miňdzy dystrybutorami r·ŨnŃ siň minimalnie (Ang i Tan 1990:246). Dlatego na ŜciŜle nie 

regulowanym rynku sprzedaŨy paliw wedğug autor·w majŃ wpğyw, przede wszystkim czynniki 

nie cenowe, takie jak: 

1. liczba stacji dystrybucji, 

2. poğoŨenie stacji paliw,  

3. usğugi dodatkowe Ŝwiadczone przez stacje paliw (np. myjnia samochodowe), 

4. lojalnoŜĺ klient·w wobec marki, 

5. reklama i umiejňtnoŜci sprzedaŨowe obsğugi, 

6. promocje i dziağania marketingowe (np. karty lojalnoŜciowe), 

7. obraz przedsiňbiorstwa (ang. corporate image and identity). 

Rynek sprzedaŨy paliw w Singapurze jest oligopolem, z mağŃ grupŃ dystrybutor·w paliw a bardzo 

duŨŃ grupŃ odbiorc·w, z kt·rych kaŨdy kupujŃc stosunkowo mağŃ objňtoŜĺ paliwa nie wpğywa 

w Ũadne spos·b na zmianň funkcji popytu (Ang i Tan 1990). W zwiŃzku z tym naukowcy 

zauwaŨajŃ, Ũe przedsiňbiorstwa sŃ bardziej zainteresowane przewidywaniem zachowania 

konkurencji, kt·re majŃ wpğyw na sprzedaŨ paliw silnikowych. Przeprowadzone badania 

w oparciu o dane jednej firmy wskazujŃ, Ũe przedsiňbiorstwa ksztağtujŃc ceny w kr·tkim okresie 

czasu korzystajŃ najczňŜciej z promocji, jako najefektywniejszego narzňdzia zwiňkszajŃce 

sprzedaŨ. Promocje i dziağania marketingowe oparte na loteriach i prezentach rzeczowych 

wydawanych natychmiast po zakupie okreŜlonej iloŜci paliwa. W przypadku dğugiego okresu 

czasu przedsiňbiorstwa skupiajŃ siň na poprawie jakoŜci oferowanych paliw, co ma bezpoŜrednie 

przeğoŨenie na percepcjň przedsiňbiorstwa i wzrost sprzedaŨy paliw mimo wyraŦnie wyŨszej ceny.  

Ang i Tan w swoich badaniach opierali siň na danych jednego dystrybutora paliw silnikowych 

w Singapurze ujawniono w nim wahania sezonowe ï najwiňksze dla oleju napňdowego (diesel), 

mniejsze dla benzyn (ang. petrol). Wyniki badaŒ znajdujŃ odzwierciedlenie w strukturze rynku 

oraz dominujŃcym rodzaju napňdu samochod·w. Elementami badanymi w proponowanym 

modelu sŃ zmienne dotyczŃce objňtoŜci sprzedaŨy i ceny paliw oraz zmienne dychotomiczne 

(opr·cz juŨ wymienionych element·w strategii przedsiňbiorstwa) obejmujŃce: 

1. trwajŃcŃ rozbudowň sieci dr·g, 

2. liczbň stacji tankowania przedsiňbiorstw konkurencyjnych, 

3. wzrost liczby samochodów, 

4. zyski i straty ze sprzedaŨy okreŜlonych paliw, 
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5. wzmoŨone zakupy paliw przez obywateli Malezji10.  

Dlatego (Ang i Tan 1990) por·wnywali dwa modele sprzedaŨy oleju napňdowego i benzyny 

za pomocŃ regresji krokowej postňpujŃcej (ang. stepwise regression) a celem takiego 

postňpowania byğo zbadanie efektywnoŜci promocji w sprzedaŨy w sieci stacji paliw. 

Ograniczeniem ich metody byğy dane w postaci szereg·w czasowych i zmienne dychotomiczne, 

kt·rych reprezentacja statystyczna wymaga ostroŨnoŜci w zakresie wyciŃgania wniosk·w z 

badania.  

W artykule pt. ĂPetronas Petrol Station Fuel Consumption Forecast Systemò Kalid i in. 

(2004) problematyka prognozowania sprzedaŨy paliw zostağa przedstawiona w kontekŜcie 

skomputeryzowania proces·w zarzŃdczych (Kalid et al. 2004). Natomiast przyczynŃ podjňcia 

badaŒ przez zesp·ğ z Malezji byğ proces decyzyjny na poziomie kierownika stacji paliw, kt·ry 

zğoŨyĺ zam·wienie na minimum tydzieŒ (w innym miejscu ta praca m·wi o 3 tygodniach) 

wczeŜniej, a w zwiŃzku z tym wymagany jej system predykcji sprzedaŨy paliw. W swojej 

publikacji autorzy zwr·cili uwagň na istotne zmienne dla procesu prognozowania, kt·rymi sŃ 

m.in.: 

1. ograniczona pojemnoŜĺ poszczeg·lnych zbiornik·w paliw, 

2. ograniczona prawem pojemnoŜĺ cağkowita stacji paliw, 

3. r·Ũne wzorce sprzedaŨy na poszczeg·lnych stacjach paliw, 

4. dostňpnoŜĺ paliw w centrali, z kt·rej zamawiane sŃ paliwa ciekğe, 

5. wiedza i doŜwiadczenie kierownika w zakresie procesu zamawiania paliw. 

Wskazane zmienne uzupeğniajŃ zmienne wymienione w artykule autrostwa Ang i Tan (1990). Co 

wiňcej, zmienne obu zespoğ·w moŨna podzieliĺ na takie, kt·rych zmiana zaleŨy od decyzji 

i dziağaŒ przedsiňbiorstwa oraz te, kt·re sŃ od nich niezaleŨne.  

Kalid i in. (2004) skupili siň w swoim artykule na perspektywie menedŨerskiej i zapewnieniu 

ciŃgğoŜci w sprzedaŨy paliw, co byğo uzasadnieniem przeprowadzonych badaŒ (Kalid et al. 2004). 

W sformuğowanym problemie badawczym naukowcy z Malezji zwr·cili uwagň na zaleŨnoŜĺ 

sprzedaŨy paliw od ciŃgğoŜci ğaŒcucha dostaw dla przedsiňbiorstwa Petronas (Malezja). Drugim 

zidentyfikowanym problemem jest niedobór paliw na stacji, a nie nadmiar rzadziej kupowanego 

paliwa. Na podstawie wywiadów z kierownikami stacji paliw autorzy zaproponowali system 

pozwalajŃcy na prognozowanie sprzedaŨy paliw. Kalid i in. wykorzystali system ekspercki 

 
10 Malezja to paŒstwo sŃsiadujŃce z Singapurem i r·wnieŨ poğoŨone na P·ğwyspie Malajskim. 
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z reguğami decyzyjnymi (ang. rule-based artificial intelligence), który zbiera dane historyczne, 

formuğuje reguğy i dokonuje predykcji zadanych parametr·w. Wynikiem systemu jest wymagana 

objňtoŜĺ paliwa i data jego dostarczenia do stacji paliw, dlatego kolejnymi waŨnymi zmiennymi 

w predykcji sprzedaŨy paliw sŃ: 

1. czas dostawy paliwa do stacji dystrybucji/sprzedaŨy, 

2. moŨliwoŜĺ magazynowania paliwa podczas transportu, 

3. wystňpowania ŜwiŃt paŒstwowych i religijnych w okresie objňtym prognozowaniem. 

Autorzy tego artykuğu wskazali ponadto, Ũe opracowany przez nic system choĺ zostağ 

zaimplementowany na podstawie proces·w biznesowych, to nie uwzglňdnia on: 

1. zmiennych pogodowych wpğywajŃcych na konsumpcjň w przypadku Malezji, 

2. informacji zwrotnej od klienta, co do trafnoŜci predykcji (ang. accuracy). 

Wkğadem do nauki artykuğu Kalid i in. (2004) jest przeniesienie procesu biznesowego do 

Ŝrodowiska komputerowego i stworzenie pierwszego systemu eksperckiego z reguğami 

decyzyjnymi (ang. rule based artificial intelligence technology) w kontekŜcie sprzedaŨy paliwa 

silnikowego. 

Prognozowanie sprzedaŨy paliw rozpatrywano r·wnieŨ w Korei Poğudniowej (Jongsu Lee i 

Cho 2009), przy czym przedmiotem zainteresowania naukowc·w byğy zachowania konsumencie 

nabywc·w oleju napňdowego (diesel) do samochod·w osobowych. Autorzy zwr·cili uwagň na 

kolejne zmienne mogŃce mieĺ istotny wpğywa na predykcjň sprzedaŨy paliw, kt·rymi sŃ (Jongsu 

Lee i Cho 2009): 

1. krajowe przepisy prawa regulujŃce uŨytkowanie samochod·w o okreŜlonym napňdzie, 

2. wpğyw na Ŝrodowisko naturalne lub opğaty Ŝrodowiskowe,  

3. koszty uŨytkowania samochodu o okreŜlonym napňdzie, 

4. zmiany w krajowej strukturze popytowo-podaŨowej noŜnik·w energii (ang. mix of national 

energy supply and demand), 

5. zmiany w prawie podatkowym dotyczŃce cen paliw. 

Lee i Cho (2009) uŨywali ankiety do eksplorowania rynku samochod·w osobowych, a celem 

ich badania byğa ocen skğonnoŜci konsument·w do zakupu samochodu z silnikiem Diesla, z tego 

powodu czynniki wpğywajŃce na cenň paliwa byğy mikro-symulowane (ang. microsimulated). 

Mimo, Ũe artykuğ nie odnosi siň wprost do zagadnienia prognozowania sprzedaŨy paliw 

przedstawia on zmienne istotne dla procesu z punktu widzenia konsumenta idywidualnego. 
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W literaturze zwraca siň uwagň na dwa podejŜcia do prognozowania iloŜci nowego produktu 

badanie przekrojowe, analizujŃce udziağ produktu w rynku oraz badanie obejmujŃce 

upowszechnianie siň nowego produktu w czasie (ang. cross-sectional analysis and time series 

analysis). W dotychczas opracowanych modelach w prognozowaniu popytu na nowe produkty 

uwzglňdnia siň: 

1. nastňpstwo generacyjne kolejnych produkt·w, 

2. efekty substytucji (moŨliwej przez montowanie alternatywnego rodzaju napňdu lub 

modyfikacja istniejŃcego, kt·ra pozwala na wykorzystywanie np. gazu w silnikach 

benzynowych), 

3. konkurencjň cenowŃ innych uczestnik·w rynku. 

Na efekt substytucji zwraca uwagň praca autorstwa Li i in. (2010), kt·ra tğumaczy 

zachowania kierowc·w w kr·tkim okresie czasu, kt·rzy zniechňceni nagğŃ podwyŨkŃ cen paliw 

preferujŃ 

1.  transport publiczny (jeŜli jest dostňpny). 

Natomiast w dğugiej perspektywie, konsumenci decydujŃ siň na: 

2. samochody oszczňdzajŃce paliwo (ang. fuel-efficient vehicles), 

3. zmianň miejsca zamieszkania.  

Z punktu widzenia konsumenta wedğug Lee i Cho (2009) r·wnie istotne sŃ takie czynniki, jak: 

1. powtarzalna jakoŜĺ nabywanych paliw,  

2. zmiany w Ŝrodowisku rynkowym (obecnoŜĺ alternatywnych dostawc·w paliw), 

3. preferencje indywidualne, 

4. czynniki nie cenowe.  

Ponadto, Lee i Cho, zwracajŃ uwagň na metody scenariuszowe w procesach przewidywania 

popytu. JednoczeŜnie wymieniajŃ czynniki istotne w zakresie wyboru rodzaju napňdu przez 

konsument·w, co przekğada siň na wielkoŜĺ sprzedaŨy okreŜlonego rodzaju paliwa. Takimi 

zmiennymi warunkujŃcymi kupno samochodu w r·Ũnej wersji silnikowej od tego samego 

producenta sŃ m.in.: 

1. cena netto pojazdu, 

2. koszty ewentualnej naprawy lub modyfikacji napňdu, 

3. iloŜĺ/ objňtoŜĺ spalanego paliwa na 100 km (ang. fuel efficiency), 

4. przyspieszenie i moc silnika, 
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5. czas ğadowania/ tankowania, 

6. normy emisyjne, 

7. wyposaŨenie dodatkowe pojazdu. 

Przedstawione informacje dotyczŃce Korei Poğudniowej sugerujŃ, Ũe istnieje zwiŃzek miňdzy 

strukturŃ sprzedaŨy samochod·w o okreŜlonych rodzajach silnik·w a wielkoŜciŃ sprzedaŨy 

dostosowanych do nich paliw. 

 KontynuujŃc rozwaŨania zwiŃzane z czynnikami wpğywajŃcymi na konsumpcjň paliw 

silnikowych, Li i in. (2010) podjňli temat prognozowania popytu paliw silnikowych w Australii 

dokonujŃc w swoich badaniach ewaluacji modeli empirycznych (Li et al. 2010). Artykuğ ten jest 

napisany z perspektywy ekonomicznej i koncentruje siň na cenach detalicznych paliw oraz ich 

elastycznoŜci cenowej. Autorzy twierdzŃ, Ũe perspektywa prognozowania cen sprzedaŨy nie jest 

zagadnieniem nowym, ale nadal niedostatecznie zbadanym i rozwijanym. Li i in. traktujŃ paliwa 

silnikowe jako rzadkie, wyczerpujŃcy siň surowiec. Celem badania byğo por·wnanie efektywnoŜci 

8 r·Ũnych modeli predykcyjnych opartych na danych popytu w Australii. Autorzy zauwaŨyli, Ũe 

w przypadku analizowania cağego kraju na sprzedaŨ paliw majŃ wpğyw takie czynniki, jak: 

1. zamoŨnoŜĺ gospodarstw domowych, 

2. produkt krajowy brutto (PKB), 

3. rosnŃca populacja kraju,  

4. dostňpnoŜĺ transportu publicznego, 

5. dostňpnoŜĺ bardziej wydajnych silnik·w, 

6. niedobór informacji rynkowej, 

7. Ŝrednie pokonywane odlegğoŜci (np. miňdzy domem a pracŃ), 

8. zagroŨenia Ŝrodowiskowe (wzrost emisji spalin). 

PodejmujŃc czyste rozwaŨanie ekonomiczne, autorzy artykuğu Li i in. (2010 stawiajŃ pytanie 

zwiŃzane z charakterystykŃ paliw wyraŨanŃ negatywnŃ elastycznoŜciŃ popytu (kt·ra oznacza, Ũe 

wraz ze wzrostem ceny popyt bňdzie malağ), o to w jakim zakresie obniŨka ceny spowoduje wzrost 

popytu. Dywagacje autor·w prowadzŃ do takich pytaŒ badawczych, ze wzglňdu na potraktowanie 

paliwa jako dobra normalnego, czyli dobra, na kt·re popyt roŜnie pod wpğywem wzrostu 

dochodów nabywców. 
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Li i in. (2010) stwierdzajŃ, Ũe modele kr·tkoterminowe prognozowania popytu na paliwa 

silnikowe o nie peğne dane a wiele czynnik·w jest ustalonych (ang. fixed factors). Dğugoterminowe 

prognozy sprzedaŨy paliw, w opinii Li i in. (2010), zawierajŃ najczňŜciej tylko jednŃ niewiadomŃ. 

W artykule Li i in. (2010) dokonujŃ pogğňbionej analizy literatury w zakresie estymacji 

elastycznoŜci cenowej dla popytu na paliwo formuğujŃc model czňŜciowej regulacji (ang. partial 

adjustment model, PAM). Lin i in. (2010) swoje badania odnoszŃ do danych historycznych 

z OECD dla lat 1960-1985 oraz badania innych naukowc·w korzystajŃcych z podobnych danych 

dla lat 1970-1991. Autorzy dowodzŃ, Ũe w modelu PAM istotne znaczenie ma rodzaj paliwa 

(benzyna, LPG, paliwa samolotowe) i ceny transferowe miňdzy krajami. Co istotne z punktu 

widzenia niniejszej dysertacji, Li i in. (2010) odwoğujŃ siň do modeli ARIMA (ang. autoregressive 

integrated moving average), poniewaŨ twierdzŃ, Ũe mogŃ one lepiej od modelu PAM wyjaŜniaĺ 

relacje miňdzy zmiennymi modelu. Wyniki swoich badaŒ autorzy odnoszŃ do metaanaliz 

(Goodwin i Hanly 2004), potwierdzajŃc ze klienci posiadajŃcy samochody osobowe sŃ bardziej 

podatni na zmiany cen paliw, aniŨeli posiadacze samochod·w ciňŨarowych. Ich definicja modelu 

PAM jest ekonomiczna i zmienne dostosowujŃ siň do r·wnowagi popytowo-cenowej tylko 

czňŜciowo w kaŨdym okresie czasu, zamiast cağkowicie co rzutuje na dokğadnoŜĺ 

zaproponowanego prognozowania sprzedaŨy paliw silnikowych.  

PrzeglŃd literatury dotyczŃcej prognozowania sprzedaŨy paliw silnikowych ukazuje 

zğoŨonoŜĺ i wielowymiarowoŜĺ tego zagadnienia. W przedstawionej literaturze skoncentrowano 

siň zar·wno na aspektach technicznych prognozowania (np. modele regresyjne, sieci neuronowe, 

modele ARIMA), jak i na uwarunkowaniach rynkowych, organizacyjnych i behawioralnych. 

Zaprezentowane badania ukazujŃ ewolucjň podejŜĺ do prognozowania sprzedaŨy paliw ï od 

klasycznych modeli ekonomicznych i statystycznych (np. PAM, regresja krokowa) po systemy 

eksperckie i nowoczesne metody oparte na sztucznej inteligencji. WŜr·d istotnych czynników 

wpğywajŃcych na dokğadnoŜĺ predykcji wymienia siň zar·wno czynniki kontrolowane przez 

przedsiňbiorstwa (lokalizacja stacji, promocje, jakoŜĺ paliwa), jak i niezaleŨne (polityki 

podatkowe, przepisy Ŝrodowiskowe, infrastruktura drogowa, sezonowoŜĺ, preferencje 

konsumentów). 

PrzeglŃd literatury ukazuje r·wnieŨ, Ũe skuteczne prognozowanie sprzedaŨy paliw wymaga 

integracji danych ekonomicznych, logistycznych i behawioralnych, a takŨe dostosowania modeli 

do warunk·w lokalnych i zmian w otoczeniu rynkowym. Uwagň zwraca rosnŃce znaczenie danych 
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z rynku detalicznego, dostňpnych w czasie rzeczywistym oraz rozw·j narzňdzi opartych na 

uczeniu maszynowym i modelach probabilistycznych. Mimo, Ũe niekt·re z analizowanych badaŒ 

miağy charakter lokalny lub o ograniczonej skali, ich ğŃczna wartoŜĺ polega na identyfikacji 

szerokiego spektrum zmiennych wpğywajŃcych na sprzedaŨ paliw, co pozwala na budowň bardziej 

zğoŨonych, elastycznych i trafnych modeli predykcyjnych. Przedstawiony przeglŃd stanowi 

fundament do dalszych badaŒ nad prognozowaniem sprzedaŨy w dynamicznie zmieniajŃcym siň 

sektorze energetycznym i transportowym, z uwzglňdnieniem megatrend·w takich, jak 

transformacja energetyczna, rozw·j elektromobilnoŜci i cyfryzacja proces·w decyzyjnych. 
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2.1. Bibliometryczna analiza literatury z wykorzystaniem programu 

Bibliometrix  
W tym podrozdziale kontynuowano analizň wybranych publikacji dotyczŃcych 

prognozowania sprzedaŨy paliw zaprezentowanych w Tabeli 2, wykorzystujŃc narzňdzie 

Bibliometrix (wersja 4.1.2). Program ten zostağ wybrany ze wzglňdu na rozlegğe moŨliwoŜci 

analityczne, kt·re nie tylko wspierajŃ badania bibliometryczne, ale r·wnieŨ umoŨliwia dogğňbnŃ 

analizň treŜci literatury naukowej. W ramach analizy okreŜlono liczbň opublikowanych artykuğ·w 

na temat prognozowania sprzedaŨy paliw w okresie lat 1990 ï 2022.  

Rysunek 11 przedstawia liczbň opublikowanych artykuğ·w na temat prognozowania 

sprzedaŨy paliw. Dane dla lat 1990 - 2008 prezentujŃ wyraŦnŃ stagnacjň iloŜci publikacji 

w zakresie prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem 

gğňbokiego uczenia, z wyjŃtkiem pojedynczego artykuğu w 1990 roku oraz 2004. 

 

Rysunek 11. Liczba publikacji w zakresie prognozowania sprzedaŨy paliw w latach 1990-2002. 

ťr·dğo: Opracowanie wğasne na podstawie narzňdzia Bibliometrix. 

Jednym z powod·w tej stagnacji moŨe byĺ zwiŃzana z ograniczonym zainteresowaniem 

badawczym tym tematem w tamtym okresie. Natomiast, brak publikacji w tym zakresie m·gğ byĺ 

nastňpstwem trwajŃcych konflikt·w zbrojnych, kt·rych istotŃ byğo opanowanie p·l naftowych 

i kontrola ğaŒcuch·w dostaw ropy naftowej, dlatego teŨ dane dotyczŃce cen i wielkoŜci sprzedaŨy 
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mogğy byĺ nieobiektywne zaburzajŃc proces modelowania lub prognozowania sprzedaŨy paliw. 

ZauwaŨyĺ naleŨy ponadto, Ũe zr·Ũnicowanie obszar·w badaŒ i dynamika zmieniajŃcych siň 

priorytet·w mogŃ mieĺ wpğyw na iloŜĺ pracy poŜwiňconej konkretnemu tematowi. W tym 

przypadku, mogğo to wynikaĺ z kilku czynnik·w.  

Po pierwsze, mogğo istnieĺ przekonanie, Ũe inwestowanie czasu i zasob·w w badania nad 

prognozowaniem sprzedaŨy paliw nie przyniesie istotnych korzyŜci naukowych lub praktycznych 

(Meyler 2009). Po drugie, naukowcy mogli postrzegaĺ ten obszar jako trudny do badania ze 

wzglňdu na brak dostňpnych danych lub odpowiednich narzňdzi analizy. W dodatku mogğo to 

wynikaĺ z tego, Ũe inne obszary, takie jak rozw·j technologii odnawialnej energii czy badania nad 

zmianami klimatu, przyciŃgağy wiňkszŃ uwagň naukowc·w. Natomiast, w 2009 roku, zauwaŨalny 

jest wzrost liczby publikacji, co sugeruje zwiňkszone zainteresowanie tematykŃ prognozowania 

sprzedaŨy paliw silnikowych. NaleŨy podkreŜliĺ, Ũe bardzo popularnym tematem jest ĂbliŦniaczyò 

lub r·wnolegğy obszar badawczy obejmujŃcy prognozowanie sprzedaŨy energii pochodzŃcych ze 

zr·wnowaŨonych Ŧr·değ energii, z uwagi na jego praktyczny wymiar w zakresie inwestycyjnym 

i popularnoŜĺ tematyki zr·wnowaŨonego rozwoju.  

Co wiňcej, niedawny rozw·j technologii informatycznych i analizy danych umoŨliwiğ 

zastosowanie skomplikowanych modeli prognozujŃcych, kt·re wczeŜniej byğy trudne do 

osiŃgniňcia. WzrastajŃce zmienne globalne, takie jak niestabilnoŜĺ cen ropy, zwiňkszone 

zainteresowanie zrównowaŨonym rozwojem i zmianami klimatu, oraz rosnŃce wymagania 

regulacyjne mogğy r·wnieŨ skğoniĺ naukowc·w do badania tego obszaru. Kryzys finansowy 

w 2008 roku m·gğ takŨe zwiňkszyĺ zainteresowanie przewidywaniem sprzedaŨy paliw jako 

narzňdzia do zarzŃdzania ryzykiem finansowym i strategii biznesowych. Dlatego, aŨ szeŜĺ 

publikacji napisanych wğaŜnie na ten temat tylko w roku 2021 Ŝwiadczy o utrzymujŃcym siň 

zainteresowaniu badawczym w obszarze prognozowania sprzedaŨy paliw w organizacjach 

gospodarczych. 

Analiza liczby cytowaŒ (Rysunki 12 i 13) z r·Ũnych Ŧr·değ wskazuje na szereg kluczowych 

publikacji, kt·re majŃ znaczŃcy wpğyw na badania nad prognozowaniem sprzedaŨy paliw. "Energy 

Economics" jest najczňŜciej cytowanym Ŧr·dğem z 8 artykuğami, co sugeruje, Ũe to Ŧr·dğo moŨe 

dostarczaĺ istotnych i wpğywowych badaŒ w tym obszarze. Obserwacjň tň potwierdza fakt, Ũe 

r·wnieŨ czasopismo "Energy Policy" wraz z "International Journal of Forecasting" majŃ po 7 

cytowaŒ, a to sugeruje, Ũe te dwa Ŧr·dğa r·wnieŨ dostarczajŃ wartoŜciowych wkğad·w w dziedzinie 
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prognozowania sprzedaŨy paliw. Pozostağe Ŧr·dğa, takie jak "European Journal of Operational 

Research", "Journal of Transport Economics and Policy", "Technological Forecasting and Social 

Change", a takŨe kilka innych, majŃ mniejszŃ, ale nadal istotnŃ liczbň cytowaŒ, co pokazuje, Ũe 

badania na ten temat sŃ interdyscyplinarne i korzystajŃ z r·Ũnych Ŧr·değ i podejŜĺ do badania 

prognozowania sprzedaŨy paliw, kt·re mogŃ wynikaĺ z r·Ũnych dziedzin nauki, do kt·rych 

odnoszŃ siň cytowane Ŧr·dğa. 

 

Rysunek 12. Analiza Ŧr·değ cytowaŒ. 

ťr·dğo: Opracowanie wğasne na podstawie narzňdzia Bibliometrix. 

Rysunek 12 przedstawia liczbň publikacji w czasopism publikujŃcych badania dotyczŃce 

prognozowania sprzedaŨy paliwa oraz tych w obrňbie sprzedaŨy paliwa. Prace te zostağy 

opublikowane przez r·Ũnych wydawc·w, w r·Ũnych czasopismach i konferencjach naukowych, 

a metodyka zastosowana w nich obejmuje r·Ũne podejŜcia, od ekonometrii po sieci neuronowe.  

Na Rysunku 13 zidentyfikowano 10 najbardziej cytowanych publikacji podejmujŃcych 

tematykň progowania sprzedaŨy paliw. Jest to analiza cytowaŒ publikacji wyr·Ũnionych autor·w. 

W ten spos·b poŜrednio zidentyfikowano autor·w posiadajŃcych istotny wpğyw na ksztağtowanie 

siň kierunk·w badawczych w eksplorowanym obszarze.  



82 
 

 

Rysunek 13. Analiza cytowaŒ publikacji wyr·Ũnionych autor·w. 

ťr·dğo: Opracowanie wğasne na podstawie Bibliometrix. 

Przeanalizowane publikacje ukazujŃ zr·Ũnicowane podejŜcia do prognozowania popytu na 

paliwa oraz sprzedaŨy zwiŃzanych z nimi produkt·w, wykorzystujŃc zar·wno klasyczne metody 

statystyczne, jak i nowoczesne techniki sztucznej inteligencji. Artykuğ (Lu i Wang 2010) 

proponuje hybrydowy model ğŃczŃcy analizň skğadowych niezaleŨnych (ICA), mapy 

samoorganizujŃce siň (GHSOM) oraz regresjň wektor·w noŜnych (SVR), oferujŃc nowatorskie 

podejŜcie do redukcji wymiarowoŜci i predykcji popytu. Praca (Li et al. 2010), ocenia efektywnoŜĺ 

modeli empirycznych w australijskim sektorze paliw, uwzglňdniajŃc czynniki makroekonomiczne 

i elastycznoŜĺ cenowŃ, a takŨe por·wnujŃc podejŜcia PAM i ARIMA. RozwaŨania, prowadzone 

przez (Azadeh et al. 2010) koncentrujŃ siň na adaptacyjnym algorytmie opartym na sztucznych 

sieciach neuronowych (MLP) do dğugoterminowej prognozy zuŨycia benzyny w wielu krajach, 

ukazujŃc potencjağ uczenia maszynowego w analizie danych czasowych. Natomiast (J. Lee i Cho 

2009) wprowadzajŃ perspektywň konsumenckŃ i regulacyjnŃ, badajŃc wpğyw preferencji 

nabywc·w i polityki paŒstwowej na sprzedaŨ diesla w Korei Poğudniowej. Z kolei badania 

(Galankashi et al. 2018) proponujŃ zintegrowane podejŜcie symulacyjne i Taguchi do oceny tempa 

sprzedaŨy na stacjach paliw, umoŨliwiajŃce optymalizacjň proces·w operacyjnych. 

Model NARX zaprezentowany przez (Thakur et al. 2016) sğuŨy do prognozowania cen 

benzyny przy uwzglňdnieniu zmiennych zewnňtrznych, natomiast (Lemos et al. 2012). 
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wykorzystujŃ rozwijajŃce siň drzewa regresji liniowej do przewidywania wolumen·w sprzedaŨy 

produktów naftowych. Badania prowadzone przez (Guria et al. 2012) integrujŃ modelowanie cen 

paliw z kontrolŃ zapas·w i analizŃ op·ŦnieŒ pğatnoŜci w sieci detalicznej. Z kolei (Lian et al. 2021) 

przedstawiajŃ zaawansowanŃ metodň opartŃ na bayesowskim modelu strukturalnym szereg·w 

czasowych, umoŨliwiajŃcŃ identyfikacjň punkt·w zmiany i lepsze odwzorowanie niepewnoŜci. 

Wreszcie, klasyczna juŨ praca (Ang i Tan 1990) ukazuje znaczenie strategii marketingowych w 

prognozowaniu sprzedaŨy paliw na rynku oligopolistycznym w Singapurze, gdzie dominujŃ 

czynniki pozacenowe. 

ĞŃcznie publikacje te oferujŃ przekrojowe spojrzenie na rozw·j metod prognozowania 

popytu w sektorze paliwowym, wskazujŃc na koniecznoŜĺ integracji danych technicznych, 

rynkowych i behawioralnych, a takŨe coraz wiňksze znaczenie metod opartych na sztucznej 

inteligencji i modelowaniu probabilistycznym. 

Wszystkie przedstawione prace przyczyniajŃ siň do lepszego zrozumienia prognozowania 

popytu na paliwa, a liczba cytowaŒ kaŨdej pracy wskazuje na jej wpğyw i znaczenie w dziedzinie. 

Badania te pokazujŃ, jak wiele jest r·Ũnych podejŜĺ do prognozowania sprzedaŨy paliw, co 

Ŝwiadczy o zğoŨonoŜci tego problemu. KaŨda z zidentyfikowanych publikacji wnosi nie tylko 

nowe ujňcie metodyczne, ale podejmuje eksploracji innego zestawu zmiennych dla zagadnienie 

prognozowania sprzedaŨy paliw silnikowych z wykorzystaniem gğňbokiego uczenia. Zestaw 

takich zmiennych uzasadniony jest nie tylko celem badaŒ, ale teŨ kontekstem badawczym r·wnie 

istotnym dla przeprowadzonych badaŒ i interpretacji wynik·w w zakresie prognozowania 

sprzedaŨy paliw w przedsiňbiorstwach.  

Rysunek 14 przedstawia wizualizacje sğ·w kluczowych badanych artykuğ·w naukowych 

zawartych w Tabeli 4. Chmura sğ·w jest powszechnie uŨywanŃ technikŃ do przedstawiania danych 

tekstowych, w kt·rej czňstotliwoŜĺ wystňpowania sğowa jest zazwyczaj reprezentowana przez 

rozmiar sğowa. W programie Bibliometrix zastosowano takŃ analizň na podstawie tzw. keywords 

plus11. Analiza ta potwierdza analizy zagadnienia sprzedaŨy paliw silnikowych wyğŃcznie w ujňciu 

popytowym, a nie podaŨowym. 

 
11 "Keywords Plus" to termin uŨywany w bazach danych, takich jak Scopus czy Web of Science do opisania sğ·w 

kluczowych, kt·re sŃ generowane automatycznie na podstawie analizy tekstu. SŃ one wyodrňbniane z tytuğ·w i 

abstrakt·w cytowanych prac. Te dodatkowe sğowa kluczowe sğuŨŃ do uzupeğnienia sğ·w kluczowych podanych przez 

autor·w. PomagajŃ one w poprawieniu widocznoŜci i moŨliwoŜci wyszukania publikacji, uwzglňdniajŃc terminy i 

koncepcje, kt·re mogŃ byĺ istotne dla tematu, ale nie zostağy bezpoŜrednio uwzglňdnione w oryginalnych sğowach 
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Rysunek 14. Chmura sğ·w skonstruowana na podstawie zebranych artykuğ·w. 

ťr·dğo: Opracowanie wğasne na podstawie narzňdzia Bibliometrix. 

 Na podstawie analizy sğ·w kluczowych (keywords plus) omawianych publikacji 

naukowych zawartych na chmurze sğ·w moŨna zidentyfikowaĺ kluczowe tematy i zagadnienia, 

kt·re dominujŃ w badaniach: 

¶ Sğowa "prognozowanie", "sprzedaŨ" i "benzyna" sŃ najczňŜciej uŨywane, co sugeruje, Ũe 

gğ·wne tematyka pracy doktorskiej koncentruje siň na prognozowaniu sprzedaŨy 

benzyny (paliw silnikowych). 

¶ Czňsta obecnoŜĺ sğ·w "time series", "time series analysis", "forecasting method", 

"algorithms", "numerical model", "regression analysis" wskazuje na to, Ũe w pracach 

naukowych skupiono siň na analizie szereg·w czasowych i r·Ũnych metodach 

prognozowania z uŨyciem zaawansowanych algorytm·w i modeli numerycznych. 

 
kluczowych. "Keywords Plus" poprawiajŃ precyzjň i skutecznoŜĺ wyszukiwania, umoŨliwiajŃc uŨytkownikom baz 

danych odnalezienie publikacji, kt·re mogŃ byĺ dla nich istotne, ale kt·re mogğyby byĺ pominiňte w wynikach 

wyszukiwania opartych wyğŃcznie na sğowach kluczowych autorów (WoS Core Collection 2023). 
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¶ Sğowa "automobile", "fuel consumption", "petrol stations", "petroleum products" 

objaŜniajŃ, Ũe prace sŃ zwiŃzane z branŨŃ motoryzacyjnŃ, a dokğadniej z sprzedaŨŃ 

paliwa w kontekŜcie stacji benzynowych i produkt·w naftowych. 

¶ Sğowa "accuracy assessment", "mean square error", "accurate prediction" znaczŃ pr·by 

oceny dokğadnoŜci prognozowania, wykorzystujŃc takie metryki jak bğŃd 

Ŝredniokwadratowy i pokrewne. 

¶ Pojedyncze wystŃpienia termin·w technicznych takich jak "anova test", "arima", 

"bayesian networks", "clustering algorithms", "autoregressive integrated moving 

average models" sugerujŃ, Ũe artykuğy obejmujŃ r·Ũne zaawansowane techniki 

statystyczne i analizň danych. 

Interpretacje wynik·w bazujŃ na czňstotliwoŜci wystňpowania poszczeg·lnych termin·w, 

a nie na peğnej analizie treŜci prezentowanych w badanych pracach naukowych. CzňstoŜĺ 

wystňpowania konkretnych sğ·w kluczowych potwierdza gğ·wnŃ tematyka, kt·re zostağy 

poruszane w tych publikacjach. Analiza sğ·w kluczowych za pomocŃ metody chmury sğow 

dostarcza wskaz·wki co do gğ·wnych obszar·w zainteresowania badaczy bazujŃc na 

zgromadzonej literatury. W poprzednim podrozdziale opisano og·lny zarys treŜci wybranych prac 

badawczych. Z tego wynika przeprowadzono dodatkowo szczeg·ğowŃ analizň treŜci wybranych 

artykuğ·w naukowych, w kontekŜcie stosowanych metod i wniosków badawczych. 
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2.2. Charakterystyka przetwarzania danych szereg·w czasowych sprzedaŨy 

paliw 

W podrozdziale skupiono siň na charakterystyce szereg·w czasowych12 dotyczŃcych 

sprzedaŨy paliw w literaturze przedmiotu. Szeregi czasowe odgrywajŃ to podstawowe zagadnienie 

w analizie danych, umoŨliwiajŃc zrozumienie trend·w, sezonowoŜci oraz innych waŨnych 

aspekt·w zwiŃzanych z dynamikŃ sprzedaŨy. W kontekŜcie badaŒ nad sprzedaŨŃ paliw, 

zrozumienie tych wğaŜciwoŜci szereg·w jest niezbňdne do dokğadnej prognozy oraz optymalizacji 

strategii sprzedaŨowych. 

W podrozdziale zostağy przedstawione metody pozyskiwania danych dotyczŃcych sprzedaŨy 

paliw, jak r·wnieŨ proces ich przetwarzania. Zwr·cono szczeg·lnŃ uwagň na techniki i narzňdzia 

wykorzystywane w procesie przetwarzania danych, aby zapewniĺ ich wiarygodnoŜĺ i precyzjň. 

Om·wiono r·wnieŨ tematy zwiŃzane z procesowaniem danych, które ma znaczenie w dalszej 

czňŜci prognozowania. Natomiast istotne definicje, wzory i charakterystyki procesów 

przetwarzania danych szeregów czasowych przedstawiono w rozdziale metodycznym dysertacji.  

Zestawienie wynik·w przeglŃdu literatury przedstawionego w poprzednich podrozdziağach 

i Tabeli 3, zaprezentowano ponownie w Tabeli 4. Tym razem jednak przedstawiono metodň 

przetwarzania danych szereg·w czasowych w badaniach nad prognozowaniem sprzedaŨy paliw 

(o ile wskazali jŃ sami autorzy artykuğ·w). Przetwarzanie danych szeregów czasowych jest 

powszechnym zadaniem statystyki biznesowej, która pomaga w podejmowaniu decyzji np. co 

planowania produkcji, transportu a nawet decyzji personalnych (Hyndman i Athanasopoulos 

2018:9)  

 W przeanalizowanej literaturze zauwaŨalne sŃ dwa dominujŃce podejŜcia do 

charakterystyki szeregów czasowych statystyczne i uczenia maszynowego, kt·re moŨna 

utoŨsamiaĺ z ujňcie klasycznym i nowoczesnym lub deterministycznym i stochastycznym (Tabela 

3). Przedstawione wyniki przeglŃdu literatury w zakresie prognozowania sprzedaŨy paliw 

dowodzŃ, Ũe poziom analizy w tradycyjnych modelach prognozowania nie pozwala uwzglňdniĺ 

zğoŨonych zaleŨnoŜci pomiňdzy danymi (Hassouna et al. 2015). W konsekwencji poziom 

dokğadnoŜci tych metod (np. regresja liniowa, grupowanie) moŨe nie byĺ satysfakcjonujŃcy. 

Dlatego tylko dwie publikacje przedstawione w Tabeli 5 uŨywajŃ klasycznych metod takich jak 

 
12 Szereg czasowy zawiera uporzŃdkowane informacje o wartoŜciach badanej cechy zaobserwowanych w kolejnych 

jednostkach czasu.  
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system ekspercki (Kalid et al. 2004) lub kwestionariusz osobowy (J. Lee i Cho 2009). Co wiňcej, 

dotychczas podejmowane analizy skupiajŃ siň na prognozowaniu okreŜlonego noŜnika energii 

(paliwa) bez uwzglňdnienia pozostağych noŜnik·w w przedstawionym modelu (Weron, 2014; 

Jňdrzejewski, Marcjasz i Weron, 2021). 

Analiza szereg·w czasowych opiera siň na zağoŨeniu, Ũe kolejne wartoŜci w zbiorze danych 

reprezentujŃ kolejne pomiary wykonane w r·wnych odstňpach czasu (Rabiej 2018). Dlatego 

porównywanie danych statystycznych przedstawionych w postaci szeregów czasowych jest 

moŨliwe, o ile wartoŜci badanej cechy zostağy w tych samych jednostkach czasu (Hyndman i 

Athanasopoulos 2018:462ï65). ZauwaŨyĺ naleŨy, Ũe do opisu i analizy szeregów czasowych 

uŨywa siň skğadowych. Co, wiňcej statystyka wyr·Ũnia grupň czterech skğadowych, kt·rymi sŃ: 

1. stağy poziom lub stacjonarnoŜĺ, 

2. wahania sezonowe, 

3. wahania cykliczne,  

4. trend, 

a, kt·rym towarzyszŃ: 

5. wahania przypadkowe (Rabiej 2018). 

Ostatni skğadnik jest skğadnikiem losowym, utrudniajŃcym identyfikacjň struktury zjawiska. 

W Tabeli 3 przedstawiono zatem metody przetwarzania danych szeregów czasowych 

w wybranych publikacjach z zakresu prognozowania sprzedaŨy paliw silnikowych. Ich wsp·lnym 

celem jest najczňŜciej okreŜlenie natury zjawiska oraz prognozowanie, czyli przewidywanie 

dalszych wartoŜci szeregu czasowego. W wypadku publikacji zestawionych w Tabeli 3 

prognozowanie zaleŨy od skğadowych szeregu czasowego, poniewaŨ jest kolejnym etapem 

postňpowania badawczego w analizowanych publikacjach.  
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Tabela 3. PrzeglŃd metod przetwarzania danych w wybranych publikacjach z zakresu prognozowania 

sprzedaŨy paliw silnikowych. 

Lp 
Autor i rok 

publikacji  
Tytuğ Metoda przetwarzania danych 

1 
(Ang i Tan 

1990) 

Forecasting of diesel and petrol sales 

an evaluation of various marketing 

strategies 

Agregacja danych do dziennej sprzedaŨy 

w miesiŃcu, dekompozycja Census II 

2 
(Kalid et al. 

2004) 

Petronas Petrol Station Fuel 

Consumption Forecast System 

PodejŜcie bazujŃce na systemie 

eksperckim z reguğami decyzyjnymi 

3 
(J. Lee i 

Cho 2009) 

Demand forecasting of diesel 

passenger car considering consumer 

preference and government regulation 

in South Korea 

Kwestionariusz osobowy, statystyczna 

analiza danych (tradycyjna) 

4 
(Li et al. 

2010) 

Forecasting automobile petrol demand 

in Australia: An evaluation of empirical 

models 

Metoda analizy szeregów czasowych 

(podziağ danych na kwartağy), agregacja 

5 
(Azadeh et 

al. 2010) 

An adaptive intelligent algorithm for 

forecasting long term gasoline demand 

estimation: The cases of USA, Canada, 

Japan, Kuwait and Iran 

Agregacja z podziağem danych na 

miesiŃce, nastňpnie przetworzenie 

danych na dane testowe i treningowe 

6 
(Lu i Wang 

2010) 

Combining independent component 

analysis and growing hierarchical self-

organizing maps with support vector 

regression in product demand 

forecasting 

Podziağ danych na dane testowe i 

treningowe, klasteryzacja, podstawowa 

analiza statystyczna (Ŝrednia, odchylenie 

standardowe, maksymalnej i minimalnej 

kwoty sprzedaŨy) 

7 
(Pu et al. 

2011) 

Study on Pre-estimating Sale Volume 

of Petroleum Products in Gas Station 

Based on Time Sequence 

Selekcja danych na cykle sprzedaŨy, 

podziağ danych na 24 grupy, 

normalizacja, transformacja danych z 

uwzglňdnieniem op·Ŧnienia danych  

8 
(Lemos et 

al. 2012) 

Evolving Fuzzy Linear Regression Tree 

Approach for Forecasting Sales 

Volume of Petroleum Products 

Ekstrakcja i selekcja cech (agregacja 

danych do dnia), usuwanie wartoŜci 

odstajŃcych, ponowna selekcja cech 

9 
(Guria et al. 

2012) 

Pricing model for petrol/diesel and 

inventory control under permissible 

delay in payment for petrol/diesel 

retailing station 

Agregacja danych, usuwanie wartoŜci 

odstajŃcych, statystyczna selekcja cech 

10 
(Chinwuko 

et al. 2013) 

Regression and Time Series Analysis of 

Diesel Product Sales in Masters Energy 

oil and Gas 

Miesiňczna agregacja danych, selekcja 

cech za pomocŃ regresji 

11 
(Thakur et 

al. 2016) 

NARX Based Forecasting of Petrol 

Prices 

Tygodniowa agregacja danych, dzielenie 

danych na dane treningowe i testowe 

12 
(Galankashi 

et al. 2018) 

An efficient integrated simulation-

Taguchi approach for sales rate 

evaluation of a petrol station 

Dzienna agregacja danych, statystczna 

analiza danych 

13 

(Ayvazyan i 

Aksyonova 

2018) 

Comparative Analysis of Multi-agent 

Approaches for Planning Fuel Delivery 

of Petrol Stations 

Nie wskazana przez autorów 



89 
 

14 
(Sun et al. 

2018) 

Demand forecasting for petrol products 

in gas stations using clustering and 

decision tree 

Godzinowa agregacja danych 

15 
(H. Zhang 

et al. 2018) 

A MILP approach for filling station 

replenishment problem with time 

windows in initiative distribution 

Nie wskazana przez autorów 

16 
(Corey 

2020) 

Applications of Time Series Analysis 

for Forecasting Fuel 

Sales and Change Point Detection 

Miesiňczna agregacja danych, 

transformacja daty na dane kategoryczne, 

podziağ danych na dane treningowe i 

testowe 

17 
(Lin et al. 

2021) 

Sales Forecasting Using ANNs or 

RNNs - A Case Study of Freeway 

Service Station in Taiwan 

Dzienna agregacja danych, ekstrakcja 

cech, redukcja wymiarowoŜci 

18 

(Mohd 

Shafie et al. 

2021) 

A Trip Generation Model for a Petrol 

Station with a Convenience Store and a 

Fast-Food Restaurant 

Godzinowa agregacja danych 

19 
(Labibah et 

al. 2021) 

Forecasting of fuel oil supply using the 

transfer function approach 

WyğŃcznie podzielono dane na dane 

treningowe i testowe, bez wskazania 

metody przetwarzania 

20 
(Raizada i 

Saini 2021) 

Comparative Analysis of Supervised 

Machine Learning Techniques for Sales 

Forecasting 

Tygodniowa agregacja danych, 

podzielenie danych na dane testowe i 

treningowe 

21 
(Makarov 

2021) 

Gaussian process modelling of petrol 

sales in gas stations in Finland 

Tygodniowa agregacja, podzielenie 

danych na dane testowe i treningowe 

22 
(Lian et al. 

2021) 

A fuel sales forecast method based on 

variational Bayesian structural time 

series 

Dzienna agregacja 

23 
(Henzel et 

al. 2021) 

Impact of time series clustering on fuel 

sales 

prediction results 

Podziağ danych w oparciu o poprzednie 

wartoŜci sprzedaŨy, agregacja do 6 

interwağ·w czasowych w ciŃgu dnia 

24 
(Rizvi et al. 

2022) 

Real time forecasting of petrol retail 

using dilated causal CNNs 

Agregacja na interwağy 15 minutowe, 

podziağ danych na dane treningowe i 

testowe 

ťr·dğo: opracowanie wğasne. 

SpoŜr·d przedstawionych wynik·w przeglŃdu literatury (Tabela 3), w zakresie 

prognozowania sprzedaŨy paliw, do najciekawszych konkluzji naleŨŃ przedstawione w artykule 

naukowym pt. ĂForecasting of diesel and petrol sales an evaluation of various marketing 

strategiesò (Ang i Tan 1990). Po pierwsze, dane dotyczŃce miesiňcznych sprzedaŨy oleju 

napňdowego i benzyny otrzymane z firm zajmujŃcŃ siň sprzedaŨŃ paliw silnikowych w ich pracy 

zostağy przetworzone w celu uzyskania bardziej uŨytecznej i precyzyjnej formy poprzez 

dostosowanie do liczby dni w kaŨdym miesiŃcu, a to pozwoliğo na bardziej dokğadnŃ reprezentacjň 

Ŝredniej dziennej sprzedaŨy. Do analizy szeregów czasowych danych sprzedaŨowych paliw 

zastosowano metodň dekompozycji Census II (Bee Dagum i Bianconcini 2016) w celu 
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zidentyfikowania sezonowych wzorc·w. Metoda ta polega na podziale danych na skğadniki trendu, 

sezonowe i nieregularne, co pozwala na lepsze zrozumienie ukrytych wzorców w danych (Bee 

Dagum i Bianconcini 2016). Analiza wykazağa silnŃ sezonowoŜĺ w sprzedaŨy oleju napňdowego, 

zwğaszcza w por·wnaniu do sprzedaŨy benzyny, kt·ra miağa mniejszy stopieŒ sezonowoŜci. Co 

wiňcej, przeprowadzona przez autor·w analiza podziağu sprzedaŨy oleju napňdowego wedğug 

typ·w pojazd·w wykazağa, Ũe taks·wki stanowiğy wiňkszoŜĺ sprzedaŨy oleju napňdowego, 

a nastňpnie ciňŨkie pojazdy towarowe oraz prywatne i szkolne autobusy. Natomiast prywatne 

samochody byğy gğ·wnymi konsumentami benzyny, a nastňpnie lekkie pojazdy towarowe 

i motocykle (Ang i Tan 1990).  

W omawianym artykule rozwaŨano r·wnieŨ inne czynniki, kt·re mogğy wpğynŃĺ na dane 

sprzedaŨy, takie jak zmiany w populacjach pojazd·w, rzeczywiste ceny oleju napňdowego 

i benzyny oraz PKB. ZauwaŨono, Ũe liczba trzech typ·w pojazd·w na olej napňdowy pozostağa 

stosunkowo stağa w ciŃgu czteroletniego okresu, co sugerowağo, Ũe ten czynnik nie odgrywağ 

istotnej roli w wyjaŜnieniu zmiennoŜci sprzedaŨy oleju napňdowego (Ang i Tan 1990). JednakŨe, 

zaobserwowano pewne zmiany w populacjach trzech typ·w pojazd·w na benzynň, kt·re mogğy 

wpğynŃĺ na sprzedaŨ benzyny. Ceny oleju napňdowego i benzyny r·wnieŨ zostağy wziňte pod 

uwagň jako moŨliwy czynnik wpğywajŃcy na sprzedaŨ (Ang i Tan 1990). ZauwaŨono pewien 

stopieŒ negatywnej korelacji miňdzy sprzedaŨŃ oleju napňdowego a cenami, ale zauwaŨyli, Ũe cena 

sama w sobie nie mogğa wyjaŜniĺ spadku sprzedaŨy benzyny po poczŃtkowej czňŜci 1985 roku, 

ani spadku sprzedaŨy oleju napňdowego na poczŃtku 1987 roku. Wziňto r·wnieŨ pod uwagň 

wpğyw PKB na sprzedaŨ, kt·ry wzrastağ w p·Ŧniejszych latach badanego okresu (Ang i Tan 1990).  

Ciekawe podejŜcie do metodyki przetwarzania danych przedstawiono w badaniu 

poruszajŃcym prognozowanie popytu na samochody osobowe z silnikiem Diesla (J. Lee i Cho 

2009). W tym artykule zebrano dane dotyczŃce preferencji konsument·w odnoŜnie samochod·w 

osobowych za pomocŃ analizy conjoint (ang. conjoint analysis) przeprowadzonego na 500 

dorosğych mieszkaŒc·w Seulu w Korei Poğudniowej przy uŨyciu wywiad·w osobistych. 

Kwestionariusz skğadağ siň z trzech etapów, w których respondentów proszono o wybór rozmiaru 

samochodu osobowego, ranking alternatywnych pojazdów na podstawie ich preferencji oraz 

odpowiedzi na pytania dotyczŃce ich sytuacji socjoekonomicznej. W badaniu rozwaŨano atrybuty 

alternatywnych typ·w samochod·w, takie jak rodzaj paliwa, cena paliwa, efektywnoŜĺ 

energetyczna, podatek od pojazdu oraz cena zakupu. W prognozowaniu zastosowano test 
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ortogonalny i wykluczano nierzeczywistych alternatyw kombinacji zmiennych. W wyniku tego 

przeanalizowano wpğyw zmiennych socjoekonomicznych na decyzjň o zakupie samochodu, 

poŜrednio posğugujŃc siň analizŃ szeregu czasowego dla sprzedaŨy paliw silnikowych. 

W kolejnej interesujŃcej pracy (Li et al. 2010) dane dotyczŃce zuŨycia benzyny, realnego 

PKB oraz rzeczywistej ceny benzyny w Australii zostağy zebrane kwartalnie od 1977 do 2006. 

Cağkowite zuŨycie benzyny drogowej (TPC, ang. Total Petrol Consumption) byğo mierzone 

w megalitrach, a dane te uzyskano z trzech Ŧr·değ: Departamentu Przemysğu Rolnego, Biura 

Transportu i Ekonomii Komunikacyjnej (BTCE) oraz Departamentu Przemysğu, Turystyki 

i Zasobów. Co istotne, dane dotyczŃce PKB uzyskano z Australijskiego Biura Statystycznego 

(ABS) oraz BTCE, a realne PKB zostağo sezonowo dostosowane do 1998 roku jako roku 

bazowego, mierzone w milionach dolarów. Dane zostağy podzielone na dwie czňŜci. Pierwsza 

obejmowağa dane od pierwszego kwartağu roku 1977 do pierwszego kwartağu roku 2005 i czeŜĺ tň 

uŨywano do modelowania i szacowania. Druga czeŜĺ obejmowağa dane od drugiego kwartağu 2005 

do czwartego kwartağu 2006 zostağy uŨyte jako pr·ba weryfikujŃca skutecznoŜĺ r·Ũnych metod 

prognozowania, oszacowanych na pierwszym segmencie danych. Wedğug uzyskanych wynik·w 

w Australii zuŨycie benzyny miağo tendencjň wzrostowŃ od 1977 do 2006 roku, z rosnŃcymi 

wahaniem sezonowymi (Li et al. 2010). PKB natomiast wykazywağo stağy wzrost w tym samym 

okresie. Rzeczywista cena benzyny wahağa siň miňdzy 60 a 80 centami przed 1991 rokiem, 

a nastňpnie pozostağa stağa na poziomie okoğo 70 cent·w do 2006 roku, z wyjŃtkiem gwağtownego 

wzrostu do 78 cent·w w drugim kwartale 2006 roku. Wyniki te dostarczajŃ waŨnych informacji 

na temat trendów i wzorców na rynku benzynowym w Australii w badanym okresie (Li et al. 

2010). A badanie pokazuje zwiŃzku miňdzy przetwarzaniem danych szeregów czasowych 

dotyczŃcych sprzedaŨy paliw i powiŃzanie ich ze zmiennŃ PKB, reprezentujŃcŃ zamoŨnoŜĺ 

mieszkaŒc·w Australii. 

PodsumowujŃc pozostağe artykuğy zestawione w Tabeli 3 moŨna wskazaĺ, Ũ jednym z 

gğ·wnych wyzwaŒ w analizie szereg·w czasowych dotyczŃcych sprzedaŨy paliw jest 

przetwarzanie danych dziennych i subdziennych, kt·re czňsto charakteryzujŃ siň zğoŨonŃ 

sezonowoŜciŃ. W przypadku kr·tkich szereg·w moŨliwe jest zastosowanie prostszych metod, 

takich jak modele ETS lub sezonowe ARIMA, kt·re dobrze radzŃ sobie z pojedynczymi wzorcami 

sezonowymi. Jednak dla dğuŨszych serii danych, w kt·rych ujawniajŃ siň dodatkowe cykle 

sezonowe, konieczne staje siň uŨycie bardziej zaawansowanych metod, takich jak STL, 
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dynamiczna regresja harmoniczna czy TBATS. Warto jednak zauwaŨyĺ, Ũe nawet te podejŜcia 

zakğadajŃ regularnoŜĺ sezonowoŜci, co oznacza, Ũe nie radzŃ sobie dobrze z efektami ŜwiŃt 

ruchomych, takich jak Wielkanoc czy ChiŒski Nowy Rok. Aby uwzglňdniĺ wpğyw takich 

wydarzeŒ, najbardziej efektywnym podejŜciem okazuje siň zastosowanie zmiennych zero-

jedynkowych (tzw. zmiennych sztucznych) w ramach dynamicznej regresji. Tylko tego typu 

model pozwala bowiem na uwzglňdnienie zar·wno dodatkowych predyktor·w, jak i sezonowoŜci 

reprezentowanej np. za pomocŃ skğadnik·w Fouriera. Co wiňcej, przedstawione wyniki 

przetwarzania danych szereg·w czasowych w obszarze sprzedaŨy paliw sŃ etapem 

przygotowawczym i decydujŃ o wyborze metod prognozowania.  
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2.4.  Metody prognozowania sprzedaŨy paliw 

Prognozowanie to wnioskowanie o przyszğych wynikach zdarzeŒ oparte na danych 

czasowych lub analizň wartoŜci, jakie przyjmujŃ zmienne losowe (Rabiej 2018:285). 

W analizowanej literaturze przedmiotu prognozowanie dotyczy przewidywaniu przyszğego 

wolumenu sprzedaŨy paliw za pomocŃ metod statystycznych jak i zaawansowanych metod 

gğňbokiego uczenia maszynowego. Prognozowanie wymaga identyfikacji trendów i wzorców na 

podstawie danych historycznych a nastňpnie wykorzystania wniosk·w z takich badaŒ do 

dokğadnego prognozowania przyszğego wolumenu sprzedaŨy, trend·w i innych istotnych 

charakterystyk rynku (Zema, Wójcik, et al. 2023:1ï3).  

Prognozowanie sprzedaŨy paliw silnikowych jest waŨne dla proces·w zarzŃdzania firmŃ. 

PoniewaŨ, moŨe pom·c menedŨerom w planowaniu zapas·w, ustalaniu cen oraz podejmowaniu 

decyzji dotyczŃcych zatrudnienia i marketingu. Ponadto, dokğadne prognozy sprzedaŨy noŜnik·w 

energii pomagajŃ menedŨerom zidentyfikowaĺ trendy i reagowaĺ na zmiany na rynku, co w koŒcu 

moŨe poprawiĺ og·lnŃ wydajnoŜĺ biznesu.  

Prognozowanie sprzedaŨy jest waŨnym elementem planowania strategicznego w praktyce 

biznesu, poniewaŨ umoŨliwia firmom ustanowienie realistycznych cel·w i podejmowanie 

informowanych decyzji dotyczŃcych alokacji zasob·w, strategii marketingowych i innych 

kluczowych aspekt·w zarzŃdzania dla ich dziağalnoŜci. Prognozowanie w praktyce biznesu jest 

jednak prowadzone pobieŨnie, poniewaŨ nad dokğadnoŜĺ lub precyzjň przedkğada siň szybkoŜĺ 

i og·lnŃ informacjň o przewidywanym zjawisku (Mayer 1996). Co wiňcej, wsp·ğczesne 

organizacje oczekujŃ prognozowania w kr·tkim, Ŝrednim i dğugim okresie, zaleŨnie od celu 

prognozy sprzedaŨy paliw. 

Kr·tkoterminowe prognozy sŃ istotne dla harmonogramowania proces·w sprzedaŨy, 

transportu i pracy personelu zwiŃzanego z obsğugŃ sprzedaŨy paliw (Hyndman i Athanasopoulos 

2018:9). średnioterminowe prognozy determinujŃ natomiast przyszğe wymagania zasobowe, 

pomagajŃc w podjňciu decyzji zakupowych w zakresie surowc·w i maszyn lub zmian wielkoŜci 

zatrudnienia. Dğugookresowe prognozy sŃ uŨywane w planowaniu strategicznym pozwalajŃc na 

wykorzystaniu okazji rynkowych biorŃc pod uwagň czynniki ryzyka, Ŝrodowiskowe lub wpğyw 

otoczenia biznesowego. Ponadto uwaŨa siň, Ũe wğŃczenie istotnych czynnik·w zewnňtrznych, 
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takich jak wskaŦniki ekonomiczne, analiza konkurencji i zachowanie klient·w (w tym badania 

medi·w spoğecznoŜciowych) moŨe poprawiĺ dokğadnoŜĺ prognozowania sprzedaŨy. 

Prognozowanie sprzedaŨy paliw to klasyczny problem z doŜĺ ustalonym spektrum metod, 

kt·re wydajŃ siň aktualnie niedostatecznymi wobec istnienia moŨliwoŜci wykorzystania metod 

opartych na gğňbokim uczeniu maszynowym. Do instrumentarium prognozowania w literaturze 

przedmiotu wprowadzono nowŃ technikň uczenia maszynowego, kt·ra wspiera wyjaŜnienie 

modeli prognozowania czarnej skrzynki najnowszej generacji (Zema, Wójcik, et al. 2023).  

Pomimo nowoŜci metody gğňbokiego uczenia maszynowego w literaturze dotyczŃcej 

prognozowania sprzedaŨy paliw dominujŃ nieprzejrzyste modele uczenia maszynowego typu 

czarna skrzynka takie, jak: losowe lasy, wzmacnianie, maszyny wektor·w noŜnych (SVM) i sieci 

neuronowe. Mimo tej nieprzejrzystoŜci metody te osiŃgajŃ znacznie lepsze wyniki predykcyjne 

niŨ proste modele interpretacyjne. Co wiňcej, do rzadkoŜci naleŨŃ precyzyjne wyjaŜnienia przy 

równoczesnym niskim wykorzystania i akceptacji modeli ML w sektorach gospodarki 

wymagajŃcych przejrzystoŜci i klarownoŜci wybor·w. Jednak ze wzglňdu na swojŃ skutecznoŜĺ 

w przypadku szereg·w czasowych nieliniowych i wysokiej czňstotliwoŜci, sieci neuronowe 

zyskağy popularnoŜĺ w modelach regresyjnych. 

W literaturze przedmiotu prognozowanie sprzedaŨy noŜnik·w energii (wğŃcznie z paliwami) 

w kontekŜcie zr·wnowaŨonego rozwoju ma duŨe znaczenie dla zrozumienia proces·w 

transformacji energetycznej (przesuniňcie od paliw kopalnych do odnawialnych i ekologicznych) 

oraz osiŃgniňcia cel·w zr·wnowaŨonego rozwoju w sektorze energetycznym. W tym kontekŜcie, 

istotne sŃ teŨ badania koncentrujŃce siň na wybranych rodzajach noŜnik·w energii paliwach 

pğynnych, gazie ziemnym i wňglu kamiennym.  

Prognozowanie sprzedaŨy noŜnik·w energii jest waŨne dla firm w kontekŜcie 

zr·wnowaŨonego rozwoju, poniewaŨ pozwala im planowaĺ przyszğe zapotrzebowanie na energiň 

i podejmowaĺ Ŝwiadome decyzje dotyczŃce inwestycji w odnawialne Ŧr·dğa energii i Ŝrodki 

poprawiajŃce efektywnoŜĺ energetycznŃ. Z kolei to moŨe pom·c firmom w zmniejszeniu ich 

wpğywu na Ŝrodowisko i stanie siň bardziej zr·wnowaŨonymi, jednoczeŜnie potencjalnie 

zmniejszajŃc koszty i zwiňkszajŃc zyski. Ponadto, dokğadne prognozy sprzedaŨy paliw mogŃ 

pom·c firmom w speğnieniu przepis·w i polityk zwiŃzanych z uŨytkowaniem energii i emisjami. 

Tğumaczy to r·ŨnorodnoŜĺ metod zaprezentowanych w Tabeli 4, w kt·rej ponownie skupiono siň 
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na zidentyfikowanej literaturze z zakresu prognozowania sprzedaŨy paliw silnikowych oraz 

wykorzystywanych metodach prognozowania tej sprzedaŨy. 
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Tabela 4. PrzeglŃd metod w wybranych publikacjach z zakresu prognozowania sprzedaŨy paliw 

silnikowych 

Lp 
Autor i rok 

publikacji  
Tytuğ Metoda prognozowania sprzedaŨy 

1 
(Ang i Tan 

1990) 

Forecasting of diesel and petrol sales an 

evaluation of various marketing 

strategies 

Regresja krokowa 

2 
(Kalid et al. 

2004) 

Petronas Petrol Station Fuel 

Consumption Forecast System 

System ekspercki 

3 
(J. Lee i 

Cho 2009) 

Demand forecasting of diesel passenger 

car considering consumer preference 

and government regulation in South 

Korea 

Brak 

4 
(Li et al. 

2010) 

Forecasting automobile petrol demand 

in Australia: An evaluation of empirical 

models 

R·Ũne metody tradycyjne, np. Holt-

Winters, ARIMA, regresja 

5 
(Azadeh et 

al. 2010) 

An adaptive intelligent algorithm for 

forecasting long term gasoline demand 

estimation: The cases of USA, Canada, 

Japan, Kuwait and Iran 

Sztuczna sieĺ neuronowa (ANN) i 

regresja do prognozowania popytu 

6 
(Lu i Wang 

2010) 

Combining independent component 

analysis and growing hierarchical self-

organizing maps with support vector 

regression in product demand 

forecasting 

skğadowych niezaleŨnych (ICA) i 

rosnŃcych hierarchicznych 

samoorganizujŃcych siň map (GHSOM) 

z regresjŃ wektor·w noŜnych (SVR) 

7 
(Pu et al. 

2011) 

Study on Pre-estimating Sale Volume 

of Petroleum Products in Gas Station 

Based on Time Sequence 

Model kombinowany zmiennych wag 

8 
(Lemos et 

al. 2012) 

Evolving Fuzzy Linear Regression Tree 

Approach for Forecasting Sales 

Volume of Petroleum Products 

ewoluujŃcych drzewach regresji liniowej 

z wykorzystaniem logiki rozmytej (eFT), 

9 
(Guria et al. 

2012) 

Pricing model for petrol/diesel and 

inventory control under permissible 

delay in payment for petrol/diesel 

retailing station 

Model statystyczny oparty o cenie ropy 

naftowej 

10 
(Chinwuko 

et al. 2013) 

Regression and Time Series Analysis of 

Diesel Product Sales in Masters Energy 

oil and Gas 

Regresja wieloraka 

11 
(Thakur et 

al. 2016) 

NARX Based Forecasting of Petrol 

Prices 

NARX 

12 
(Galankashi 

et al. 2018) 

An efficient integrated simulation-

Taguchi approach for sales rate 

evaluation of a petrol station 

Model regresji 

13 

(Ayvazyan i 

Aksyonova 

2018) 

Comparative Analysis of Multi-agent 

Approaches for Planning Fuel Delivery 

of Petrol Stations 

Model wieloagentowy dostawy jednak w 

artykule nie przedstawiono metody 

prognozowania. 

14 
(Sun et al. 

2018) 

Demand forecasting for petrol products 

in gas stations using clustering and 

decision tree 

Klasteryzacja i drzewa decyzyjne 

dotyczŃce prognozowania popytu, ale 

brak metody prognozowania 
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15 

(H. Zhang et 

al. 2018) 

A MILP approach for filling station 

replenishment problem with time 

windows in initiative distribution 

brak 

16 

(Corey 

2020) 

Applications of Time Series Analysis 

for Forecasting Fuel 

Sales and Change Point Detection 

Model regresji 

17 

(Lin et al. 

2021) 

Sales Forecasting Using ANNs or 

RNNs - A Case Study of Freeway 

Service Station in Taiwan 

Sztuczne sieci neuronowe (ANN) i 

Rekurencyjne sieci neuronowe (RNN) 

18 

(Mohd 

Shafie et al. 

2021) 

A Trip Generation Model for a Petrol 

Station with a Convenience Store and a 

Fast-Food Restaurant 

Brak (model nie obejmuje 

prognozowania sprzedaŨy) 

19 
(Labibah et 

al. 2021) 

Forecasting of fuel oil supply using the 

transfer function approach 

ARIMA i funkcja tranferu 

20 

(Raizada i 

Saini 2021) 

Comparative Analysis of Supervised 

Machine Learning Techniques for Sales 

Forecasting 

R·Ũne, regrecja, knn, SVM 

21 
(Makarov 

2021) 

Gaussian process modelling of petrol 

sales in gas stations in Finland 

Modelowanie Gaussowskie 

22 

(Lian et al. 

2021) 

A fuel sales forecast method based on 

variational Bayesian structural time 

series 

strukturalnym modelu czasowym (STM) 

z wnioskowaniem Bayesowskim 

23 

(Henzel et 

al. 2021) 

Impact of time series clustering on fuel 

sales 

prediction results 

XGBoost, klasteryzacja 

24 
(Rizvi et al. 

2022)  

Real time forecasting of petrol retail 

using dilated causal CNNs 

Jednowymiarowel Konwulucyjne sieci 

neuronowe (CNN) 

ťr·dğo: opracowanie wğasne. 

W Tabeli 4 dokonano przeglŃdu metod zaprezentowanych w wybranych publikacjach w 

zakresie prognozowania sprzedaŨy paliw silnikowych. PrzeglŃd ten ujawnia wzorce i metody 

najczňŜciej uŨywane w literaturze przedmiotu.  

W jednym z pierwszych przedstawionych artykuğ·w dotyczŃcym sprzedaŨy oleju 

napňdowego i benzyny, autorstwa Ang i Tan (1990) uŨyta metoda prognozowania opiera siň na 

modelowaniu regresyjnym (Ang i Tan 1990). Autorzy stosujŃ regresjň krokowŃ do analizy wpğywu 

r·Ũnych determinant wpğywajŃcych na sprzedaŨ, w tym rzeczywistych cen, dziağaŒ promocyjnych 

(takich jak darmowe upominki i loterie) oraz czynnik sezonowoŜci. TworzŃ zmienne fikcyjne, aby 

reprezentowaĺ jakoŜciowe aspekty promocji sprzedaŨy i wğŃczajŃ zmienne trendu czasowego, aby 

uwzglňdniĺ dğugoterminowe tendencje. Model uwzglňdnia r·wnieŨ sezonowoŜĺ sprzedaŨy, 

wprowadzajŃc zmienne fikcyjne dla r·Ũnych miesiňcy (Ang i Tan 1990). Takie podejŜcie pozwala 

na dogğňbne zrozumienie, w jaki spos·b r·Ũne czynniki, w tym strategie marketingowe, wpğywajŃ 

na trendy sprzedaŨy, umoŨliwiajŃc dokğadniejsze prognozowanie. 
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Artykuğ autorstwa Khairula Shafee Kalida i wsp·ğautor·w koncentruje siň na systemie 

prognozowania zuŨycia paliwa na stacjach benzynowych przedsiňbiorstwa Petronas w Malezji 

(Kalid et al. 2004). System ten zostağ opracowany w celu optymalizacji procesu prognozowania 

przyszğego zuŨycia paliwa na typowej stacji naleŨŃcych do przedsiňbiorstwa. Kluczowym 

elementem tego systemu jest wykorzystanie systemu eksperckiego, kt·ry wykorzystuje wiedzň 

i doŜwiadczenie menedŨer·w stacji do podejmowania dziağaŒ. Proces prognozowania opiera siň 

na heurystycznych decyzjach menedŨer·w, kt·rzy bazujŃc na swoim doŜwiadczeniu, potrafiŃ 

przewidzieĺ zuŨycie paliwa na swojej stacji. System ten wykorzystuje architekturň opartŃ na 

reguğach, w kt·rej wiedza jest reprezentowana w formie reguğ indukcyjnych typu "jeŜli... to...". 

W artykule podkreŜlono, Ũe prognozowanie takie jest unikalne dla kaŨdej stacji i wymaga 

przechwycenia umiejňtnoŜci oraz wiedzy menedŨera w celu zachowania tych zdolnoŜci i wiedzy. 

W artykule autorstwa Jongsu Lee i Youngsang Cho (J. Lee i Cho 2009) zastosowano 

mikrosymulowanŃ prognozň popytu, wykorzystujŃc analizň koniunkturalnŃ (ang. stated 

preference, SP) rynku samochod·w osobowych w Korei Poğudniowej. Metoda ta bazuje na danych 

z ankiet, kt·re pomagajŃ oszacowaĺ prawdopodobieŒstwo wyboru przez konsument·w 

samochodów z silnikami Diesla w porównaniu z samochodami benzynowymi. Przeprowadzone 

badanie koncentrowağo siň na przewidywaniu udziağu rynkowego samochod·w z silnikami Diesla 

w kontekŜcie polityki rzŃdowej i cech uŨytkowych samochodów, takich jak koszty paliwa, cena 

zakupu i powiŃzane podatki. 

Natomiast artykuğ pt. "Forecasting automobile petrol demand in Australia: An evaluation of 

empirical models" z 2010 roku (Li et al. 2010) prezentuje badanie nad r·Ũnymi modelami 

prognozowania popytu na benzynň samochodowŃ w Australii. Autorzy oceniali kolejno modele: 

liniowy, kwadratowy, wykğadniczy, pojedyncze wygğadzanie wykğadnicze, Holta, Holta-Wintersa, 

czňŜciowej regulacji (PAM) oraz ARIMA. W ten sposób dokonano analizy dokğadnoŜci prognoz 

w por·wnaniu z rzeczywistym popytem, prezentujŃc najlepszy model do przewidywania popytu 

na benzynň w Australii na lata 2007-2020. 

R·wnieŨ ciekawe ujňcie metod prognozowania przedstawia artykuğ pt. "An adaptive 

intelligent algorithm for forecasting long term gasoline demand estimation" autorstwa A. Azadeh, 

R. Arab i S. Behfard (Azadeh et al. 2010). Publikacja ta prezentuje adaptacyjny algorytm 

wykorzystujŃcy sztucznŃ sieĺ neuronowŃ (ANN) i regresjň do prognozowania dğugoterminowego 

popytu na benzynň. Przedstawione badanie opiera siň na danych ekonomicznych 
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i demograficznych z r·Ũnych kraj·w, wykorzystujŃc testy ANOVA i metodň Duncana do 

por·wnania skutecznoŜci ANN i regresji. Otrzymane wyniki wskazujŃ, Ũe ANN jest bardziej 

precyzyjna w prognozowaniu popytu na benzynň, oferujŃc elastycznoŜĺ i dokğadnoŜĺ w estymacji. 

Artykuğ autorstwa Chi-Jie Lu i Yen-Wen Wang pt. "Combining independent component 

analysis and growing hierarchical self-organizing maps with support vector regression in product 

demand forecasting" przedstawia model prognozowania popytu na produkty (Lu i Wang 2010). 

W analizowanej pracy wykorzystano poğŃczenie analizy skğadowych niezaleŨnych (ICA) 

i rosnŃcych hierarchicznych samoorganizujŃcych siň map (GHSOM) z regresjŃ wektor·w noŜnych 

(SVR) do konstrukcji modelu prognozowania popytu na produkty oferowane przez dystrybutorów 

paliw. W tym artykule metoda ICA sğuŨyğa do wykrywania i usuwania szumów z danych, co miağo 

na celu poprawň wydajnoŜci modelu prognozowania, a nastňpnie GHSOM byğo uŨywane do 

klasyfikacji danych. Po klasyfikacji zastosowano SVR do zbudowania modelu prognozowania 

popytu na produkty. Otrzymane wyniki wskazujŃ, Ũe zaproponowany w tym artykule model moŨe 

byĺ z powodzeniem stosowany w problemie prognozowania sprzedaŨy paliw silnikowych. 

R·wnieŨ artykuğ pt. "Study on Pre-estimating Sale Volume of Petroleum Products in Gas 

Station Based on Time Sequence" autorstwa Pu Zhong, Yang Hui i Lin Zi-yin, (Pu et al. 2011) 

skupia siň na prognozowaniu sprzedaŨy produkt·w naftowych w stacjach benzynowych. Autorzy 

tej pracy posğuŨyli siň modelem kombinowanym zmiennych wag do prognozowania trendów 

zmian w przyszğej sprzedaŨy produkt·w naftowych w stacjach benzynowych. 

Metodň prognozowania sprzedaŨy produkt·w naftowych przedstawiono w artykule pt. 

"Evolving Fuzzy Linear Regression Tree Approach for Forecasting Sales Volume of Petroleum 

Products" autorstwa Andre Lemos i wsp·ğautor·w (Lemos et al. 2012). Metoda ta, zostağa oparta 

na ewoluujŃcych drzewach regresji liniowej z wykorzystaniem logiki rozmytej (eFT), dlatego 

znalazğa stosowanie do przewidywania dziennego wolumenu sprzedaŨy produkt·w naftowych. 

Podobnie artykuğ pt. "Pricing model for petrol/diesel and inventory control under 

permissible delay in payment for petrol/diesel retailing station" autorstwa Aparny Gurii i 

wsp·ğautor·w (Guria et al. 2012) skupia siň na modelowaniu cen paliw oraz zarzŃdzaniu zapasami 

w stacjach benzynowych. Metoda prognozowania sprzedaŨy w tym badaniu opierağa siň na 

opracowaniu uproszczonego modelu cenowego dla benzyny i oleju napňdowego, kt·ry 

uwzglňdniağ miňdzynarodowe ceny ropy naftowej. 
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Kolejny artykuğ pt. "Regression and Time Series Analysis of Diesel Product Sales in Masters 

Energy oil and Gas" (Chinwuko et al. 2013) wsp·ğautor·w koncentrowağ siň na prognozowaniu 

sprzedaŨy produkt·w naftowych, wykorzystujŃc analizň regresji i analizň szereg·w czasowych. 

Badacze zastosowali wielorakŃ analizň regresji, aby zbadaĺ wpğyw czynnik·w Ŝrodowiskowych 

na sprzedaŨ produkt·w naftowych. W przeprowadzonych badaniach z uŨyciem analizy regresji, 

wartoŜĺ p wskazywağa, jak czynniki Ŝrodowiskowe (zmienne niezaleŨne) wpğywajŃ na model i jak 

waŨne sŃ te czynniki. W tej publikacji analiza szeregów czasowych jest wykorzystywana do 

zbadania wpğywu trend·w, wpğywu odchylenia od trendu, zmiennoŜci sezonowej oraz do 

desezonowania danych. Dodatkowo, uzyskany model szacowania trendu uŨywano do 

prognozowania sprzedaŨy produkt·w. Co istotne, w konkluzji artykuğu zauwaŨono, Ũe czynniki 

Ŝrodowiskowe majŃ jednak niewielki wpğyw na sprzedaŨ produkt·w naftowych. 

NastňpnŃ analizowanŃ publikacjŃ jest artykuğ pt. "NARX Based Forecasting of Petrol Prices" 

(Thakur et al. 2016), który przedstawia metodň prognozowania cen paliwa wykorzystujŃcŃ model 

nieliniowy autoregresyjny z zewnňtrznymi wejŜciami (NARX). Metoda przedstawiona w 

publikacji ğŃczy ŜredniŃ ruchomŃ, autoregresjň i sieci neuronowe w prognozowaniu cen paliw. 

W badaniu wykorzystano obszerne dane z U.S. Energy Information Administration z lat 1998-

2015, trenujŃc wielowarstwowŃ sieĺ neuronowŃ. Ponadto testowano r·Ũne algorytmy uczenia, by 

zoptymalizowaĺ model. Otrzymane wyniki prognozowania wskazujŃ na skutecznoŜĺ poğŃczenia 

Ŝredniej ruchomej z modelem NARX w prognozowaniu cen paliwa (Thakur et al. 2016). 

Tematykň badania wskaŦnika sprzedaŨy paliw podjňto w artykule pt. "An efficient integrated 

simulationïTaguchi approach for sales rate evaluation of a petrol station" (Galankashi et al. 

2018). Publikacja ta przedstawia zintegrowane podejŜcie symulacyjno-Taguchi do optymalizacji 

wskaŦnika sprzedaŨy stacji benzynowej. W badaniu wykorzystano oprogramowanie do symulacji 

Witness 2014, aby zasymulowaĺ dziağanie stacji benzynowej, a nastňpnie wyniki symulacji 

posğuŨyğy jako dane wejŜciowe dla metody Taguchi w celu optymalizacji procesu. Metoda Taguchi 

zastosowana w badaniu wykorzystywağa standardowŃ ortogonalnŃ tablicň L4 do optymalizacji 

parametrów stacji benzynowej, takich jak liczba pomp, liczba kasjer·w i czas miňdzy przybyciami 

klient·w (IAT), aby osiŃgnŃĺ lepszy wskaŦnik sprzedaŨy. W badaniu uwzglňdniono r·wnieŨ trzy 

czynniki zakğ·cajŃce, takie jak lokalizacja stacji benzynowej, r·Ũni kasjerzy i r·Ũne dystrybutory, 

jako potencjalne czynniki wpğywajŃce na wynik. Na podstawie metodologii Taguchi 

zidentyfikowano, Ũe liczba pomp i IAT sŃ czynnikami majŃcymi znaczŃcy wpğyw na wskaŦnik 
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sprzedaŨy. Opracowano r·wnanie regresji w celu maksymalizacji wskaŦnika sprzedaŨy (w 

litrach), kt·re nastňpnie zweryfikowano poprzez testy potwierdzajŃce. 

Artykuğ pt. "Comparative Analysis of Multi-agent Approaches for Planning Fuel Delivery 

of Petrol Stationsò (Ayvazyan i Aksyonova 2018) przedstawia zintegrowane podejŜcie do 

planowania dostaw paliwa do stacji benzynowych. W pracy zastosowano hybrydowy model 

planowania, kt·ry ğŃczy problem transportowy, teoriň harmonogramowania, symulacjň, 

modelowanie eksperckie oraz systemy wieloagentowe. Metoda ta obejmuje kilka etapów, w tym 

obliczanie zapotrzebowania na paliwo w stacjach, rozwiŃzanie problemu transportowego, 

przetwarzanie wsparcia z zadania transportowego, tworzenie plan·w transportu, weryfikacjň planu 

logistycznego oraz dostosowanie planu w przypadku zewnňtrznych wpğyw·w. Wedğug autor·w 

publikacji gğ·wnym kryterium sukcesu jest zapewnienie nieprzerwanej pracy sieci stacji 

benzynowych. Co wiňcej, metoda ta zostağa zaimplementowana w systemie wsparcia decyzji, 

który jest wykorzystywany w sieci stacji benzynowych w obwodzie swierdğowskim, w Rosji. 

Artykuğ pt. "Demand Forecasting for Petrol Products in Gas Stations Using Clustering and 

Decision Tree" autorstwa Lijun Sun i wsp·ğautor·w przedstawia nowatorskie podejŜcie do 

prognozowania popytu na produkty paliwowe w stacjach benzynowych, wykorzystujŃc metodň 

klasteryzacji i drzewa decyzyjnego do szacowania iloŜci paliw. W metodzie tej najpierw stosuje 

siň algorytm k-Ŝrednich do podziağu danych sprzedaŨowych na wiele rozğŃcznych klastr·w, a 

nastňpnie ocenia siň wynik klasteryzacji krzywej sprzedaŨy dziennie wedğug siedmiu wskaŦnik·w 

waŨnoŜci klasteryzacji, aby okreŜliĺ optymalnŃ liczbň klastr·w. Nastňpnie, stosujŃc drzewo 

decyzyjne, opisuje siň zwiŃzek miňdzy wzorcem sprzedaŨy a odpowiednimi czynnikami 

wpğywajŃcymi, co pozwala na kategoryzacjň przyszğego dnia sprzedaŨy z tymi czynnikami do 

najbardziej odpowiedniego klastra w celu przewidywania iloŜci popytu i okien czasowych 

szczytowego popytu dla kaŨdej stacji benzynowej. Metoda ta zostağa przedstawiona przy uŨyciu 

trzymiesiňcznych danych sprzedaŨowych ze stacji benzynowej w mieŜcie Dalian w Chinach, a 

wyniki eksperyment·w wykazağy, Ũe jest to skuteczna alternatywa dla prognozowania popytu na 

produkty paliwowe, poniewaŨ przewyŨsza trzy inne wybrane w publikacji metody. 

Artykuğ pt. "A MILP approach for filling station replenishment problem with time windows 

in initiative distribution" (H. Zhang et al. 2018) przedstawia studium przypadku dotyczŃce 

problemu trasowania i harmonogramowania pojazd·w dla uzupeğniania zapas·w stacji paliw, 

proponujŃc podejŜcie oparte na mieszanej programacji liniowej cağkowitoliczbowej (MILP). 
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Celem badania byğa minimalizacja cağkowitych koszt·w zağadunku, rozğadunku i operacji 

transportowych, biorŃc pod uwagň praktyczne problemy, takie jak wahania sprzedaŨy na stacjach 

paliw i korki drogowe. Model zostağ zastosowany w rzeczywistym przypadku obejmujŃcym osiem 

stacji paliw, jeden magazyn, jeden garaŨ i osiem pojazd·w, transportujŃcych trzy rodzaje 

produkt·w. PodsumowujŃc, dokument ten skupia siň wyğŃcznie na optymalizacji dystrybucji i tras 

transportowych dla firm naftowych i stacji paliw, nie odnoszŃc siň do prognozowania sprzedaŨy 

paliw. 

Praca naukowa pt. "Applications of time series analysis for forecasting fuel sales and change 

point detection" koncentruje siň na opracowaniu systemu modeli szereg·w czasowych do 

dokğadnego prognozowania wolumen·w sprzedaŨy paliw w poszczeg·lnych lokalizacjach 

sklepów w formie modelu regresji. Gğ·wna metoda wykorzystana w artykule polega na tworzeniu 

modeli szereg·w czasowych, kt·re uwzglňdniajŃ r·Ũne czynniki, takie jak trendy sezonowe, 

ostatnie dane sprzedaŨowe, dni robocze, Ŝwiňta i czas od otwarcia sklepu. 

Artykuğ pt. "Sales Forecasting Using ANNs or RNNs: A Case Study of Freeway Service 

Station in Taiwan" (Lin et al. 2021) skupia siň na zastosowaniu sztucznych sieci neuronowych 

(ANN) i rekurencyjnych sieci neuronowych (RNN) do prognozowania sprzedaŨy. W badaniu 

por·wnywane sŃ oba podejŜcia do prognozowania sprzedaŨy paliw. Autorzy wykorzystali 

konwencjonalnŃ analizň danych, w tym zbieranie danych, ekstrakcjň cech i redukcjň wymiar·w, 

aby zidentyfikowaĺ odpowiednie pola wejŜciowe dla ANN i RNN. Nastňpnie te pola zostağy 

wprowadzone do obu typ·w sieci neuronowych. Wyniki prognozowania dla obu modeli byğy 

weryfikowane przy uŨyciu rzeczywistego zestawu danych sprzedaŨowych z stacji paliw. Badanie 

to pokazuje, jak r·Ũne metody sztucznej inteligencji mogŃ byĺ stosowane do prognozowania 

sprzedaŨy, biorŃc pod uwagň r·Ũne czynniki wpğywajŃce na sprzedaŨ, takie jak warunki 

pogodowe, ruch na autostradzie i zmienny harmonogram, kalendarz pracy. 

Artykuğ pt. "A Trip Generation Model for a Petrol Station with a Convenience Store and a 

Fast-Food Restaurant" (Mohd Shafie et al. 2021) koncentruje siň na opracowaniu modelu 

generowania przychodów dla nowej kategorii stacji benzynowych zlokalizowanych w Malezji, 

kt·re zawierajŃ sklep convenience i restauracjň typu fast-food. W badaniu tym wykorzystano 

analizň regresji do opracowania modelu, kt·ry uwzglňdnia r·Ũne czynniki wpğywajŃce na 

generowanie przychodów, takie jak liczba miejsc w restauracji. Niestety mimo ciekawego modelu 
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sprzedaŨy, praca nie zajmuje siň prognozowaniem sprzedaŨy paliw, lecz wiŃŨe sprzedaŨ paliwa z 

zakupu kosztami poŨywienia w ciŃgu trwajŃcej podroŨy.  

Kolejny artykuğ, zatytuğowany "Forecasting the Supply of Fuel Oil (Pertalite) Using the 

Transfer Function Approach" (Labibah et al. 2021), koncentruje siň na prognozowaniu 

zapotrzebowania na olej napňdowy, w szczeg·lnoŜci na Pertalite13, wykorzystujŃc podejŜcie 

funkcji transferu. Metoda ta ğŃczy cechy modeli analizy regresji i ARIMA (ang. Autoregressive 

Integrated Moving Average). Autorzy podkreŜlili, Ũe tradycyjne modele ARIMA sŃ ograniczone 

do jednowymiarowych (univariate) danych czasowych i nie nadajŃ siň do analizy danych 

wielowymiarowych (multivariate), co skğoniğo ich do poszukiwania alternatywnych metod, takich 

jak wykorzystana funkcja transferu. 

Artykuğ zatytuğowany "Comparative Analysis of Supervised Machine Learning Techniques 

for Sales Forecasting" autorstwa (Raizada i Saini 2021) koncentruje siň na wykorzystaniu technik 

data mining do prognozowania sprzedaŨy w handlu detalicznym i przewidywania popytu. W pracy 

tej przeprowadzono analizň por·wnawczŃ kilku nadzorowanych technik uczenia maszynowego, 

takich jak algorytm wielokrotnej regresji liniowej, algorytm regresji losowego lasu, algorytm K-

NN, algorytm maszyny wektor·w noŜnych (SVM) oraz algorytm regresji Extra Tree, w celu 

zbudowania modelu prognozowania i dokğadnego oszacowania potencjalnych sprzedaŨy w 45 

sklepach detalicznych Walmart, znajdujŃcych siň w r·Ũnych lokalizacjach geograficznych w 

Stanach Zjednoczonych. Prognozy prawdopodobnej sprzedaŨy opierajŃ siň na kombinacji cech, 

takich jak poprzednie dane o sprzedaŨy, wydarzenia promocyjne, tygodnie ŜwiŃteczne, 

temperatura, cena paliwa, CPI, czyli wskaŦnik cen konsumpcyjnych oraz stopa bezrobocia w 

stanie USA. Dane zostağy zebrane z 45 sklep·w Walmart, a prognozy dotyczŃce sprzedaŨy 

Walmart zostağy wykonane przy uŨyciu r·Ũnych nadzorowanych technik uczenia maszynowego. 

Celem pracy byğa pomoc wğaŜcicielom firm w decydowaniu, kt·re podejŜcie naleŨy stosowaĺ 

podczas pr·b prognozowania sprzedaŨy ich supermarketu, biorŃc pod uwagň r·Ũne scenariusze, w 

tym temperaturň, Ŝwiňta, cenň paliwa itp. Ma to pom·c w decydowaniu o strategii promocyjnej 

i marketingowej dla ich produktów. Artykuğ ten ujawniğ zatem zwiŃzek prognozowania cen paliw 

z prognozowaniem sprzedaŨy produktów w supermarketach. 

 
13 Pertalite to nazwa wğasna paliwa benzynowego sprzedawanego przez przedsiňbiorstwo Pertamina w Indonezji, o 
liczbie oktanowej RON (Research Octane Number) wynoszŃcej 90. 
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Artykuğ Aleksandra Makarova pt. "Modelowanie procesu Gaussa sprzedaŨy benzyny na 

stacjach benzynowych w Finlandii" (Makarov 2021) przedstawia metodň prognozowania 

sprzedaŨy benzyny wykorzystujŃcŃ modelowanie procesu Gaussa (ang. Gaussian process 

modelling). Metoda ta naleŨy do klasy algorytm·w uczenia maszynowego typu Bayesian i pozwala 

na dokğadne modelowanie sprzedaŨy oraz przewidywanie przyszğego popytu. W pracy 

przedstawiono model procesu Gaussa sğuŨŃcy do prognozowania tygodniowego zapotrzebowania 

na benzynň, umoŨliwiajŃcy opracowanie zoptymalizowanego harmonogramu dostaw i redukcjň 

kosztów operacyjnych. Co wiňcej, w tym artykule opisano kilka form modelu i porównano jego 

wydajnoŜĺ z popularnym modelem stosowanym w analizie szereg·w czasowych SARIMA, kt·ry 

sğuŨyğ jako punkt odniesienia w tej pracy. Modele oceniano na przykğadzie stacji benzynowej 

w Helsinkach w Finlandii. 

Artykuğ zatytuğowany "Impact of time series clustering on fuel sales prediction results" 

autorstwa Joanny Henzel, Marka Sikory i Jakuba Bularza (Henzel et al. 2021) koncentrowağ siň 

na badaniu wpğywu klasteryzacji danych na proces prognozowania popytu. Autorzy 

przeprowadzili eksperymenty na 50 seriach czasowych opisujŃcych sprzedaŨ paliw (benzyny 

i oleju napňdowego) na 25 stacjach benzynowych miňdzynarodowej firmy. W badaniach 

wykorzystano algorytm XGBoost oraz typowe metody prognozowania serii czasowych, takie jak 

ARIMA i Ŝrednia ruchoma. Celem byğo zbadanie r·Ũnych sposob·w dodawania informacji o 

zbiorach danych o podobnych cechach do procesu prognozowania oraz zgrupowanie pomiarów na 

r·Ũne sposoby. Wyniki pokazağy, Ũe rozwiŃzanie wykorzystujŃce model XGBoost, korzystajŃce z 

danych zebranych ze wszystkich dostňpnych stacji benzynowych dziağağo najlepiej i przewyŨszağo 

bardziej zaawansowane podejŜcia oraz typowe metody serii czasowych. 

Natomiast artykuğ zatytuğowany "Real-time forecasting of petrol retail using dilated causal 

CNNs" autorstwa S. M. H. Rizvi i innych, skupiağ siň na prognozowaniu sprzedaŨy paliwa przy 

uŨyciu konwolucyjnych sieci neuronowych (CNN). Ta metoda prognozowania opiera siň na 

wykorzystaniu jednowymiarowych i rozszerzonych (dilatowanych) modeli przyczynowych CNN. 

Modele te traktujŃ problem prognozowania jako autoregresyjny, co pozwala na matematycznŃ 

kompatybilnoŜĺ z tradycyjnymi metodami prognozowania szereg·w czasowych, takimi jak 

ARIMA i sieci rekurencyjne. Metoda ta jest wieloskalowa i wielorozdzielcza ze wzglňdu na 

zmienny zakres percepcji w danych szeregów czasowych, co pozwala na rozpoznawanie zarówno 

krótko- jak i dğugo-terminowych wzorc·w w danych. W artykule por·wnano r·wnieŨ wyniki 
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z klasycznym modelem ARIMA, wykazujŃc lepsze wyniki dla modeli dilatowanych CNN 

w kontekŜcie prognozowania sprzedaŨy paliwa (Rizvi et al. 2022). 

PodsumowujŃc przeanalizowane artykuğy proces prognozowania sprzedaŨy paliw ma istotny 

wpğyw na skutecznoŜĺ podejmowania decyzji w przedsiňbiorstwach, poniewaŨ usprawnia 

zarzŃdzanie zapasami, optymalizuje koszty operacyjne i poprawia jakoŜĺ obsğugi. Dokğadne 

metody prognozowania, takie jak modele autoregresyjne, wygğadzanie wykğadnicze czy regresja 

wektor·w noŜnych, umoŨliwiajŃ firmom przewidywanie wahaŒ popytu i odpowiednie 

dostosowywanie strategii. Prowadzi to do bardziej trafnych decyzji dotyczŃcych poziomu 

zapasów, ustalania cen i alokacji zasobów. 

Precyzyjne prognozy pomagajŃ utrzymaĺ optymalne poziomy zapas·w, zmniejszajŃc 

ryzyko nadmiernych stanów magazynowych lub braków (Afandi 2024). Techniki takie jak 

wygğadzanie wykğadnicze nadajŃ wiňksze znaczenie najnowszym danym, co zwiňksza trafnoŜĺ 

prognoz i umoŨliwia szybkŃ reakcjň na zmiany (Afandi 2024; Wiňcek i Kubek 2024). Skuteczne 

prognozowanie pozwala ograniczyĺ koszty operacyjne poprzez minimalizacjň strat i lepsze 

planowanie logistyki (Wiňcek i Kubek 2024) Firmy mogŃ efektywniej zarzŃdzaĺ dostawami 

paliwa, co przekğada siň na mniejszy wpğyw na Ŝrodowisko i poprawň zr·wnowaŨonego rozwoju 

(Wiňcek i Kubek 2024). 

Zastosowanie metod prognozowania usprawnia procesy transakcyjne, zapewniajŃc 

terminowy i dokğadny przepğyw informacji (Pataropura, Riki, i Saputra 2019). R·wnieŨ dziňki 

przewidywaniu trend·w sprzedaŨy firmy mogŃ zwiňkszyĺ satysfakcjň klient·w poprzez lepszŃ 

dostňpnoŜĺ usğug (Yuan i Lee 2011). Z drugiej strony, nadmierne poleganie na prognozach moŨe 

prowadziĺ do problem·w, jeŜli modele nie uwzglňdniŃ nagğych zmian rynkowych lub 

zewnňtrznych szok·w, co moŨe skutkowaĺ bğňdnymi decyzjami. Dlatego prognozowanie jest 

kluczowe, ale powinno byĺ wspierane elastycznymi strategiami, umoŨliwiajŃcymi dostosowanie 

siň do nieprzewidywalnych okolicznoŜci.  
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2.5.  Istota funkcjonowania tankomatów 

Wsp·ğczesna infrastruktura sprzedaŨy paliw ulega dynamicznej transformacji w kierunku 

automatyzacji, czego wyrazem jest coraz powszechniejsze wykorzystanie tankomatów, znanych 

r·wnieŨ jako Smart Payment Terminals (SPT). UrzŃdzenia te stanowiŃ zaawansowane 

technologicznie stanowiska samoobsğugowe, umoŨliwiajŃce klientom samodzielne tankowanie 

paliw pğynnych lub gazowych, a takŨe realizacjň pğatnoŜci przy uŨyciu kart bankowych, aplikacji 

mobilnych, gotówki lub kart flotowych. Ich rola w funkcjonowaniu stacji paliw roŜnie, szczeg·lnie 

w kontekŜcie zwiňkszania dostňpnoŜci usğug, redukcji koszt·w operacyjnych oraz automatyzacji 

proces·w logistycznych i sprzedaŨowych. 

Tankomaty integrujŃ funkcje dystrybucji paliwa z rozbudowanymi systemami pğatniczymi i 

zarzŃdczymi, co pozwala na peğnŃ samoobsğugowŃ realizacjň transakcji. UrzŃdzenia tego typu 

umoŨliwiajŃ m.in. obsğugň faktur, stosowanie system·w rabatowych dla okreŜlonych grup 

uŨytkownik·w, archiwizacjň danych transakcyjnych, obsğugň program·w lojalnoŜciowych oraz 

peğnŃ integracjň z systemami informatycznymi przedsiňbiorstwa. Z perspektywy zarzŃdzania flotŃ, 

szczeg·lnie istotna jest moŨliwoŜĺ nadawania indywidualnych limitów, kontroli kierowców, 

przypisywania transakcji do konkretnych pojazdów oraz prowadzenia rejestru operacji w czasie 

rzeczywistym. Tankomaty obsğugujŃ zatem takie procesy, jak: 

¶ cağodobowasamoobsğugowa detaliczna sprzedaŨ paliw i gazu, 

¶ obsğuga pğatnoŜci got·wkowych, 

¶ obsğuga faktur, 

¶ systemy rabatowe dla grup lub wybranych uŨytkownik·w, 

¶ cağodobowa samoobsğugowa dystrybucja paliw na potrzeby wğasne, 

¶ obsğuga wğasnych kart flotowych, stosowanie limit·w i ograniczeŒ zwiŃzanych z 

kierowcami i pojazdami, grupami odbiorców, grupami pojazdów, 

¶ archiwizacja transakcji wraz z informacjami o uŨytkowniku, godzinie transakcji, iloŜci 

i wartoŜci wydanego paliwa, 

¶ obsğuga program·w lojalnoŜciowych, 

¶ integracja z dowolnym systemem informatycznym, 

¶ wsp·ğpraca z systemami kontroli rozliczeŒ i zarzŃdzania, 

¶ oprogramowanie zarzŃdzajŃce, 
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¶ obsğuga kart pğatniczych, wğasnych kart flotowych. 

Zgodnie z informacjami technicznymi podawanymi przez dostawc·w rozwiŃzaŒ tego typu 

(Novaster 2023), standardowy tankomat moŨe obsğugiwaĺ nawet do 12 stanowisk tankowania i 

wsp·ğpracowaĺ z zewnňtrznymi systemami kasowymi, czujnikami poziomu paliwa w zbiornikach 

oraz narzňdziami raportowania. Jego budowa speğnia wymagania przemysğowe ï urzŃdzenie o 

masie ok. 80 kg i wymiarach 1665 Ĭ 430 Ĭ 400 mm wyposaŨone jest w obudowň o stopniu ochrony 

IP43, przystosowanŃ do pracy w zakresie temperatur od ï20ÁC do +50ÁC przy wilgotnoŜci 

wzglňdnej do 90%. Tankomat zasilany jest napiňciem 230V, a jego zuŨycie mocy waha siň od 65 

W (tryb czuwania) do 300 W (praca maksymalna) (Novaster 2023). 

FunkcjonalnoŜĺ tankomat·w znaczŃco wykracza poza podstawowe operacje sprzedaŨowe. 

Nowoczesne modele obsğugiwane sŃ przez dedykowane oprogramowanie, kt·re pozwala na 

szczeg·ğowe monitorowanie i analizň wszystkich transakcji ï wraz z danymi o uŨytkowniku, 

godzinie zakupu, iloŜci oraz wartoŜci zatankowanego paliwa. Dziňki temu tankomat nie tylko 

usprawnia proces obsğugi klienta, ale staje siň r·wnieŨ narzňdziem analitycznym, wspierajŃcym 

podejmowanie decyzji operacyjnych i strategicznych. W poğŃczeniu z narzňdziami predykcyjnymi 

opartymi na metodach gğňbokiego uczenia, dane gromadzone przez tankomaty mogŃ stanowiĺ 

cenne Ŧr·dğo wiedzy do prognozowania sprzedaŨy paliw. 

Warto podkreŜliĺ, Ũe rozw·j tego typu rozwiŃzaŒ nie ogranicza siň jedynie do oferty duŨych 

koncern·w paliwowych. Na rynku obecne sŃ r·wnieŨ wyspecjalizowane firmy technologiczne, 

takie jak Hectronic, Tokheim, Scheidt & Bachmann, PetroVend czy polscy producenci systemów 

do zarzŃdzania stacjami bezobsğugowymi. Wprowadzenie smart terminali pğatniczych, 

umoŨliwiajŃcych kompleksowŃ samoobsğugň oraz integracjň z zewnňtrznymi systemami 

informatycznymi, wpisuje siň w szerszy trend cyfryzacji sektora energetycznego i logistyki 

paliwowej. 

Z punktu widzenia naukowego, uzasadnione jest dalsze poszukiwanie literatury badajŃcej 

wpğyw wdraŨania tego typu urzŃdzeŒ na efektywnoŜĺ operacyjnŃ, bezpieczeŒstwo transakcji, 

doŜwiadczenia uŨytkownik·w, a takŨe potencjağ do integracji z systemami predykcyjnymi. 

Tankomaty stajŃ siň bowiem nie tylko narzňdziem sprzedaŨy, ale r·wnieŨ elementem ekosystemu 

danych, kt·ry moŨe byĺ wykorzystywany w zaawansowanych modelach prognozowania popytu, 

planowania dostaw i optymalizacji zarzŃdzania zasobami w przedsiňbiorstwach paliwowych. 
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Implementacja modelowania pracy licznik·w zuŨycia paliwa w przedsiňbiorstwach sektora 

paliwowego niesie ze sobŃ szereg korzyŜci ekonomicznych, technicznych i Ŝrodowiskowych. 

Szczeg·lne znaczenie ma tutaj wzrost efektywnoŜci operacyjnej oraz redukcja koszt·w 

eksploatacyjnych, kt·re sŃ moŨliwe dziňki lepszemu zrozumieniu i kontroli nad rzeczywistym 

zuŨyciem paliwa. Zastosowanie zaawansowanych miernik·w i system·w monitorujŃcych pozwala 

nie tylko optymalizowaĺ pracň silnik·w i procesy transportowe, ale r·wnieŨ dostarcza danych do 

dalszego modelowania i predykcji, co staje siň kluczowe w kontekŜcie wykorzystania metod 

gğňbokiego uczenia. 

JednŃ z gğ·wnych zalet zastosowania nowoczesnych miernik·w zuŨycia paliwa jest poprawa 

efektywnoŜci spalania. Wysokiej klasy liczniki umoŨliwiajŃ precyzyjne monitorowanie iloŜci 

zuŨywanego paliwa w czasie rzeczywistym, co pozwala na identyfikacjň nieefektywnych 

proces·w oraz optymalizacjň parametr·w pracy silnik·w. Skutkuje to nie tylko niŨszym zuŨyciem 

paliwa, ale takŨe znacznŃ redukcjŃ koszt·w eksploatacyjnych (Weimin 2014b). Zgodnie z 

analizami Gkerekosa i in. (2018), precyzyjne modelowanie zuŨycia paliwa moŨe prowadziĺ do 

obniŨenia koszt·w operacyjnych jednostek pğywajŃcych nawet o ponad 25%, co ma istotne 

znaczenie dla rentownoŜci dziağalnoŜci transportowej. 

Modele zuŨycia paliwa oparte na analizie duŨych zbior·w danych (big data) pozwalajŃ na 

odkrycie ukrytych zaleŨnoŜci pomiňdzy warunkami operacyjnymi a zuŨyciem paliwa. Dziňki temu 

moŨliwe jest wdroŨenie bardziej elastycznych i odpornych na zmiany strategii operacyjnych 

(Gkerekos, Lazakis, i Papageorgiou 2018). Dodatkowo, systemy automatycznej regulacji 

przepğywu paliwa uwzglňdniajŃce zmiany lepkoŜci pozwalajŃ na zachowanie stabilnych 

parametr·w pracy ukğadu paliwowego, co przekğada siň na mniejsze straty paliwa i zwiňkszonŃ 

niezawodnoŜĺ system·w (Jianbo et al. 2013). 

Istotnym aspektem wdroŨenia zaawansowanych licznik·w paliwowych jest redukcja emisji 

spalin. Efektywniejsze spalanie paliwa nie tylko zmniejsza koszty, ale r·wnieŨ wpğywa na 

obniŨenie emisji zanieczyszczeŒ do atmosfery, co ma szczeg·lne znaczenie w kontekŜcie 

rosnŃcych regulacji Ŝrodowiskowych i strategii zr·wnowaŨonego rozwoju (Weimin 2014a). 

Dziňki temu przedsiňbiorstwa mogŃ jednoczeŜnie poprawiaĺ swojŃ efektywnoŜĺ i sprostaĺ 

wymaganiom norm ekologicznych, co w dğuŨszej perspektywie moŨe stanowiĺ przewagň 

konkurencyjnŃ na rynku. 
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Pomimo licznych korzyŜci, jakie niesie za sobŃ implementacja zaawansowanych technologii 

pomiaru zuŨycia paliwa, naleŨy wskazaĺ r·wnieŨ istotne ograniczenia. Jednym z gğ·wnych barier 

jest wysoki koszt poczŃtkowy inwestycji w specjalistyczne liczniki, systemy analityczne oraz 

infrastrukturň IT. Dla wielu przedsiňbiorstw, szczeg·lnie mniejszych operator·w logistycznych, 

moŨe to oznaczaĺ koniecznoŜĺ odğoŨenia wdroŨenia w czasie lub ograniczenie zakresu inwestycji, 

co z kolei op·Ŧnia peğne wykorzystanie potencjalnych oszczňdnoŜci.  
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2.6.  Znaczenie sztucznej inteligencji w prognozowaniu sprzedaŨy paliw 

SkutecznoŜĺ tradycyjnych metod prognozowania sprzedaŨy paliw, takich jak Ŝrednie 

ruchome czy regresja liniowa, jest coraz czňŜciej kwestionowana w obliczu zğoŨonoŜci i dynamiki 

wsp·ğczesnych rynk·w. Modele te, choĺ od lat stanowiŃ fundament prognozowania 

ekonomicznego, nie nadŃŨajŃ za gwağtownymi zmianami w zachowaniach konsumenckich, 

zmiennoŜciŃ cen ropy, sezonowoŜciŃ popytu ani czynnikami zewnňtrznymi, takimi jak regulacje 

Ŝrodowiskowe czy nieprzewidywalne zdarzenia geopolityczne (Teng, 2024). W tym kontekŜcie 

roŜnie potrzeba wdraŨania bardziej elastycznych i adaptacyjnych rozwiŃzaŒ analitycznych, kt·re 

sŃ w stanie uchwyciĺ zğoŨone, nieliniowe zaleŨnoŜci w danych. 

Sztuczna inteligencja (AI), a w szczeg·lnoŜci techniki gğňbokiego uczenia (ang. deep 

learning), oferujŃ nowe podejŜcie do prognozowania w sektorze paliwowym. Dziňki moŨliwoŜci 

przetwarzania ogromnych zbiorów danych i automatycznej ekstrakcji cech, systemy te 

umoŨliwiajŃ tworzenie modeli predykcyjnych o wysokim poziomie trafnoŜci. Modele AI sŃ 

w stanie uwzglňdniaĺ dane historyczne, zmienne pogodowe, dane z system·w CRM i ERP, 

a nawet informacje geolokalizacyjne, co pozwala na tworzenie spersonalizowanych prognoz 

sprzedaŨy w r·Ũnych lokalizacjach i punktach dystrybucji (Gupta i Agarwal 2024). 

Zastosowanie sztucznej inteligencji w prognozowaniu sprzedaŨy paliw wpisuje siň 

w szerszy kontekst rozwoju data science w organizacjach. AI nie jest jedynie narzňdziem 

technologicznym, ale staje siň integralnym elementem przetwarzania i analizy danych na r·Ũnych 

poziomach operacyjnych i strategicznych. W tym kontekŜcie istotne jest zrozumienie cyklu Ũycia 

danych ï od pozyskiwania, przez kuracje i eksploracjň, aŨ po modelowanie i wdraŨanie rozwiŃzaŒ 

wspierajŃcych decyzje biznesowe. Schemat ten zostağ przedstawiony na Rysunku 15, który 

ilustruje miejsce data science w strukturze procesów zarzŃdzania danymi w organizacji . 

 

Rysunek 15. Data Science w kontekŜcie r·Ũnych proces·w zwiŃzanych z danymi w organizacji. 

ťr·dğo: Opracowanie wğasne oparte na (Provost i Fawcett 2013). 
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Zastosowanie AI w prognozowaniu sprzedaŨy paliw moŨna rozpatrywaĺ w kontekŜcie kilku 

kluczowych organiczeŒ, kt·re obejmujŃ: 

1. Ograniczenia tradycyjnych metod prognozowania, 

2. ZağoŨenia dotyczŃce danych - tradycyjne modele czňsto wymagajŃ speğnienia 

warunk·w stacjonarnoŜci, normalnoŜci rozkğadu lub liniowoŜci, co jest rzadkoŜciŃ 

w zbiorach danych z rynku paliw. 

3. NiskŃ skutecznoŜĺ w modelowaniu nieliniowoŜci - metody klasyczne nie radzŃ sobie 

z wykrywaniem zğoŨonych, dynamicznych zaleŨnoŜci w danych (teng, 2024). 

4. OgraniczonŃ skalowalnoŜĺ - przy bardzo duŨych zbiorach danych tradycyjne metody 

stajŃ siň nieefektywne. 

5. Problemy z integracjŃ r·Ũnorodnych typ·w danych - klasyczne modele nie 

przetwarzajŃ skutecznie danych tekstowych, czasowych, sekwencyjnych czy 

obrazowych (sharma et al., 2024). 

Natomiast dotychczas zidentyfikowane przewagi gğňbokiego uczenia w prognozowaniu 

sprzedaŨy paliw obejmujŃ: 

1. SkutecznoŜĺ w modelowaniu zğoŨonoŜci - sieci neuronowe lepiej odczytujŃ zğoŨone, 

nieliniowe wzorce w danych (Ganesan, 2024). 

2. ZdolnoŜĺ przetwarzania duŨych zbior·w danych - techniki deep learning sŃ 

naturalnie skalowalne. 

3. Obsğuga r·Ũnych format·w danych - AI moŨe integrowaĺ dane liczbowe, tekstowe i 

szereg·w czasowych, tworzŃc bardziej holistyczne modele. 

4. Automatyczna ekstrakcja cech - AI samodzielnie wyodrňbnia cechy wpğywajŃce na 

sprzedaŨ, bez koniecznoŜci manualnej inŨynierii cech. 

5. Uczenie siň z doŜwiadczenia i adaptacyjnoŜĺ - modele uczŃce siň mogŃ byĺ na 

bieŨŃco aktualizowane w oparciu o nowe dane, co zwiňksza ich odpornoŜĺ na 

zmiennoŜĺ rynku (Ahaggach, Abrouk, i Lebon 2024). 

Zastosowanie sztucznej inteligencji w prognozowaniu wpisuje siň r·wnieŨ w szerszy proces 

transformacji cyfrowej organizacji. Systemy oparte na AI mogŃ byĺ zintegrowane z istniejŃcymi 

platformami informatycznymi, takimi jak ERP czy CRM, co umoŨliwia automatyczne 

podejmowanie decyzji, lepsze planowanie logistyczne i optymalizacjň ğaŒcucha dostaw. 
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W rezultacie przedsiňbiorstwa uzyskujŃ nie tylko lepsze prognozy sprzedaŨy, ale takŨe narzňdzia 

do analizy scenariuszowej i zarzŃdzania ryzykiem. 

Warto zauwaŨyĺ, Ũe rozw·j modeli AI w prognozowaniu sprzedaŨy paliw ma r·wnieŨ 

charakter organizacyjny i sieciowy. W wyniku opracowania nowych modeli prognozowania 

sprzedaŨy paliw nastňpuje rozw·j sieci organizacji w sektorze energetycznym i branŨy paliwowej. 

Rozwój ten jest ukierunkowany m.in. na: 

1. Zwiňkszenie dokğadnoŜci prognoz, co wpğywa na skuteczniejsze planowanie, 

konkurowanie i podejmowanie decyzji inwestycyjnych. 

2. WdraŨanie innowacji technologicznych, co przyciŃga startupy oraz firmy oferujŃce 

nowoczesne rozwiŃzania do wsp·ğpracy z tradycyjnymi koncernami. 

3. Ekspansjň na nowe rynki, wynikajŃcŃ z identyfikacji nowych segment·w i trend·w; 

4. tworzenie partnerstw strategicznych, np. joint ventures opartych na wspólnych 

danych i modelach predykcyjnych. 

5. Optymalizacjň ğaŒcucha dostaw, poprzez integracjň system·w logistycznych, 

informatycznych i analitycznych. 

6. Wzrost zainteresowania inwestorów, dla których trafne prognozy to podstawa oceny 

rentownoŜci. 

Proces opierania decyzji na analizie danych, a nie polegania wyğŃcznie na intuicji, okreŜla 

siň skr·tem DDD (ang. data-driven decision making) (Brynjolfsson, Hitt, i Kim 2011). Na 

przykğad marketer moŨe wybieraĺ reklamy wyğŃcznie na podstawie swojego bogatego 

doŜwiadczenia w branŨy i intuicji dotyczŃcej tego, co bňdzie skuteczne. Alternatywnie, moŨe ona 

oprzeĺ swojŃ decyzjň na wynikach analizy danych dotyczŃcych tego, jak klienci reagujŃ na r·Ũne 

reklamy. MoŨe r·wnieŨ zastosowaĺ jakŃŜ kombinacjň wyŨej wymienionych strategii. DDD nie 

jest praktykŃ typu wszystko albo nic; raczej r·Ũne firmy angaŨujŃ siň w niŃ w r·Ũnym stopniu 

i z r·ŨnŃ intensywnoŜciŃ.  

W kontekŜcie rosnŃcej zğoŨonoŜci proces·w sprzedaŨy paliw, szczeg·lnie istotne staje siň 

zrozumienie ograniczeŒ tradycyjnych metod prognostycznych oraz por·wnanie ich 

z moŨliwoŜciami, jakie oferujŃ wsp·ğczesne rozwiŃzania oparte na sztucznej inteligencji. 

Klasyczne podejŜcia, takie jak regresja liniowa, Ŝrednie ruchome czy modele ARIMA, wymagajŃ 

speğnienia wielu zağoŨeŒ dotyczŃcych danych. ZakğadajŃ m.in. liniowoŜĺ relacji, stacjonarnoŜĺ 
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szereg·w czasowych oraz normalnoŜĺ rozkğadu, co w praktyce czňsto nie znajduje 

odzwierciedlenia w rzeczywistych, dynamicznych zbiorach danych dotyczŃcych sprzedaŨy paliw. 

Dodatkowo, tradycyjne modele majŃ ograniczonŃ zdolnoŜĺ do modelowania zğoŨonych 

i nieliniowych zaleŨnoŜci, kt·re wystňpujŃ np. w wyniku wpğywu sezonowoŜci, zmiennych cen 

surowców, warunków pogodowych czy nieprzewidywalnych zmian w zachowaniach 

konsumentów (Zhang 2003). Problematyczna okazuje siň r·wnieŨ ich skalowalnoŜĺ, poniewaŨ 

przy duŨych zbiorach danych modele te stajŃ siň nieefektywne obliczeniowo. Co wiňcej, metody 

klasyczne sğabo radzŃ sobie z integracjŃ r·Ũnych typ·w danych, takich jak dane sekwencyjne, 

tekstowe (np. komentarze klient·w) czy obrazowe (np. monitoring zuŨycia paliwa w czasie 

rzeczywistym), co ogranicza ich uŨytecznoŜĺ w nowoczesnym Ŝrodowisku danych (Salinas et al. 

2020) . 

W przeciwieŒstwie do tego, podejŜcia oparte na gğňbokim uczeniu oferujŃ znaczŃce 

korzyŜci. Dziňki wykorzystaniu wielowarstwowych sieci neuronowych, modele te znacznie lepiej 

radzŃ sobie z wykrywaniem nieliniowych wzorc·w w danych oraz adaptujŃ siň do zmieniajŃcych 

siň warunk·w rynkowych (Salinas et al. 2020). Ich architektura pozwala na automatycznŃ 

ekstrakcjň cech ï bez potrzeby rňcznego definiowania wskaŦnik·w prognostycznych ï co 

przyspiesza i upraszcza proces analizy. 

KolejnŃ przewagŃ gğňbokiego uczenia jest wysoka skalowalnoŜĺ oraz zdolnoŜĺ do 

przetwarzania ogromnych zbiorów danych, co czyni te modele szczególnie przydatnymi 

w kontekŜcie prognozowania popytu w czasie rzeczywistym. Gğňbokie sieci neuronowe sŃ takŨe 

elastyczne w obsğudze r·Ũnych format·w danych. Takie modele mogŃ ğŃczyĺ dane liczbowe z 

informacjami tekstowymi, obrazami, a nawet sekwencjami czasowymi (Devlin et al. 2019). Co 

wiňcej, ich zdolnoŜĺ do adaptacji sprawia, Ũe z biegiem czasu modele stajŃ siň coraz bardziej 

precyzyjne, uczŃc siň na podstawie nowych danych i sytuacji. 

W zwiŃzku z powyŨszym, przejŜcie od metod tradycyjnych do rozwiŃzaŒ opartych na 

sztucznej inteligencji, a w szczeg·lnoŜci na gğňbokim uczeniu, jawi siň nie jako opcja, lecz jako 

koniecznoŜĺ w sektorze paliwowym. Tylko dziňki nowoczesnym technologiom moŨliwe jest 

skuteczne przewidywanie zachowaŒ konsumenckich, optymalizacja proces·w logistycznych oraz 

strategiczne zarzŃdzanie sprzedaŨŃ paliw w warunkach wysokiej niepewnoŜci i zmiennoŜci rynku. 

Ze wzglňdu na zğoŨonoŜĺ dynamiki biznesu, decydenci sŃ czňsto zmuszeni do opierania 

swoich wybor·w na subiektywnych modelach myŜlowych, kt·re sŃ odzwierciedleniem ich 
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dotychczasowych doŜwiadczeŒ. Badania wykazağy jednak, Ũe przedsiňbiorstwa osiŃgajŃ wyŨszy 

poziom sukcesu, gdy opierajŃ swoje decyzje w oparciu o analizň danych (Provost i Fawcett 2013). 

Stwarza to motywacjň do wprowadzenia modeli decyzyjnych opartych na danych, kt·re sŃ 

zar·wno wszechstronne, jak i wspierajŃ interaktywnŃ ocenň opcji decyzyjnych niezbňdnych 

w Ŝrodowisku biznesowym. Modele te muszŃ byĺ oparte na inteligentnych metodach gromadzenia 

danych (Lundberg i Lee 2017).  

Ostatnie osiŃgniňcia doprowadziğy do sformuğowania nowej og·lnej metodologii 

objaŜniania, kt·ra moŨe byĺ wykorzystana do uğatwienia eksplanacji wsp·ğczesnych modeli 

predykcyjnych typu black-box (Guidotti et al. 2018). Jest tak dlatego, Ũe moŨliwoŜĺ oceny dziağaŒ 

sprzedawcy i nakreŜlenia og·lnych zaleceŒ w strategii sprzedaŨy jest znaczŃcŃ zaletŃ, kt·rŃ moŨna 

uzyskaĺ dziňki zastosowaniu prezentowanej metody (Riachy et al. 2025). Natomiast, moŨliwoŜĺ 

adaptacji metodologii w poğŃczeniu z jasnoŜciŃ wyjaŜnieŒ sprawia, Ũe podejŜcie nadaje siň do 

szerokiego zakresu zastosowaŒ. Dokğadnie udokumentowany przypadek ze Ŝwiata rzeczywistego 

sğuŨy zatem jako podstawa do prognozowania sprzedaŨy w sektorze sprzedaŨy paliw, co jest 

trudnym zadaniem, kt·re czňsto jest realizowane na podstawie osobistej oceny uŨytkownika 

(Theodoridis i Tsadiras 2025). Ustalenia dostarczajŃ dowod·w, Ũe metodologia jest zar·wno 

skuteczna, jak i moŨliwa do zastosowania. W tym przypadku moŨliwoŜĺ oceny dziağaŒ 

sprzedawcy i nakreŜlenia og·lnych zaleceŒ w strategii sprzedaŨy jest znaczŃcŃ zaletŃ, kt·rŃ moŨna 

uzyskaĺ dziňki zastosowaniu prezentowanej metody (Brynjolfsson i McElheran 2016). Co wiňcej, 

moŨliwoŜĺ adaptacji metodologii w poğŃczeniu z jasnoŜciŃ wyjaŜnieŒ sprawia, Ũe podejŜcie nadaje 

siň do szerokiego zakresu zastosowaŒ.  

Nadmieniĺ naleŨy, Ũe udokumentowany przypadek ze Ŝrodowiska faktycznego (praktyki 

biznesu) sğuŨy wtedy jako przykğad sposobu rozwiŃzania wyzwania zwiŃzanego ze 

wspomaganiem decyzji, a mianowicie faktu, Ũe najlepiej dziağajŃce modele typu black-box sŃ 

niedostňpne dla ludzkiej interakcji i oceny (Bohanec et al. 2017). Ze wzglňdu na nacisk na ğatwo 

zrozumiağe modele, systemy inteligentne nie byğy dotychczas w peğni wykorzystywane w wielu 

domenach i moŨe to pozwoliĺ na rozszerzenie ich zastosowania na te dziedziny. InnŃ waŨnŃ zaletŃ 

system·w eksperckich i inteligentnych jest moŨliwoŜĺ oddzielenia procesu wyboru modelu 

uczenia maszynowego od procesu wyjaŜniania modelu. WyjaŜnienia, kt·re nie sŃ zwiŃzane 

z Ũadnym konkretnym modelem predykcyjnym, wpğywajŃ pozytywnie na akceptacjň nowych i 

zğoŨonych modeli w Ŝrodowisku biznesowym ze wzglňdu na ğatwoŜĺ ich oceny i zamiany. 
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Za potrzebŃ wykorzystania sztucznej inteligencji w prognozowaniu sprzedaŨy paliw 

przemawia wysoki poziom niepewnoŜci w otoczeniu gospodarczym branŨy paliwowej i kaŨdego 

elementu jej ekosystemu biznesu. Kolejnym powodem jest ograniczona racjonalnoŜĺ uczestników 

gry rynkowej przejawiajŃce siň nieuzasadnionymi zakupami paliw silnikowych wŜr·d klient·w 

indywidualnych i organizacyjnych, zjawiskami paniki na rynkach innych noŜnik·w energii (np. 

zakupy wňgla w zimie 2022/2023). Przestawione wyzwania sŃ rozwiŃzywane przez Ăzawarcie 

kontrakt·w opisujŃcych wszystkie potencjalne dziağania podmiot·w i zapewniajŃc nad nimi peğna 

kontrolň, co staje siň ze wzglňdu na koniecznoŜĺ ponoszenia wysokich koszt·w, niemoŨliwe bŃdŦ 

nieopğacalneò (Cyfert 2012:18). Z drugiej strony organizacje wsp·ğpracujŃce z organizacjami 

sektora energetycznego, ĂmajŃ ŜwiadomoŜĺ, Ũe zawarcie niepeğnego kontraktu, w warunkach 

asymetrii informacyjnej, moŨe doprowadziĺ do sytuacji, w kt·rej druga strona bňdzie dŃŨyğa do 

wykorzystania istniejŃcych lukò (Bamberg i Spremann 1987) i niedopowiedzeŒ.  

KolejnŃ przesğankŃ do wykorzystania metod programistycznych w prognozowaniu 

sprzedaŨy paliw, jest zawieranie transakcji rynkowych przez decydentów. Podejmowane decyzje 

o zakupach paliw przez sp·ğki podlegğe rzŃdowi lub samorzŃdowi sytuacji niepewnoŜci, 

zğoŨonoŜci i narastajŃcej asymetrii informacyjnej w otoczeniu sektora paliwowego, mogŃ okazaĺ 

siň dziağaniem o niskim poziomie efektywnoŜci albo dziağaniem nietrafnym zaburzajŃcym 

r·wnowagň rynkowŃ. ĂTaki stan rzeczy jest dla organizacji bodŦcem do realizacji niekt·rych 

dziağaŒ wewnŃtrz struktur, jakkolwiek w dğugim okresie ze, ze wzglňdu na brak zewnňtrznej presji 

konkurencyjnej, przyjňty spos·b postepowania moŨe byĺ mağo efektywnyò (Cyfert 2012:18) 

a jego skutecznoŜĺ w zakresie rozwiŃzywania dostňpnoŜci do noŜnik·w energii maleĺ z czasem. 

Wobec tego, organizacje poszukujŃ najlepszego w danej sytuacji sposobu alokacji posiadanych 

zasobów i uksztaltowania takiego ukğadu relacji z otoczeniem, kt·ry zapewni moŨliwoŜĺ 

dynamicznego osiŃgania stanu r·wnowagi przez wykorzystanie dynamicznych narzňdzi 

obliczeniowych biorŃcych po uwagň r·wnieŨ koszty transakcyjne i koszty integracji organizacji 

w ekosystemu biznesu branŨy paliwowej.  

W kontekŜcie przedstawionych teorii z zakresu funkcjonowania i natury organizacji 

zastosowanie metod prognozowania w przedsiňbiorstwach uczestniczŃcych w handlu noŜnik·w 

energii, ma niezwykle daleko idŃce konsekwencje praktyczne, obejmujŃce: 

1. Ksztağtowanie nowych proces·w podejmowania decyzji; 

2. Ksztağtowanie i rozw·j nowych kompetencji w kadrach zarzŃdczych; 
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3. Rozwój nowych modeli biznesowych; 

4. Zmianň postrzegania innych uczestników ekosystemu biznesowego. 

W wyniku opracowania nowych modeli prognozowania sprzedaŨy paliw nastňpuje rozwój 

sieci organizacji w sektorze energetycznym i branŨy paliwowej, który ma charakter 

wielowymiarowy i ukierunkowany na zwiňkszenie integracji, innowacyjnoŜci oraz efektywnoŜci 

operacyjnej. Przede wszystkim, poprawa dokğadnoŜci prognoz umoŨliwia przedsiňbiorstwom 

lepsze planowanie dziağaŒ strategicznych, optymalizacjň zasobów oraz trafniejsze decyzje 

inwestycyjne. Dziňki temu firmy stajŃ siň bardziej konkurencyjne, co sprzyja nawiŃzywaniu 

nowych partnerstw i eksploracji wczeŜniej niezidentyfikowanych segment·w rynku. 

Nowoczesne modele oparte na sztucznej inteligencji i uczeniu maszynowym wprowadzajŃ 

innowacje technologiczne do tradycyjnie konserwatywnej branŨy paliwowej, przyciŃgajŃc start-

upy oraz firmy technologiczne zainteresowane wsp·ğpracŃ z duŨymi koncernami energetycznymi. 

Takie otwarcie sprzyja powstawaniu nowych form wsp·ğpracy, takich jak wsp·lne projekty 

badawczo-rozwojowe, integracje systemowe czy joint ventures. Dodatkowo, precyzyjne prognozy 

mogŃ wskazywaĺ potencjağ wzrostu na rynkach geograficznych o sğabo rozwiniňtej infrastrukturze 

paliwowej lub w segmentach zr·wnowaŨonej mobilnoŜci, co prowadzi do ekspansji dziağalnoŜci. 

Wzrost precyzji prognozowania wpğywa r·wnieŨ na optymalizacjň ğaŒcuch·w dostaw 

poprzez lepsze planowanie produkcji, logistyki i dystrybucji. W rezultacie dochodzi do wiňkszej 

integracji miňdzy producentami paliw, dostawcami surowc·w, operatorami logistycznymi oraz 

stacjami detalicznymi. To z kolei moŨe przyciŃgaĺ kapitağ inwestycyjny ï inwestorzy sŃ bardziej 

skğonni wspieraĺ organizacje dysponujŃce wiarygodnymi danymi predykcyjnymi, co sprzyja 

rozwojowi infrastruktury, wdraŨaniu nowych technologii oraz wzmacnianiu pozycji sektora 

energetycznego na arenie miňdzynarodowej. Ponadto w zakresie teoretycznym nastňpuje: 

1. Rozwój teorii kosztów transakcyjnych i relacji z innymi organizacjami; 

2. Zoperacjonalizowanie i opracowanie teorii ekosystemu biznesu; 

3. Przeniesienie modeli prognozowania paliw na inne noŜniki energii (transfer learning). 

W zakresie teorii ekosystemu biznesu oraz teorii zasobowej, zagadnienie wykorzystania 

sztucznej inteligencji w prognozowaniu sprzedaŨy paliw ma swoje uzasadnienie. Jest to 

spowodowane postrzeganiem organizacji przez pryzmat zasobów, które ma do dyspozycji. 

Dodatkowo, uwzglňdnia siň dziağania wyksztağcone przez organizacjň. NoŜniki energii i paliwa to 

zasoby ograniczone, rzadkie i trudne do imitacji lub substytucji. Posiadanie tych zasobów 



117 
 

zapewnia moŨliwoŜĺ osiŃgniňcia i utrzymania trwağej przewagi konkurencyjnej. WartoŜĺ dodana 

jest kluczowa dla funkcjonowania cağego ekosystemu branŨy paliwowej. Organizacje, które 

rozwinŃ narzňdzia pozwalajŃce na lepszŃ kontrolň przepğywu zasob·w (noŜnik·w energii) 

zapewniajŃ odpowiednie uporzŃdkowanie unikatowych, wzajemnie uzupeğniajŃcych siň zasobów 

(innych niŨ paliwa). Te narzňdzia mogŃ byĺ generatorem wartoŜci i ograniczenie koszt·w. Tym 

samym na pierwszy plan wysuwa siň zagadnienie gospodarowania i dysponowania posiadanymi 

zasobami ich magazynowanie, przetwarzanie lub sprzedaŨ. DrugoplanowŃ kwestiŃ staje siň 

dynamika rozwoju organizacji, choĺ nadal pozostaje waŨna. ĂOgraniczonoŜĺ zasob·w [innych niŨ 

przedmiot transakcji], kt·rymi dysponuje organizacja moŨe skğoniĺ zarzŃdzajŃcych do próby 

wykorzystania zewnňtrznych zasobów, co znajdzie swoje przeğoŨenie na ukğad [é] organizacjiò 

(Cyfert 2012:19) tworzŃcych ekosystem. 

W warunkach dynamicznie zmieniajŃcego siň rynku paliwowego, skutecznoŜĺ tradycyjnych 

metod prognozowania, takich jak regresja liniowa czy Ŝrednie ruchome, staje siň coraz bardziej 

ograniczona. Choĺ techniki te przez lata stanowiğy fundament analizy sprzedaŨy, ich zdolnoŜĺ do 

reagowania na nagğe zmiany w zachowaniach konsument·w oraz na czynniki zewnňtrzne (np. 

zmiany cen ropy, regulacje Ŝrodowiskowe, wahania popytu) jest niewystarczajŃca. W rezultacie 

przedsiňbiorstwa operujŃce w sektorze paliwowym napotykajŃ trudnoŜci w trafnym planowaniu 

zapas·w, zarzŃdzaniu dostawami i optymalizacji strategii cenowej. OdpowiedziŃ na te wyzwania 

staje siň wdroŨenie gğňbokiego uczenia do procesów predykcyjnych. 

Jednym z gğ·wnych problem·w zwiŃzanych z klasycznymi metodami prognozowania jest 

ich nieelastycznoŜĺ. Metody te majŃ trudnoŜci z uchwyceniem nieliniowych wzorc·w zachowaŒ 

rynkowych oraz ze zğoŨonŃ strukturŃ danych, co skutkuje obniŨeniem trafnoŜci prognoz (Teng 

2024). Dodatkowo, techniki takie jak Ŝrednie ruchome sŃ oparte na zağoŨeniu stabilnoŜci trendu, 

przez co nie uwzglňdniajŃ dynamicznych zmian preferencji konsumenckich czy wpğywu zdarzeŒ 

losowych (Pai et al. 2024). W obliczu rosnŃcej zmiennoŜci rynku paliw, taki brak adaptacyjnoŜci 

staje siň istotnym ograniczeniem dla efektywnego zarzŃdzania. 

Zastosowanie sztucznej inteligencji, zwğaszcza algorytm·w uczenia maszynowego, pozwala 

na znacznŃ poprawň trafnoŜci prognoz dziňki zdolnoŜci do przetwarzania ogromnych zbior·w 

danych i identyfikowania ukrytych zaleŨnoŜci (Ganesan 2024). AI potrafi analizowaĺ dane 

w czasie rzeczywistym, adaptujŃc siň do bieŨŃcych warunk·w rynkowych oraz wykrywajŃc 

anomalie i zmiany trend·w na wczesnym etapie. Co wiňcej, integracja system·w AI z narzňdziami 
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ERP czy CRM umoŨliwia kompleksowe podejŜcie do analizy ï uwzglňdniajŃce nie tylko dane 

sprzedaŨowe, ale r·wnieŨ informacje o klientach, sezonowoŜci, promocjach czy lokalnych 

wydarzeniach (Gupta i Agarwal 2024). Dziňki temu przedsiňbiorstwa mogŃ podejmowaĺ decyzje 

w spos·b bardziej proaktywny, optymalizujŃc zar·wno dziağania operacyjne, jak i strategiczne. 

Modele oparte na sztucznej inteligencji charakteryzujŃ siň wysokŃ zdolnoŜciŃ adaptacyjnŃ ï 

potrafiŃ samodzielnie aktualizowaĺ siň na podstawie napğywajŃcych danych, co czyni je 

szczeg·lnie uŨytecznymi w niestabilnych Ŝrodowiskach rynkowych (Ahaggach et al. 2024). 

W praktyce oznacza to, Ũe prognozy stajŃ siň coraz bardziej precyzyjne wraz z rozwojem systemu 

i gromadzeniem nowych informacji. Tego typu rozwiŃzania sŃ r·wnieŨ skalowalne ï mogŃ byĺ 

stosowane zar·wno w duŨych sieciach stacji paliwowych, jak i w mniejszych przedsiňbiorstwach 

dziağajŃcych lokalnie. 

Mimo licznych zalet, niekt·re przedsiňbiorstwa nadal opierajŃ siň na tradycyjnych metodach, 

gğ·wnie z powodu ograniczonych zasob·w, braku kompetencji technologicznych lub 

przywiŃzania do znanych narzňdzi analitycznych. Jednak w miarň wzrostu zğoŨonoŜci rynku oraz 

presji na zwiňkszenie efektywnoŜci, przejŜcie na rozwiŃzania oparte na sztucznej inteligencji staje 

siň nie tylko korzystne, ale wrňcz konieczne dla utrzymania przewagi konkurencyjnej. Przyszğe 

badania powinny koncentrowaĺ siň na integracji AI z danymi pochodzŃcymi z automatycznych 

urzŃdzeŒ sprzedaŨowych (takich jak tankomaty), co moŨe stworzyĺ kompleksowe, predykcyjne 

systemy zarzŃdzania sprzedaŨŃ paliw w czasie rzeczywistym.  

Wyniki rozwaŨaŒ prowadzonych w rozdziale drugim stanowiŃ odpowiedŦ na drugie pytanie 

badawcze: (RQ2) Jakie metody prognozowania sprzedaŨy paliw silnikowych sŃ stosowane w 

literaturze przedmiotu i jakie sŃ ich gğ·wne ograniczenia w kontekŜcie wykorzystania danych z 

przedsiňbiorstw? 

Przeprowadzony systematyczny przeglŃd literatury wskazuje, Ũe metody prognozowania 

sprzedaŨy paliw ewoluowağy od klasycznych modeli statystycznych (regresja krokowa, ARIMA, 

wygğadzanie wykğadnicze) przez systemy eksperckie do wsp·ğczesnych podejŜĺ opartych na 

uczeniu maszynowym i gğňbokim uczeniu. Zidentyfikowano szereg czynnik·w wpğywajŃcych na 

sprzedaŨ paliw, w tym czynniki cenowe (cena paliw, cena ropy naftowej), niecenowe (lokalizacja 

stacji, struktura floty pojazdów, warunki atmosferyczne), regulacyjne (polityka podatkowa, normy 

emisji) oraz sezonowoŜĺ (dobowa, tygodniowa, miesiňczna, roczna). Analiza wykazağa, Ũe 

tradycyjne metody statystyczne charakteryzujŃ siň ograniczonymi moŨliwoŜciami modelowania 
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nieliniowych zaleŨnoŜci oraz zğoŨonej wielosezonowoŜci typowej dla danych sprzedaŨowych 

wysokiej czňstotliwoŜci. Istotnym ograniczeniem jest r·wnieŨ niewystarczajŃca zdolnoŜĺ 

generalizacji tych metod w obliczu zmiennoŜci rynku i zdarzeŒ jednorazowych (Ŝwiňta ruchome, 

kryzysy gospodarcze, pandemia).  

W ten sposób, zrealizowano r·wnieŨ drugi cel teoriopoznawczy, polegajŃcy na 

usystematyzowaniu wiedzy dotyczŃcej prognozowania sprzedaŨy paliw silnikowych. PrzeglŃd 

ujawniğ lukň eksplanacyjnŃ wyraŨajŃcŃ siň niedostatkiem wiedzy na temat mechanizm·w 

prognozowania wykorzystujŃcych gğňbokie uczenie w kontekŜcie specyfiki danych z tankomat·w 

i system·w sprzedaŨy paliw w przedsiňbiorstwach. 
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3. Charakterystyka gğňbokiego uczenia w kontekŜcie dystrybucji i 

sprzedaŨy paliw 

W tym rozdziale przedstawiono podsumowanie obecnego stanu wiedzy w zakresie 

gğňbokiego uczenia (ang. Deep Learning, DL) w odniesieniu do zastosowania w praktycznych 

problemach dystrybucji i sprzedaŨy paliw.  

Z perspektywy decyzyjnej prognozowanie sprzedaŨy paliw wspiera cztery kluczowe 

obszary: logistykň dostaw, zarzŃdzanie zapasami, rozw·j i pojemnoŜĺ sieci sprzedaŨy oraz 

politykň cenowo-marŨowŃ. W ujňciu polityk publicznych i gospodarki, w obszarach energia 

i transport, prognozy sğuŨŃ m.in. ksztağtowaniu systemu cen i podatk·w, planowaniu rezerw, 

wspieraniu bezpieczeŒstwa energetycznego, rozwojowi infrastruktury oraz ograniczaniu emisji 

(Li et al. 2010). 

W pierwszej kolejnoŜci rozdziağ prezentuje podstawowe typy sieci neuronowych, w tym 

jednokierunkowe sieci gğňbokie (feedforward) wykorzystywane do reprezentacji funkcji 

prognozujŃcych. Nastňpnie omawiane sŃ zaawansowane strategie regularyzacji i optymalizacji 

modeli (m.in. techniki przeciwdziağania przeuczeniu oraz doboru hiperparametr·w), jak r·wnieŨ 

przeglŃd konwolucyjnych sieci neuronowych (stosowanych do skalowania na duŨe obrazy 

i ekstrakcjň wzorc·w przestrzennych) oraz rekurencyjnych sieci neuronowych (przydatnych 

w przetwarzaniu sekwencji czasowych, w tym szereg·w sprzedaŨy paliw). Wskazano takŨe og·lne 

wytyczne praktycznej metodologii projektowania, budowy i konfiguracji aplikacji DL oraz 

zarysowano wybrane biznesowe zastosowania gğňbokiego uczenia. Akcent poğoŨono na techniki, 

kt·re w swojej dojrzağej, funkcjonalnej postaci sŃ juŨ szeroko wykorzystywane w Ŝrodowiskach 

komercyjnych i przemysğowych.  
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3.1. Wprowadzenie do problematyki gğňbokiego uczenia 

Gğňbokie uczenie naleŨy do grupy metod sztucznej inteligencji okreŜlanych jako maszynowe 

uczenie. Maszynowe uczenie (ML) to dziedzina informatyki, która bada algorytmy i techniki 

umoŨliwiajŃce automatyzacjň rozwiŃzaŒ dla zğoŨonych problem·w, trudnych do 

zaprogramowania przy uŨyciu konwencjonalnych metod programowania (Rebala, Ravi, i 

Churiwala 2019). Konwencjonalna metoda programowania skğada siň z dw·ch odrňbnych etap·w. 

Pierwszym krokiem jest stworzenie szczeg·ğowego projektu programu, czyli ustalenie stağego 

zestawu krok·w lub reguğ rozwiŃzujŃcych problem. Drugim krokiem jest implementacja tego 

szczeg·ğowego projektu w formie programu komputerowego (Rebala et al. 2019:1ï2). JednakŨe, 

podejŜcie to moŨe byĺ wyzwaniem dla wielu rzeczywistych problem·w przedsiňbiorstw, dla 

kt·rych stworzenie szczeg·ğowego projektu moŨe byĺ trudne, pomimo jasnej specyfikacji 

(Domingos 2015b).  

 W ujňciu Mitchella (Mitchell 1997) maszynowe uczenie (wg triady T-E-P) to sytuacja, w 

kt·rej program Ăuczy siňò z doŜwiadczenia E (ang. Experience) w klasie zadaŒ T (ang. Task), jeŜli 

jego miara wydajnoŜci P (ang. Performance) poprawia siň wraz z rosnŃcym doŜwiadczeniem. 

Wedğug Zhangôa wydajnoŜĺ algorytmu poprawia siň wraz z tym jak algorytm uczenia 

maszynowego gromadzi wiňcej interakcji z otoczeniem (Zhang et al. 2023:2). PrzekğadajŃc to na 

problem prognozowania sprzedaŨy paliw: zadanie T to prognoza wolumen·w sprzedaŨy (na 

poziomie stacja× produkt× horyzont czasowy), E to szeregi czasowe uzupeğnione o zmienne 

egzogeniczne, niezaleŨne od decyzji przedsiňbiorstwa (m.in. ceny surowc·w, pogoda, mobilnoŜĺ, 

dziağania konkurencji). Natomiast P to zar·wno metryki dokğadnoŜci (np. sMAPE, MAE), jak i 

wskaŦniki biznesowe (czňstoŜĺ brak·w, koszt nadwyŨek, wpğyw na marŨň). DoŜwiadczenia E 

majŃ zazwyczaj formň danych obserwacyjnych lub interakcji ze Ŝrodowiskiem (Zhang et al. 

2023:2). 

Perspektywa Murphyôego (Murphy 2012) przedstawia maszynowe uczenie jako zestaw 

metod do automatycznego wykrywania wzorców oraz podejmowania decyzji w warunkach 

niepewnoŜci, kt·ry jest silnie zakorzeniony w probabilistyce i statystyce, ale nastawiony na 

automatyzacjň i uczenie z obserwacji. W przypadku prognoz sprzedaŨy paliw oznacza to nie tylko 

estymacjň wartoŜci punktowych, lecz takŨe modelowanie niepewnoŜci (np. prognozy kwantylowe) 

potrzebnej do wyznaczania poziom·w zapas·w i strategii cenowych przy okreŜlonym ryzyku. 

Murphy zwraca teŨ uwagň, Ũe mimo zastosowania analizy duŨych zbior·w danych (ang. big data) 
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wiele kluczowych zjawisk bywa rzadkich, co w branŨy paliw przekğada siň na koniecznoŜĺ 

radzenia sobie z epizodami pogodowymi, skokami cen czy zakğ·ceniami popytu. Dlatego 

kluczowym okazuje siň kierunek postňpowania prezentowany przez analityk·w big data. 

W zwiŃzku z tym (Domingos 2015a) charakteryzuje piňĺ grup spoğecznoŜci badaczy i ich 

szkoğy myŜlenia na temat uczenia maszynowego w zakresie analiz duŨych zbior·w danych. 

Szczeg·lne znaczenie dla tematyki dystrybucji i sprzedaŨy paliw majŃ koneksjoniŜci (gğňbokie 

sieci neuronowe) oraz bayesiŜci wykorzystujŃcy podejŜcia probabilistyczne stosowane do oceny 

ryzyka podejmowanych decyzji. KoneksjoniŜci trenujŃ wielowarstwowe sieci neuronowe 

(propagacja wsteczna), a bayesiŜci modelujŃ niepewnoŜĺ poprzez wnioskowanie Bayesowskie. 

Z kolei bardzo przydatne podejŜcia jako uzupeğnienie problematyki prognozowania 

sprzedaŨy paliw, reprezentujŃ: symboliŜci (drzewa/GBDT) i analogizerzy (SVM/k-NN). 

SymboliŜci uczŃ siň reguğ (odwrotna dedukcja, indukcja logiczna) a analogizerzy uczŃ siň przez 

podobieŒstwo (k-NN, SVM, metody jŃder). OstatniŃ grupŃ sŃ ewolucjoniŜci, kt·rzy optymalizujŃ 

programy/model przez mechanizmy doboru i mutacji (algorytmy i programowanie genetyczne). 

W kontekŜcie prognozowania sprzedaŨy paliw waŨnŃ jest idea zawarta w ksiŃŨce pt. ĂMaster 

Algorithmò (Domingos 2015b) polega na ğŃczeniu wszystkich tych perspektyw reprezentowanych 

przed poszczególnych badaczy.  

W przypadku prognozowania sprzedaŨy paliw fundament stanowi rozwiŃzanie 

koneksjonistyczne (np. wykorzystanie modeli LSTM/GRU, konwolucyjne podejŜcia do szereg·w, 

transformatory z uwagŃ), kt·re mogŃ byĺ uzupeğnione o komponent bayesowski/kwantylowy do 

modelowania niepewnoŜci. W prognozowaniu sprzedaŨy paliw takie modele ğŃczŃ r·wnieŨ 

historiň sprzedaŨy z determinantami egzogenicznymi (np. ceny surowc·w, pogoda, mobilnoŜĺ, 

konkurencja), wspierajŃc decyzje w czterech kluczowych obszarach: logistyce dostaw, 

zarzŃdzaniu zapasami, rozwoju sieci dystrybucji, strategii sprzedaŨy oraz polityki cenowo-

marŨowej. 

Gğňbokie uczenie (ang. deep learning, DL) jest podzbiorem metod uczenia maszynowego, 

który koncentruje siň na budowie i trenowaniu wielowarstwowych sieci neuronowych 

(Chassagnon et al. 2020). Termin Ăgğňbokieò odnosi siň do liczby warstw reprezentacji modelu. 

W literaturze przyjňto, Ũe sieĺ moŨna nazwaĺ gğňbokŃ jeŜli zwiera wiňcej niŨ trzy warstwy 

neuronów (IBM 2023; Zhang et al. 2023:27). Jednak, sama liczba warstw nie definiuje jeszcze 

tego terminu. DecydujŃcym jest spos·b uczenia siň reprezentacji - automatyczny i hierarchiczny, 
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bezpoŜrednio z danych wejŜciowych. Ponadto, gğňbokie uczenie Ăeksploatuje ukrytŃ strukturň 

rozkğadu danych wejŜciowych, odkrywajŃc dobre reprezentacje na wielu poziomach, gdzie cechy 

wyŨszego rzňdu budowane sŃ z cech niŨszego rzňduò. W podobnym ujňciu i kontekŜcie zğoŨonoŜci 

definiuje siň DL jako Ărodzaj uczenia, w kt·rym powstajŃ reprezentacje o kilku poziomach 

abstrakcji [hierarchii danych], zamiast bezpoŜredniego przejŜcia od wejŜcia do wyjŜciaò (Manu 

2022:265).  

W literaturze wskazuje siň, Ũe modele o umiarkowanej liczbie warstw i parametr·w (np. ~20 

mln) mogŃ ulegaĺ nadmiernemu dopasowaniu, zwğaszcza przy ograniczonych zbiorach danych i 

niewystarczajŃcej regularyzacji. JednoczeŜnie architektury gğňbokie, jak AlexNet (ok. 60 mln 

parametr·w i 650 000 neuron·w), potrafiŃ dobrze generalizowaĺ po zastosowaniu odpowiednich 

technik, m.in. dropoutu i augmentacji danych (Goodfellow et al. 2016:217ï18; Krizhevsky, 

Sutskever, i Hinton 2012). W konsekwencji model gğňbokiego uczenia nie aproksymuje 

poŨŃdanego odwzorowania jako pojedynczej zğoŨonej funkcji, lecz rozkğada je na kompozycjň 

wielu prostszych przeksztağceŒ. KaŨda warstwa sieci realizuje kolejny etap tej transformacji, 

umoŨliwiajŃc stopniowe budowanie coraz bardziej abstrakcyjnych reprezentacji danych 

wejŜciowych. Dla ilustracji, w zadaniach rozpoznawania obraz·w wczesne warstwy uczŃ siň 

wykrywaĺ elementarne cechy, takie jak krawňdzie i kontrasty, warstwy poŜrednie identyfikujŃ 

bardziej zğoŨone struktury geometryczne, natomiast warstwy bliŨsze wyjŜciu konstruujŃ 

reprezentacje odpowiadajŃce cağym obiektom. Przykğadowe wyniki uczenia sieci neuronowej 

o r·Ũnych konfiguracjach warstw przedstawiono na Rysunku 16. 

 

Rysunek 16. Por·wnanie wynik·w sieci neuronowych o r·Ũnej gğňbokoŜci i liczbie parametr·w. 

ťr·dğo: (Goodfellow et al. 2016). 
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Zgodnie z Rysunkiem 16 gğňbsze sieci osiŃgajŃ lepszŃ jakoŜĺ niŨ pğytsze przy 

por·wnywalnej liczbie parametr·w, co ilustruje, iŨ o skutecznoŜci decyduje nie tylko iloŜĺ 

parametr·w ma model, lecz jak rozğoŨona jest zğoŨonoŜĺ po warstwach oraz jakie zastosowano 

mechanizmy regularyzacji i walidacji czasowej. 

W zadaniach szereg·w czasowych, niŨsze poziomy mogŃ wychwytywaĺ lokalne wzorce 

(krótkoterminowe fluktuacje, epizodyczne anomalie), kolejne - dğuŨsze zaleŨnoŜci (trendy, 

sezonowoŜci, wieloskalowe), a najwyŨsze ujawniaĺ interakcje z czynnikami egzogenicznymi (np. 

ceny surowc·w, pogoda, mobilnoŜĺ, dziağania konkurencji), prowadzŃc do estymacji przyszğych 

wartoŜci wraz z ocenŃ niepewnoŜci. W tym sensie gğňboka sieĺ dziağa jak program realizujŃcy 

kolejne etapy analizy danych czasowych od dekompozycji po predykcjň. Specjalizacja moduğ·w 

(tj. warstw/bloków konwolucyjnych, rekurencyjnych LSTM/GRU czy warstw uwagi) wynika 

z uczenia end-to-end, czyli uczenia cağej ŜcieŨki przetwarzania od wejŜcia do wyjŜcia bez 

etapowego projektowania cech. 

Modele gğňbokiego uczenia charakteryzujŃ siň kompozycyjnoŜciŃ, czyli budowaniem 

modelu poprzez ğŃczenie parametryzowanych moduğ·w w strukturň grafowŃ, kt·ra jest 

optymalizowana przy uŨyciu metod opartych na gradientach. Jak podkreŜla Yann LeCun Ăgğňbokie 

uczenie to metodologia polegajŃca na budowie modelu poprzez skğadanie parametryzowanych 

moduğ·w w (czasem dynamiczne) grafy i optymalizowanie ich za pomocŃ metod gradientowychò 

(Manu 2022:265ï66).  

Gğňbokie uczenie pozwala modelowaĺ skomplikowane wzorce szeregów czasowych i 

relacje wewnŃtrz struktury danych (Das i Ghosh 2017; Shi et al. 2021). Gğňbokie uczenie 

umoŨliwia r·wnieŨ uchwycenie niestacjonarnych, wieloskalowych wzorc·w sprzedaŨy paliwa 

zaleŨnych od czynników zewnňtrznych (egzogennych), takich jak zmiany cen surowców 

energetycznych czy warunki pogodowe. Czynniki te co moŨna efektywnie uwzglňdniĺ 

w modelach hybrydowych ğŃczŃcych r·Ũne podejŜcia gğňbokiego uczenia. W rezultacie 

zastosowanie gğňbokiego uczenia w analizie szereg·w czasowych sprzedaŨy paliw umoŨliwia nie 

tylko zwiňkszenie dokğadnoŜci prognoz, ale r·wnieŨ poprawň efektywnoŜci zarzŃdzania zapasami 

oraz optymalizacjň strategii cenowych (Ang i Tan 1990; Lian et al. 2021; Rizvi et al. 2022).  

W Ŝwietle przytoczonych definicji wyğania siň oŜ syntezy rozumiana jako proces ğŃczenia 

rozproszonych informacji i koncepcji w sp·jnŃ ramň wyjaŜniajŃcŃ:  
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1. Maszynowe uczenie to systematyczne uczenie siň z danych w celu podejmowania 

trafniejszych decyzji w warunkach niepewnoŜci. 

2. Gğňbokie uczenie dostarcza uniwersalnego aproksymatora zdolnego uchwyciĺ zğoŨone, 

niestacjonarne i wieloskalowe wzorce.  

Na tej osi syntezy triada Mitchella w postaci zadanieïdoŜwiadczenieïwydajnoŜĺ (T-E-P) 

porzŃdkuje specyfikacjň problemu (Mitchell 1997). Z kolei, ujňcie Murphyôego opisuje wymiar 

niepewnoŜci oraz automatyzacji procesu wnioskowania (Murphy 2012). Natomiast perspektywa 

Domingosa trianguluje metody miňdzy piňcioma szkoğami myŜlenia na temat uczenia 

maszynowego, zestawiajŃc ich zağoŨenia i instrumentarium w kierunku koncepcji ĂMaster 

Algorithmò (Domingos 2015b:24ï26). Dlatego w prognozowaniu dystrybucji i sprzedaŨy paliw 

najwaŨniejsze sŃ podejŜcia koneksjonistyczne, dopeğnione komponentem probabilistycznym. 

Istnieje wiele perspektyw i teorii wyjaŜniajŃcych, dlaczego gğňbokie uczenie jest efektywne, 

szczeg·lnie w kontekŜcie zdolnoŜci do uczenia siň zğoŨonych wzorc·w i reprezentacji w danych 

(Zhang et al. 2023:27ï30). Choĺ w praktyce wiele procedur ML moŨna postrzegaĺ jako 

wieloetapowe przetwarzanie, wyr·Ũnikiem DL jest to, Ũe transformacje na kolejnych poziomach 

reprezentacji sŃ uczone wsp·lnie w jednym procesie optymalizacji, end-to-end, bez rňcznego 

projektowania cech na kaŨdym etapie (Zhang et al. 2023:27ï28).  

Tabela 5 prezentuje sğownik pojňĺ w ukğadzie hierarchicznym: od szerokiego pola AI, przez 

operacyjne ujňcie ML (uczenie z danych dla konkretnego zadania), po DL jako jego podzbi·r, 

kt·ry uczy siň reprezentacji hierarchicznych end-to-end. W tym ukğadzie AI wyznacza horyzont 

metod (w tym systemy reguğowe niewymagajŃce uczenia), ML operacjonalizuje triadň TïEïP, 

natomiast DL minimalizuje rňcznŃ inŨynieriň cech, zastňpujŃc jŃ automatycznŃ ekstrakcjŃ 

wzorców na wielu poziomach abstrakcji. 

Tabela 5. Zestawienie sztucznej inteligencji (AI), maszynowe uczenie (ML) i gğňbokim uczeniem (DL). 

Aspekt Sztuczna Inteligencja Maszynowe Uczenie Gğňbokie Uczenie 

Definicja 

Szerokie pole badaŒ, kt·re 

koncentruje siň na tworzeniu 

inteligentnych maszyn 

podobnych do inteligencji 

czğowieka. 

Podzbiór AI, który 

umoŨliwia komputerom 

uczenie siň z danych i 

podejmowanie 

przewidywaŒ lub decyzji. 

Podzbiór uczenia 

maszynowego oparta na 

wielowarstwowych 

sieciach neuronowych, 

umoŨliwiajŃca 

automatyczne 
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pozyskiwanie 

hierarchicznych 

reprezentacji danych bez 

potrzeby rňcznego 

definiowania cech 

PodejŜcie 

Obejmuje symulacjň 

ludzkiej inteligencji w celu 

rozwiŃzania zğoŨonych 

problemów. 

Polega na statystycznych 

technikach, aby 

umoŨliwiĺ komputerom 

uczenie siň z danych. 

Wykorzystuje sieci 

neuronowe z wieloma 

warstwami do 

automatycznej ekstrakcji 

cech i wzorców z danych. 

ZaleŨnoŜĺ od 

danych 

Polega na zarówno 

strukturyzowanych, jak i 

nieustrukturyzowanych 

danych w celu podjňcia 

Ŝwiadomych decyzji. 

ZaleŨy od oznakowanych 

i nieoznakowanych 

danych do treningu i 

testowania. 

Wymaga duŨych iloŜci 

oznakowanych danych do 

treningu zğoŨonych 

modeli. 

Ekstrakcja 

cech 

MoŨe obejmowaĺ podejŜcia 

oparte na reguğach lub 

ekspertów w celu ekstrakcji 

cech. 

Wydobywa cechy z 

danych przy uŨyciu 

algorytmów. 

Automatycznie uczy siň 

hierarchicznych 

reprezentacji cech  

ZğoŨonoŜĺ 

MoŨe siňgaĺ od prostych 

opartych na reguğach 

system·w do zğoŨonych 

architektur poznawczych. 

MoŨe obsğugiwaĺ 

umiarkowanŃ zğoŨonoŜĺ 

zadania, w zaleŨnoŜci od 

wielkoŜci i jakoŜci 

danych. 

Obsğuguje wysokŃ 

zğoŨonoŜĺ danych, ale 

wymaga znaczŃcych 

mocy obliczeniowych. 

Zastosowania 

Szeroko stosowana w 

r·Ũnych domenach, takich 

jak opieka zdrowotna, 

finanse i robotyka. 

Stosowane w obszarach 

takich jak szeregi czasowe 

rozpoznawanie obrazów, 

przetwarzanie jňzyka 

naturalnego i systemy 

rekomendacyjne. 

Powszechnie stosowane w 

skomplikowanych 

zadaniach, takich jak 

szeregi czasowe, 

rozpoznawanie obrazów, 

przetwarzanie jňzyka 

naturalnego. 

ťr·dğo: opracowanie wğasne za (Ahmed 2023). 
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W tabeli  5 uporzŃdkowano zatem spektrum metod prognozowania, od prostych reguğ 

decyzyjnych po gğňbokie sieci neuronowe, wyznaczajŃc tym samym systematycznŃ ŜcieŨkň 

budowy rozwiŃzania predykcyjnego. ścieŨka ta obejmuje kolejno: precyzyjne zdefiniowanie 

zadania i dostňpnych zasob·w danych, wybór odpowiedniej klasy modeli wraz z procedurami 

walidacji, a takŨe zasady zapewnienia sp·jnoŜci prognoz na r·Ũnych poziomach agregacji, 

szacowania niepewnoŜci oraz utrzymania modelu w Ŝrodowisku produkcyjnym. W kolejnych 

podrozdziağach przedstawiono przejŜcie od zarysowanych ram og·lnych do konkretnych 

transformacji danych stosowanych w prognozowaniu sprzedaŨy paliw oraz do przeglŃdu rodzin 

architektur, kt·re w praktyce wykazujŃ przewagň nad metodami klasycznymi.  
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3.2.  Rodzaje gğňbokich sieci neuronowych 

Sieci neuronowe sŃ inspirowane neuronaukŃ14, interdyscyplinarnŃ naukŃ zajmujŃcŃ siň 

badaniem ukğadu nerwowego (Manu 2022). ChociaŨ sieci neuronowe czerpiŃ pewne inspiracje 

z neuronauki, sŃ one projektowane jako maszyny aproksymujŃce funkcje w celu osiŃgniňcia 

statystycznego uog·lnienia, a nie jako dokğadne repliki ludzkiego m·zgu. Sieci gğňbokie sŃ 

w stanie reprezentowaĺ coraz bardziej zğoŨone funkcje, poniewaŨ sŃ zbudowane z wielu warstw 

i duŨej liczby wňzğ·w w kaŨdej warstwie.  

W sieciach neuronowych kaŨda ukryta warstwa jest reprezentowana przez wartoŜĺ 

wektorowŃ, co definiuje gğňbokoŜĺ modelu. KaŨdy skğadnik wektora moŨna interpretowaĺ jako 

odpowiednik neuronu, kt·ry otrzymuje dane wejŜciowe i okreŜla swojŃ wartoŜĺ aktywacji. 

Uczenie gğňbokie moŨe wykonaĺ wiňkszoŜĺ zadaŒ, kt·re polegajŃ na odwzorowaniu wektora 

wejŜciowego na wektor wyjŜciowy i kt·re sŃ ğatwe do szybkiego wykonania przez czğowieka, jeŜli 

otrzyma on wystarczajŃco duŨe wzorce i wystarczajŃco duŨe zbiory danych oznakowanych 

przykğad·w szkoleniowych. Inne zadania, takie jak te, kt·re nie mogŃ byĺ opisane jako kojarzenie 

jednego wektora z innym lub te, kt·re sŃ tak trudne, Ũe czğowiek potrzebowağby czasu na 

zastanowienie siň i refleksjň, aby je wykonaĺ, sŃ obecnie poza zakresem tego, co moŨe byĺ 

osiŃgniňte przez gğňbokie uczenie. KluczowŃ technologiŃ jest aproksymacja funkcji 

parametrycznych, kt·ra wspiera zdecydowanŃ wiňkszoŜĺ wsp·ğczesnych aplikacji uczenia 

gğňbokiego. 

Jednokierunkowe sieci neuronowe (ang. feedforward neural networks) to architektury, w 

kt·rych przepğyw informacji odbywa siň w jednym kierunku (Goodfellow et al. 2016) od warstwy 

wejŜciowej, przez kolejne warstwy ukryte, aŨ do warstwy wyjŜciowej (Manu 2022). Celem sieci 

jednokierunkowych jest wytworzenie przybliŨenia funkcji f. W przypadku klasyfikatora, r·wnanie 

y = f(x) jest uŨywane do mapowania wartoŜci wejŜciowej (x) na kategoriň (y). Dlatego sieĺ typu 

feedforward to taka, kt·ra uczy siň parametr·w dajŃcych najlepsze przybliŨenie funkcji, a 

nastňpnie wykorzystuje juŨ wyuczone parametry do zdefiniowania odwzorowania y=f(x;). 

Informacja wňdruje od zmiennej wejŜciowej x, przez funkcjň, kt·ra jest obliczana na podstawie x, 

przez poŜrednie obliczenia, kt·re sŃ uŨywane do zdefiniowania f i w koŒcu do zmiennej 

 
14 Neurologia to dziedzina medycyny zajmujŃca siň diagnozowaniem i leczeniem chor·b ukğadu nerwowego, podczas 

gdy neuronauka to szeroka interdyscyplinarna dziedzina naukowa badajŃca ukğad nerwowy na wielu poziomach, od molekularnego 

po behawioralny, z czego neurologia jest jej kluczowŃ czňŜciŃ (jak arytmetyka dla matematyki), ğŃczŃc odkrycia naukowe z 

praktykŃ klinicznŃ.  
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wyjŜciowej y. Nie ma sposobu, aby wyjŜcia modelu byğy zasilane przez siebie, poniewaŨ nie ma 

poğŃczeŒ zwrotnych (Manu 2022). Sieci neuronowe typu jednokierunkowego mogŃ byĺ 

przeksztağcone w rekurencyjne sieci neuronowe poprzez dodanie poğŃczeŒ zwrotnych. Stosowanie 

sieci jednokierunkowych jest absolutnie niezbňdne dla praktyk·w uczenia maszynowego. 

StanowiŃ one podstawowy budulec dla wielu istotnych aplikacji komercyjnych.  

Model sieci neuronowej moŨna przedstawiĺ jako skierowany graf acykliczny (ang. Directed 

Acyclic Graph), czyli struktura skğadajŃca siň z wierzchoğk·w (np. operacji, warstw) i krawňdzi 

(relacji miňdzy nimi), w kt·rej: 

¶ Skierowany - kaŨda krawňdŦ ma kierunek (pokazuje przepğyw informacji lub zaleŨnoŜci). 

¶ Acykliczny - brak jest cykli, czyli nie moŨna wr·ciĺ do tego samego wierzchoğka, 

podŃŨajŃc zgodnie z kierunkiem krawňdzi (Thost i Chen 2021). 

Graf DAG pokazuje kolejnoŜĺ i zaleŨnoŜci obliczeŒ - od wejŜcia, przez kolejne 

przeksztağcenia, aŨ po wyjŜcie. Przykğadowo, jeŜli trzy funkcje f(1), f(2) i f(3) sŃ poğŃczone w 

ğaŒcuch Ὢὼ Ὢ Ὢ Ὢ ὼ , funkcja wynikowa, f(x), bňdzie r·wna ğaŒcuchowej 

kompozycji funkcji Ὢ Ὢ Ὢ ὼ . Takie struktury ğaŒcuchowe stanowiŃ wiňkszoŜĺ obecnie 

stosowanych architektur sieci neuronowych. W tym konkretnym scenariuszu pierwsza warstwa 

sieci jest oznaczana zapisem Ὢ , natomiast Ὢ  sğuŨy do oznaczenia drugiej warstwy sieci itd. 

Cağkowita dğugoŜĺ ğaŒcucha sieci neuronowej jest czynnikiem, który decyduje o gğňbokoŜci 

modelu (Goodfellow et al. 2016:168ï69).  

W sieci, kt·ra dziağa z wykorzystaniem jednokierunkowej sieci neuronowej, warstwa 

wyjŜciowa jest ostatniŃ warstwŃ. Podczas procesu szkolenia sieci neuronowej funkcja f(x) dŃŨy 

do odwzorowania funkcji f*(x). Przykğady f(x) oceniane w r·Ũnych punktach treningowych, kt·re 

sŃ dostarczane przez dane treningowe, sŃ przybliŨeniami, kt·re zawierajŃ skğadowŃ losowŃ 

wynikajŃcŃ z niedokğadnoŜci lub zmiennoŜci danych. Obok kaŨdego przykğadu x zapisane sŃ w 

nawiasach litery y f (x). Przykğady treningowe bezpoŜrednio okreŜlajŃ, co warstwa wyjŜciowa 

musi robiĺ w kaŨdym punkcie x; musi produkowaĺ wartoŜĺ bliskŃ y. Zachowanie pozostağych 

warstw nie jest okreŜlone w spos·b bezpoŜredni przez dane treningowe. Dane treningowe nie 

okreŜlajŃ, co kaŨda warstwa powinna robiĺ, wiňc to algorytm uczenia musi wypracowaĺ, jak uŨyĺ 

tych warstw do wygenerowania poŨŃdanego wyniku (Manu 2022). Algorytm uczŃcy poszukuje 

takiej konfiguracji parametr·w warstw ukrytych, kt·ra umoŨliwi moŨliwie najdokğadniejsze 

odwzorowanie funkcji f. Te warstwy sŃ okreŜlane jako "ukryte", poniewaŨ dane treningowe nie 
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ujawniajŃ poŨŃdanego wyjŜcia dla kaŨdej z tych warstw, wiňc dane te nie mogŃ byĺ wykorzystane 

do trenowania modelu.  

Rysunek 17 przedstawia schemat jednokierunkowej sieci neuronowej (ang. feed-forward 

neural network, FFN). Sieĺ ta skğada siň z warstwy wejŜciowej, dw·ch warstw ukrytych oraz 

warstwy wyjŜciowej. W opisywanym przykğadzie warstwa wejŜciowa zawiera 3 neurony, kaŨda z 

warstw ukrytych ma po 5 neuron·w, a warstwa wyjŜciowa skğada siň z 3 neuron·w. Informacja 

przepğywa w niej jednokierunkowo od warstwy wejŜciowej, przez warstwy ukryte, aŨ do warstwy 

wyjŜciowej, bez sprzňŨeŒ zwrotnych. KaŨdy neuron jest poğŃczony z kaŨdym neuronem warstwy 

poprzedniej i nastňpnej, co oznacza, Ũe sieĺ jest w peğni poğŃczona (ang. fully connected). Liczba 

warstw ukrytych oraz liczba neuron·w w kaŨdej z nich stanowiŃ hiperparametry modelu. 

 

Rysunek 17. Schemat jednokierunkowej sieci neuronowej. 

ťr·dğo: Opracowano na podstawie (Manu 2022). 

Podczas procesu uczenia sieĺ dopasowuje wartoŜci parametr·w zwanych wagami (ang. 

weights) oraz biasami (ang. biases). Wagi okreŜlajŃ siğň i kierunek poğŃczeŒ miňdzy neuronami, 

decydujŃc o tym, jak bardzo sygnağ z jednego neuronu wpğywa na neurony warstwy kolejnej. Bias 

peğni rolň przesuniňcia w funkcji aktywacji neuronu sğuŨy do w dopasowywaniu siň do danych. 

Poprzez odpowiedniŃ optymalizacjň wag i bias·w podczas treningu sieĺ uczy siň funkcji 

odwzorowujŃcej dane wejŜciowe na oczekiwane wyjŜcia, czyli realizuje proces aproksymacji 

funkcji (Manu 2022). Sieci jednokierunkowe tworzŃ szerokŃ klasň modeli, do kt·rych wyr·Ũnia 

siň: 
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1. wielowarstwowe perceptrony (ang. Multi Layer Perceptron, MLP), 

2. architektury sieci z funkcjami bazowymi radialnymi (ang. Radial basis function network, 

RBF),  

3. maszyny do ekstremalnego uczenia siň (ang. Extreme Learning Machines, ELM) (Huang, 

Zhu, i Siew 2006), 

4. sieci autostradowe (ang. Highway Networks) (Srivastava et al. 2014a), 

5. sieci resztkowe (ang. Residual Networks) (He et al. 2015).  

NajczňŜciej spotykanym i jednoczeŜnie klasycznym przykğadem sŃ wielowarstwowe 

perceptrony (MLP). MLP stanowiŃ podstawň gğňbokiego uczenia i sğuŨŃ do aproksymacji 

zğoŨonych funkcji nieliniowych. W przeciwieŒstwie do warstw konwolucyjnych, w kt·rych 

poğŃczenia miňdzy neuronami sŃ lokalne i wsp·ğdzielŃ wagi, wielowarstwowe perceptrony (ang. 

Multilayer Perceptrons, MLP) sŃ zbudowane z warstw w peğni poğŃczonych (ang. fully connected 

layers), w kt·rych kaŨdy neuron danej warstwy ğŃczy siň z kaŨdym neuronem warstwy poprzedniej 

i nastňpnej. Sieĺ MLP posiada przynajmniej jednŃ warstwň ukrytŃ neuron·w pomiňdzy wejŜciem 

a wyjŜciem sieci wraz z funkcjami aktywacji (LeCun, Bengio, i Hinton 2015). 

Taki rodzaj sieci charakteryzuje siň propagacjŃ sygnağu do przodu (ang. forward 

propagation), gdzie dane wejŜciowe przetwarzane sŃ przez kolejne warstwy (Goodfellow et al. 

2016). Ze wzglňdu na swojŃ elastycznoŜĺ i zdolnoŜĺ modelowania nieliniowych zaleŨnoŜci miňdzy 

zmiennymi, MLP z powodzeniem stosuje siň w prognozowaniu sprzedaŨy, rozpoznawaniu 

wzorców oraz analizie szeregów czasowych (Rhafes, Moussaoui, i RaboacŁ 2025; Zhang i Qi 

2005). Do zalet wielowarstwowych perceptron·w naleŨy ich uniwersalnoŜĺ, poniewaŨ sŃ w stanie 

aproksymowaĺ dowolnŃ funkcjň ciŃgğŃ, przy wystarczajŃcej liczbie neuron·w i warstw (Cybenko 

1989). JednakŨe istotnym ograniczeniem MLP jest ryzyko przeuczenia (ang. overfitting), 

szczeg·lnie przy ograniczonej iloŜci danych treningowych. RozwiŃzaniem tego problemu sŃ r·Ũne 

techniki regularyzacji, takie jak dropout, early stopping, czy regularyzacja L1 i L2 (Bishop 2006; 

Srivastava et al. 2014a). 

MLP z powodzeniem sŃ stosowane w modelowaniu dynamiki rynkowej, integrujŃc r·Ũne 

rodzaje informacji wejŜciowych, np. historyczne dane sprzedaŨowe, informacje ekonomiczne, 

sezonowoŜĺ czy czynniki zewnňtrzne (Rajagukguk, Ramadhan, i Lee 2020). Architektura sieci 

MLP opiera siň na przetwarzaniu danych w spos·b statyczny, bez wewnňtrznej pamiňci czy 

mechanizmu uwzglňdniania sekwencji czasowych. W zwiŃzku z tym, MLP nie sŃ optymalne dla 
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danych szereg·w czasowych, takich jak dane sprzedaŨowe, gdzie istotne sŃ zaleŨnoŜci pomiňdzy 

kolejnymi punktami czasowymi.  

 Konwolucyjne sieci neuronowe (ang. convolutional neural networks, CNN) to rodzaj sieci 

neuronowych do przetwarzania danych o siatkowej topologii (ang. grid-like), takich jak szeregi 

czasowe (1D) czy obrazy (2D). Ich nazwa wskazuje operacjň splotu (konwolucjň), bňdŃcŃ 

szczeg·lnym przypadkiem operacji liniowej, kt·ra w co najmniej jednej warstwie zastňpuje og·lne 

mnoŨenie macierzy typowe dla warstw w peğni poğŃczonych. Dziňki lokalnym poğŃczeniom i 

wsp·ğdzieleniu wag CNN efektywnie wykrywajŃ wzorce niezaleŨnie od poğoŨenia oraz znaczŃco 

redukujŃ liczbň parametr·w. W praktyce uzupeğnia siň je nieliniowoŜciami i warstwami 

agregujŃcymi (np. pooling). CNN naleŨŃ do klasy sieci jednokierunkowych, czyli informacja 

pğynie od wejŜcia do wyjŜcia bez pňtli zwrotnych. CNN sŃ projektowane pod dane o strukturze 

siatki, podczas gdy RNN adresujŃ zaleŨnoŜci sekwencyjne/czasowe. Klasa sieci konwolucyjnych 

od lat odnosi bardzo wysokŃ skutecznoŜĺ w zastosowaniach praktycznych (Goodfellow et al. 

2016:330; LeCun et al. 1989). OdmianŃ 1D jest Temporal Convolutional Networks (TCN) oparte 

na konwolucjach przyczynowych (bez wycieku informacji z przyszğoŜci) oraz konwolucjach z 

dylatacjŃ (poszerzajŃcych efektywne Ăokno pamiňciò bez znacznego wzrostu liczby parametr·w).  

TCN skğada siň z blok·w rezydualnych i w peğni r·wnolegğych obliczeŒ, co sprzyja 

stabilnym gradientom oraz szybkiemu treningowi. SkutecznoŜĺ TCN w prognozowaniu szereg·w 

czasowych potwierdzono m.in. w zadaniach sezonowej konsumpcji energii (Shaikh et al. 2023) 

oraz w kr·tkoterminowych prognozach obciŃŨenia mocy z uŨyciem metody ğŃczonej CEEMDANï

TCNïESN (Huang, Zhang, i Jiang 2023). Na rysunku 18 przedstawiono stos warstw 

przyczynowych konwolucji 1D z dylatacjŃ: od doğu (wejŜcie) do g·ry (wyjŜcie) roŜnie 

wsp·ğczynnik dylatacji Ὠᶰρȟςȟτȟψȟ dziňki czemu pole recepcji (liczba przeszğych pr·bek 

wejŜcia, kt·re mogŃ wpğynŃĺ na wyjŜcie w chwili t) roŜnie wykğadniczo z gğňbokoŜciŃ, a kaŨda 

pr·bka wyjŜciowa (pomaraŒczowe wňzğy) zaleŨy wyğŃcznie od przeszğych pr·bek wejŜcia. 

Dziağanie pojedynczej warstwy moŨna zapisaĺ za pomocŃ r·wnania 1: 

ώ ύὼײ  ρ 

gdzie: 
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ώ - wartoŜĺ wyjŜcia (sygnağu po konwolucji) w chwili ὸ, 

ὼ  - pr·bka wejŜciowa z chwili ὸ ὨὭ 

ύ - wsp·ğczynnik jŃdra (waga filtru), 

Ὧ - rozmiar jŃdra konwolucyjnego (liczba wag ύ , 

Ὠ - wsp·ğczynnik dylatacji, 

ὸɴ ᴚ - indeks czasu, Ὥɴ πȟȣȟὯ ρ,  indeks poğoŨenia w jŃdrze. 

 

Rysunek 18. Architektura sieci 1D warst konwolucyjnych (konwolucji przyczynowej). 

ťr·dğo: (Oord et al. 2016) 

Rysunek 19 przedstawia blok TCN zbudowany z (i) wejŜciowej konwolucji przyczynowej 

(Causal Conv), po kt·rej nastňpuje (ii) stos k warstw z dylatowanymi Conv1D oraz 

bramkowaniem, (iii) projekcji 1×1do gağňzi resztkowej (Residual) i gağňzi skr·towej (Skip-

connections), a na koŒcu (iv) moduğu wyjŜciowego (projekcje 1×1, ReLU, np. Softmax/regresja). 

W kaŨdej warstwie sygnağ jest filtrowany bramkŃ, zgodnie z równaniem 2: 

ᾀ ÔÁÎÈ ὡ ὼz ṩ„ ὡ ὼz ς 

Po czym projekcja 1×1 rozdziela ᾀ na dwa strumienie: residual (dodawany do wejŜcia warstwy, 

co stabilizuje uczenie gğňbokich stos·w) oraz skip (sumowany ze Ăskipsò z pozostağych warstw i 

kierowany do wyjŜcia). Konwolucje sŃ przyczynowe (brak wycieku z przyszğoŜci), a dylatacje 

rosnŃ z gğňbokoŜciŃ, dziňki czemu pole recepcji szybko siň rozszerza bez wzrostu liczby 

parametr·w. PoğŃczenia resztkowe uğatwiajŃ przepğyw gradientu, a bramkowanie ὸὥὲὬ

„ zwiňksza ekspresyjnoŜĺ nieliniowŃ i poprawia modelowanie wzorc·w czasowych. 
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Dwukierunkowa temporalna sieĺ konwolucyjna (ang. Bidirectional Temporal 

Convolutional Network, BiTCN) rozszerza architekturň TCN o przetwarzanie przeszğych i 

przyszğych kowariant·w (Sprangers, Schelter, i de Rijke 2023:332ï45). Standardowa TCN 

wykorzystuje wyğŃcznie konwolucje przyczynowe, uniemoŨliwiajŃc wğŃczenie zmiennych 

znanych z wyprzedzeniem. BiTCN stosuje dwie r·wnolegğe sieci TCN. JednŃ przetwarzajŃcŃ 

historiň obserwacji, a drugŃ kodujŃcŃ znane przyszğe zmienne (np. kalendarz, Ŝwiňta, promocje). 

Reprezentacje z obu gağňzi sŃ ğŃczone przed warstwŃ wyjŜciowŃ. Sprangers i wsp·ğautorzy (2023) 

wykazali, Ũe BiTCN osiŃga dokğadnoŜĺ por·wnywalnŃ z TFT przy znacznie mniejszej liczbie 

parametrów. 

 

Rysunek 19. PrzeglŃd bloku resztkowego i cağej architektury. 

ťr·dğo: (Oord et al. 2016). 

Rekurencyjne sieci neuronowe (ang. Recurrent Neural Networks, RNN), z kolei posiadajŃ 

mechanizm pňtli sprzňŨenia zwrotnego, kt·re mogŃ zachowaĺ pamiňĺ o poprzednim stanie. Sieci 

RNN umoŨliwiajŃcŃ przekazywanie informacji z poprzednich krok·w czasowych do kolejnych 

(Goodfellow et al. 2016). W klasycznej architekturze RNN kaŨda warstwa ukryta otrzymuje jako 

dane wejŜciowe zar·wno aktualnŃ obserwacjň, jak i stan ukryty z poprzedniego kroku. Taka 

struktura umoŨliwia modelowanie dynamicznych zaleŨnoŜci czasowych. Dalsze badania 

wykazağy, Ũe gğňbokie rozszerzenia RNN, polegajŃce na zastosowaniu wielowarstwowych struktur 
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(np. gğňbokich MLP w blokach wejŜcie - stan ukryty czy stan ukryty - stan ukryty), mogŃ znacznie 

poprawiĺ zdolnoŜĺ sieci do reprezentacji zğoŨonych wzorc·w w danych sekwencyjnych (Graves 

2013; Pascanu, Mikolov, i Bengio 2012). Jednak wzrost gğňbokoŜci niesie za sobŃ wyzwania 

optymalizacyjne, takie jak wydğuŨenie ŜcieŨek propagacji gradientu, co moŨe prowadziĺ do 

problemów z zanikiem (aktualizacje wag sŃ znikome, sieĺ wypracowuje zaleŨnoŜci dalekiego 

zasiňgu). lub eksplozjŃ gradient·w (uczenie staje siň niestabilne, skoki wag, puste wartoŜci). W 

praktyce dla danych sprzedaŨowych, gdzie wystňpuje silna sezonowoŜĺ i dğugoterminowe 

zaleŨnoŜci, zastosowanie rekurencyjnych sieci gğňbokich lub ich wariant·w (np. LSTM, GRU) 

pozwala na uzyskanie dokğadniejszych prognoz w por·wnaniu do klasycznych MLP, kt·re 

dziağajŃ na Ăpğaskichò strukturach danych (Goodfellow et al. 2016; Zhang i Qi 2005). 

Sieci RNN w przeciwieŒstwie do tradycyjnych sieci neuronowych posiadajŃ unikalnŃ cechň 

zachowania pamiňci o poprzednich wejŜciach w swoim wewnňtrznym stanie, co czyni je idealnymi 

do zadaŒ, w kt·rych dane historyczne sŃ kluczowe. Literatura podkreŜla zastosowanie RNN w 

r·Ũnych scenariuszach prognozowania sprzedaŨy. Na przykğad Hiranya Pemathilake i inni 

(Hiranya Pemathilake, Paramie, Karunathilake, i Jeewaka, Shamal 2018) omawiajŃ hybrydowy 

model ğŃczŃcy autoregresywnŃ zintegrowana Ŝrednia kroczŃca (ang. AutoRegressive Integrated 

Moving Average, ARIMA) z RNN w celu zwiňkszenia dokğadnoŜci prognozowania. To 

hybrydowe podejŜcie wykorzystuje zar·wno techniki statystyczne, jak i maszynowe uczenie, 

zapewniajŃc solidny model do prognozowania sprzedaŨy. 

Dodatkowo, inny model zaproponowany przez Tiwari i inni jest zbudowany na diagonalnej 

sieci neuronowej rekurencyjnej do prognozowania sprzedaŨy (Tiwari et al. 2021). Model ten 

demonstruje zdolnoŜĺ RNN do obsğugi zğoŨonych wzorc·w w danych sprzedaŨowych, prowadzŃc 

do dokğadniejszych prognoz. Jeszcze inne prace opisujŃ zastosowania RNN w prognozowaniu 

sprzedaŨy jak autorzy Radite Putra i Hendry skupiajŃ siň na sprzedaŨy detalicznej, pokazujŃc, jak 

skutecznie moŨna obsğugiwaĺ prognozowanie szereg·w czasowych wielowymiarowych za 

pomocŃ RNN (Radite Putra i Hendry 2022). RNN r·wnieŨ majŃ zastosowanie w prognozowaniu 

danych o nieregularnym popycie, co jest powszechnym wyzwaniem w prognozowaniu sprzedaŨy 

(Muhaimin, Prastyo, D, i Lu, Horn-Shing 2021).  

Rysunek 20 przedstawia schemat rekurencyjnej sieci neuronowej (RNN) stosowanej do 

modelowania sekwencji czasowych. Po lewej stronie ujňto zwartŃ postaĺ sieci z pňtlŃ 

rekurencyjnŃ, kt·ra oznacza zdolnoŜĺ do zachowywania informacji o poprzednich krokach 
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czasowych t. Prawa czňŜĺ pokazuje rozwiniňcie w czasie kolejnych krok·w ὸ ρȟὸȟὸ ρ. 

W kaŨdym kroku czasowym wektor wejŜciowy ὢ (na rysunku ὢȟὢ ȟὢȟὢ ) jest 

przeksztağcany do stanu ukrytego Ὤ za pomocŃ macierzy wag miňdzy warstwŃ wejŜciowŃ 

a warstwŃ ukrytŃ Ὗ. Stan ten zaleŨy od poprzedniego stanu Ὤ   poprzez macierz przejŜcia 

rekurencyjnego ὠ. Na tej podstawie generowana jest prognoza/wyjŜcie ὕ (oznaczone jako 

ὕȟὕ ȟὕȟὕ ) przy uŨyciu macierzy wag miňdzy warstwŃ ukrytŃ a warstwŃ wyjsciowŃ ὡ. 

Taka architektura umoŨliwia uwzglňdnianie kontekstu historycznego i korelacji czasowych, dziňki 

czemu RNN sprawdzajŃ siň w szeregach czasowych, tekŜcie czy dŦwiňku. W praktyce wyjŜcia ὕ 

por·wnuje siň z wartoŜciami docelowymi. Gradient skumulowanej funkcji straty jest wyznaczany 

algorytmem Backpropagation Through Time (BPTT) i sğuŨy do aktualizacji macierzy wag 

Ὗȟὠȟὡ. 

 

Rysunek 20. Architektura sieci RNN. 

ťr·dğo: Opracowane na podstawie (Dozmorov 2020). 

W ujňciu formalnym architektura RNN w chwili ὸ przeksztağca bieŨŃcy wektor wejŜcia ὼ  

az stan z poprzedniego kroku Ὤ  do stanu ukrytego Ὤ  zgodnie z równaniem 3: 

Ὤ ὪὡὬ Ὗὼ ὦ  σ 

gdzie: 

Ὗ - macierze wag miňdzy warstwŃ wejŜciowŃ a warstwŃ ukrytŃ, Ὗᶰᴙ ,  

ὡ - macierze wag miňdzy warstwŃ ukrytŃ a warstwŃ wyjŜciowŃ, ὡᶰᴙ , 

ὲ ï liczba neuronów w warstwie ukrytej (hidden layer size), 

ὲ ï liczba cech (wymiar wektora wejŜciowego) w danym kroku czasowym, 
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ὦ - wektor biasu, ὦᶰᴙ , 

Ὢ Ȣ - nieliniowa funkcja aktywacji (np. tanh, ReLU). 

Predykcjň w chwili ὸ wyznacza warstwa wyjŜciowa: 

ώ ὫὠὬ ὦ  τ 

gdzie: 

ὠ- macierz wag wyjŜcia, ὠᶰᴙ , 

ὦ - wektor biasu, ὦᶰᴙ , 

Ὣ Ȣ - funkcja aktywacji warstwy wyjŜciowej, kt·ra przeksztağca sygnağ z ostatniej warstwy 

ukrytej w ostateczny wynik modelu. 

Natomiast wybór funkcji aktywacji zaleŨy od rodzaju problemu: 

¶ w regresji czňsto uŨywa siň funkcji identycznoŜci (czyli bez dodatkowej transformacji, 

wynik jest liczbowy), 

¶ w klasyfikacji zwykle stosuje siň softmax (daje rozkğad prawdopodobieŒstw klas) lub 

sigmoidň (dla klasyfikacji binarnej). 

PodsumowujŃc, literatura wskazuje, Ũe RNN sŃ wysoce skuteczne w prognozowaniu 

sprzedaŨy ze wzglňdu na ich zdolnoŜĺ do przetwarzania i uczenia siň z danych sekwencyjnych 

(Kumari et al. 2023; Vallés-Pérez et al. 2022; Waheed et al. 2024). Przystosowanie RNN do 

r·Ũnych typ·w danych sprzedaŨowych, od detalu po konkretne towary takie jak energia 

elektryczna i artykuğy spoŨywcze, podkreŜla ich wszechstronnoŜĺ i skutecznoŜĺ w zadaniach 

prognozowania. 

Dğugoterminowa pamiňĺ kr·tkotrwağa (LSTM) to szczególny typ sieci rekurencyjnych 

(RNN) zaprojektowany do skutecznego modelowania dğugozasiňgowych zaleŨnoŜci w 

sekwencjach. Architektura LSTM, zaprezentowana przez Hochreitera i Schmidhubera (1997), 

wprowadza stan kom·rki oraz mechanizmy bramkowania przepğywu informacji, co w znacznym 

stopniu ğagodzi problem zaniku/eksplozji gradientu obserwowany w klasycznych RNN. 

W standardowych RNN powtarzajŃcy siň moduğ ma prostŃ postaĺ aktualizacji stanu 

ukrytego (zwykle przez nieliniowoŜĺ tanh lub ReLU), przez co informacje z odlegğej przeszğoŜci 

zanikajŃ podczas uczenia. Moduğ LSTM ma strukturň ğaŒcuchowŃ, lecz jego struktura jest bardziej 

kompleksowa. Obejmuje trzy bramki - wejŜcia (Ὥ), zapominania (Ὢ) i wyjŜcia (έ) oraz stan 
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komórki (ὧ) , kt·ry umoŨliwia addytywne przenoszenie informacji w czasie. Aktualizacja ma 

postaĺ: 

ὧ Ὢṩὧ ὭṩὧǿȟὬ έṩÔÁÎÈὧ υ 

gdzie: 

Ὢ - bramka zapominania, 

ṩ - iloczyn Hadamarda, czyli mnoŨenie element-po-elemencie, 

ὧǿ - kandydat nowej zawartoŜci kom·rki, 

Ὤ - stan ukryty w chwili t, 

έ „ẗᶰ πȟρ  - bramka wyjŜcia (wektor wsp·ğczynnik·w), wyznaczana przez sigmoidalnŃ 

funkcjň aktywacji, 

ὸὥὲὬẗ - funkcja hiperboliczna stosowana element-po-elemencie, kt·ra ogranicza wartoŜci do 

przedziağu (ī1,1) i centruje je wok·ğ zera, 

ὧ - stan kom·rki (wewnňtrzna pamiňĺ). 

Schemat na Rysunku 21 ilustruje dziağanie kom·rki LSTM w chwili t, w bezpoŜrednim 

odniesieniu do przedstawionych wczeŜniej r·wnaŒ. Do kom·rki doprowadzane sŃ trzy sygnağy 

wejŜciowe: bieŨŃce wejŜcie xt (od doğu), poprzedni stan ukryty ht-1 (z lewej strony) oraz 

poprzedni stan pamiňci ct-1 (g·rna linia pozioma). Nastňpnie cztery elementy obliczeniowe 

przetwarzajŃ te sygnağy: bramka zapominania (Ft, ů) decyduje, jakŃ czňŜĺ poprzedniego stanu 

pamiňci zachowaĺ, bramka wejŜcia (It, ů) kontroluje przepğyw nowej informacji, kandydat 

pamiňci (CӉt, tanh) generuje potencjalnŃ nowŃ zawartoŜĺ kom·rki, a bramka wyjŜcia (Ot, ů) 

okreŜla, kt·ra czňŜĺ stanu kom·rki zostanie przekazana na wyjŜcie. Operacje punktowe (ṩ) 

realizujŃ iloczyn Hadamarda (mnoŨenie element-po-elemencie), natomiast operator (+) na ŜcieŨce 

stanu pamiňci zapewnia addytywne przenoszenie informacji miňdzy krokami czasowymi. W 

efekcie powstaje zaktualizowany stan komórki ct (kontynuowany poziomŃ liniŃ w prawo) oraz 

stan ukryty h_t, zgodny z równaniami przedstawionymi powyŨej. 
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Rysunek 21. Architektura jednostki LSTM 

ťr·dğo: opracowanie wğasne na postawie (Manu 2022:301ï7) 

Bramkowane jednostki rekurencyjne (ang. Gated Recurrent Unit, GRU) stanowiŃ 

uproszczonŃ alternatywň dla architektury LSTM, zaproponowanŃ przez Cho i wsp·ğautor·w w 

kontekŜcie tğumaczenia maszynowego (Cho et al. 2014:1724ï34). Architektura GRU zostağa 

zaprojektowana w celu redukcji zğoŨonoŜci obliczeniowej przy zachowaniu zdolnoŜci do 

modelowania dğugozasiňgowych zaleŨnoŜci w sekwencjach czasowych. W odr·Ũnieniu od LSTM, 

kt·ra wykorzystuje trzy bramki (wejŜcia, zapominania i wyjŜcia) oraz oddzielny stan kom·rki, 

GRU operuje jedynie na dwóch bramkach - bramce resetowania (ang. reset gate) oraz bramce 

aktualizacji (ang. update gate), która nie posiada wydzielonego stanu komórki. Taka architektura 

prowadzi do mniejszej liczby parametrów do optymalizacji (Chung et al. 2014). Schemat jednostki 

GRU przedstawiono na Rysunku 22. W ujňciu formalnym architektura GRU w chwili przeksztağca 

bieŨŃcy wektor wejŜcia oraz stan z poprzedniego kroku do stanu ukrytego zgodnie z nastňpujŃcymi 

równaniami: 

Ò „7Ø 5È Â

Ú „7Ø 5È Â

È ÔÁÎÈ7 Ø 5 ÒṩÈ Â

È ρ Ú ṩÈ ÚṩÈ

φ 

gdzie: 
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Ò - bramka resetowania (reset gate), okreŜlajŃca, ile informacji z poprzedniego stanu ukrytego 

zostanie Ăzapomniane" przy obliczaniu kandydata nowego stanu, 

Ú - bramka aktualizacji (update gate), kontrolujŃca proporcjň informacji przenoszonej z 

poprzedniego stanu wzglňdem nowego kandydata, 

È - kandydat nowego stanu ukrytego, obliczany z uwzglňdnieniem zresetowanego stanu 

poprzedniego, 

È  - stan ukryty w chwili t, bňdŃcy interpolacjŃ liniowŃ miňdzy poprzednim stanem a 

kandydatem, sterowanŃ przez bramkň aktualizacji, 

„  - funkcja sigmoidalna ograniczajŃca wartoŜci do przedziağu (0,1), 

ÔÁÎÈ - funkcja hiperboliczna stosowana element-po-elemencie, 

ṩ - iloczyn Hadamarda (mnoŨenie element-po-elemencie), 

7 - macierze wag, 

Â - wektory biasu. 

Mechanizm bramki aktualizacji peğni w GRU jednoczeŜnie funkcjň bramki zapominania 

i bramki wejŜcia z architektury LSTM, co upraszcza przepğyw gradientu podczas uczenia metodŃ 

propagacji wstecznej w czasie (ang. backpropagation through time, BPTT). Bramka resetowania 

umoŨliwia natomiast selektywne ignorowanie poprzedniego stanu przy generowaniu kandydata 

nowego stanu, co jest przydatne przy modelowaniu kr·tkoterminowych zaleŨnoŜci w szeregach 

czasowych sprzedaŨy paliw. 

Badania empiryczne wskazujŃ, Ũe obie architektury  LSTM i GRU  osiŃgajŃ por·wnywalnŃ 

dokğadnoŜĺ w zadaniach prognozowania szereg·w czasowych, przy czym GRU wykazuje 

przewagň w scenariuszach ograniczonych zasob·w obliczeniowych lub przy mniejszych zbiorach 

danych treningowych (Chung et al. 2014; Józefowicz, Zaremba, i Sutskever 2015:2342ï50). 

W kontekŜcie prognozowania sprzedaŨy paliw silnikowych architektura GRU moŨe byĺ 

szczeg·lnie uŨyteczna w nastňpujŃcych scenariuszach: 

¶ modelowanie krótkoterminowych fluktuacji popytu, gdzie dynamika zmian jest 

wysoka, a historie zaleŨnoŜci niekoniecznie siňgajŃ daleko wstecz, 

¶ aplikacje wymagajŃce niskich op·ŦnieŒ obliczeniowych, takie jak systemy 

tankomat·w operujŃce w czasie rzeczywistym, 

¶ ograniczone zbiory danych historycznych na poziomie pojedynczych stacji, gdzie 

mniejsza liczba parametrów GRU zmniejsza ryzyko przeuczenia, 
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¶ modele hybrydowe ğŃczŃce cechy egzogeniczne (ceny surowc·w, warunki 

pogodowe, mobilnoŜĺ) z reprezentacjami rekurencyjnymi, gdzie efektywnoŜĺ 

obliczeniowa GRU umoŨliwia szybsze iteracje eksperymentalne. 

Badania por·wnawcze w dziedzinie prognozowania ruchu drogowego wykazağy, Ũe GRU 

osiŃga dokğadnoŜĺ zbliŨonŃ do LSTM przy kr·tszym czasie treningu (Fu, Zhang, i Li 2016:324ï

28), co sugeruje analogiczne korzyŜci w prognozowaniu sprzedaŨy paliw, gdzie dane o mobilnoŜci 

stanowiŃ istotny czynnik egzogeniczny. Podobne wyniki uzyskali (Yamak, Yujian, i Gadosey 

2019:49ï55), kt·rzy w kontekŜcie prognozowania szereg·w czasowych cen kryptowalut 

wykazali, Ũe GRU osiŃgnňğo niŨszy bğŃd MAPE w por·wnaniu do LSTM, co wskazuje na 

potencjalnŃ przewagň tej uproszczonej architektury w okreŜlonych zadaniach predykcyjnych. 
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Rysunek 22. Architektura jednostki GRU. 

ťr·dğo: Opracowane na podstawie (Zhang et al. 2023:376ï80). 

Architektura GRU stanowi wartoŜciowŃ alternatywň dla LSTM w metodach prognozowania 

sprzedaŨy paliw, oferujŃc uproszczonŃ strukturň bramkowŃ przy zachowaniu zdolnoŜci do 

modelowania zaleŨnoŜci czasowych. Wyb·r miňdzy LSTM a GRU powinien byĺ podyktowany 

specyfikŃ zadania predykcyjnego, dostňpnoŜciŃ zasob·w obliczeniowych oraz charakterystykŃ 

analizowanych szereg·w czasowych. W praktyce zaleca siň empiryczne por·wnanie architektur 

na walidacyjnym zbiorze danych, co jest zgodne z podejŜciem stosowanym w bibliotekach 

gğňbokiego uczenia dla szeregów czasowych, takich jak NeuralForecast (Hewamalage et al. 

2021:388ï427). 
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Rekurencyjne sieci neuronowe z dylatacjŃ (ang. Dilated Recurrent Neural Networks, 

DilatedRNN) stanowiŃ rozszerzenie klasycznych architektur RNN o wielorozdzielcze poğŃczenia 

pomijajŃce (ang. dilated recurrent skip connections). Architektura ta zostağa zaproponowana na 

odpowiedŦ na trudnoŜci w modelowaniu bardzo dğugich zaleŨnoŜci czasowych przy uŨyciu 

standardowych RNN (Chang et al. 2017). Gğ·wnym ograniczeniem klasycznych RNN jest liniowy 

wzrost liczby krok·w propagacji gradientu wraz z dğugoŜciŃ sekwencji. DilatedRNN rozwiŃzuje 

ten problem poprzez wprowadzenie poğŃczeŒ pomijajŃcych o wykğadniczo rosnŃcych 

wsp·ğczynnikach dylatacji. W warstwie l o wsp·ğczynniku dylatacji d stan ukryty w chwili t zaleŨy 

od stanu w chwili t-d, gdzie d roŜnie wykğadniczo z gğňbokoŜciŃ sieci (np. 1, 2, 4, 8, 16). Dziňki 

temu pole recepcji (ang. receptive field) rozszerza siň wykğadniczo z liczbŃ warstw, przy liniowym 

wzroŜcie liczby parametr·w. Architektura DilatedRNN oferuje kilka istotnych przewag 

w kontekŜcie prognozowania szereg·w czasowych: 

¶ rozszerzenie zasiňgu zaleŨnoŜci czasowych bez znaczŃcego wzrostu zğoŨonoŜci 

obliczeniowej, 

¶ ğagodzenie problemu zanikajŃcego gradientu poprzez skr·cenie ŜcieŨek propagacji, 

¶ kompatybilnoŜĺ z r·Ũnymi typami kom·rek rekurencyjnych (RNN, LSTM, GRU), 

¶ moŨliwoŜĺ r·wnolegğego przetwarzania podobnie jak w sieciach TCN. 

W odr·Ũnieniu od TCN, kt·ra wykorzystuje konwolucje z dylatacjŃ, DilatedRNN zachowuje 

rekurencyjny charakter przetwarzania. Pozwala to na naturalnŃ obsğugň sekwencji o zmiennej 

dğugoŜci oraz ğatwiejszŃ integracjň ze stanami ukrytymi z poprzednich okres·w. DilatedRNN 

osiŃga wyniki por·wnywalne ze stanem wiedzy w zadaniach wymagajŃcych modelowania bardzo 

dğugich zaleŨnoŜci, nawet przy uŨyciu standardowych kom·rek RNN  (Chang et al. 2017). W 

zastosowaniu prognozowania sprzedaŨy paliw architektura ta moŨe byĺ uŨyteczna przy 

modelowaniu wielosezonowych wzorc·w (np. tygodniowych i rocznych jednoczeŜnie) bez 

koniecznoŜci stosowania bardzo gğňbokich sieci. 

Sieci neuronowe typu autoenkoder bazujŃ na paradygmacie enkoderïdekoder (Cho et al. 

2014; Sutskever, Vinyals, i Le 2014),  który jest uniwersalnym wzorcem modelowania sekwencji, 

w którym enkoder kompresuje historiň obserwacji do reprezentacji latentnej, a dekoder rozwija jŃ 

do wektora prognoz. Reprezentacja latentna to wektor (lub sekwencja wektorów)  Úɴ ᴙ  

wyuczony przez model na podstawie danych wejŜciowych, kt·ry nie jest bezpoŜrednio 

obserwowany, lecz stanowi skondensowany, informacyjnie noŜny opis sygnağu (Goodfellow et al. 
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2016:499ï523). Celem takiej reprezentacji jest zachowanie informacji istotnej dla zadania 

prognozy przy jednoczesnym odfiltrowaniu szumu i zmiennoŜci nieistotnej (inwariancje). 

Formalnie dŃŨy siň do sytuacji, w kt·rej ᾀ jest wystarczajŃce dla przewidywania, a jego wymiar Ὠ 

jest mniejszy niŨ wymiar przestrzeni wejŜciowej. W szeregach czasowych ᾀ koduje m.in. poziom 

i trend, komponenty sezonowe, zaleŨnoŜci dğugookresowe oraz wpğyw zmiennych 

egzogenicznych. W zastosowaniu do sprzedaŨy paliw reprezentacja moŨe ujmowaĺ np. 

tygodniowo-rocznŃ sezonowoŜĺ, efekty ŜwiŃt, lokalne wzorce popytu, elastycznoŜĺ cenowŃ oraz 

cechy stacji (embedding), co uğatwia uog·lnianie i stabilizuje proces predykcji. W prognozowaniu 

szereg·w czasowych umoŨliwia to ujňcie mapowania ὢȡᴼÙ ȡ  trybie end-to-end, z obsğugŃ 

zmiennej dğugoŜci historii, cech egzogenicznych i wielohoryzontowoŜci. R·Ũne klasy modeli 

(RNN/LSTM/GRU, TCN, architektury z atencjŃ i Transformatory) realizujŃ ten sam schemat, 

r·ŨniŃc siň mechanizmem kodowania zaleŨnoŜci czasowych. Dla szeregów czasowych fromalnie 

moŨna zapisaĺ nastňpujŃco (Manu 2022:290ï91): 

ώ Ὤώ ȟȣȟώ ȟᾀ Ὤώ ȟȣȟώ ȟώ Ὣᾀ φ 

gdzie: 

ὸ - indeks czasu (bieŨŃca chwila obserwacji), 

ὔ - dğugoŜĺ wykorzystywanej historii (liczba op·ŦnieŒ), 

ώᶰᴙ - wartoŜĺ szeregu w chwili ὸ, 

ᾀᶰᴙ - wektor latentny (reprezentacja ukryta historii), 

Ὤẗ - odwzorowanie z historii do wartoŜci (w pierwszym wzorze) lub enkoder mapujŃcy historiň 
do ᾀ, 

Ὣẗ - dekoder odwzorowujŃcy reprezentacjň ᾀ na wartoŜĺ ώ. 

Schemat na Rysunku 23 przedstawia architekturň enkoderïdekoder dla prognozowania 

sekwencji: wektor (lub sekwencja) wejŜciowy X w przestrzeni wejŜcia jest przeksztağcany przez 

enkoder do reprezentacji latentnej Z, tj. zwartego opisu informacji istotnych dla zadania. Dekoder 

wykorzystuje Z (opcjonalnie wraz z cechami znanymi z wyprzedzeniem) do wygenerowania 

prognozy Ù Nastňpnie funkcja kosztu  fl porównuje Ù  z poŨŃdanŃ odpowiedziŃ ώ a otrzymany 

sygnağ bğňdu sğuŨy do aktualizacji parametr·w metodŃ spadku gradientu. Strzağki ilustrujŃ 

przepğyw sygnağu w prz·d; w uczeniu wystňpuje r·wnieŨ ŜcieŨka wsteczna wyznaczajŃca 
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gradienty. W praktyce dekoder moŨe dziağaĺ autoregresyjnie lub bezpoŜrednio na cağy horyzont, 

z zachowaniem przyczynowoŜci i bez przecieku informacji (Manu 2022:291). 

 

Rysunek 23. Schemat architektury enkoder-dekoder. 

ťr·dğo: (Manu 2022:291). 

Klasyczny schemat RNN typu enkoderïdekoder przekazuje do dekodera pojedynczy wektor 

kontekstu otrzymany na koŒcu enkodowania historii. ZağoŨenie, Ũe jeden wektor obejmuje 

wszystkie informacje potrzebne do prognozy, bywa zbyt restrykcyjne. Atencja wprowadza 

dynamiczny dostňp do cağego zbioru stan·w enkodera i przypisuje im wagi adekwatne do 

bieŨŃcego kroku dekodowania. Formalnie przyjňto nastňpujŃcŃ notacje: Ὄ ÈȟȣȟÈ  osnacza 

sekwencjň stan·w ukrytych enkodera, a przez Ó stan ukryty dekodera w kroku j. Dla kaŨdego 

kroku dekodowania oblicza siň wyniki dopasowania Ὡȟ ὥÓ ȟÈ  (dla t = 1,...,T), która 

mierzy istotnoŜĺ stanu È dla bieŨŃcego kroku dekodera. Wyniki te normalizuje siň po indeksie 

czasu funkcjŃ softmax (Manu 2022:348ï50): 

‌ȟ
ÅØÐὩȟ

В ÅØÐὩȟײ
ȟ ‌ȟײ ρȟ‌ȟ π χ 

A nastňpnie konstruuje siň wektor kontekstu jako waŨonŃ sumň stan·w enkodera: 

Ἣ ‌ȟÈײ ψ 

Wektor ὧ ğŃczy siň ze stanem dekodera lub z jego wejŜciem w kroku j i sğuŨy do 

wygenerowania prognozy ώ . Obliczenia te powtarza siň dla kolejnych krok·w dekodowania. 

Ujňcie to usuwa ograniczeni pojedynczego wektora kontekstu i pozwala w kaŨdym kroku 

korzystaĺ z najbardziej informacyjnych fragment·w historii. Uogólniony model atencji ujmuje 

powyŨsze w notacji zapytaŒ, kluczy i wartoŜci (Manu 2022:348ï50): 
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ꜝ Ñȟ+ȟ6 ÓÏÆÔÍÁØὥÑȟ+ 6 ω 

W prognozowaniu szereg·w czasowych wymagane jest zachowanie przyczynowoŜci. 

W warstwie atencji dekodera maskuje siň pozycje odpowiadajŃce przyszğym krokom, co 

sprowadza ich wkğad do zera po softmax. W atencji krzyŨowej zapytania pochodzŃ ze stan·w 

dekodera, natomiast klucze i wartoŜci ze stan·w enkodera. Mechanizm ten pozwala w kaŨdym 

kroku dekodera por·wnaĺ bieŨŃcy stan z cağŃ mapŃ historii i zğoŨyĺ kontekst adekwatny do 

prognozowanego momentu. Uczenie odbywa siň end-to-end poprzez minimalizacjň funkcji 

kosztu, a gradient propaguje siň przez parametry projekcji oraz parametry enkodera i dekodera 

(Manu 2022:348ï50). 

 Modelowanie sekwencji osiŃga siň nie tylko poprzez rekurencjň i bramkowanie (jak 

w LSTM), lecz takŨe za pomocŃ sieci jednokierunkowych, kt·re skğadajŃ prognozň z addytywnych 

komponentów uczonych na wielu szeregach naraz. JednŃ z architektur jest N-BEATS, która jest 

w peğni poğŃczona architekturŃ typu feedforward, w kt·rej kolejne bloki generujŃ jednoczeŜnie 

backcast (przybliŨenie fragmentu sygnağu wejŜciowego odejmowane z reszty) oraz forecast 

(wkğad do prognozy na horyzoncie), a cağa predykcja wynika z ich sumy. Konstrukcja opiera siň 

na ekspansji w bazach (warianty Ăgenericò oraz Ăinterpretableò z osobnymi bazami trendu 

i sezonowoŜci), z podw·jnymi poğŃczeniami resztkowymi i bez konwolucji czy rekurencji, co 

uğatwia uczenie i sprzyja interpretowalnoŜci (Oreshkin et al. 2020).  Mechanizm ten polega na 

tym, Ũe reszta reszta Ø Â propagowana jest miňdzy blokami w ramach stosu, natomiast 

prognozy czŃstkowe Â z kolejnych stos·w sŃ addytywnie sumowane do prognozy globalnej. 

Rozszerzeniem tego modelu jest N-BEATSx, który umoŨliwia wğŃczanie kowariat·w 

egzogenicznych (np. ceny, kalendarz, pogoda) bez utraty interpretowalnoŜci komponent·w 

(Olivares et al. 2023). Na rysunku 24 przedstawiono architekturň N-BEATS: wejŜciowe okno 

historii (lookback window) o dğugoŜci bňdŃcej wielokrotnoŜciŃ horyzontu H trafia do stosów 

(1éM), z kt·rych kaŨdy skğada siň z kolejnych blok·w (1éK). KaŨdy blok ma rozgağňzionŃ 

strukturň i generuje jednoczeŜnie dwie skğadowe: backcast Â ï przybliŨenie fragmentu wejŜcia 

odejmowane nastňpnie jako reszta, oraz forecast Â  ï wkğad do prognozy na horyzoncie H. 

Operacjň pojedynczego bloku moŨna zapisaĺ jako: 

—ȟ—

wsp. ekspansji

 ,).%!2&#&#&#&#Ø
wwp ekspansji

ȟÂ Ὣ — ȟÂ Ὣ — ȟØ Ø Â ρπ
 

gdzie: 
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Øɴ ᴙ  - wektor wejŜciowy (okno historii), zwykle ὒ ὲὌ z ὲᶰςȟȣȟχ, 

Ὄ - horyzont prognozy (liczba kroków przewidywania), 

&#ẗ - w peğni poğŃczona warstwa sieci z aktywacjŃ RelU, np. &#Ø  ReLU ὡØ ὦ , 

LINEAR ẗ - rzut liniowy bez aktywacji, 

—ȟ— - wektony wsp·ğczynnik·w ekspansji (odpowiednio do prognoz i backcastu) wyznaczane 

przez czňsĺ gestŃ bloku, 

Ὣ ẗȟὫ ẗ - warstwy bazowe generujŃce odpowiednio prognozň i backcast, 

Â Ὣ — ᶰᴙ  - forecast bloku (wkğad do prognozy na horyzoncie Ὄ), 

Â Ὣ — ᶰᴙ  - backcast bloku (przybliŨenie czňŜci wejŜcia), 

Ø Ø Â - reszta przekazywana jako wejŜcie do nastňpnego bloku w stosie, 

ReLU ᾀ ÍÁØπȟᾀ  - funkcja aktywacji stosowana w warstwach &#Ȣ 

 

Rysunek 24. Architektura modelu N-BEATS. 

ťr·dğo: (Oreshkin et al. 2020) 

Dla odlegğych horyzont·w prognoz, gdzie zwykğe modele stajŃ siň niestabilne i kosztowne 

obliczeniowo w tym celu zaproponowano N-HiTS. Architektura ta ğŃczy wieloskalowe 
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pr·bkowanie wejŜcia z hierarchicznŃ interpolacjŃ skğadnik·w prognozy, co redukuje zmiennoŜĺ 

przewidywaŒ na dalszych krokach i poprawia dokğadnoŜĺ W praktyce N-HiTS bywa uŨytecznym 

zamiennikiem dla ciňŨszych architektur sekwencyjnych, gdy konieczne sŃ stabilne prognozy na 

dğugi horyzont przy ograniczonych zasobach obliczeniowych (Challu et al. 2022). PowyŨsze 

architektury majŃ kilka przewag praktycznych:  

¶ umoŨliwienie trenowania globalnego modelu na wielu segmentach danych jednoczeŜnie 

(np. rodzaje paliw), 

¶ uğatwiajŃ interpretowalnoŜĺ (rozkğad na trend i sezonowoŜĺ uğatwia wglŃd menedŨerski), a 

dziňki kowariatom egzogenicznym integrujŃ informacje o cenach, kalendarzu i warunkach 

zewnňtrznych, kt·re ksztağtujŃ popyt, 

¶ dla planowania logistycznego na dğugie horyzonty N-HiTS oferuje stabilnoŜĺ i rozsŃdny 

koszt obliczeŒ. 

Temporal Fusion Transformer (TFT) stanowi zaawansowanŃ architekturň gğňbokiego 

uczenia, zaprojektowanŃ specjalnie do interpretowalnego prognozowania szereg·w czasowych na 

wielu horyzontach jednoczeŜnie. Model ten zostağ zaproponowany przez Lim i wsp·ğautor·w z 

Google Research jako odpowiedŦ na ograniczenia istniejŃcych metod gğňbokiego uczenia, kt·re 

mimo wysokiej dokğadnoŜci funkcjonujŃ jako Ăczarne skrzynki", uniemoŨliwiajŃc zrozumienie 

mechanizmów podejmowania decyzji predykcyjnych (Lim i in., 2021). 

Architektura TFT integruje kilka waŨnych komponent·w, kt·re ğŃcznie zapewniajŃ zar·wno 

wysokŃ dokğadnoŜĺ prognoz, jak i przejrzystoŜĺ procesu wnioskowania. Do najistotniejszych 

element·w naleŨŃ warstwy bramkujŃce (ang. gating layers), sieci selekcji zmiennych (ang. 

Variable Selection Networks, VSN), warstwy rekurencyjne LSTM do przetwarzania lokalnego 

oraz interpretowalny mechanizm wielogğowicowej atencji (ang. interpretable multi-head attention) 

do modelowania dğugoterminowych zaleŨnoŜci czasowych (Lim et al. 2021:1748ï64). Mechanizm 

atencji zastosowany w TFT bazuje na oryginalnej architekturze Transformer wprowadzonej przez 

Vaswani (Vaswani et al. 2017:5998ï6008) kt·ra zrewolucjonizowağa przetwarzanie sekwencji 

poprzez rezygnacjň z rekurencji na rzecz r·wnolegğego przetwarzania opartego wyğŃcznie na 

mechanizmach uwagi. TFT przetwarza trzy kategorie zmiennych wejŜciowych: 

¶ zmienne statyczne (ang. static covariates) peğniŃ rolň cech niezmiennych w czasie, takie 

jak identyfikator stacji paliw, typ lokalizacji czy pojemnoŜĺ zbiornik·w, 
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¶ zmienne czasowe znane z wyprzedzeniem (ang. known future inputs) sŃ to cechy dostňpne 

dla cağego horyzontu prognozy, np. dzieŒ tygodnia, Ŝwiňta, planowane promocje cenowe, 

¶ zmienne czasowe obserwowane historycznie (ang. observed inputs), cechy dostňpne tylko 

do momentu prognozy, w tym historyczna sprzedaŨ, ceny konkurencji, warunki pogodowe. 

Sieci selekcji zmiennych (ang. Variable Selection Network, VSN) stanowiŃ fundamentalny 

element interpretowalnoŜci architektury TFT. Dla kaŨdego typu danych wejŜciowych 

(statycznych, znanych z wyprzedzeniem oraz obserwowanych historycznie) sieĺ VSN 

dynamicznie przypisuje wagi poszczeg·lnym zmiennym, wskazujŃc ich relatywnŃ istotnoŜĺ dla 

zadania prognozowania. Mechanizm ten realizowany jest dwuetapowo: najpierw kaŨda zmienna 

wejŜciowa przechodzi przez osobnŃ warstwň gňstŃ z aktywacjŃ nieliniowŃ (tzw. Gated Residual 

Network), a nastňpnie wagi waŨnoŜci wszystkich zmiennych sŃ normalizowane za pomocŃ funkcji 

softmax. Wynikowy wektor wag okreŜla, jaka czňŜĺ informacji z kaŨdej zmiennej zostanie 

przekazana do dalszych warstw modelu (Lim et al. 2021). 

Interpretowalny wielogğowicowy mechanizm atencji w TFT r·Ũni siň od standardowej 

atencji typu Transformer tym, Ũe wsp·ğdzieli wagi wartoŜci pomiňdzy gğowicami, co umoŨliwia 

agregacjň wynik·w atencji w spos·b przejrzysty dla uŨytkownika. Dla kaŨdego kroku 

dekodowania model oblicza rozkğad uwagi na historycznych stanach ukrytych, wskazujŃc kt·re 

momenty czasowe sŃ najistotniejsze dla prognozy. Obliczenia opierajŃ siň na trzech macierzach: 

zapytaŒ generowanych przez dekoder, kluczy pochodzŃcych z enkodera oraz wartoŜci 

wsp·ğdzielonych miňdzy wszystkimi gğowicami atencji. PodobieŒstwo miňdzy zapytaniami a 

kluczami jest skalowane przez pierwiastek wymiaru reprezentacji, a nastňpnie normalizowane 

funkcjŃ softmax. Wynikowa reprezentacja kontekstowa stanowi waŨonŃ kombinacjň wartoŜci 

historycznych, gdzie wagi odzwierciedlajŃ istotnoŜĺ poszczeg·lnych krok·w czasowych dla 

bieŨŃcej prognozy (Lim et al. 2021). 

Wagi atencji moŨna wizualizowaĺ i interpretowaĺ jako miarň wpğywu poszczeg·lnych 

krok·w czasowych na prognozň, co jest szczeg·lnie wartoŜciowe w kontekŜcie prognozowania 

sprzedaŨy paliw, gdzie menedŨerowie mogŃ zidentyfikowaĺ, kt·re dni historyczne (np. weekendy, 

Ŝwiňta, dni promocji) majŃ najwiňkszy wpğyw na przewidywany popyt. W zastasowaniach 

prognozowania sprzedaŨy paliw silnikowych architektura TFT oferuje szereg istotnych przewag 

praktycznych: 
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¶ InterpretowalnoŜĺ na poziomie zmiennych - VSN umoŨliwia identyfikacjň, kt·re czynniki 

(cena, pogoda, mobilnoŜĺ, konkurencja) najsilniej wpğywajŃ na prognozň dla danej stacji 

lub produktu, co wspiera podejmowanie decyzji cenowych i logistycznych. 

¶ InterpretowalnoŜĺ temporalna - wagi atencji wskazujŃ, kt·re okresy historyczne (np. 

analogiczny tydzieŒ poprzedniego roku, ostatnie dni promocji) sŃ najistotniejsze, co 

uğatwia zrozumienie wzorc·w sezonowoŜci i trend·w. 

¶ Obsğuga heterogenicznych danych wejŜciowych - architektura naturalnie integruje 

zmienne statyczne (cechy stacji), znane przyszğe (kalendarz, planowane promocje) 

i historyczne (sprzedaŨ, ceny), co odpowiada zğoŨonoŜci danych w branŨy paliwowej. 

¶ Prognozy probabilistyczne - TFT generuje rozkğady prognoz (np. kwantyle), umoŨliwiajŃc 

szacowanie niepewnoŜci niezbňdne do optymalizacji poziom·w zapas·w i minimalizacji 

ryzyka braków paliwa. 

Badania empiryczne potwierdzajŃ skutecznoŜĺ TFT w zadaniach prognozowania. Badania 

autostwa Lim i wsp·ğautorzy (Lim et al. 2021) wykazali istotnŃ poprawň dokğadnoŜci wzglňdem 

istniejŃcych metod na zbiorach danych obejmujŃcych ruch sieciowy, sprzedaŨ detalicznŃ oraz 

zuŨycie energii elektrycznej. Architektura ta jest dostňpna w bibliotekach gğňbokiego uczenia dla 

szeregów czasowych, takich jak NeuralForecast (Nixtla 2025) oraz PyTorch Forecasting (Pytorch 

2025), co uğatwia jej wdroŨenie w praktyce biznesowej. 

Architektura PatchTST (ang. Patch Time Series Transformer) oparta jest na 

Transformerze, zaprojektowanŃ do dğugoterminowego prognozowania szereg·w czasowych. 

Model ten zostağ zaproponowany w artykule pt ĂA Time Series is Worth 64 Words: Long-term 

Forecasting with Transformersò (Nie et al. 2023), który wykorzystuje koncepcjň segmentacji 

szereg·w czasowych, analogicznŃ do przetwarzania obraz·w w architekturze ĂVision 

Transformerò (ViT). W odr·Ũnieniu od TFT, kt·ry ğŃczy LSTM z mechanizmem atencji i kğadzie 

nacisk na interpretowalnoŜĺ, PatchTST koncentruje siň na maksymalizacji dokğadnoŜci prognoz 

poprzez efektywne wykorzystanie architektury Transformer. Model opiera siň na dw·ch gğ·wnych 

elementach konstrukcyjnych: 

1. Segmentacja szeregów czasowych (ang. patching) - szereg czasowy jest dzielony na 

nakğadajŃce siň lub nienakğadajŃce siň fragmenty (patche) o ustalonej dğugoŜci. KaŨdy 

patch stanowi jeden token wejŜciowy dla Transformera. Takie podejŜcie zachowuje lokalnŃ 
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semantykň danych, redukuje zğoŨonoŜĺ obliczeniowŃ mechanizmu atencji oraz umoŨliwia 

modelowanie dğuŨszych historii przy tej samej liczbie token·w.  

2. NiezaleŨnoŜĺ kanağ·w (ang. channel-independence) - w przypadku wielowymiarowych 

szereg·w czasowych kaŨdy kanağ (zmienna) jest przetwarzany niezaleŨnie przez ten sam 

Transformer. Wsp·ğdzielenie wag miňdzy kanağami zwiňksza efektywnoŜĺ parametrycznŃ 

i poprawia generalizacjň.  

Architektura PatchTST przetwarza dane wejŜciowe zgodnie z nastňpujŃcym schematem: 

¶ szereg czasowy o dğugoŜci L jest dzielony na N patchy o dğugoŜci P, 

¶ kaŨdy segment jest przeksztağcany do osadzeŒ (wektorowych, ang embedding) o wymiarze 

d poprzez projekcjň liniowŃ, do osadzeŒ dodawane sŃ kodowania pozycyjne, 

¶ sekwencja osadzeŒ przechodzi przez standardowe warstwy Transformer (self-attention + 

FFN), warstwa wyjŜciowa generuje prognozň na zadany horyzont H. 

 

Rysunek 25. Architektura Temporal Fusion Transformer z sieciami selekcji zmiennych i interpretowalnym 

mechanizmem atencji. 

ťr·dğo: (Lim i in., 2021). 

PodsumowujŃc, Temporal Fusion Transformer stanowi zaawansowanŃ architekturň ğŃczŃcŃ 

wysokŃ dokğadnoŜĺ prognoz z wbudowanŃ interpretowalnoŜciŃ. W kontekŜcie prognozowania 
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sprzedaŨy paliw silnikowych TFT umoŨliwia nie tylko generowanie trafnych prognoz 

wielohoryzontowych, ale r·wnieŨ dostarcza kadrze zarzŃdczej wglŃdu w mechanizmy ksztağtujŃce 

popyt, co wspiera podejmowanie Ŝwiadomych decyzji strategicznych i operacyjnych. 

Sieci neuronowe, takie jak dğugoterminowe sieci pamiňci LSTM (ang. Long Short-Term 

Memory) oraz podobne, GRU - bramkowe jednostki rekurencyjne (ang. Gated Recurrent Unit), sŃ 

szczeg·lnie przydatne w analizie prognozowaniu sprzedaŨy (He, Wu, i Si 2022). Jest tak dlatego, 

Ũe sieci neuronowe uwzglňdniajŃ zar·wno kr·tkoterminowe zmiany, jak i dğugoterminowe trendy 

sezonowe (Jayasekara et al. 2024). Dziňki zdolnoŜci do przetwarzania dğugich sekwencji danych 

oraz adaptacji do niestacjonarnoŜci szereg·w czasowych, modele te pozwalajŃ na dokğadniejsze 

przewidywanie przyszğych wartoŜci w por·wnaniu do tradycyjnych metod statystycznych. 

Ponadto, coraz czňŜciej wykorzystuje siň architektury bazujŃce na mechanizmach uwagi (attention 

mechanisms), kt·re mogŃ dynamicznie przypisywaĺ wagi r·Ũnym okresom historycznym, co 

znaczŃco zwiňksza precyzjň prognoz (Sun i Li 2024).  
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3.3.  Metody uczenia gğňbokich sieci neuronowych 

W dziedzinie analizy szereg·w czasowych, obszar uczenia gğňbokich sieci neuronowych jest 

rozwija siň dynamicznie. Metody uczenia gğňbokich sieci neuronowych, kt·re znalazğy 

zastosowanie w analizie szeregów czasowych obejmujŃ: 

1. Uczenie nadzorowane i nienadzorowane: modele sŃ trenowane z wykorzystaniem danych 

z etykietami (klasyfikacja) lub prognozowaniu wartoŜci numerycznych (regresja). Uczenie 

nienadzorowanym, które polega na znajdowaniu wzorców w nieoznaczonych danych. 

2. Propagacja do przodu (ang. forward propagation), która jest stosowana w sieciach typu 

MLP. 

3. Propagacja wsteczna (ang. backpropagation) i optymalizacja uczenia, które sŃ stosowane 

w gğňbokich sieciach neuronowych przez implementacjň algorytmów optymalizacyjnych, 

takich jak stochastyczny spadek gradientu (ang. Stochastic Gradient Descent, SGD), czy 

RMSprop, kt·re pomagajŃ w efektywnym trenowaniu modeli. 

4. Funkcje aktywacji. ReLU/LeakyReLU/ELU (ğagodzŃ zanik gradientu), tanh/sigmoid (np. 

w bramkach LSTM/GRU), softmax na wyjŜciu dla klasyfikacji jak i dla regresji.  

5. Funkcje kosztu/straty, dla regresji: MSE/MAE/Huber; dla prognoz probabilistycznych: 

pinball loss (kwantyle), negatywna log-wiarygodnoŜĺ; dla klasyfikacji: entropia krzyŨowa. 

6. Przeciwdziağanie przeuczeniu obejmujŃ techniki dropout, early stopping, czy regularyzacja 

L1/L2, kt·re sŃ szczeg·lnie waŨne w kontekŜcie zğoŨonych danych szereg·w czasowych. 

7. Metryki oceny prognoz np. RMSE, MAE, MAPE/sMAPE, MASE. 

8. Uczenie ze wzmocnieniem, czyli metoda uczenia, w której modele uczŃ siň podejmowaĺ 

decyzje na podstawie nagród w analizie szeregów czasowych. 

9. Optymalizacja struktury przez przeszukiwanie siatkowe (grid search) czy losowe (random 

search). 

W kontekŜcie analizy szereg·w czasowych, szczeg·lnie istotne staje siň zrozumienie 

i wykorzystanie metod uczenia gğňbokich sieci neuronowych, które pozwalajŃ na dokğadne 

prognozowanie przyszğych trend·w i zjawisk na podstawie dostňpnych danych historycznych. 

Uczenie nadzorowane gğňbokich sieci neuronowych, jest fundamentalnŃ metodŃ 

w modelowaniu i przewidywaniu sekwencji czasowych jakim sŃ dane sprzedaŨy paliw 

silnikowych. Uczenie nadzorowane charakteryzuje siň wykorzystaniem danych, kt·re zawierajŃ 

zar·wno wejŜcia, jak i odpowiadajŃce im wyjŜcia, co pozwala modelom uczyĺ siň mapowania 
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miňdzy przeszğymi obserwacjami a przyszğymi wynikami. Dziňki temu model moŨe nauczyĺ siň 

mapowaĺ wejŜcia na wyjŜcia. Jest to podstawowa r·Ũnica w stosunku do uczenia 

nienadzorowanego, gdzie model uczy siň wyğŃcznie z danych wejŜciowych bez podawania 

konkretnych odpowiedzi (Hendahewa et al. 2021). Uczenie nadzorowane dla szeregów czasowych 

jest czňsto stosowane do prognozowania przyszğych wartoŜci na podstawie historycznych danych. 

Przykğady obejmujŃ prognozowanie cen akcji, przewidywanie popytu na energiň elektrycznŃ, czy 

prognozowanie warunków pogodowych - zmiennych egzogenicznych dla prognozowania 

sprzedaŨy paliw.  

R·wnie istotnŃ metodŃ uczenia, obok uczenia nadzorowanego, jest uczenie 

nienadzorowane. Ta metoda uczenia maszynowego koncentruje siň na analizie i modelowaniu 

struktury danych bez wykorzystania etykietowanych danych wyjŜciowych. W kontekŜcie uczenia 

nienadzorowanego, model uczy siň identyfikowaĺ wzorce, struktury i zaleŨnoŜci bezpoŜrednio z 

nieoznaczonych danych wejŜciowych, co oznacza, Ũe nie sŃ dostarczane Ũadne konkretne 

odpowiedzi czy wyniki, na kt·re model powinien siň "wzorowaĺ". W analizie szeregów 

czasowych, uczenie nienadzorowane moŨe byĺ wykorzystywane do r·Ũnorodnych zadaŒ, takich 

jak grupowanie (klasteryzacja) podobnych sekwencji, wykrywanie anomalii, czy redukcja 

wymiarowoŜci danych. Przykğadowo, algorytmy klasteryzacji mogŃ grupowaĺ dane czasowe na 

podstawie ich podobieŒstwa, co pozwala na identyfikacjň ukrytych wzorc·w i trend·w w danych. 

Wykrywanie anomalii, z kolei, polega na identyfikacji obserwacji, kt·re odbiegajŃ od ustalonych 

wzorców, co jest szczególnie przydatne w monitorowaniu i zapobieganiu nieoczekiwanym 

zdarzeniom.  

Propagacja wsteczna (ang. backpropagation) stanowi fundamentalny algorytm 

umoŨliwiajŃcy uczenie sieci neuronowych poprzez iteracyjne dostosowywanie wag w odpowiedzi 

na sygnağ bğňdu. Procedura ta obejmuje dwa zasadnicze etapy: 

1. Propagacja w przód (ang. forward pass). W tym etapie, dane wejŜciowe sŃ przekazywane 

przez sieĺ neuronowŃ, warstwa po warstwie, aŨ do wygenerowania wyjŜcia. KaŨda 

warstwa sieci przetwarza dane wejŜciowe z poprzedniej warstwy, stosujŃc wagi i funkcje 

aktywacji, aby wyprodukowaĺ dane wyjŜciowe dla nastňpnej warstwy (Nielsen 2023). 

2. Propagacja wstecz (ang. backward pass). Po wygenerowaniu wyjŜcia, algorytm oblicza 

bğŃd, kt·ry jest r·ŨnicŃ miňdzy oczekiwanym a rzeczywistym wyjŜciem sieci. Nastňpnie, 

ten bğŃd jest "propagowany" wstecz przez sieĺ, zaczynajŃc od warstwy wyjŜciowej. W 
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trakcie tego procesu, algorytm dostosowuje wagi w sieci w taki sposób, aby 

zminimalizowaĺ bğŃd. Dostosowanie wag odbywa siň za pomocŃ metody gradientu 

prostego, kt·ra oblicza, w jaki spos·b zmiana kaŨdej wagi wpğywa na koŒcowy bğŃd 

(Nielsen 2023). Propagacja wstecz pozwala na efektywne trenowanie gğňbokich sieci 

neuronowych, kt·re skğadajŃ siň z wielu warstw. Dziňki temu algorytmowi, moŨliwe jest 

dostosowanie wag w kaŨdej warstwie sieci w oparciu o jej wpğyw na bğŃd koŒcowy, co ma 

wpğyw na skutecznoŜĺ uczenia siň i poprawy wydajnoŜci modelu. 

Funkcje aktywacji ‰ẗ wprowadzajŃ nieliniowoŜĺ do modelu, umoŨliwiajŃc aproksymacjň 

zğoŨonych zaleŨnoŜci czasowych oraz nieliniowe ksztağtowanie geometrii przestrzeni reprezentacji 

tak, by punkty pierwotnie liniowo nieodseparowalne stawağy siň separowalne po odpowiednim 

odwzorowaniu. Ich rola jest analogiczna do progu pobudzenia we wzgórku aksonowym neuronu 

biologicznego. DecydujŃ o tym, jak sygnağ wejŜciowy przekğada siň na odpowiedŦ neuronu i czy 

informacja bňdzie dalej propagowana (Manu 2022:273). Bez nieliniowoŜci kolejne warstwy 

liniowe redukujŃ siň do jednej transformacji liniowej: 

Ὕ ὄẗὃẗὢ ὄẗὃẗὢ ρρ 

gdzie: 

ὢ - wektor (lub macierz) danych wejŜciowych, ὢᶰᴙ  lub ὢᶰᴙ , 

ὃ - macierz wag pierwszej warstwy liniowej, 

ὃᶰᴙ Ȣ ὄ - macierz wag drugiej warstwy liniowej, 

ὄᶰᴙ άȢ Ὕ -wynik po przejŜciu przez obie warstwy, Ὕᶰᴙ  (lub ὴ ὔȢ 

Dobór ‰ wpğywa na przepğyw gradientu, stabilnoŜĺ uczenia, szybkoŜĺ konwergencji oraz 

ekspresywnoŜĺ sieci. W warstwach ukrytych najczňŜciej stosuje siň rodziny ReLU z uwagi na 

ograniczanie problemu zaniku gradientu i korzystne wğasnoŜci optymalizacyjne. W modelach 

sekwencyjnych z pamiňciŃ (LSTM/GRU) standardem jest tanh dla stan·w wewnňtrznych oraz 

sigmoida w bramkach, co kontroluje zakres i stabilnoŜĺ pamiňci. Klasyczna sigmoida logistyczna 

wyraŨa siň nastňpujŃco: 

„ᾀ
ρ

ρ Ὡ
ρς 

gdzie: 

ᾀ - skalar (lub element wektora/macierzy; funkcjň stosuje siň elementowo), 

Ὡ - stağa Eulera ςȟχρψςψ, 
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„ᾀ - wartoŜĺ funkcji sigmoidalnej. 

Funkcja sigmoidalna jest wsp·ğczeŜnie rzadko stosowana w warstwach ukrytych gğňbokich 

sieci neuronowych ze wzglňdu na problem nasycania oraz zwiŃzany z nim zanik gradientu. 

Pozostaje ona jednak wğaŜciwym wyborem w mechanizmach bramkujŃcych architektur LSTM i 

GRU oraz w warstwie wyjŜciowej przy modelowaniu prawdopodobieŒstw binarnych (Manu 

2022:274). 

Sigmoida jest funkcjŃ ciŃgğŃ i r·ŨniczkowalnŃ w cağej dziedzinie; jej pochodna „ ᾀ  

„ᾀ ρ „ᾀ  osiŃga maksimum w ᾀ πȢ Aktywacja ta odwzorowuje liczby rzeczywiste na 

przedziağach (0,1), co nadaje siň do interpretacji probabilistycznej oraz umoŨliwia wprowadzanie 

nieliniowosci do modelu. Na Rysunku 26 lewy panel przedstawia charakterystyczny ksztağt 

funkcji logistycznej z dwiema asymptotami poziomymi; Ŝrodkowy panel ilustruje pierwotnŃ 

przestrzeŒ wektor·w, w kt·rej klasy nie sŃ liniowo separowalne; prawy panel pokazuje przestrzeŒ 

po zastosowaniu przeksztağcenia liniowego i aktywacji sigmoidalnej, w kt·rej wsp·ğrzňdne sŃ 

ograniczone do [0,1] i pojawiajŃ siň krzywoliniowe granice decyzyjne. JednoczeŜnie w obszarach 

nasycenia (dla duŨych z᷄ )᷄ wartoŜci pochodnej dŃŨŃ do zera, co osğabia propagacjň gradientu w 

gğňbokich sieciach; z tego wzglňdu sigmoida jest obecnie rzadko uŨywana w warstwach ukrytych, 

pozostajŃc standardem w bramkach LSTM/GRU (Manu 2022:274). 

 

Rysunek 26. Sigmoidalna funkcja aktywacji (a), przestrzeŒ wektorowa przed wğŃczeniem funkcji aktywacji 

(b), przestrzeŒ wektorowa po wğŃczeniu aktywacji. 

ťr·dğo: (Manu 2022:274) 

Tangens hiperboliczny (tanh) 
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ÔÁÎÈὼ
ÓÉÎÈὼ

ÃÏÓÈὼ
ρσ 

gdzie: 

ÓÉÎÈὼ ȟÃÏÓÈὼ   

ÔÁÎÈȡᴙᴼ ρȟρ, funkcja nieparzysta, ŜciŜle rosnŃca 

ÔÁÎÈπ πȢ   

Pochodna: ÔÁÎÈὼ ρ ÔÁÎÈὼ (zanika przy ȿὼȿO ЊȢ 

TanH jest funkcjŃ ciŃgğŃ, r·ŨniczkowalnŃ i nieparzystŃ, odwzorowujŃcŃ R na (ī1,1). 

WyjŜcia wyŜrodkowane wok·ğ zera sprzyjajŃ optymalizacji (mniejszy Ăbias shiftò). Dla duŨych 

z᷄ |᷄z|᷄ z  ᷄funkcja osiŃga rejony nasycenia, gdzie pochodna dŃŨy do zera, co osğabia przepğyw 

gradientu w bardzo gğňbokich sieciach. W praktyce tanh czňŜciej stosuje siň w stanach 

wewnňtrznych RNN/LSTM/GRU, natomiast w gğňbokich MLP dominujŃ aktywacje z rodziny 

ReLU.  Rysunek 27 przedstawia przebieg aktywacji tanh, gdzie lewy panel znaczy przebieg tanh 

z zakresem (ī1,1) i symetriŃ wzglňdem zera. Panel Ŝrodkowy przedstawia pierwotnŃ przestrzeŒ 

wektor·w, brak separowalnoŜci liniowej. Panel prawy, przestrzeŒ po transformacji liniowej i 

aktywacji tanh; wsp·ğrzňdne ograniczone do [ī1,1] krzywoliniowe granice decyzyjne oraz 

widoczne rejony nasycenia przy wartoŜciach bliskich ī1 i 1. 

 

Rysunek 27. Funkcja aktywacji TanH (a), przestrzeŒ wektorowa przed wğŃczeniem funkcji aktywacji (b), 

przestrzeŒ wektorowa po wğŃczeniu aktywacji. 

ťr·dğo: (Manu 2022:275) 
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W miarň postňp·w neurobiologii wykazano, Ũe w danym momencie istotnie aktywna jest 

jedynie niewielka frakcja neuronów kory mózgowej - szacunkowo rzňdu ~0,5ï4% populacji, w 

tym wartoŜci bliŨsze 1% w niekt·rych obszarach i warunkach stymulacji (Hromádka, DeWeese, i 

Zador 2008; Jääskeläinen et al. 2022). Na tym tle aktywacje gğadkie, takie jak sigmoid czy tanh, 

prowadzŃ do mniej rzadkich reprezentacji (wiňkszy odsetek jednostek przyjmuje wartoŜci 

dodatnie). W 2010 r. Nair i Hinton (2010) wprowadzili jednostki Funkcja ReLU, prostowana 

jednostka liniowa (ReLU) w pracy Rectified Linear Units Improve Restricted Boltzmann 

Machines. To zapoczŃtkowağo ich szerokie zastosowanie. Kolejne badania wykazağy, Ũe ReLU 

sprzyjajŃ rzadkim aktywacjom (wiele dokğadnych zer) oraz korzystnym wğasnoŜciom 

optymalizacyjnym (Nair i Hinton 2010). Omawiana funkcja aktywacji wyraŨa siň nastňpujŃco: 

Ὣὼ άὥὼὼȟπ ρτ 

ReLU jest funkcjŃ odcinkowo liniowŃ z punktem zağamania w ὼ π. Dla ὼ π dziağa jak 

identycznoŜĺ, dla ὼ π zwraca O; zakres wyiġcia to πȟЊ . Pochodna wynosi Ὣ ὼ ρ dla ὼ

π oraz Ὣ ὼ π dla ὼ πȠ w ὼ π stosuje siň subgradient (zwykle 0 lub 1). Brak nasycenia po 

stronie dodatniej. Brak nasycenia po stronie dodatniej sprzyja przepğywowi gradientu w gğňbokich 

sieciach. 

Leaky RelU (Maas 2013) wprowadza skonczonŃ nachylenie po stronie ujemnej ‌,zwykle rzňdu 

ρπ  dziňki czemu gradient dla ὼ π nie zanika. Leaky RelU wyraŨa siň nastňpujŃco: 

Ὣ ὼ ÍÁØ‌ὼȟὼȟ‌ᶰ πȟρ ρυ 

 

Ὣ ὼ
ρȟ    ὼ πȟ
‌ȟ    ὼ π    

×ὼ π stosuje siň subgradientρφ 

Leaky RelU ogranicza to zjawisko trwağej dezaktywacji neuronu znane z ReLU. CechŃ takiej 

funkcji aktywacje jet to, Ũe wartoŜci ujemne nie sŃ rzutowane dokladnie na 0, zatem rzadkoŜĺ 

aktywacji ulega redukcji. Funkcja pozostaje odcinkowo liniowai nienasycajŃca po stronie 

dodatniej, co sprzyja stabilnej optymalizacji. Na Rysunku 29 lewy panel przedstawia przebieg 

Ὣ ὼ z dodatniŃ, lecz mağŃ pochyğosĺiŃ dla ὼ π. W przeksztağconej przestrzeni cech skğadowe 

ujemne sŃ odwzorowywane liniowo na mağe wartoŜci ujemne, co zapewnia niezerowy przepğyw 

gradientu. 
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Rysunek 28. Funkcja aktywacji Leaky ReLU (a), przestrzeŒ wektorowa przed wğŃczeniem funkcji 

aktywacji (b), przestrzeŒ wektorowa po wğŃczeniu aktywacji. 

ťr·dğo: (Manu 2022:277) 

W uczeniu gğňbokim funkcja kosztu (ang. loss function) stanowi skalarnŃ miarň 

rozbieŨnoŜci miňdzy wartoŜciŃ predykowanŃ przez model a wartoŜciŃ referencyjnŃ obserwowanŃ 

w danych uczŃcych. Celem procesu optymalizacji jest minimalizacja tej funkcji poprzez iteracyjne 

dostosowywanie parametr·w modelu metodŃ spadku gradientu, zgodnie z reguğŃ aktualizacji 

przedstawionŃ w r·wnaniu —: 

— — –ɳ fl— ρχ 

gdzie: 

—ᶰᴙ  - wektor parametrów modelu, 

— - wartoŜci parametr·w iteracji k, 

—  - wartoŜci parametr·w aktualizacji w iteracji k + 1, 

Ὧᶰᴓ - indeks iteracji algorytmu, 

– π - wsp·ğczynnik uczenia (krok optymalizacji), 

fl— - funkcja kosztu, 

ᶯfl—  - gradient funkcji kosztu wzglňdem parametr·w w punkcie —, 

 ɳ- operator gradient. 

Z perspektywy optymalizacji równanie (1) opisuje iteracyjny ruch parametrów po 

powierzchni straty - gradient ᶯfl—  wskazuje kierunek najszybszego wzrostu, zatem krok o 

przeciwnym zwrocie zmniejsza fl w otoczeniu — Wym·g (sub)r·ŨniczkowalnoŜci fl zapewnia 
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istnienie stabilnego sygnağu uczŃcego w propagacji wstecznej oraz umoŨliwia skutecznŃ 

implementacjň spadku gradientu (Manu 2022). Dob·r funkcji kosztu bezpoŜrednio ksztağtuje 

dynamikň uczenia np. MSE silniej wyr·Ũnia obserwacje odstajŃce. Z kolei, gdy MAE/Huber 

ograniczajŃ ich wpğyw, co sprzyja stabilnoŜci. W praktyce uŨywa siň wariant·w stochastycznych 

(mini-batch), kt·re aproksymujŃ 6fl. Wynikiem czego stabilizujŃ proces optymalizacji dziňki 

stochastycznemu pr·bkowaniu i uŜrednianiu gradient·w. NaleŨy jednak zauwaŨyĺ, Ũe przestrzeŒ 

strat gğňbokich sieci neuronowych charakteryzuje siň brakiem wypukğoŜci, a w 

wysokowymiarowych przestrzeniach parametrów dominujŃ punkty siodğowe oraz pğaskie doliny, 

co moŨe znaczŃco spowalniaĺ proces uczenia (Dauphin et al. 2014). WğaŜciwy dob·r funkcji 

kosztu i kroku ɖ staje siň zatem krytyczny dla stabilnoŜci i efektywnoŜci szkolenia modeli 

(Goodfellow et al. 2016; Manu 2022). 

Na przebieg procesu uczenia wpğywajŃ zjawiska zaniku oraz eksplozji gradientu. 

W gğňbokich sieciach, na skutek wielokrotnych iloczyn·w macierzy Jacobiego podczas propagacji 

wstecznej, normy gradient·w mogŃ dŃŨyĺ do zera lub rosnŃĺ wykğadniczo, zwğaszcza przy 

funkcjach aktywacji z obszarami nasycenia (sigmoid, tanh) oraz nieadekwatnej inicjalizacji. Zanik 

gradientu prowadzi do wygaszenia aktualizacji parametrów we wczesnych warstwach i 

spowolnienia uczenia, natomiast eksplozja gradientu skutkuje niestabilnoŜciŃ numerycznŃ i 

rozbieŨnoŜciŃ procesu optymalizacji. Aby zapobiec tym zjawiskom naleŨy wykonaĺ inicjalizacjň 

wag (Glorot/He), nienasycajŃce funkcje aktywacji (rodzina ReLU), normalizacjň (Batch/Layer 

Norm), poğŃczenia rezydualne, przycinanie gradientu oraz wğaŜciwy dob·r kroku uczenia 

(Goodfellow et al. 2016:396ï400). 

Uczenie ze wzmocnieniem (ang. Reinforcement Learning, RL) stanowi przeğomowŃ 

metodň w dziedzinie gğňbokiego uczenia. W odr·Ũnieniu od tradycyjnych metod uczenia 

maszynowego, gdzie model uczy siň na podstawie stağego zestawu danych, RL polega na interakcji 

agenta z otoczeniem w celu maksymalizacji sumy nagród. W uczeniu ze wzmocnieniem, nagroda 

jest kluczowym sygnağem, kt·ry ksztağtuje zachowanie agenta. Jest to prosta liczba, Ὑᶰ2, 

przekazywana z otoczenia do agenta w kaŨdym kroku czasowym (Sutton i Barto 2018:1ï5).  

Gğ·wnym celem agenta jest maksymalizacja cağkowitej iloŜci otrzymanych nagr·d, co 

oznacza dŃŨenie nie tylko do uzyskania natychmiastowej nagrody, ale przede wszystkim do 

maksymalizacji sumy nagr·d w dğuŨszej perspektywie. Hipoteza nagrody, bňdŃca podstawŃ 

uczenia ze wzmocnieniem, zakğada, Ũe wszystkie cele i zamiary moŨna efektywnie przedstawiĺ 
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jako maksymalizacjň oczekiwanej wartoŜci skumulowanej sumy otrzymanego sygnağu skalarnego, 

zwanego nagrodŃ (Sutton i Barto 2018:6ï8). W kontekŜcie prognozowania sprzedaŨy paliw, agent 

RL moŨe byĺ trenowany do optymalizacji strategii zakupu, magazynowania i dystrybucji paliw, 

reagujŃc na dynamicznie zmieniajŃce siň warunki rynkowe, takie jak zmiany cen, popytu i 

warunków pogodowych. Kluczowym aspektem jest tutaj zdolnoŜĺ modelu do eksploracji r·Ũnych 

scenariuszy i uczenia siň z doŜwiadczenia, co pozwala na adaptacjň do nieprzewidywalnych zmian 

rynkowych i efektywne zarzŃdzanie ryzykiem. Ponadto, wykorzystanie technik gğňbokiego 

uczenia w ramach RL, takich jak gğňbokie sieci neuronowe, umoŨliwia modelom przetwarzanie i 

analizowanie duŨych iloŜci danych historycznych.  

Hiperparametry  odgrywajŃ istotnŃ rolň w procesie gğňbokiego uczenia, decydujŃc o 

skutecznoŜci i efektywnoŜci modeli sieci neuronowych. SŃ to parametry modelu, kt·re nie sŃ 

bezpoŜrednio uczone przez model, lecz muszŃ byĺ ustawione przed rozpoczňciem procesu uczenia 

(Hyperparameter optimization 2023). Do najwaŨniejszych hiperparametr·w naleŨŃ szybkoŜĺ 

uczenia (learning rate), liczba warstw ukrytych, liczba neuron·w w kaŨdej warstwie, a takŨe inne 

aspekty, takie jak wielkoŜĺ partii danych (batch size) czy wsp·ğczynniki regularyzacji. SzybkoŜĺ 

uczenia jest szczeg·lnie istotna, poniewaŨ determinuje, jak szybko model aktualizuje swoje wagi 

w odpowiedzi na obliczony bğŃd. Zbyt wysoka szybkoŜĺ uczenia moŨe prowadziĺ do 

niestabilnoŜci, podczas gdy zbyt niska moŨe spowodowaĺ, Ũe proces uczenia bňdzie zbyt wolny 

lub utknie w lokalnym minimum. 

Dostosowanie hiperparametrów jest procesem istotnym dla uczenia gğňbokiego, 

wymagajŃcym starannego balansowania miňdzy eksploracjŃ r·Ũnych konfiguracji a efektywnoŜciŃ 

obliczeniowŃ. Metody optymalizacji hiperparametr·w, takie jak przeszukiwanie siatkowe (ang. 

grid search) i przeszukiwanie losowe (ang. random search), sŃ powszechnie stosowane. 

Przeszukiwanie siatkowe polega na systematycznym testowaniu kombinacji hiperparametrów z 

g·ry zdefiniowanej siatki wartoŜci. Choĺ jest to metoda dokğadna, moŨe byĺ czasochğonna, 

szczeg·lnie przy duŨych przestrzeniach hiperparametrów. Z kolei przeszukiwanie losowe, 

polegajŃce na losowym wybieraniu wartoŜci hiperparametr·w z okreŜlonego zakresu, czňsto 

okazuje siň bardziej efektywne, pozwalajŃc na szybsze znalezienie satysfakcjonujŃcych 

konfiguracji (Hyperparameter optimization 2023). 

W przypadku problemu regresji jak na przykğad prognozowania sprzedaŨy paliw, 

odpowiednie dostosowanie hiperparametr·w jest niezbňdne do osiŃgniňcia wysokiej dokğadnoŜci 
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i generalizacji modelu. Na przykğad, liczba warstw ukrytych i neuron·w w sieci moŨe wpğynŃĺ na 

zdolnoŜĺ modelu do wyğapywania zğoŨonych wzorc·w w danych, podczas gdy odpowiednia 

szybkoŜĺ uczenia zapewni efektywne i stabilne konwergencje. W zwiŃzku z tym, proces doboru 

hiperparametr·w stanowi istotny element badaŒ w dziedzinie gğňbokiego uczenia, majŃc 

bezpoŜredni wpğyw na skutecznoŜĺ modeli w praktycznych zastosowaniach.  
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3.4.  Ocena poziomu dokğadnoŜci i generalizacji modeli gğňbokiego uczenia 

Miary oceny modeli maszynowego, w tym gğňbokiego uczenia sğuŨŃ do iloŜciowego ujňcia 

jakoŜci predykcji i umoŨliwiajŃ por·wnywanie alternatywnych algorytm·w. Dob·r konkretnych 

wskaŦnik·w zaleŨy od charakteru zadania uczenia maszynowego, takiego jak regresja, 

klasyfikacja (Goodfellow et al. 2016:107ï8), ranking (porzŃdkowanie), klastrowanie czy r·Ũne 

formy modelowania generatywnego i sekwencyjnego. NajczňŜciej w problematyce gğňbokiego 

uczenia dominujŃ zadania nadzorowane, przede wszystkim klasyfikacja i regresja. W regresji 

celem jest estymacja wielkoŜci ciŃgğych (np. ceny, temperatury, dochodu, a w tej dysertacji 

wolumenu sprzedaŨy paliw), natomiast w klasyfikacji chodzi o przypisanie obserwacji do z g·ry 

zdefiniowanych kategorii lub etykiet (np. rozpoznawanie obrazów, analiza sentymentu tekstu, 

wspomaganie diagnoz medycznych) (Goodfellow et al. 2016:140ï46). Regresja ocenia trafnoŜĺ 

wartoŜci liczbowych, zaŜ klasyfikacja ï poprawnoŜĺ decyzji dyskretnych. Z tego wzglňdu zestaw 

stosowanych metryk r·Ũni siň miňdzy tymi dwoma klasami problem·w.  

PoniŨej znajduje siň zestaw miar najczňŜciej stosowanych w ocenie jakoŜci dla problem·w 

regresyjnych z definicjami, wğasnoŜciami, zaletami/ograniczeniami oraz wskaz·wkami doboru. 

Niech ώ oznacza wartoŜĺ rzeczywistŃ w chwili ὸ ρȟȣȟὔ, ώ prognozň punktowŃ, a Ὡ ώ

ώ  bğŃd prognozy. Dla miar procentowych przyjmujemy ώ π. 

MSE (Mean Squared Error) i RMSE (Root MSE) 

-3%
ρ

ὔ
Ὡȟ2-3%Ѝ-3%ײ ρψ 

Operacja podnoszenia do kwadratu bğňd·w silniej penalizuje duŨe odchylenia, a RMSE 

wyraŨa wynik w tych samych jednostkach co prognozowana wielkoŜĺ. Miara ta jest szczeg·lnie 

przydatna, gdy duŨe bğňdy sŃ kosztowne np. skutkujŃ brakiem paliwa na stacji lub nadmiernym 

zamroŨeniem kapitağu w zapasach. 

MAE (Mean Absolute Error)  

-!%
ρ

ὔ
ȿὩȿײ ρω 
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Metryka MAE charakteryzuje siň odpornoŜciŃ na pojedyncze obserwacje odstajŃce oraz 

ğatwoŜciŃ interpretacji, co czyni jŃ przydatnŃ w komunikacji z interesariuszami biznesowymi (np. 

Ŝredni bğŃd wyraŨony w litrach na stacjň dziennie). Natomiast miary oparte na bğňdzie 

procentowym, takie jak MAPE i jej pochodne, obarczone sŃ dwiema zasadniczymi sğaboŜciami. 

Po pierwsze, wykazujŃ niesymetrycznoŜĺ wzglňdem przeszacowaŒ i niedoszacowaŒ, co prowadzi 

do znieksztağcenia oceny jakoŜci prognoz. Po drugie, przyjmujŃ wartoŜci nieokreŜlone w 

przypadku obserwacji rzeczywistych równych zeru lub bliskich zeru z powodu dzielenia przez 

zero w mianowniku. 

W literaturze przedmiotu zaproponowano tzw. miary symetryczne (np. sMAPE), których 

celem jest ograniczenie pierwszego z wymienionych problem·w. NaleŨy jednak zauwaŨyĺ, Ũe 

symetria ta ma charakter pozorny: kara za bğŃd prognozy nadal zaleŨy od relacji miňdzy wartoŜciŃ 

predykowanŃ a obserwowanŃ i nie jest identyczna dla obu kierunk·w odchylenia. W zwiŃzku z 

powyŨszym w niniejszej dysertacji miary procentowe traktowane sŃ z ostroŨnoŜciŃ - stosowane sŃ 

pomocniczo. W przypadku obserwacji o zerowym wolumenie sprzedaŨy przyjňto jawnie 

okreŜlonŃ konwencjň postňpowania, polegajŃcŃ na wykluczeniu takich obserwacji z obliczeŒ lub 

dodaniu niewielkiej stağej do mianownika (Manu 2022). 

3ÙÍÍÅÔÒÉÃ%ÒÒÏÒ3%
ςππȿÅȿ

ȿÙȿ ȿÙȿ
ςπ 

MAPE (Mean Absolute Percentage Error) 

-!0%
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ὔ
ײ
Ὡ

ώ
ςρ 

sMAPE (Symmetric MAPE) 
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Symmetric Median Absolute Percent Error: 
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Pozostağe metryki 
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Odchylenie systematyczne (Forecast Bias, PBIAS) 

W analizie jakoŜci prognoz takŨe uŨywa siň sumy bğňd·w CFE (ang. Cumulative Forecast 

Error) do oceny systematycznego przeszacowania lub niedoszacowania. CFE jest jednak zaleŨne 

od skali szeregu, co utrudnia por·wnania miňdzy stacjami, okresami czy asortymentami. Dlatego 

stosuje siň jego wersjň znormalizowanŃ ï bias prognozy (ang. Forecast Bias, Percent Bias, 

PBIAS), kt·ra skaluje bğŃd przez ğŃczny wolumen obserwacji. Bias prognozy odpowiada 

Ŝredniemu bğňdowi prognozy (ang. Mean Error, ME), wskazujŃc kierunek systematycznego 

odchylenia. Przyjňto sp·jnŃ z dysertacjŃ definicjň bğňdu: 

Ὡ ώ ώ ςτ 

gdzie: 

ώ - wartoŜĺ rzeczywista, 

ώ - prognoza.  

Wówczas wartoŜci dodatnie oznaczajŃ przeszacowanie (prognozy zbyt niskie), a wartoŜci 

ujemne oznaczajŃ przeszacowanie (prognozy zbyt wysokie) 

ὊέὶὩὧὥίὸὄὭὥί
В Ὡײ

В ώײ
ςυ 

PoniŨej przedstawiono zestaw miar dedykowanych zadaniom klasyfikacji, kt·re znajdujŃ 

zastosowanie w ocenie poprawnoŜci przypisania obserwacji do kategorii dyskretnych (np. detekcja 

anomalii sprzedaŨowych czy klasyfikacja profilu klienta). Fundamentem oceny klasyfikatora jest 

macierz pomyğek (ang. confusion matrix), kt·ra zestawia liczebnoŜĺ wynik·w prawdziwie 

pozytywnych (TP), prawdziwie negatywnych (TN), fağszywie pozytywnych (FP) oraz fağszywie 

negatywnych (FN). W oparciu o macierz pomyğek definiuje siň nastňpujŃce metryki (Goodfellow 

et al. 2016): 

¶ DokğadnoŜĺ (Accuracy). WyraŨa stosunek wszystkich poprawnych decyzji modelu do 

cağkowitej liczby przypadk·w. Jest to miara intuicyjna, jednak moŨe byĺ mylŃca w 

przypadku zbiorów niezbalansowanych (gdzie jedna z klas dominuje). 

¶ Precyzja (Precision). Informuje o tym, jaka czňŜĺ obserwacji wskazanych przez model 

jako pozytywne faktycznie nimi jest. Wysoka precyzja jest kluczowa, gdy koszt bğňdnego 

zaklasyfikowania (FP) jest wysoki (np. nieuzasadnione zablokowanie tankomatu). 
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¶ CzuğoŜĺ (Recall/Sensitivity). OkreŜla zdolnoŜĺ modelu do wykrywania wszystkich 

przypadk·w z klasy pozytywnej. Wysoka czuğoŜĺ jest priorytetem, gdy pominiňcie 

istotnego zdarzenia (FN) wiŃŨe siň z duŨym ryzykiem (np. niewykrycie awarii systemu 

pğatnoŜci). 

¶ F1-score: Stanowi ŜredniŃ harmonicznŃ precyzji i czuğoŜci, zapewniajŃc pojedynczy 

wskaŦnik oceny modelu w sytuacjach, gdy dŃŨy siň do zachowania r·wnowagi miňdzy 

tymi dwiema miarami. 

¶ ROC-AUC (Receiver Operating Characteristic - Area Under Curve). UmoŨliwia 

ocenň zdolnoŜci separacji klas przez model niezaleŨnie od przyjňtego progu decyzyjnego. 

WartoŜĺ AUC bliska 1.0 Ŝwiadczy o doskonağej separacji klas, natomiast wartoŜĺ 0.5 

odpowiada losowemu rozpoznawaniu wzorca. 

Generalizacja (uog·lnianie) to umiejňtnoŜĺ modelu do poprawnego dziağania na 

nieznanych wczeŜniej danych wejŜciowych poprzez ekstrakcjň uniwersalnych wzorc·w zamiast 

zapamiňtywania przykğad·w ze zbioru treningowego. Rozstrzyga ona o tym, czy model 

gğňbokiego uczenia bňdzie dobrze dopasowywağ siň do danych, kt·re nie byğy wczeŜniej 

wykorzystywane w procesie jego uczenia. W ujňciu klasycznym przyjmuje siň, Ũe im prostszy 

model (mniej parametrów, skromniejsza struktura), tym ğatwiej unika przeuczenia, poniewaŨ nie 

dopasowuje siň do przypadkowych fluktuacji i bğňd·w pomiaru obecnych w zbiorze treningowym 

(Goodfellow et al. 2016:110ï11). JednoczeŜnie pokazano, Ũe sieci gğňbokie mogŃ dobrze 

generalizowaĺ mimo duŨej liczby parametr·w, o ile ich efektywnŃ pojemnoŜĺ kontroluje siň 

poprzez regularizacjň (np. kary na wagi, dropout, wczesne zatrzymanie) oraz ograniczenia 

architektury (np. warstwy konwolucyjne) (Manu 2022:117ï18). 

W kontekŜcie gğňbokiego uczenia, modele czňsto sŃ bardzo zğoŨone i majŃ duŨŃ liczbň 

parametr·w, wyzwanie polega na znalezieniu r·wnowagi miňdzy zğoŨonoŜciŃ modelu a jego 

zdolnoŜciŃ do generalizacji. Gğňbokie sieci neuronowe mogŃ staĺ siň zbyt zğoŨone i przestaĺ 

dziağaĺ dobrze w nowych danych, jednak sŃ niezwykle zdolne do dopasowywania siň do 

skomplikowanych wzorców w danych treningowych. W dziedzinie uczenia maszynowego 

pojawia siň wraŨenie paradoksu (Sejnowski 2020), kt·rego gğ·wne przyczyny moŨna wyjaŜniĺ za 

pomocŃ nastňpujŃcych zjawisk: 



167 
 

¶ Redundancje parametrów. W gğňbokich sieciach neuronowych wiele parametr·w moŨe 

byĺ redundantnych, co pomaga w unikniňciu przetrenowania mimo wysokiej liczby 

parametrów (Doimo et al. 2023). 

¶ Hierarchiczna struktura. Gğňbokie sieci uczŃ siň hierarchicznych reprezentacji danych, co 

moŨe byĺ bardziej efektywne w uchwyceniu og·lnych wzorc·w niŨ proste modele (Abbe 

et al. 2021). 

¶ Regularyzacja i inne askpekty optymalizacyjne. Nowoczesne techniki, takie jak dropout, 

normalizacja wsadowa oraz zaawansowane algorytmy optymalizacji, pomagajŃ w 

zarzŃdzaniu zğoŨonoŜciŃ i unikaniu przetrenowania modelu (Jain 2018; Oppermann 2020; 

Stöffelbauer 2023). 

Generalizacja zaleŨy od czterech czynników, kt·rymi sŃ: 

1. Rozmiar i jakoŜĺ zbioru danych. Im wiňkszy i bardziej zr·Ũnicowany zbi·r danych 

treningowych, tym lepsza potencjalna generalizacja modelu (Kaplan et al. 2020). 

Empiryczne na przykğadzie klasyfikacji model szybciej generalizuje potňgowo wraz z 

rozmiarem zbioru Ὀ, a nadmierne dopasowanie roŜnie gğ·wnie z ilorazu ὔȢȾ Ὀ. 

Oznacza to potrzebň subliniowego zwiňkszania danych wzglňdem wielkoŜci modelu (np. 

8Ĭ wiňkszy model wymaga ~5Ĭ wiňcej danych), a r·Ũnorodne dane poprawiajŃ r·wnieŨ 

transfer na inne dystrybucje (Kaplan et al. 2020). Rysunek 29 przedstawia poglŃdowo jaki 

wpğyw ma rozmiar i jakoŜĺ zbioru danych na uczenie modelu. 
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Rysunek 29. ZaleŨnoŜĺ miňdzy moŨliwoŜciami i iloŜciŃ danych prostego uczenia statystycznego, 

tradycyjnego uczenia maszynowego i sieci neuronowych z r·Ũnymi warstwami ukrytymi. 

ťr·dğo: (Guo et al. 2020). 

 

2. Architektura modelu. ZğoŨonoŜĺ i struktura modelu gğňbokiego uczenia wpğywa na jego 

zdolnoŜĺ do uchwycenia wzorc·w w danych. 

ZğoŨonoŜĺ i struktura modelu gğňbokiego uczenia determinujŃ jego pojemnoŜĺ (ang. 

capacity), czyli zdolnoŜĺ klasy modeli Ὄ do aproksymowania szerokiego zakresu funkcji oraz 

uprzedzenia indukcyjne (ang. inductive bias). Uprzedzenia indukcyjne to zbi·r zağoŨeŒ i 

preferencji wbudowanych w algorytm/architekturň, kt·re nadajŃ pierwszeŒstwo wybranym 

hipotezom i rozwiŃzaniom. Oba te elementy wpğywajŃ na zdolnoŜĺ do uog·lniania. Wraz ze 

wzrostem pojemnoŜci bğŃd uczŃcy zwykle monotonicznie maleje, natomiast bğŃd generalizacji ma 

zwykle przebieg w ksztağcie litery U. Natomiast, wraz ze wzrostem pojemnoŜci bğŃd uczŃcy 

zwykle monotonicznie maleje, podczas gdy bğŃd generalizacji przyjmuje przebieg w ksztağcie 

litery U. Jesği model posiada zbyt mağej pojemnoŜci mamy niedouczenie (ang. underfitting), przy 

zbyt duŨej - przeuczenie (ang. overfitting). R·Ũnica miňdzy bğňdem na zbiorze uczŃcym a 

testowym tworzy lukň generalizacyjnŃ; w miarň zwiňkszania pojemnoŜci luka ta roŜnie i po 
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przekroczeniu pewnego punktu dominuje nad korzyŜciami z dalszej redukcji bğňdu uczŃcego 

(optymalna pojemnoŜĺ leŨy poŜrodku tego kompromisu).  

W literaturze podkreŜla siň, Ũe chociaŨ prostsze hipotezy czňŜciej dobrze generalizujŃ, to 

jednoczeŜnie naleŨy zapewniĺ wystarczajŃcŃ zğoŨonoŜĺ, by uzyskaĺ niski bğŃd uczŃcy 

(Goodfellow et al. 2016:110ï15). PoniŨszy Rysunek 30 przedstawia zaleŨnoŜĺ bğňdu od 

pojemnoŜci modelu. Niebieska linia przerywana oznacza bğŃd uczŃcy, kt·ry maleje wraz ze 

wzrostem pojemnoŜci i asymptotycznie zbliŨa siň do minimum. Zielona linia ciŃgğa oznacza bğŃd 

generalizacji, kt·ry poczŃtkowo maleje, a nastňpnie po przekroczeniu pewnego poziomu 

zğoŨonoŜci - roŜnie. Lewa czňŜĺ wykresu przedstawia strefň niedouczenia (oba bğňdy wysokie), 

prawa - przeuczenia (bğŃd uczŃcy niski, bğŃd generalizacji rosnŃcy). Czerwona linia wyznacza 

optymalnŃ pojemnoŜĺ, przy kt·rej bğŃd generalizacji jest minimalny, a podw·jna strzağka obrazuje 

lukň generalizacyjnŃ - r·Ũnicň miňdzy bğňdem uczŃcym a bğňdem na danych niewidzianych przez 

model. 

 

Rysunek 30. ZaleŨnoŜĺ miňdzy pojemnoŜciŃ a bğňdem podczas szkolenia modelu 

ťr·dğo: (Goodfellow et al. 2016:113) 

3. Regularyzacja. Techniki takie jak dropout, L2 regularization czy wczesne zatrzymanie 

(early stopping) pomagajŃ w zapobieganiu przeuczeniu (overfitting) i wspierajŃ lepszŃ 

generalizacjň (Andrey 1963). 

Dropout jest powszechnŃ metodŃ regularyacji (Srivastava et al. 2014b). UŨycie tej techniki 

jest szczególnie uzasadnione w przypadku gğňbokich sieci o wielu parametrach (Gal, Hron, i 
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Kendall 2017; Khan, Hayat, i Porikli 2019; Saito et al. 2018). Ta technika losowo dezaktywuje 

jednostki neuronowe i ich poğŃczenia podczas fazy treningowej. Dziňki temu zapobiega siň 

nadmiernemu dopasowaniu modelu do danych treningowych, poniewaŨ poszczeg·lne jednostki 

nie mogŃ polegaĺ na ŜciŜle skorelowanych aktywacjach innych neuron·w, lecz muszŃ nauczyĺ siň 

dziağaĺ w r·Ũnych kontekstach. Aby zwiňkszyĺ jego zdolnoŜĺ do generalizacji, dropout moŨna 

rozumieĺ jako metoda przybliŨajŃca, kt·ra gromadzi wiele r·Ũnych submodeli zwiŃzanych 

z nowymi modelami sieciowymi. W fazie testowej sieĺ neuronowa dziağa w peğnej konfiguracji, 

ale wagi neuron·w sŃ zwiňkszone w celu uwzglňdnienia ich wpğywu poprzednich przypadkowych 

wyğŃczeŒ. Dropout zmniejsza bğŃd generalizacji i jest skuteczniejszy niŨ tradycyjne metody 

regularizacji, takie jak L1 i L2. Jego zastosowanie obejmuje szeroki zakres problemów uczenia 

nadzorowanego, w tym rozpoznawanie obraz·w, przetwarzanie mowy i klasyfikacjň dokument·w 

(Srivastava et al. 2014b). 

Regularyzacja L2 (ang. weight decay) polega na dodaniu do funkcji kosztu skğadnika 

karzŃcego za duŨe wartoŜci wag, proporcjonalnego do sumy kwadrat·w wag sieci (Goodfellow et 

al. 2016:228ï30). Formalnie, do standardowej funkcji straty L dodawany jest czğon ɚ/2 · ||w||², 

gdzie ɚ jest hiperparametrem kontrolujŃcym siğň regularyzacji. Mechanizm ten zapobiega 

nadmiernemu wzrostowi wag, co ogranicza zdolnoŜĺ modelu do zapamiňtywania szumu w danych 

treningowych. W praktyce regularyzacja L2 promuje rozwiŃzania o mniejszej normie wag, co 

czňsto prowadzi do gğadszych funkcji decyzyjnych i lepszej generalizacji na zbiorze testowym 

(Krogh i Hertz 1991). 

Wczesne zatrzymanie (ang. early stopping) jest technikŃ regularyzacji polegajŃcŃ na 

monitorowaniu bğňdu na zbiorze walidacyjnym podczas procesu uczenia i przerwaniu treningu, 

gdy bğŃd ten przestaje maleĺ lub zaczyna rosnŃĺ (Goodfellow et al. 2016:241ï46). PodejŜcie to 

wykorzystuje obserwacjň, Ũe w poczŃtkowych epokach uczenia model poprawia zar·wno 

dopasowanie do danych treningowych, jak i zdolnoŜĺ generalizacji, natomiast w p·Ŧniejszych 

etapach moŨe dojŜĺ do przeuczenia, wyraŨajŃcego siň spadkiem bğňdu treningowego przy 

jednoczesnym wzroŜcie bğňdu walidacyjnego. Early stopping jest czňsto stosowanŃ technikŃ ze 

wzglňdu na jej ğatwoŜĺ implementacji i brak koniecznoŜci modyfikacji architektury sieci (Prechelt 

1998). W kontekŜcie prognozowania szereg·w czasowych technika ta jest standardowo stosowana 

w bibliotekach takich jak PyTorch Lightning i NeuralForecast (Nixtla 2025). 
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4. Walidacja krzyŨowa. UŨywanie walidacji krzyŨowej do oceny modelu pomaga w lepszym 

oszacowaniu jego zdolnoŜci generalizacji na nowych danych. 

Walidacja krzyŨowa (ang. cross-validation) to rygorystyczna procedura statystyczna 

sğuŨŃca do oceny rzetelnoŜci modelu poprzez systematyczny podziağ dostňpnego zbioru danych na 

wzajemnie wykluczajŃce siň podzbiory uczŃce i weryfikacyjne. Zastosowanie tej techniki pomaga 

w wiarygodnym oszacowaniu zdolnoŜci generalizacji modelu na nowych danych. 

W szeregach czasowych standardowa k-krotna walidacja krzyŨowa (k-fold cross-validation) 

nie moŨe byĺ bezpoŜrednio zastosowana. W klasycznym podejŜciu dane sŃ losowo dzielone na k 

podzbior·w, co prowadzi do wycieku informacji z przyszğoŜci do przeszğoŜci i narusza zasadň 

chronologicznej dostňpnoŜci danych (Hyndman i Athanasopoulos 2018). Model trenowany na 

obserwacjach z r·Ũnych okres·w moŨe wykorzystywaĺ wzorce z przyszğoŜci do przewidywania 

przeszğoŜci, co zawyŨa ocenň jego zdolnoŜci generalizacji. 

Walidacja krzyŨowa dla szereg·w czasowych (ang. time series cross-validation) opiera siň 

na koncepcji przesuwajŃcego siň pochodzenia prognozy (ang. rolling forecast origin) (Tashman 

2000:437ï50).  W tej procedurze zbi·r danych jest wielokrotnie dzielony na czňŜĺ uczŃcŃ i 

testowŃ, przy czym kaŨdy podziağ zachowuje porzŃdek chronologiczny. Procedura przebiega 

nastňpujŃco: 

1. model jest trenowany na zbiorze obserwacji od t = 1 do t = i, 

2. generowane sŃ prognozy na horyzont h krok·w, 

3. prognozy sŃ por·wnywane z wartoŜciami rzeczywistymi z okresu i+1 do i+h, 

4. pochodzenie prognozy jest przesuwane do przodu i procedura jest powtarzana, 

5. wynikowe metryki bğňd·w sŃ uŜredniane po wszystkich iteracjach. 

Wyr·Ũnia siň dwa gğ·wne warianty tej procedury (Bergmeir i Benítez 2012:193ï213): 

1. Okno rozszerzajŃce (expanding window), gdzie zbi·r uczŃcy roŜnie z kaŨdŃ iteracjŃ, 

obejmujŃc wszystkie dostňpne obserwacje historyczne. PodejŜcie to maksymalizuje 

wykorzystanie danych, ale moŨe byĺ wraŨliwe na zmiany strukturalne w szeregu, 

2. Okno przesuwajŃce (sliding window, rolling window), gdzie zbi·r uczŃcy ma stağŃ 

dğugoŜĺ i przesuwa siň wraz z pochodzeniem prognozy. Starsze obserwacje sŃ usuwane w 

miarň dodawania nowszych. Metoda ta jest bardziej odpowiednia dla szereg·w 

niestacjonarnych lub gdy najnowsze dane sŃ najbardziej reprezentatywne. 
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Rysunek 31 ilustruje schemat walidacji krzyŨowej dla szereg·w czasowych typu rolling 

origin. Niebieskie segmenty oznaczajŃ dane uczŃce, a pomaraŒczowe punkty dane testowe. 

PoczŃtkowo uŨywane jest minimum obserwacji niezbňdnych do estymacji, a nastňpnie z kaŨdŃ 

iteracjŃ zbi·r uczŃcy jest rozszerzany lub przesuwany. 

 

Rysunek 31. Schemat walidacji krzyŨowej dla szereg·w czasowych (rolling origin). 

ťr·dğo: Opracowanie wğasne na podstawie (Hyndman i Athanasopoulos 2018). 

W praktyce prognozowania sprzedaŨy paliw zastosowanie walidacji rolling origin z wieloma 

oknami czasowymi (n_windows > 1) pozwala na uzyskanie bardziej wiarygodnej oceny jakoŜci 

modelu. Wedğug literatury wyb·r modelu o najniŨszym Ŝrednim bğňdzie (np. RMSE lub MAE) 

obliczonym na podstawie tej procedury (Hyndman i Athanasopoulos 2018). Takie podejŜcie 

redukuje ryzyko wyboru modelu, kt·ry dobrze sprawdza siň jedynie w specyficznym okresie 

testowym. Dodatkowym aspektem jest moŨliwoŜĺ wprowadzenia przerwy (ang. gap) miňdzy 

zbiorem uczŃcym a testowym, co symuluje op·Ŧnienia w dostňpnoŜci danych wystňpujŃce 

w rzeczywistych scenariuszach biznesowych.  

W niniejszej dysertacji zastosowano walidacjň out-of-time na wydzielonym koŒcowym 

oknie oraz rolling origin z n_windows = 10 dla strojenia hiperparametrów, co jest zgodne z 

rekomendacjami literaturowymi (Hyndman i Athanasopoulos 2018; Tashman 2000). W bibliotece 

NeuralForecast (Nixtla) walidacja krzyŨowa dla szereg·w czasowych jest implementowana 

poprzez metodň cross_validation z parametrami n_windows (liczba okien ewaluacyjnych), 
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step_size (krok miňdzy kolejnymi oknami) oraz refit (strategia ponownego uczenia modelu). Gdy 

step_size r·wna siň horyzontowi prognozy h, otrzymuje siň nieprzekrywajŃce siň okna testowe; 

ustawienie refit=True powoduje ponowne trenowanie modelu w kaŨdym oknie, symulujŃc 

rzeczywisty scenariusz aktualizacji modelu w miarň napğywu nowych danych (Nixtla 2025). 

Model nadmiernie dopasowany do danych treningowych, kt·ry jednoczeŜnie wykazuje sğabŃ 

zdolnoŜĺ predykcyjnŃ na nowych obserwacjach, okreŜlany jest mianem modelu przeuczonego 

(ang. overfitted). Natomiast model charakteryzujŃcy siň dobrŃ generalizacjŃ osiŃga zr·wnowaŨone 

wyniki zar·wno na zbiorze treningowym, jak i na zbiorze testowym, co Ŝwiadczy o jego zdolnoŜci 

do ekstrakcji istotnych wzorców z danych przy jednoczesnym unikaniu dopasowania do szumu 

losowego. W literaturze przedmiotu wykazano, Ũe w modelach o duŨej pojemnoŜci przestrzeni 

hipotez moŨliwe jest osiŃgniňcie niskich bğňd·w testowych i oczekiwanych ryzyk, co kwestionuje 

tradycyjne poglŃdy na temat kompromisu miňdzy zğoŨonoŜciŃ modelu a zdolnoŜciŃ do generalizacj 

(Jain 2018; Oppermann 2020; Stöffelbauer 2023). Zaproponowane w tych pracach granice 

generalizacji, oparte na zbiorach walidacyjnych, dostarczajŃ numerycznie Ŝcisğych gwarancji dla 

modeli gğňbokiego uczenia. Z perspektywy teoretycznej celem procesu uczenia maszynowego jest 

minimalizacja oczekiwanego ryzyka, co w praktyce realizuje siň poprzez minimalizacjň 

obliczalnego ryzyka empirycznego na dostňpnym zbiorze danych 

Podwójny spadek (ang. double descent) jest zjawiskiem w gğňbokim uczeniu, kt·re opisuje 

nieliniowe zmiany bğňdu testowego modelu w zaleŨnoŜci od liczby parametr·w modelu. 

Klasyczna teoria uczenia maszynowego przewiduje, Ũe bğŃd modelu maleje wraz ze wzrostem 

liczby parametr·w do momentu osiŃgniňcia optimum, po czym zaczyna rosnŃĺ z powodu 

nadmiernego dopasowania (overfitting). JednakŨe, w gğňbokim uczeniu obserwuje siň, Ũe po tym 

wzroŜcie bğŃd moŨe ponownie maleĺ, tworzŃc charakterystyczny ksztağt krzywej bğňdu nazywany 

podwójnym spadkiem. 

Zjawisko to zostağo szczeg·ğowo opisane w kontekŜcie regresji liniowej oraz sieci 

neuronowych (Belkin et al. 2019; Nakkiran et al. 2021) , a w prognozowaniu szeregów czasowych 

zaobserwowano jego epokowŃ odmianň (Assandri et al. 2023). W klasycznej regresji liniowej, 

kiedy liczba parametr·w modelu zbliŨa siň do liczby dostňpnych danych, bğŃd testowy osiŃga sw·j 

szczyt. Jest to punkt, w kt·rym model jest w stanie dokğadnie dopasowaĺ siň do danych 

treningowych, co prowadzi do wysokiej wariancji bğňd·w na zbiorze testowym. Po przekroczeniu 

tego punktu, gdy model staje siň nadparametryzowany (tj. liczba parametr·w jest znacznie wiňksza 
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niŨ liczba danych), bğŃd testowy zaczyna ponownie maleĺ. Wynika to z faktu, Ũe w 

nadparametryzowanym modelu, algorytmy optymalizacji majŃ tendencjň do wybierania 

rozwiŃzaŒ o mniejszej normie, co zmniejsza wariancjň modelu (Belkin et al. 2019; Nakkiran et al. 

2021). Rysunek 32 przedstawia omawiane zjawisko. 

 

Rysunek 32. Zjawisko podwójnego spadku. 

ťr·dğo: Opracowanie wğasne na podstawie (Lafon i Thomas 2024). 

W literaturze przedstawiono, Ũe podw·jny spadek wystňpuje r·wnieŨ w nieliniowych 

modelach gğňbokiego uczenia, takich jak sieci neuronowe. W szczeg·lnoŜci, zjawisko to jest 

widoczne w modelach takich jak sieci konwolucyjne (CNN) i rekurencyjne (RNN), czy 

tranformerów (Assandri et al. 2023) gdzie zwiňkszanie liczby warstw lub jednostek w warstwie 

moŨe prowadziĺ do poczŃtkowego wzrostu bğňdu testowego, a nastňpnie jego spadku. Mechanizm 

stojŃcy za tym zjawiskiem jest podobny do tego obserwowanego w regresji liniowej. Mechanizm 

ten oznacza, Ũe w miarň jak model staje siň bardziej zğoŨony, poczŃtkowo lepiej dopasowuje siň 

do danych treningowych kosztem generalizacji, ale dalsze zwiňkszanie zğoŨonoŜci modelu 

pozwala na lepsze uog·lnienie poprzez preferowanie prostszych rozwiŃzaŒ. NaleŨy mieĺ jednak 

na uwadze, Ũe kiedy zastosuje siň warstwň dropout zjawisko podw·jnego spadku moŨe zanikaĺ 

(Lafon i Thomas 2024). 
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Zjawisko podw·jnego spadku (ang. double descent) moŨna zaobserwowaĺ w r·Ũnych 

konfiguracjach modeli i danych. Przykğadowo, w przypadku regresji wielomianowej wzrost 

stopnia wielomianu prowadzi do charakterystycznej niemonotonicznej dynamiki bğňdu testowego. 

Zjawisko to ma r·wnieŨ istotne implikacje dla doboru hiperparametr·w modelu, w tym 

wsp·ğczynnika regularyzacji, kt·ry wpğywa na efektywnŃ liczbň parametr·w. 

Podw·jny spadek podwaŨa tradycyjne zağoŨenie o monotonicznym zwiŃzku miňdzy 

zğoŨonoŜciŃ modelu a ryzykiem nadmiernego dopasowania, wynikajŃce z klasycznej teorii 

kompromisu obciŃŨenie-wariancja (Belkin et al. 2019). Badania empiryczne wykazağy, Ũe po 

przekroczeniu progu interpolacji, w kt·rym model idealnie dopasowuje dane treningowe, bğŃd 

generalizacji moŨe ponownie maleĺ wraz ze wzrostem pojemnoŜci modelu. W pracy epirycznej 

zbadano wystňpowanie tego zjawiska w trzech wymiarach: wzglňdem rozmiaru modelu, liczby 

próbek oraz liczby epok uczenia (Nakkiran et al. 2021). Obserwacje te majŃ istotne implikacje dla 

doboru architektury, strategii regularyzacji oraz procedur strojenia hiperparametr·w w gğňbokim 

uczeniu. 
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3.5.  Przykğady wykorzystania gğňbokiego uczenia w organizacjach 

gospodarczych  

W ostatnich latach gğňbokie uczenie znalazğo zastosowanie w organizacjach funkcjonujŃcych w 

r·Ũnych dziedzinach gospodarki. Wpğyw gğňbokiego uczenia jest szczeg·lnie widoczny w 

praktyce przedsiňbiorstw, gdzie dochodzi do optymalizacji proces·w, zwiňkszania efektywnoŜci 

operacyjnej oraz innowacyjnego rozwiŃzywania problem·w biznesowych.  

Zastosowanie gğňbokiego uczenia w prognozowaniu sprzedaŨy obejmuje analizň duŨych 

zbior·w danych historycznych, w tym danych transakcyjnych, zachowaŒ klient·w, trend·w 

rynkowych, a nawet czynnik·w zewnňtrznych, takich jak warunki ekonomiczne czy zmiany 

sezonowe. Dziňki zdolnoŜci do przetwarzania i analizowania zğoŨonych i nieliniowych wzorc·w 

w danych, gğňbokie uczenie pozwala na tworzenie dokğadniejszych i bardziej wiarygodnych 

prognoz sprzedaŨy. Modele te mogŃ uwzglňdniaĺ subtelne niuanse i zmieniajŃce siň dynamiki 

rynku w kontekŜcie sprzedaŨy, co jest szczeg·lnie istotne w szybko zmieniajŃcych siň branŨach, 

takich jak na przykğad moda, elektronika czy ŨywnoŜĺ (Giri, Thomassey, et al. 2019; Kao i Chueh 

2022; Nithin et al. 2022). Zastosowanie gğňbokiego uczenia w organizacjach biznesowych, 

szczeg·lnie w kontekŜcie prognozowania sprzedaŨy, wykazağo znaczŃcy wpğyw zar·wno na 

decyzje strategiczne, jak i operacyjne, przyczyniajŃc siň znaczŃco do tworzenia wartoŜci. 

Integracja modeli gğňbokiego uczenia, takich jak modele sieci neuronowych MLP, w 

prognozowaniu sprzedaŨy w branŨy modowej, jest przykğadem tego wpğywu. W badaniu 

przeprowadzonym przez Giri i inni (Giri, Thomassey, et al. 2019) gğňbokie uczenie zostağo 

zastosowane do prognozowania sprzedaŨy nowej odzieŨy, demonstrujŃc zdolnoŜĺ modelu do 

obsğugi zğoŨonych danych bez problem·w z nadmiernym dopasowaniem. Model wykazağ 

pozytywne wyjaŜnienie wariancji w danych treningowych i akceptowalnŃ wydajnoŜĺ w danych 

testowych, wskazujŃc na jego wiarygodnoŜĺ w przewidywaniu trend·w sprzedaŨy. Takie 

podejŜcie jest szczeg·lnie korzystne dla projektant·w mody i sprzedawc·w detalicznych, 

umoŨliwiajŃc im przewidywanie przyszğego popytu na produkty i trendów na podstawie 

szczeg·ğowej analizy bieŨŃcej sprzedaŨy produkt·w i ukrytych cech w obrazach produkt·w. Taka 

zdolnoŜĺ predykcyjna jest kluczowa dla podejmowania Ŝwiadomych decyzji strategicznych, 

optymalizacji zapas·w i poprawy wydajnoŜci biznesowej. 

Podobnie, w sektorze detalicznym ŨywnoŜci, gğňbokie uczenie zostağo wykorzystane do 

zwiňkszenia prognozowania zakup·w dla zespoğ·w producent·w i sprzedawc·w detalicznych 
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ŨywnoŜci, jak om·wiono to w badaniu Kao i Chueh (Kao i Chueh 2022). Takie podejŜcie nie tylko 

pomaga w produkcji odpowiedniej iloŜci ŨywnoŜci, aby uniknŃĺ marnotrawstwa, ale takŨe w 

zapobieganiu utracie moŨliwoŜci biznesowych z powodu niedostatecznego zaopatrzenia. Badanie 

skupiğo siň na konkretnym produkcie o kr·tkim okresie przydatnoŜci do spoŨycia i wysokim 

stosunku przychod·w, wykorzystujŃc zmniejszony zestaw znaczŃcych czynnik·w wpğywajŃcych 

do analizy. Wynikowy model prognozowania wykazağ minimalny bğŃd Ŝredniokwadratowy 

prognozy (MSPE), demonstrujŃc jego skutecznoŜĺ w zmniejszaniu bğňd·w zakupowych i 

przyczyniajŃc siň do zr·wnowaŨonej dziağalnoŜci w dziedzinie zielonej energii w produkcji 

ŨywnoŜci (Kao i Chueh 2022).  

Poza aspektami dystrybucji i sprzedaŨy gğňbokie uczenie rozwija siň szczególnie 

dynamicznie w sektorze medycznym i finansowym. Postňpy naukowe dotyczŃce gğňbokiego 

uczenia w tych obszarach gospodarki oddziağujŃ na pozostağe sektory i przyczyniajŃ siň do ich 

transformacji cyfrowej. 

W kontekŜcie prognozowania w medycynie, gğňbokie uczenie jest wykorzystywane do 

przewidywania r·Ũnych wynik·w zdrowotnych i diagnostyki medycznej, co ma kluczowe 

znaczenie dla planowania leczenia i zarzŃdzania opiekŃ zdrowotnŃ. Przykğady zastosowania 

prognozowania w medycynie obejmujŃ algorytmy gğňbokiego uczenia, kt·re analizujŃ dane 

pacjent·w, w tym wyniki badaŒ, historiň medycznŃ i genetyczne markery, aby przewidzieĺ ryzyko 

wystŃpienia okreŜlonych schorzeŒ (Al Jannat et al. 2022; Martínez-Martínez i Nabavi 2023; Xia 

et al. 2023). W onkologii, te algorytmy mogŃ przewidywaĺ reakcje pacjent·w na chemioterapiň 

lub radioterapiň, co pozwala na dostosowanie planu leczenia (Lee et al. 2022). Ponadto, 

wykorzystujŃc dane z poprzednich operacji i aktualny stan zdrowia pacjenta, algorytmy mogŃ 

identyfikowaĺ pacjent·w o wysokim ryzyku powikğaŒ pooperacyjnych (Mahajan et al. 2023). Te 

zastosowania gğňbokiego uczenia w medycynie pokazujŃ, jak technologia ta przyczynia siň do 

poprawy jakoŜci opieki zdrowotnej poprzez bardziej precyzyjne prognozowanie wynik·w 

medycznych, co z kolei umoŨliwia lepsze planowanie i personalizacjň leczenia. MoŨliwoŜci 

zastosowania gğňbokiego uczenia w medycynie sŃ bardzo szerokie i ciŃgle siň rozwijajŃ. 

Sektor usğug finansowych ulega transformacji dziňki rozwojowi technologii finansowych, 

zwanych fintech. Termin ófintechô bňdŃcy skr·tem z jňzyka angielskiego od óFinancial 

Technologyô w wolnym tğumaczeniu jako technologia finansowa odnosi siň do innowacyjnych 

usğug finansowych, kt·re funkcjonujŃ przede wszystkim online i opierajŃ siň na zaawansowanych 
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technologiach informacyjnych. Do sektora Fintech zalicza siň m.in. innowacyjne podmioty 

nadzorowane, czyli np. banki, instytucje pğatnicze, zakğady ubezpieczeŒ, firmy inwestycyjne; oraz 

podmioty nienadzorowane, czňsto start-upy dopiero zaczynajŃce swojŃ dziağalnoŜĺ (Efigence 

2023).  

Firmy fintech tworzŃ m.in. r·Ũnego rodzaju bankowe aplikacje mobilne umoŨliwiajŃce 

zarzŃdzanie finansami, otwieranie kont z limitem wypğat przeznaczonych na okreŜlone cele 

(rozrywka, opğaty mieszkaniowe) czy informujŃce na jednym ekranie o transakcjach, kredytach, 

ubezpieczeniach i inwestycjach na wszystkich rachunkach w r·Ũnych bankach. Ta zmiana jest 

napňdzana przez innowacje w technologii informacyjnej, takie jak np. blockchain, kt·ry jako 

bezpieczny internetowy rejestr zastňpuje poŜrednik·w finansowych w transakcjach. Choĺ 

blockchain jest testowany na mağŃ skalň, ma potencjağ do zakğ·cenia rynk·w finansowych o 

wartoŜci wielu bilion·w dolar·w (Sejnowski 2019:26). W fintechach gğňbokie uczenie jest 

niezbňdne, zwğaszcza w celu ulepszenia oceny kredytowej, dostarczania dokğadnych informacji 

biznesowych i finansowych, znajdowania sygnağ·w w mediach spoğecznoŜciowych, kt·re 

przewidujŃ trendy rynkowe oraz zapewniania biometrycznego bezpieczeŒstwa transakcji 

finansowych (Almomani et al. 2022; Katarya i Massoudi 2020; Kumar et al. 2022; Paul i Das 

2023). W Ŝwiecie, w kt·rym ğatwoŜĺ uzyskania danych jest niezbňdna do osiŃgniňcia sukcesu, a 

dostňpnoŜĺ danych finansowych jest ogromna, gğňbokie uczenie staje siň nie tylko korzystne, ale 

wrňcz niezbňdne. Jednym z przykğad·w, gdzie gğňbokie uczenie ma znaczŃcy wpğyw, jest 

zautomatyzowany handel na rynkach gieğdowych. Jest on szybszy niŨ tradycyjne strategie 

inwestycyjne dğugoterminowe i bardziej przemyŜlany niŨ handel wysokoczňstotliwoŜciowy (ang 

high frequency trading, HFT). W tym kontekŜcie, r·Ũnorodne algorytmy uczenia maszynowego sŃ 

ğŃczone, aby osiŃgnŃĺ najlepsze wyniki inwestycyjne (Briola et al. 2023). 

Opisane przykğady podkreŜlajŃ transformacyjny wpğyw gğňbokiego uczenia na decyzje 

strategiczne i operacyjne w organizacjach biznesowych. UmoŨliwiajŃc dokğadniejsze i bardziej 

terminowe prognozowanie sprzedaŨy, modele gğňbokiego uczenia przyczyniajŃ siň do 

efektywnego alokowania zasob·w, zarzŃdzania zapasami i analizy trend·w rynkowych. Prowadzi 

to do zwiňkszonej efektywnoŜci operacyjnej, zmniejszenia marnotrawstwa i poprawy rentownoŜci, 

ostatecznie przyczyniajŃc siň do tworzenia znaczŃcej wartoŜci dla organizacji. MoŨliwoŜĺ 

dostosowania tych modeli w r·Ũnych sektorach podkreŜla ich wszechstronnoŜĺ i potencjağ w 

napňdzaniu innowacji biznesowych i zr·wnowaŨonego rozwoju.  
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NaleŨy r·wnieŨ zauwaŨyĺ, Ũe w ostatnich latach powstağo wiele zastosowaŒ uczenia 

maszynowego, w tym gğňbokiego uczenia (Pugliese, Regondi, i Marini 2021) zwiŃzanych z 

procesami dystrybucji i sprzedaŨy paliw lub transportem samochodowym (Kalid et al. 2004; 

Labibah et al. 2021; Lian et al. 2021; Sun et al. 2018; Wiňcek i Kubek 2024).  

W kontekŜcie dystrybucji i sprzedaŨy paliwa zastosowania uczenia maszynowego obejmujŃ 

algorytmy eksploracji danych, kt·re uczŃ siň identyfikowaĺ fağszywe transakcje kart kredytowych 

(Ileberi, Sun, i Wang 2022), systemy filtrowania informacji w celu rekomendacji wybranych 

produktów (¢akēr et al. 2020) oraz autonomiczne pojazdy (Mendes 2018), kt·re uczŃ siň poruszaĺ 

po autostradach publicznych.  

Natomiast w dotychczasowych badaniach naukowych i rozwiŃzaniach praktycznych brakuje 

podejŜĺ dotyczŃcych prognozowania sprzedaŨy paliw silnikowych. 

Wyniki rozwaŨaŒ prowadzonych w rozdziale trzecim stanowiŃ odpowiedŦ na trzecie pytanie 

badawcze: (RQ3) Kt·re architektury gğňbokiego uczenia sŃ najbardziej odpowiednie do 

modelowania szeregów czasowych sprzedaŨy paliw i jakie mechanizmy decydujŃ o ich zdolnoŜci 

do generalizacji? 

Przeprowadzona analiza teoretyczna wykazağa, Ũe do prognozowania szereg·w czasowych 

sprzedaŨy paliw najbardziej odpowiednie sŃ architektury zdolne do modelowania 

wielosezonowych wzorc·w oraz dğugozasiňgowych zaleŨnoŜci czasowych. NaleŨŃ do nich 

rekurencyjne sieci neuronowe z mechanizmami bramkowania (LSTM, GRU) oraz ich warianty z 

dylatacjŃ (DilatedRNN), temporalne sieci konwolucyjne (TCN, BiTCN) wykorzystujŃce 

konwolucje przyczynowe z rosnŃcymi wsp·ğczynnikami dylatacji, a takŨe modele hybrydowe 

oparte na ekspansji bazowej (N-BEATS, N-HiTS) oraz architektury z mechanizmem atencji (TFT, 

PatchTST). ZdolnoŜĺ do generalizacji w gğňbokim uczeniu determinowana jest przez cztery 

gğ·wne czynniki: (1) rozmiar i jakoŜĺ zbioru danych - wiňksza liczba i r·ŨnorodnoŜĺ obserwacji 

sprzyja lepszemu uog·lnianiu, (2) architekturň modelu - pojemnoŜĺ (capacity) i uprzedzenia 

indukcyjne (inductive bias) decydujŃ o kompromisie miňdzy niedouczeniem a przeuczeniem, (3) 

strategie regularyzacji - techniki takie jak dropout, early stopping czy normalizacja wagowa 

ograniczajŃ nadmierne dopasowanie do danych treningowych, (4) procedury walidacji krzyŨowej, 

takich jak metoda rolling origin umoŨliwia wiarygodnŃ ocenň zdolnoŜci predykcyjnej modelu na 

danych niewidzianych. Zjawisko podw·jnego spadku (double descent) wskazuje ponadto, Ũe w 

modelach gğňbokiego uczenia moŨliwe jest osiŃgniňcie dobrej generalizacji nawet przy bardzo 
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duŨej liczbie parametr·w, pod warunkiem odpowiedniej kontroli procesu uczenia. UdzielajŃc 

odpowiedzi na to pytania badawcze, zrealizowano r·wnieŨ trzeci cel teoriopoznawczy, który 

polegağ na usystematyzowaniu wiedzy dotyczŃcej gğňbokiego uczenia w kontekŜcie dystrybucji 

i sprzedaŨy paliw. 
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4. Modele gğňbokiego uczenia realizujŃce prognozowanie sprzedaŨy 

paliw silnikowych  

Rozdziağ prezentuje wyniki badaŒ empirycznych przeprowadzonych w celu weryfikacji 

opracowanej metody prognozowania sprzedaŨy paliw silnikowych z wykorzystaniem gğňbokiego 

uczenia. Badania te stanowiŃ odpowiedŦ na pytania badawcze sformuğowane we wstňpie dysertacji 

oraz realizujŃ cele empiryczne okreŜlone w rozdziale metodycznym. W szczeg·lnoŜci rozdziağ 

empiryczny koncentruje siň na por·wnawczej analizie skutecznoŜci modeli gğňbokiego uczenia 

wzglňdem tradycyjnych metod statystycznych, identyfikacji optymalnej architektury sieci 

neuronowej oraz ocenie wpğywu zmiennych egzogenicznych na dokğadnoŜĺ prognoz. 

Przeprowadzone eksperymenty objňğy dziesiňĺ architektur gğňbokiego uczenia: DilatedRNN 

(rekurencyjna sieĺ z dylatacjŃ), N-BEATSx (Neural Basis Expansion Analysis with Exogenous 

Variables), BiTCN (Bidirectional Temporal Convolutional Network), LSTM (Long Short-Term 

Memory), GRU (Gated Recurrent Unit), RNN (Vanilla Recurrent Neural Network), TCN 

(Temporal Convolutional Network), N-HiTS (Neural Hierarchical Interpolation for Time Series), 

TFT (Temporal Fusion Transformer) oraz PatchTST (Patch Time Series Transformer). Jako 

punkty odniesienia (ang. baseline) zastosowano trzy metody tradycyjne: SeasonalNaive, 

AutoARIMA oraz Holt-Winters. ĞŃcznie przetestowano dwanaŜcie modeli w ujednoliconych 

warunkach eksperymentalnych. 

Gğ·wnym kryterium oceny jakoŜci prognoz byğ wsp·ğczynnik determinacji R2 oraz Ŝredni 

bğŃd bezwzglňdny MAE (ang. Mean Absolute Error), wyraŨajŃcy odchylenie prognozy od wartoŜci 

rzeczywistej w jednostkach objňtoŜci paliwa (litrach). W celu zapewnienia wiarygodnoŜci 

wynik·w zastosowano wieloaspektowŃ strategiň walidacji, obejmujŃcŃ testy stabilnoŜci (Stress 

Test) z wieloma ziarnami losowoŜci (random seeds), badania ablacyjne wpğywu zmiennych 

egzogenicznych oraz formalnŃ analizň statystycznŃ por·wnaŒ miňdzy modelami. 

Struktura rozdziağu jest nastňpujŃca. Podrozdziağ 4.1 przedstawia wstňpne przetwarzanie 

danych, obejmujŃce czyszczenie, agregacjň, diagnostykň stacjonarnoŜci oraz konstrukcjň cech 

kalendarzowych i egzogenicznych. Podrozdziağ 4.2 opisuje proces budowy modeli gğňbokiego 

uczenia, w tym optymalizacjň hiperparametr·w oraz strategie regularyzacji. Podrozdziağ 4.3 

prezentuje zbiorcze wyniki porównania wszystkich dwunastu modeli wraz z rankingiem ich 

efektywnoŜci. Podrozdziağ 4.4 zawiera analizň architektur gğňbokiego uczenia, obejmujŃcŃ 

szczeg·ğowŃ charakterystykň poszczeg·lnych modeli ze szczeg·lnym uwzglňdnieniem 
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DilatedRNN oraz badanie ablacyjne wpğywu zmiennych egzogenicznych, kt·re ujawniğo 

kontraintuicyjne zaleŨnoŜci miňdzy dostňpnoŜciŃ danych a jakoŜciŃ predykcji. Podrozdziağ 4.5 

przedstawia formalnŃ analizň statystycznŃ, obejmujŃcŃ testy istotnoŜci r·Ũnic (Wilcoxon, Diebold-

Mariano), test wielomodelowy Friedmana z procedurŃ post-hoc Nemenyi-ego oraz analizň 

residu·w najlepszego modelu. Podrozdziağ 4.6 prezentuje wyniki walidacji krzyŨowej typu rolling 

origin, umoŨliwiajŃcej ocenň stabilnoŜci modeli w r·Ũnych podokresach czasowych. Rozdziağ 

zamyka podrozdziağ 4.7, kt·ry zawiera wnioski odpowiadajŃce na pytania badawcze dotyczŃce 

wpğywu opracowanej metody na usprawnienie proces·w sprzedaŨy paliw, wraz z kwantyfikacjŃ 

potencjalnych korzyŜci ekonomicznych oraz wytycznymi wdroŨeniowymi dla praktyki 

biznesowej.  

Wynikiem przeprowadzonych badaŒ jest wykazanie, Ũe wszystkie dziesiňĺ architektur 

gğňbokiego uczenia istotnie przewyŨszajŃ metodň referencyjnŃ SeasonalNaive (test Wilcoxona, p 

< 0.01 po korekcie Holma). Model DilatedRNN z krótkim oknem kontekstowym (30 dni) i 

wyğŃcznie zmiennymi kalendarzowymi osiŃga najwyŨszŃ dokğadnoŜĺ w teŜcie na pojedynczym 

oknie (R² = 0.814, MAE = 155.5 L), natomiast model TCN wykazuje najwyŨszŃ stabilnoŜĺ w 

walidacji krzyŨowej (MAE = 269.5 L, ů = 44.7 L). Wyniki te przewyŨszajŃ tradycyjne metody 

statystyczne (AutoARIMA, RĮ = 0.60) o ponad 35% pod wzglňdem wyjaŜnionej wariancji i 

redukujŃ Ŝredni bğŃd bezwzglňdny o 61% wzglňdem SeasonalNaive. 
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4.1.  Wstňpne przetwarzanie danych 

W celu przeprowadzenia badaŒ przygotowano Ŝrodowisko badawcze w jňzyku Python oraz 

odnotowano wersje bibliotek wykorzystywanych w eksperymentach (m.in. StatsForecast, 

NeuralForecast, PyTorch Lightning, Ray/Tune), co zapewniğo replikowalnoŜĺ konfiguracji. 

Wykorzystano zbiór danych (po anonimizacji/maskowaniu) dostarczonych przez 

przedsiňbiorstwo zajmujŃce siň produkcjŃ tankomatów. Surowe dane sprzedaŨy paliw obejmowağy 

492 178 rekordów. Zbi·r zawierağ 20 zmiennych typu int64, 9 zmiennych kategorycznych i 4 

zmienne float64 oraz wystňpowağy braki danych. Proces wstňpnego przetwarzania danych 

rozpoczňto zatem od ich oczyszczenia, ujednolicenia typ·w, usuniňcia braków w zmiennych 

kategorycznych. Nastňpnie zagregowano sprzedaŨ do czňstotliwoŜci dobowej na poziomie 

stacjaĬprodukt; zbi·r roboczy do modelowania liczyğ 1177 obserwacji dobowych. Po tych 

operacjach otrzymano 2 zmienne typu float64 i 4 int64, bez brak·w danych, z agregacjŃ do 

dobowej sprzedaŨy wedğug dystrybutora. 

Dane dotyczŃce iloŜci tankowanego paliwa zostağy wykorzystane jako gğ·wny szereg czasowy 

podczas modelowania, gdzie: 

¶ Analizowany wolumen obejmowağ dzienne tankowania z pojedynczego dystrybutora.  

¶ Dane treningowe obejmowağy okres od 2017-04-13 do 2020-03-05. 

¶ Dane testowe obejmowağy okres od 2020-03-06 do 2020-07-01. 

Formalnie moŨna to opisaĺ wzorem: 

Y =y
t1
,y
t2
, é ,y

tT
 ςφ 

Gdzie, y jest iloŜciŃ tankowania w czasie t, a T jest maksymalnŃ datŃ w szeregu czasowym. W 

zwiŃzku z tym macierz przyszğych zmiennych XCal moŨna zdefiniowaĺ w nastňpujŃcy spos·b: 

XCalḧ
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Nastňpnie przeprowadzono diagnostykň stacjonarnoŜci szeregu czasowego, aby oceniĺ 

koniecznoŜĺ jego transformacji. W pierwszej kolejnoŜci zastosowano test rozszerzony Dickeyaï

Fullera (ADF), kt·rego hipoteza zerowa zakğada obecnoŜĺ pierwiastka jednostkowego 
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(niestacjonarnoŜĺ szeregu). Wynik testu ADF wyni·sğ: statystyka = ī2,27, p-value = 0,181, co 

przy poziomie istotnoŜci 0,05 nie pozwala na odrzucenie hipotezy zerowej, wskazujŃc tym samym 

na niestacjonarnoŜĺ szeregu. UzupeğniajŃco zastosowano test KwiatkowskiegoïPhillipsaï

SchmidtaïShina (KPSS) w wersji z trendem, gdzie hipoteza zerowa zakğada stacjonarnoŜĺ. 

Uzyskano statystykň KPSS = 0,339 oraz p-value = 0,01, co skutkuje odrzuceniem hipotezy 

zerowej i potwierdza niestacjonarnoŜĺ analizowanego szeregu czasowego. Analiza podstawowych 

statystyk opisowych dla dziennego wolumenu tankowania (Ŝrednia = 1247,6, odchylenie 

standardowe = 579,4, skoŜnoŜĺ = ī0,23, kurtoza = ī0,47) wskazuje na umiarkowane 

zr·Ũnicowanie i niewielkie odchylenie od symetrii rozkğadu (Rysunek 33).  

 

 

Rysunek 33. Dzienny wolumen sprzedaŨy paliwa z estymowanym trendem liniowym (2017ï2020). 

ťr·dğo: Opracowanie wğasne. 

Na wykresie Ŝredniej i odchylenia standardowego w oknie kroczŃcym (rolling mean, 

rolling std) zaobserwowano wyraŦny dryf Ŝredniej w czasie oraz wahania wariancji (Rysunek 34). 

Obserwacje te potwierdzajŃ obecnoŜĺ komponentu trendu oraz niestacjonarnoŜĺ analizowanego 

szeregu czasowego. Stwierdzone wğaŜciwoŜci implikujŃ koniecznoŜĺ zastosowania transformacji, 

takich jak r·Ũnicowanie lub logarytmowanie, przed estymacjŃ modeli prognostycznych. Operacje 
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te pozwalajŃ speğniĺ zağoŨenia metod wymagajŃcych stacjonarnoŜci oraz poprawiĺ zdolnoŜĺ 

generalizacji modeli gğňbokiego uczenia. 

 

Rysunek 34. średnia kroczŃca i odchylenie standardowe dziennej sprzedaŨy paliwa. 

ťr·dğo: Opracowanie wğasne. 

Algorytmy sekwencyjne gğňbokiego uczenia (np. LSTM, GRU) wykorzystujŃ obok samego 

szeregu czasowego ώ predyktorów znane z wyprzedzeniem (ang. future covariates) oraz 

historyczne (ang. past covariates, historical covariates). W zwiŃzku z powyŨszym skonstruowano 

macierz przyszğych zmiennych towarzyszŃcych, obejmujŃcŃ nastňpujŃce wskaŦniki obliczone dla 

kaŨdej daty w zbiorze uczŃcym i testowym: 

¶ Rok - Yr, 

¶ MiesiŃc w roku - M, 

¶ DzieŒ tygodania - D, 

¶ Numer dnia w miesiŃcu - W, 

¶ Numer dnia w tygodniu - DY, 

¶ Numer kwartağu - Q. 

Cena paliwa moŨe istotnie wpğywaĺ na wolumen sprzedaŨy, dlatego wprowadzono 

zewnňtrzny sygnağ cenowy jako dodatkowy kanağ wejŜciowy do modeli DL. Wykorzystano 

historyczne ceny paliwa/ropy (za m³) od jednego z dostawców w okresie od 2017-01-01 do koŒca 
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zbioru uczŃcego. Dane te pochodzŃ z innego Ŧr·dğa niŨ rejestry sprzedaŨy detalicznej. Surowe 

ceny sŃ trudne do bezpoŜredniego prognozowania i mogŃ utrudniaĺ trening, dlatego uŨyto szeregu 

procentowych zmian cen (r·Ũnice logarytmiczne/procentowe) zamiast poziomów. W horyzoncie 

prognozy modele otrzymywağy wektor przewidywanych zmian cen (pozyskany z odrňbnego 

modelu cenowego), natomiast historycznie ï wartoŜci zrealizowane; sygnağ byğ standaryzowany 

do treningu sieci. 

W peğni oczyszczone i zagregowane dane zapisano w formacie .csv w celu dalszego 

przetwarzania. Dane przeksztağcono do standardu szereg·w czasowych: kolumnň daty oznaczono 

jako ds, wolumen sprzedaŨy jako y (zmienna prognozowana), a identyfikator szeregu jako 

unique_id (wartoŜĺ Ă1" dla szeregu sprzedaŨy). Dane pomocnicze o cenach ropy (symbol CL=F) 

pozyskano ze Ŧr·değ internetowych; po wczytaniu ujednolicono czňstotliwoŜĺ dziennŃ, 

zastosowano wypeğnianie brak·w metodŃ propagacji ostatniej wartoŜci (forward fill). W ten 

spos·b skonstruowano wektor cech egzogenicznych odzwierciedlajŃcy dziennŃ dynamikň cen 

surowca. 

Dokonano chronologicznego podziağu danych, czyli 90% obserwacji przeznaczono na zbiór 

uczŃcy, a pozostağe 10% na ocenň out-of-time. Na potrzeby czňŜci eksperyment·w wyznaczono 

horyzont oceny H = 30 dni dla sprzedaŨy; w przypadku ropy wykorzystano okno testowe 

odpowiadajŃce dğugoŜci czňŜci testowej. Uzasadnieniem wyboru takiego przedziağu dla danych 

prognozowania jest powszechna praktyka zakğadajŃca, Ũe Ăw publikacjach statystyczno-

ekonometrycznych, poŜwiňconych prezentacji wynik·w modelowania i prognozowania zjawisk 

ekonomicznych dla danych o okresie kr·tszym niŨ rok, dominujŃc prace, w których okresem 

jednostkowym jest kwartağ lub miesiŃcò (Szmuksta-Zawadzka i Zawadzki 2010). Zastosowano 

zasadň dostňpnoŜci informacji: modele otrzymywağy jedynie zmienne dostňpne w chwili 

prognozowania; dla zmiennych przyszğych przewidziano korzystanie z ich prognoz (a nie wartoŜci 

zrealizowanych). Dodatkowo utrzymano standard notacyjny: ώȟȟ (stacja i, produkt p, czas t), 

natomiast wektor cech oznaczono jako Xi,p,t (zmienne endogeniczne i egzogeniczne). Okno 

kontekstowe ὡ definiowano jako dğugoŜĺ historii przekazywanej na wejŜcie, a horyzont H jako 

liczbň okres·w prognozy. Zaprojektowano i obliczono zestaw cech, odpowiadajŃc wprost na RQ1 

(transformacje i konstrukcja cech). Po pierwsze, wygenerowano kalendarzowe zmienne 

objaŜniajŃce (dzieŒ tygodnia, dzieŒ miesiŃca, miesiŃc, kwartağ, rok, weekend), zmapowane z 

kolumny ds. Po drugie, dla szeregu cen ropy utworzono r·Ũnice i zmiany procentowe oraz lugi 
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czasowe (m.in. 7, 30 i 365 dni), co pozwoliğo przechwytywaĺ zaleŨnoŜci kr·tkiego i dğugiego 

zasiňgu oraz powtarzalnoŜĺ rocznŃ. Zestawy cech zintegrowano w ramkach danych dla czňŜci 

uczŃcej i testowej z zachowaniem zgodnoŜci dat i bez wyciek·w informacji. Wsp·lnŃ warstwň 

przygotowania danych utrzymano dla wszystkich wykorzystanych modeli (klasycznych jak i DL). 

Nastňpnie przeprowadzono diagnostykň sezonowoŜci. Wykorzystano dekompozycjň 

MSTL z wieloma dğugoŜciami sezonu (m.in. 7, 14, 30, 60/90, 365 dni), zar·wno dla szeregu 

sprzedaŨy, jak i cen ropy. Dla kaŨdej skğadowej sezonowej sporzŃdzono wykresy ACF/PACF oraz 

obliczono wzglňdnŃ siğň (udziağ wariancji w cağkowitej zmiennoŜci), co pozwoliğo potwierdziĺ 

obecnoŜĺ wieloskalowych rytm·w dobowych, tygodniowych, miesiňcznych i rocznych. 

Na rysunku 35 przedstawiono wyniki wielosezonowej dekompozycji MSTL dziennej 

sprzedaŨy paliw: pierwszy panel to sygnağ obserwowany, drugi trend dğugookresowy, kolejne 

panele pokazujŃ skğadniki sezonowe o okresach 7, 14, 30 i 90 dni, a ostatni ï residuum. Z 

przeprowadzonej analizy wynika wyraŦny trend wzrostowy z wahaniami poziomu 

(niestacjonarnoŜĺ), silna sezonowoŜĺ tygodniowa, powtarzalnoŜĺ dwutygodniowa, komponent 

miesiňczny oraz sğabszy puls kwartalny. Residuum charakteryzuje siň wysokŃ zmiennoŜciŃ i 

epizodycznymi skokami, co moŨe wskazywaĺ na wpğyw zdarzeŒ jednorazowych (np. Ŝwiňta, 

promocje, pogoda, zmiennoŜĺ cen surowc·w). 

Obserwacje te implikujŃ potrzebň zastosowania modeli uwzglňdniajŃcych 

wielosezonowoŜĺ oraz transformacji stabilizujŃcej wariancjň, a takŨe wzbogacenia o cechy 

kalendarzowe i czynniki egzogeniczne w celu redukcji struktury pozostajŃcej w residuum. 

PodsumowujŃc, iloŜciowo dominujŃcŃ sezonowoŜciŃ okazağ siň rytm tygodniowy: udziağ wariancji 

komponentu seasonal7 wyni·sğ okoğo 70% cağkowitej zmiennoŜci, podczas gdy seasonal14 å 
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1,8%, seasonal30 å 2,0% i seasonal90 å 1,7% majŃ znaczenie drugorzňdne; pozostağe ~25% 

zmiennoŜci przypada na trend i skğadnik resztowy. 

 

Rysunek 35. Analiza trendu danych dziennej sprzedaŨy paliw silnikowych. 

ťr·dğo: Opracowanie wğasne. 

Rysunek 36 przedstawia diagnostykň sezonowoŜci dziennej sprzedaŨy paliw: po lewej 

zrekonstruowane skğadowe sezonowe o okresach 7, 14, 30 i 90 dni, w Ŝrodku funkcje autokorelacji 

(ACF), po prawej ï czňŜciowej autokorelacji (PACF). Najsilniejszy jest cykl tygodniowy: ACF 

pokazuje wyraŦne piki przy wielokrotnoŜciach 7, a PACF pojedynczy, istotny pik przy op·Ŧnieniu 

7 i szybkie wygaszanie (wskazanie na sezonowŃ skğadowŃ typu AR dla s=7). Widoczny jest 

r·wnieŨ efekt dwutygodniowy (14 dni), sğabszy niŨ tygodniowy. Skğadowe Ămiesiňcznaò (~30 dni) 

i Ăkwartalnaò (~90 dni) wystňpujŃ, lecz sŃ bardziej rozmyte i o zmiennej amplitudzie, co moŨe 

wskazywaĺ na sezonowoŜĺ niestacjonarnŃ w czasie. 
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Rysunek 36. Diagnostyka sezonowoŜci dziennej sprzedaŨy paliw. 

ťr·dğo: opracowanie wğasne 

Na Rysunku 37 przedstawiono wyniki wielosezonowej dekompozycji MSTL dziennej ceny 

ropy naftowej: pierwszy panel pokazuje sygnağ obserwowany, drugi trend dğugookresowy, kolejne 

ï skğadniki sezonowe o okresach 14, 30, 60, 90 i 365 dni, a na koŒcu residuum. Trend ma ksztağt 

Ăkopuğyò: stopniowy wzrost w pierwszych 2/3 szeregu i odwr·cenie tendencji pod koniec pr·by. 

SezonowoŜci 14- i 30-dniowa sŃ obecne, lecz o niewielkiej amplitudzie; najwyraŦniejsze wahania 

widaĺ dla okres·w 60 i 90 dni (cykle okoğo-dwumiesiňczne i kwartalne). Skğadnik roczny (365 
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dni) wystňpuje, ale jego amplituda zmienia siň w czasie, co sugeruje niestacjonarnoŜĺ. Residuum 

gromadzi kr·tkookresowe szoki i epizodyczne skoki zmiennoŜci. 

 

Rysunek 37. Analiza trendu danych dziennej ceny ropy naftowej. 

ťr·dğo: Opracowanie wğasne. 

Na Rysunku 38 przedstawiono analizň autokorelacji (ACF) i autokorelacji czŃstkowej 

(PACF) dla skğadnik·w sezonowych ceny ropy wyodrňbnionych metodŃ MSTL. Skğadniki 

o okresach 60 i 90 dni wykazujŃ wyraŦne oscylacyjne wzorce w funkcji ACF z powolnym 

wygaszaniem, podczas gdy PACF szybko spada po kilku op·Ŧnieniach ï jest to charakterystyka 

typowa dla proces·w autoregresyjnych. Skğadniki 14 i 30-dniowe majŃ charakter drugorzňdny: 

wartoŜci ACF oscylujŃ blisko zera i szybko mieszczŃ siň w granicach istotnoŜci statystycznej. 

Skğadnik roczny (365 dni) charakteryzuje siň szerokimi falami o zmiennej amplitudzie, przy czym 

szerokie przedziağy ufnoŜci przy duŨych op·Ŧnieniach wynikajŃ z ograniczonej liczby obserwacji. 
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Udziağ poszczeg·lnych skğadnik·w w wariancji szeregu wynosi: roczny å 9,24%, 90-dniowy å 

2,05%, 60-dniowy å 1,06%, 30-dniowy å 0,41%, 14-dniowy å 0,24%. 

 

Rysunek 38. Diagnostyka sezonowoŜci dziennej ceny ropy naftowej. 

ťr·dğo: Opracowanie wğasne. 
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4.2.  Proces budowy modeli gğňbokiego uczenia 

Modele gğňbokiego uczenia zaimplementowano z wykorzystaniem biblioteki 

NeuralForecast v1.7 w Ŝrodowisku Python 3.10, z silnikiem obliczeniowym PyTorch 2.0. Trening 

przeprowadzono na jednostce GPU NVIDIA z akceleracjŃ CUDA, przy maksymalnej liczbie 1000 

kroków treningowych i walidacji co 100 kroków. Modele baseline (SeasonalNaive, AutoARIMA, 

Holt-Winters) zaimplementowano z wykorzystaniem biblioteki StatsForecast v1.6.x. Opracowano 

10 modeli gğňbokiego uczenia: DilatedRNN (rekurencyjna sieĺ z dylatacjŃ), N-BEATSx (Neural 

Basis Expansion Analysis with Exogenous Variables), BiTCN (Bidirectional Temporal 

Convolutional Network), LSTM (Long Short-Term Memory), GRU (Gated Recurrent Unit), RNN 

(Vanilla Recurrent Neural Network), TCN (Temporal Convolutional Network), N-HiTS (Neural 

Hierarchical Interpolation for Time Series), TFT (Temporal Fusion Transformer) oraz PatchTST 

(Patch Time Series Transformer). Jako modele bazowe (baseline, benchmarks) zastosowano trzy 

modele tradycyjne: SeasonalNaive, AutoARIMA oraz Holt-Winters. Jako model referencyjny 

wybrano SeasonalNaive, kt·ry generuje prognozň jako wartoŜĺ sprzed 7 dni. Wyb·r ten jest 

zgodny ze standardami literatury prognozowania szeregów czasowych (Hyndman i 

Athanasopoulos 2018), gdzie SeasonalNaive stanowi minimalny pr·g jakoŜci, kt·ry kaŨdy model 

predykcyjny powinien przekroczyĺ. ĞŃcznie opracowano zatem trzynaŜcie modeli w 

ujednoliconych warunkach eksperymentalnych. Modele trenowano w ujňciu globalnym (wsp·lny 

model dla wielu serii) oraz pomocniczo w ujňciu lokalnym. Ramy uczenia obejmowağ dob·r 

optymalizatora (np. Adam/AdamW) oraz harmonogramów tempa uczenia (m.in. 

CosineAnnealing, ReduceLROnPlateau, OneCycle), z regularizacjŃ (dropout/weight-decay/early 

stopping) jak i pozostağych parametr·w uczenia. Infrastruktura Ray/Tune z wyszukiwarkŃ 

HyperOpt zostağa przygotowana do systematycznego strojenia hiperparametr·w; trening 

prowadzono z uŨyciem PyTorch Lightning, co uğatwiğo kontrolň logowania i deterministykň 

przebiegów prognoz. 

Rysunek 39 przedstawia schemat og·lnego cyklu uczenia modelu gğňbokiego, obejmujŃcego 

kolejne etapy od przygotowania danych po ocenň zdolnoŜci generalizacji. Proces rozpoczyna siň 

od oryginalnego zbioru danych ὢȟώ, kt·ry byğ podzielony na zbi·r uczŃcy ὢȟώ  i zbiór 

testowy ὢȟώ . Zbi·r uczŃcy sğuŨy do dopasowania parametr·w modelu, natomiast zbi·r 

testowy wykorzystywany jest wyğŃcznie do oceny jakoŜci predykcji i zdolnoŜci generalizacji. 
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Centralnym elementem schematu jest model Ὢ o parametrach ×, którego architektura i 

konfiguracja determinujŃ moŨliwoŜĺ generalizacji. Na podstawie danych uczŃcych model generuje 

prognozy ώ  , kt·re por·wnywane sŃ z wartoŜciami rzeczywistymi przy pomocy funkcji kosztu 

ὗύ. Funkcja kosztu mierzy ŜredniŃ lub cağkowitŃ r·Ũnicň pomiňdzy predykcjŃ a wartoŜciŃ 

rzeczywistŃ i stanowi podstawň do aktualizacji wag modelu. Procedura optymalizacji (np. gradient 

descent) iteracyjnie modyfikuje wagi modelu, minimalizujŃc funkcjň kosztu i kierujŃc siň tempem 

uczenia Î. Po zakoŒczeniu etapu treningowego, model generuje prognozy na zbiorze testowym 

ώ . W tym kroku obliczana jest miara generalizacji ὙὪ , np. bğŃd Ŝredniokwadratowy, bňdŃcy 

odzwierciedleniem zdolnoŜci modelu do przewidywania dla nowych danych. Schemat ten jest 

uniwersalny i znajduje zastosowanie w badaniach prowadzonych w niniejszej dysertacji, w 

szczeg·lnoŜci w warstwie uczenia gğňbokiego, gdzie implementacje obejmujŃ szerokŃ gamň 

architektur sekwencyjnych, konwolucyjnych i opartych na mechanizmach uwagi (LSTM, GRU, 

TCN, N-BEATS, Transformers, TimesNet). PodejŜcie to odpowiada na pytanie badawcze RQ2, a 

zarazem wpisuje siň w standardy metodologiczne opisane w literaturze (Goodfellow et al. 2016; 

Hyndman i Athanasopoulos 2018). 

 

Rysunek 39. Og·lny zarys uczenia gğňbokiego.  

ťr·dğo: (Liu 2023) 
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Walidacjň zaprojektowano jako out-of-time na wydzielonym koŒcowym oknie oraz ï gdzie 

to zasadne ï w schematach rolling/blocked, aby oddzieliĺ uczenie od oceny i ograniczyĺ ryzyko 

wycieku informacji. Wszystkie modele zostağy ocenione na tym samym 30-dniowym oknie 

testowym (horyzont prognozy H=30), co odpowiada typowemu okresowi planowania 

logistycznego w przedsiňbiorstwach dystrybucji paliw. Jako gğ·wne metryki oceny przyjňto: 

¶ MAE (Mean Absolute Error)  - Ŝredni bğŃd bezwzglňdny wyraŨony w litrach, 

umoŨliwiajŃcy bezpoŜredniŃ interpretacjň biznesowŃ, 

¶ R2 (wsp·ğczynnik determinacji) - miara wyjaŜnionej wariancji, gdzie wartoŜci bliskie 1 

oznaczajŃ doskonağe dopasowanie, a wartoŜci ujemne wskazujŃ na model gorszy od prostej 

Ŝredniej historycznej. 

Wyb·r MAE jako gğ·wnej metryki oceny jest podyktowany jej odpornoŜciŃ na wartoŜci 

odstajŃce (outliers) oraz bezpoŜredniŃ interpretowalnoŜciŃ w jednostkach biznesowych (litrach). 

W przeciwieŒstwie do MSE (Mean Squared Error), kt·ra silniej Ăkarzeò duŨe bğňdy, MAE 

zapewnia liniowŃ penalizacjň odchyleŒ, co lepiej odzwierciedla rzeczywiste koszty bğňd·w 

prognozowania w kontekŜcie zarzŃdzania zapasami paliw (Hyndman i Koehler 2006). 

Wsp·ğczynnik R2 uzupeğnia ocenň, dostarczajŃc informacji o wzglňdnej jakoŜci dopasowania 

modelu w stosunku do tradycyjnej Ŝredniej. RMSE (Root Mean Squared Error) stanowi miarň 

uzupeğniajŃcŃ, kt·ra silniej penalizuje duŨe bğňdy prognozy poprzez podniesienie odchyleŒ do 

kwadratu przed uŜrednieniem (Hyndman i Koehler 2006). W kontekŜcie zarzŃdzania zapasami 

paliw duŨe bğňdy pojedynczych prognoz mogŃ prowadziĺ do kosztownych sytuacji brak·w towaru 

(stock-out) lub nadmiernego zamroŨenia kapitağu, dlatego RMSE dostarcza dodatkowŃ informacjň 

komplementarnej do MAE. Metryka ta jest przydatna przy identyfikacji modeli podatnych na 

sporadyczne, ale znaczŃce odchylenia od wartoŜci rzeczywistych. Pominiňto metryki procentowe 

(MAPE, sMAPE) ze wzglňdu na ich niestabilnoŜĺ przy wartoŜciach bliskich zeru oraz asymetriň 

w traktowaniu bğňd·w przeszacowania i niedoszacowania (Makridakis 1993). R·Ũnice miňdzy 

modelami weryfikowano testami por·wnaŒ (np. DieboldïMariano), a wyniki dla zachowania 

audytowalnoŜci eksportowano do arkuszy wynikowych wraz z metadanymi przebieg·w. 

W kolejnym etapie zbudowano modele dla dw·ch powiŃzanych problem·w: (1) 

prognozowania cen ropy (szereg egzogeniczny) oraz (2) prognozowania wolumenu sprzedaŨy 

paliw. Najpierw uruchomiono tuning hiperparametrów dla architektury NHITS w zadaniu 

prognozy cen ropy, wykorzystujŃc Ŝrodowisko Ray/Tune (algorytm HyperOpt). Zdefiniowano 
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przestrzeŒ przeszukiwania obejmujŃcŃ m.in. dğugoŜĺ okna wejŜciowego, rozmiary blok·w i MLP, 

konfiguracje pooling/downsampling, rodzaj aktywacji, batch size, schematy próbkowania okien 

oraz tempo uczenia. Jako gğ·wnŃ funkcjň celu ustawiono MAE (zar·wno jako funkcjň straty 

treningowŃ, jak i walidacyjnŃ). W przypadku wybranych architektur zastosowano alternatywnie 

MAPE lub RMSE jako funkcje straty. WiarygodnoŜĺ oceny zapewniono poprzez walidacjň 

krzyŨowŃ z dziesiňcioma oknami czasowymi (rolling origin: n_windows=10, krok 7 dni) z oknem 

narastajŃcym (ang. expanding window) i ponownym uczeniem modelu na kaŨdym etapie. Po 

zakoŒczeniu przeszukiwania wybrano konfiguracjň o najniŨszej stracie walidacyjnej i uŨyto jej do 

prognozy out-of-time; wyniki porównano na wspólnym oknie testowym z wykorzystaniem 

ujednoliconego zestawu metryk (MAE, R², RMSE). 

Równolegle przygotowano zestaw architektur DL do dalszych eksperymentów: 

sekwencyjne (LSTM/GRU), konwolucyjne do TS (TCN/BiTCN), bazowe z dekompozycjŃ 

trendowo-sezonowŃ (N-BEATS/N-BEATSx/N-HiTS), a takŨe modele z mechanizmem uwagi 

(TFT, PatchTST). Dla kaŨdej klasy zdefiniowano przestrzeŒ hiperparametr·w (m.in. dğugoŜĺ okna 

wejŜciowego W, rozmiary warstw ukrytych, liczbň gğ·w uwagi, harmonogramy tempa uczenia), 

w celu p·Ŧniejszego porównania z wykorzystaniem tych samych podziağów czasowych i metryk.  

Podczas trenowania modeli DL monitorowano trajektorie strat treningowych i 

walidacyjnych (po krokach uczenia), co pozwoliğo diagnozowaĺ przeuczenie i skutecznoŜĺ 

regularyzacji. W przypadku przeszukiwaŒ Ray/Tune analizowano siatkň wynik·w (result grid), 

wybierajŃc konfiguracje o minimalnej stracie oraz zapisujŃc zestawy hiperparametr·w 

najlepszych prób. 

Wyrównano prognozy i wartoŜci rzeczywiste po dacie, a wyniki eksportowano do arkuszy 

wraz z metadanymi (nazwy modeli, znacznik czasu), co zapewniğo audytowalnoŜĺ. Dla modeli DL 

monitorowano trajektorie strat trening/valid (uczenie i walidacja po krokach), co pozwoliğo 

diagnozowaĺ przeuczenie i skutecznoŜĺ regularyzacji. W przypadku przeszukiwaŒ 

hiperparametr·w uŨyto zintegrowanego podejŜcia ğŃczŃcego bibliotekň Ray Tune z HyperOpt, co 

pozwoliğo na efektywne i skalowalne eksperymentowanie. Ray Tune stanowi narňdzie do 

dostrajania modeli na duŨŃ skalň - zar·wno lokalnie, jak i w Ŝrodowiskach rozproszonych. 

Biblioteka integruje r·Ũnorodne strategie przeszukiwania i schedulery tj. mechanizm zarzŃdzajŃcy 

przebiegiem eksperymentów (jak np. Population Based Training, HyperBand) (RAY 2025). W 

szczeg·lnoŜci, Tune wspiera rozproszone wykonywanie pr·b (trials), elastyczne zarzŃdzanie 
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zasobami sprzňtowymi (wielowŃtkowoŜĺ, GPU, klastry) oraz wsp·ğpracuje z popularnymi 

bibliotekami ML (RAY 2025). 

Biblioteka HyperOpt sğuŨyğa do optymalizacji hiperparametr·w opartŃ na metodach 

bayesowskich (Tree-structured Parzen Estimator ï TPE), gdzie gğ·wnŃ zaletŃ jest przeszukiwanie 

zğoŨonynych przestrzeniami przeszukiwania hiperparametrów (ciŃgğymi, dyskretnymi, 

warunkowanymi) (RAY 2025). W poğŃczeniu z Ray Tune, HyperOpt dziağa jako algorytm 

przeszukiwania (search algorithm), który sugeruje kolejne konfiguracje hiperparametrów w 

sposób adaptacyjny, na podstawie wyników poprzednich prób (RAY 2025). Zastosowanie tego 

poğŃczenia narzňdzi pozwoliğo na: 

¶ Eksperymenty w rozproszonym Ŝrodowisku - Tune automatycznie zarzŃdza 

wykonywaniem wielu pr·b jednoczeŜnie, z r·wnoczesnym przydzielaniem zasob·w 

CPU/GPU, co znaczŃco skraca czas strojenia hiperparametr·w (RAY 2025). 

¶ Adaptacyjne przeszukiwanie przestrzeni hiperparametrów - HyperOpt, jako algorytm 

bayesowski, skupia siň na obszarach przestrzeni przeszukiwania przynoszŃcych najlepsze 

wyniki, co jest bardziej efektywne niŨ klasyczne grid/random search (Vertes 2020). 

¶ Automatyczny dobór i wczesne zatrzymywanie prób - Tune pozwala na uŨycie 

scheduler·w, kt·re mogŃ przerywaĺ nietrafione pr·by przed ich zakoŒczeniem (early 

stopping), co oszczňdza zasoby obliczeniowe. 

¶ Analiza wyników eksperymentów - Tune generuje tzw. result grid (siatkň wynik·w), 

zbierajŃc wyniki wszystkich pr·b wraz z konfiguracjami hiperparametr·w; umoŨliwia to 

eksport najlepszych modeli i hiperparametr·w do arkuszy wynikowych, uğatwiajŃc 

replikowalnoŜĺ eksperyment·w. 

Dziňki poğŃczeniu narzňdzi Ray Tune i HyperOpt proces strojenia hiperparametr·w byğ 

bardziej zautomatyzowany, powtarzalny i skuteczny, co stanowi istotnŃ przewagň operacyjnŃ w 

kontekŜcie realizacji eksperyment·w opartych na gğňbokim uczeniu. 

Podczas opracowywania modeli bazowych odtworzono analogiczny schemat postňpowania. 

Po pierwsze, zastosowano StatsForecast do modeli SeasonalNaive, AutoARIMA oraz Holt-

Winters, zar·wno dla szeregu cen ropy, jak i sprzedaŨy, z moŨliwoŜciŃ doğŃczenia zmiennych 

egzogenicznych dostňpnych w chwili prognozy. Po przeprowadzonej optymalizacji zastŃpiono 

modele automatyczne ich wariantami ze stağŃ konfiguracjŃ hiperparametr·w. 
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Podczas realizacji prognozowania sprzedaŨy paliw przygotowano dodatkowŃ zmiennŃ 

egzogenicznŃ w postaci cen ropy: po wyğonieniu najlepszego wariantu NHITS wygenerowano 

prognozň out-of-sample i poğŃczono jŃ z historiŃ (konkatenacja wartoŜci historycznych i prognoz). 

Tak skonstruowany szereg potraktowano jako zmiennŃ Ăcrude_oil_price" i wğŃczono do zbior·w 

treningowych oraz testowych, przy czym dla czňŜci przyszğej uŨywano wyğŃcznie wartoŜci 

prognozowanych, a nie zrealizowanych, co zachowuje zasadň dostňpnoŜci informacji i eliminuje 

wyciek z przyszğoŜci. 

Dodatkowo sporzŃdzono op·Ŧnione wartoŜci sprzedaŨy (7, 14, 30, 60 dni) jako zbi·r 

zmiennych historycznych z wypeğnianiem brak·w na poczŃtku szeregu. Zdefiniowano r·wnieŨ 

rozbudowany zestaw zmiennych kalendarzowych obejmujŃcy: dzieŒ tygodnia, miesiŃc, kwartağ 

oraz flagň weekendu. W celu lepszego odwzorowania cyklicznoŜci zmiennych czasowych 

zastosowano kodowanie harmoniczne (sinusoidalno-kosinusoidalne) dla miesiŃca i dnia tygodnia, 

dziňki czemu model moŨe uwzglňdniaĺ naturalne przejŜcia miňdzy okresami (np. bliskoŜĺ grudnia 

i stycznia). Dodatkowo wprowadzono zaawansowane zmienne weekendowe rozr·ŨniajŃce sobotň 

i niedzielň oraz ich interakcje z sezonem letnim i zimowym. Na tej podstawie zdefiniowano i 

uruchomiono gğ·wny zestaw architektur gğňbokiego uczenia: N-BEATSx i N-HiTS 

(dekompozycja trend-sezon z ekspansjŃ bazowŃ), TCN i BiTCN (temporalne sieci konwolucyjne), 

DilatedRNN (rekurencyjne sieci z dylatacjŃ), klasyczne architektury sekwencyjne LSTM, GRU i 

RNN, TFT (Temporal Fusion Transformer) oraz PatchTST (transformatory z mechanizmem 

uwagi dla szeregów czasowych). Wszystkie modele trenowano z tym samym horyzontem H=30 i 

wsp·lnym zbiorem zmiennych egzogenicznych; wybrane konfiguracje otrzymywağy dodatkowo 

zmiennŃ ceny ropy naftowej jako cechň przyszğŃ dostňpnŃ w chwili prognozowania. 

Dla wszystkich modeli okreŜlono przestrzenie strojenia hiperparametrów (dğugoŜĺ okna 

wejŜciowego, rozmiary warstw/MLP, gğowy uwagi, batch size, harmonogramy uczenia, dropout 

itd.). Zastosowano dwa tryby: (1) szerokie przeszukiwanie (Ray/Tune + HyperOpt) dla klas o 

najwiňkszym potencjale, a nastňpnie (2) zwňŨone przeszukiwanie wok·ğ najlepszych konfiguracji 

(np. NBEATSx) w oparciu o wyniki z fazy pierwszej. Wprowadzono r·wnieŨ kontrolň 

poprawnoŜci konfiguracji (walidacja braku wartoŜci NaN w hiperparametrach), aby wychwyciĺ 

bğňdy przed startem treningu. 

Uczenie prowadzono na zbiorze treningowym z wydzielonŃ walidacjŃ czasowŃ (30 dni), 

zgodnie z wczeŜniej przyjňtŃ zasadŃ rozdziağu czasowego. W kaŨdym przebiegu rejestrowano 
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trajektorie strat treningowych i walidacyjnych (po krokach uczenia) w celu diagnostyki 

przeuczenia i skutecznoŜci regularyzacji. Po dopasowaniu wyznaczano prognozy dla zbioru 

testowego i oceniano je ujednoliconym zestawem metryk punktowych (np., R²), z rygorystycznym 

wyr·wnaniem wedğug daty. Na koniec wyniki oraz metadane modeli eksportowano do arkuszy 

kalkulacyjnych. 

Dodatkowo przeanalizowano siatkň wynik·w przeszukiwania hiperparametr·w: 

identyfikowano najlepsze pr·by (o minimalnej stracie), a takŨe reprezentant·w r·Ũnych kwantyli 

jakoŜci (np. punkty bliskie 25%, 50%, 75% zakresu straty), co uğatwiğo wyb·r konfiguracji i 

przygotowanie piňciu najlepszych kandydat·w do dalszych test·w. Dla wybranych modeli 

zarchiwizowano wewnňtrzne hiperparametry, co pozwoliğo na peğnŃ replikowalnoŜĺ oraz 

ewentualne przywr·cenie konfiguracji w Ŝrodowisku obliczeniowym. 

Zweryfikowano r·wnieŨ wpğyw wğŃczenia zmiennej Ăcrude_oil_price" jako zmiennej 

przyszğej wzglňdem wariant·w bez tej informacji. Dziňki temu rozdzielono efekt samej 

architektury od efektu dodatkowej informacji rynkowej, co stanowi bazň pod testy ablacyjne 

opisane dalej (sekcja por·wnawcza modeli z/bez cen ropy, alternatywne zestawy op·ŦnieŒ). 

Dalsze kroki obejmujŃ r·wnieŨ por·wnanie z metodami tradycyjnymi na tym samym oknie 

testowym oraz w kolejnym podrozdziale - przeğoŨenie metryk na wskaŦniki operacyjne w 

symulacjach polityk zam·wieŒ (braki towarowe, nadwyŨki zapas·w, wpğyw na marŨň), aby oceniĺ 

praktycznŃ istotnoŜĺ uzyskanych r·Ũnic jakoŜci prognoz. 

ZağoŨenia metody do prognozowania zostağy podzielone na te kt·re wykorzystujŃ czňŜĺ 

modeli statystycznych jak oraz te jakie zağoŨono do uczenia gğňbokiego. CzňŜciŃ wsp·lnŃ tych 

rozwiŃzaŒ jest natomiast metoda transformacji danych. Ten podrozdziağ na podzielonŃ strukturň 

na modele tradycyjne i gğňbokiego uczenia. 
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4.3. Por·wnanie efektywnoŜci modeli 

W tym podrozdziale przedstawiono wyniki porównawcze wszystkich opracowanych modeli 

gğňbokiego uczenia, jak i modeli bazowych. Wyniki zaprezentowano w formie tabel zbiorczych 

oraz rankingu efektywnoŜci, co umoŨliwia bezpoŜredniŃ ocenň przewagi poszczeg·lnych 

architektur. W tabelach wynikowych zastosowano skr·cone oznaczenia modeli, kt·rych peğne 

nazwy i konfiguracje przedstawiono w Tabeli 6 poniŨej. 

Tabela 6. Legenda oznaczeŒ modeli. 

Oznaczenie Peğna nazwa Konfiguracja  

Modele gğňbokiego 

uczenia 
  

DRNN_Ctx30_NoOil DilatedRNN Okno 30 dni, tylko zmienne kalendarzowe 

NBX_LeakyReLU N-BEATSx Aktywacja LeakyReLU, input=112 

BiTCN_Base BiTCN Konfiguracja bazowa, input=28 

LSTM_OnlyFutr LSTM Tylko zmienne przyszğe (kalendarz) 

N-HiTS N-HiTS Hierarchiczna interpolacja 

GRU GRU Bramkowane jednostki rekurencyjne 

RNN Vanilla RNN Pğytka architektura, 1 warstwa 

TCN TCN Temporalna sieĺ konwolucyjna 

PatchTST PatchTST Segmentacja szeregów czasowych 

TFT Temporal Fusion Transformer Architektura z mechanizmem uwagi 

Modele bazowe 

(baseline)   

SeasonalNaive SeasonalNaive Prognoza = wartoŜĺ sprzed 7 dni 

AutoARIMA AutoARIMA Automatyczny dobór parametrów (p,d,q) 

HoltWinters Holt-Winters Wygğadzanie wykğadnicze z sezonowoŜciŃ 

ťr·dğo: Opracowanie wğasne. 

W celu zapewnienia reprodukowalnoŜci wynik·w, wszystkie eksperymenty 

przeprowadzono z ustalonymi ziarnami losowoŜci (random seed = 2 dla gğ·wnych test·w, seed = 

1ï5 dla test·w stabilnoŜci).  

W Tabeli 7 przedstawiono zbiorcze wyniki dziesiňciu architektur gğňbokiego uczenia, 

uporzŃdkowane wedğug rosnŃcego bğňdu MAE. Kolumna MAEdiff  zawiera r·Ũnicň bğňdu MAE 
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wzglňdem modelu referencyjnego SeasonalNaive (wartoŜci ujemne oznaczajŃ przewagň modelu). 

RMSE (ang. Root Mean Squared Error) uzupeğnia ocenň, silniej penalizujŃc duŨe pojedyncze 

bğňdy predykcji. WskaŦnik stabilnoŜci (IS) wyraŨa powtarzalnoŜĺ wynik·w w testach 

wielokrotnego uruchomienia z r·Ũnymi ziarnami losowoŜci, ocenianŃ w skali od 1 (niska 

stabilnoŜĺ, wysoka wariancja) do 5 (wysoka stabilnoŜĺ, minimalna wariancja). 

Tabela 7. Zbiorcze zestawienie efektywnoŜci architektur gğňbokiego uczenia. 

Poz. Model 
MAE 

[L]  

RMSE 

[L]  
R² MAE_diff  IS Charakterystyka 

1 DilatedRNN 155.49 196.47 0.814 ī241.88 4 
Rekurencyjna sieĺ z dylatacjŃ, 

ctx=30 

2 BiTCN 160.96 199.01 0.809 ī236.41 3 
Dwukierunkowa temporalna sieĺ 

konwolucyjna 

3 N-BEATSx 169.33 222.69 0.761 ī228.04 4 
N-BEATSx z aktywacjŃ 

LeakyReLU 

4 N-HiTS 171.59 234.72 0.735 ī225.78 4 
Hierarchiczna interpolacja 

czasowa 

5 TFT 176.95 220.59 0.766 ī220.42 3 Temporal Fusion Transformer 

6 GRU 178.44 241.67 0.719 ī218.93 1 
Bramkowane jednostki 

rekurencyjne 

7 LSTM 183.30 228.03 0.750 ī214.07 2 
LSTM z przyszğymi 

egzogenicznymi 

8 PatchTST 194.82 232.85 0.739 ī202.55 3 
Transformer z segmentacjŃ 

szeregów 

9 TCN 197.12 243.71 0.714 ī200.25 1 Temporalna sieĺ konwolucyjna 

10 RNN 202.90 233.82 0.737 ī194.47 3 
Vanilla RNN (pğytka 

architektura) 

ťr·dğo: Opracowanie wğasne na podstawie przeprowadzonych eksperyment·w. Uwaga: MAEdiff  = 

r·Ũnica MAE wzglňdem SeasonalNaive (204.3 L). IS = Indeks StabilnoŜci w skali 1ï5 (5 = najwyŨsza 

stabilnoŜĺ). 

Na podstawie wyników przedstawionych w Tabeli 7 moŨna sformuğowaĺ nastňpujŃce obserwacje: 

1. Wszystkie dziesiňĺ architektur gğňbokiego uczenia przewyŨszajŃ model referencyjny 

SeasonalNaive, redukujŃc bğŃd MAE o 49ï61% (194ï242 litrów). Bardzo dobre wyniki 
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osiŃgnňğy modele DilatedRNN (MAE = 155.5 L, RĮ = 0.814) oraz BiTCN (MAE = 161.0 

L, RĮ = 0.809), kt·re charakteryzujŃ siň r·wnieŨ wysokŃ stabilnoŜciŃ (IS Ó 3). 

2. Modele N-BEATSx i N-HiTS zajňğy pozycje 3ï4 z bğňdami MAE w przedziale 169ï172 

litr·w, co wskazuje na skutecznoŜĺ architektury hierarchicznej dekompozycji dla 

prognozowania wolumenu sprzedaŨy paliw. 

3. Architektura Temporal Fusion Transformer (TFT) osiŃgnňğa najwyŨszy wsp·ğczynnik RĮ 

(0.766) wŜr·d modeli z uwzglňdnieniem zmiennych egzogenicznych, co wskazuje na jej 

zdolnoŜĺ do skutecznego wykorzystania informacji kalendarzowych. 

4. Klasyczne architektury rekurencyjne (GRU, LSTM, RNN) oraz modele Transformer 

(PatchTST) wykazujŃ zbliŨonŃ dokğadnoŜĺ (MAE = 178ï203 L), jednak r·ŨniŃ siň 

stabilnoŜciŃ. Modele GRU i TCN charakteryzujŃ siň niŨszym indeksem stabilnoŜci (IS = 

1), co moŨe wskazywaĺ na wraŨliwoŜĺ na inicjalizacjň wag. 

W Tabeli 8 przedstawiono wyniki trzech modeli bazowych, kt·re posğuŨyğy jako punkty 

odniesienia dla architektur gğňbokiego uczenia. 

Tabela 8. Wyniki modeli tradycyjnych (baseline) dla horyzontu H=30. 

Model MAE [L] RMSE [L] R² Charakterystyka 

AutoARIMA 320.45 440.53 0.60 Automatyczny dobór parametrów ARIMA (p,d,q) z 

ǎŜȊƻƴƻǿƻǏŎƛŊ όǎҐтύ 

HoltWinters 357.27 453.96 0.58 ²ȅƎƱŀŘȊŀƴƛŜ ŜƪǎǇƻƴŜƴŎƧŀƭƴŜ Ȋ ǘǊŜƴŘŜƳ ƛ 

ǎŜȊƻƴƻǿƻǏŎƛŊ ό!!!ύ 

SeasonalNaive 397.37 531.72 0.42 tǊƻƎƴƻȊŀ Ґ ǿŀǊǘƻǏŏ ǎǇǊȊŜŘ т Řƴƛ όƳƻŘŜƭ 

referencyjny) 

ťr·dğo: Opracowanie wğasne na podstawie przeprowadzonych eksperyment·w. 

Analiza wynik·w modeli tradycyjnych ujawnia, Ũe AutoARIMA osiŃga najniŨszy bğŃd 

MAE (320.45 litrów) wŜr·d metod klasycznych, co Ŝwiadczy o skutecznoŜci automatycznego 

doboru parametr·w modelu ARIMA z uwzglňdnieniem sezonowoŜci tygodniowej (s=7). Model 

Holt-Winters uzyskuje por·wnywalny wynik (MAE = 357.27 L, RĮ = 0.58), potwierdzajŃc 

uŨytecznoŜĺ metod wygğadzania eksponencjalnego z komponentami trendu i sezonowoŜci. 

SeasonalNaive, mimo swojej prostoty, osiŃga najsğabsze wyniki wŜr·d testowanych modeli 

tradycyjnych (MAE = 397.37 L, R² = 0.42), co wskazuje, Ũe sama sezonowoŜĺ tygodniowa nie 

wystarcza do adekwatnego modelowania badanego szeregu czasowego. Przewaga AutoARIMA 
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sugeruje, Ũe w danych sprzedaŨy paliw wystňpujŃ r·wnieŨ komponenty autoregresyjne i Ŝredniej 

ruchomej, kt·re proste metody naiwne pomijajŃ. 

Na podstawie przeprowadzonych eksperymentów opracowano ranking wszystkich trzynastu 

modeli, uwzglňdniajŃcy zar·wno dokğadnoŜĺ prognoz, jak i stabilnoŜĺ wynik·w co przedstawiono 

w Tabeli 9.  

Tabela 9 Ranking modeli prognozowania sprzedaŨy paliw. 

Poz. Model 
MAE 

[L]  

RMSE 

[L]  
R² MAE_rel  Rekomendacja 

1 DilatedRNN 155.49 196.47 0.81 ī61% 
Najlepsza dokğadnoŜĺ, dobra 

stabilnoŜĺ 

2 BiTCN 160.96 199.01 0.81 ī59% Alternatywa do DRNN 

3 N-BEATSx 169.33 222.69 0.76 ī57% 
Wysoka stabilnoŜĺ, 

interpretowalnoŜĺ 

4 N-HiTS 171.59 234.72 0.73 ī57% 
Dobra hierarchiczna 

dekompozycja 

5 TFT 176.95 220.59 0.77 ī55% 
Bardzo dobre wykorzystanie 

zmiennych egzogenicznych 

6 GRU 178.44 241.67 0.72 ī55% Niska stabilnoŜĺ (IS=1) 

7 LSTM 183.30 228.03 0.75 ī54% 
Stabilna architektura 

rekurencyjna 

8 PatchTST 194.82 232.85 0.74 ī51% Transformer z segmentacjŃ 

9 TCN 197.12 243.71 0.71 ī50% Niska stabilnoŜĺ (IS=1) 

10 RNN 202.90 233.82 0.74 ī49% Prosta architektura 

11 AutoARIMA  320.45 440.53 0.60 ī19% Najlepszy model tradycyjny 

12 HoltWinters 357.27 453.96 0.58 ī10% Gorszy od DL 

13 SeasonalNaive 397.37 531.72 0.42 (REF) Model referencyjny 

ťr·dğo: Opracowanie wğasne. Gdzie: MAErel = procentowa zmiana MAE wzglňdem SeasonalNaive 

(model referencyjny). WartoŜci ujemne oznaczajŃ poprawň od modelu referencyjnego. 

Na Rysunku 40 przedstawiono porównanie prognoz modelu DilatedRNN (linia niebieska) 

z rzeczywistymi wartoŜciami sprzedaŨy (linia szara) dla okresu testowego 05.03ï05.04.2020. 

Model skutecznie odwzorowuje wzorce tygodniowe, w tym charakterystyczne spadki sprzedaŨy 
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w niedziele. NajwyŨsze odchylenia od wartoŜci rzeczywistych wystňpujŃ w okresach lokalnych 

maksimów popytu (np. 13.03, 14.03), co moŨe wynikaĺ z nieprzewidzianych zdarzeŒ rynkowych. 

 

Rysunek 40. Por·wnanie wartoŜci prognozowanych z rzeczywistymi danymi dla modelu DilatedRNN. 

ťr·dğo: Opracowanie wğasne. 

Przeprowadzone por·wnanie efektywnoŜci modeli prowadzi do nastňpujŃcych wniosk·w: 

1. Architektura DilatedRNN z konfiguracjŃ Ctx30_NoOil osiŃga najwyŨszŃ dokğadnoŜĺ 

prognoz (R2=0.81, MAE = 155.5 L) wŜr·d wszystkich testowanych modeli. Wyniki tego 

modelu moŨna przypisaĺ trzem czynnikom: (I) mechanizm dylatacji (dilations = [1, 2, 4, 

8]) umoŨliwia skuteczne modelowanie wieloskalowych zaleŨnoŜci czasowych bez 

znaczŃcego wzrostu liczby parametr·w, (II ) krótkie okno kontekstowe (30 dni) redukuje 

ryzyko przeuczenia na ograniczonym zbiorze danych, (III ) wykluczenie ceny ropy i cech 

historycznych eliminuje szum i op·Ŧnienia w zmiennych, kt·re nie korelujŃ bezpoŜrednio 

z sprzedaŨŃ paliwa. 

2. Trzy najlepsze modele gğňbokiego uczenia (DRNN, NBX, BiTCN) wyraŦnie przewyŨszajŃ 

wszystkie metody tradycyjne, redukujŃc MAE o 15ï24%. R·Ũnica RMSE (196.5 kontra 

~260 L) wskazuje r·wnieŨ na mniejszŃ liczbň duŨych bğňd·w predykcji. 

3. Najlepszy model wykorzystuje kr·tkie okno kontekstowe (30 dni) zamiast dğugiego (112ï

168 dni) oraz minimalny zestaw zmiennych egzogenicznych (tylko zmienne 

kalendarzowe). Wyniki wskazujŃ, Ũe dla szereg·w czasowych o silnej sezonowoŜci 

tygodniowej nadmiar informacji moŨe wprowadzaĺ szum zamiast poprawiaĺ predykcjň.  
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4.4. Analiza architektur gğňbokiego uczenia 

W podrozdziale przedstawiono szczeg·ğowŃ analizň poszczeg·lnych architektur gğňbokiego 

uczenia. Analizň rozpoczyna charakterystyka modelu, kt·ry wygenerowağ najlepsze wyniki 

prognoz (DilatedRNN), nastňpnie om·wiono wyniki badania ablacyjnego wpğywu zmiennych 

egzogenicznych, a na koŒcu przedstawiono por·wnawczŃ analizň pozostağych architektur. 

Szczeg·ğowŃ specyfikacjň technicznŃ badanych architektur gğňbokiego uczenia, wraz z 

peğnŃ listŃ hiperparametr·w wykorzystanych w eksperymentach, zamieszczono w ZağŃczniku 2. 

ZağŃcznik zawiera parametry konfiguracyjne modeli (liczba warstw, rozmiary ukryte, 

wsp·ğczynniki regularyzacji), ustawienia procedury treningowej (learning rate, batch size, 

maksymalna liczba epok) oraz definicje zmiennych egzogenicznych przypisanych do 

poszczeg·lnych architektur. PoniŨsza analiza koncentruje siň na interpretacji wynik·w i 

por·wnaniu skutecznoŜci modeli. Szczeg·ğy implementacyjne umoŨliwiajŃce reprodukcjň 

eksperyment·w dostňpne sŃ w zağŃczniku. 

Model DilatedRNN_Ctx30_NoOil osiŃgnŃğ najwyŨszŃ dokğadnoŜĺ prognoz spoŜr·d 

wszystkich badanych modeli (R2=0.814, MAE = 155.49 L). Architektura DilatedRNN, 

szczeg·ğowo opisana w podrozdziale 3.2 jako rozszerzenie klasycznych sieci rekurencyjnych o 

mechanizm dylatacji (Chang et al. 2017), okazağa siň najskuteczniejsza spoŜr·d dziesiňciu 

testowanych architektur gğňbokiego uczenia. W Tabeli 10 przedstawiono szczeg·ğowŃ 

konfiguracjň tego modelu. 

Tabela 10. Konfiguracja modelu DilatedRNN_Ctx30_NoOil. 

Parametr WartoŜĺ Uzasadnienie 

Typ komórki LSTM Lepsza stabilnoŜĺ niŨ GRU w tym zastosowaniu 

Dylatacje [1, 2], [4, 8] 
Wieloskalowe zaleŨnoŜci czasowe bez wzrostu 

parametrów 

SzerokoŜĺ ukryta (encoder) 128 
Kompromis miňdzy pojemnoŜciŃ a ryzykiem 

przeuczenia 

SzerokoŜĺ ukryta (decoder) 128 ZgodnoŜĺ z encoderem 

Liczba warstw dekodera 2 Optymalna gğňbokoŜĺ 

Okno kontekstowe 

(input_size) 
30 dni Krótkie okno redukuje szum 

Max epochs 1000 WystarczajŃce dla zbieŨnoŜci 
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Learning rate 0.001 WartoŜĺ domyŜlna 

Batch size 32 Standard 

Scaler Robust OdpornoŜĺ na outliers 

Liczba parametrów 486 051 Umiarkowana zğoŨonoŜĺ 

ťr·dğo: Opracowanie wğasne. 

Gğ·wnym elementem architektury DilatedRNN jest mechanizm dylatacji (dilations = [[1, 2], 

[4, 8]]), kt·ry umoŨliwia przetwarzanie sekwencji o r·Ũnych skalach czasowych (Chang et al. 

2017). Pierwszy poziom dylatacji ([1, 2]) odpowiada za zaleŨnoŜci kr·tkoterminowe (1ï2 dni), 

natomiast drugi poziom ([4, 8]) modeluje wzorce tygodniowe bez nadmiernego zwiňkszania liczby 

parametrów. Ta architektura pozwala sieci na jednoczesne przechwytywanie zarówno 

codziennych fluktuacji, jak i cyklicznych wzorców sezonowych. 

Przewaga DilatedRNN nad standardowym LSTM wynika z bezpoŜredniego dostňpu do 

odlegğych krok·w czasowych. W architekturze LSTM informacja sprzed 7 dni musi przejŜĺ przez 

7 kolejnych bram pamiňci, co powoduje zjawisku zaniku gradientów i utratň sygnağu. Dylatacja 

[4, 8] pozwala na bezpoŜrednie poğŃczenie z krokami oddalonymi o 4ï8 dni, co idealnie odpowiada 

dominujŃcej sezonowoŜci tygodniowej zidentyfikowanej w analizie MSTL (podrozdziağ 4.3). 

Podobny mechanizm wykorzystano w WaveNet (van den Oord et al. 2016)  dla sygnağ·w audio, 

gdzie dylatacja umoŨliwiğa modelowanie dğugoterminowych zaleŨnoŜci bez eksplozji liczby 

parametrów. 

W celu wyjaŜnienia najlepszych wyników otrzymanych z wykorzystaniem konfiguracji 

NoOil (bez ceny ropy i zmiennych historycznych) przeprowadzono szczeg·ğowe badanie 

ablacyjne, testujŃc 10 kombinacji zmiennych egzogenicznych. Zmienne egzogeniczne 

przygotowano zgodnie z procedurŃ transformacji danych opisanŃ w podrozdziale 4.1. Wyniki 

przeprowadzonych badaŒ ablacyjnych przedstawiono w Tabeli 11. 

Tabela 11. Badanie ablacyjne wpğywu zmiennych egzogenicznych na model DilatedRNN. 

Konfiguracja Zmienne egzogeniczne MAE [L]  RMSE [L] R² ȹRĮ 

NoOil Tylko kalendarz 155.49 196.47 0.814 (REF) 

Cyclic Kalendarz + kodowanie harmoniczne 186.46 237.65 0.728 ī0.086 

Lag7Only Kalendarz + y_lag7 170.31 240.26 0.722 ī0.092 

FutrWithOil Kalendarz + cena ropy 175.66 214.03 0.780 ī0.034 

RollOnly Kalendarz + rolling stats 171.84 214.79 0.778 ī0.036 
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Both Kalendarz + lagi historyczne 189.91 264.66 0.663 ī0.151 

CyclicAdv Kalendarz + harmoniczne + adv_weekend 224.17 291.18 0.592 ī0.222 

AdvWeekend Kalendarz + adv_weekend 256.17 335.51 0.458 ī0.356 

HistOnly Tylko lagi historyczne 204.90 247.81 0.704 ī0.110 

All  Wszystkie zmienne 244.80 303.11 0.558 ī0.256 

ťr·dğo: Opracowanie wğasne na podstawie przeprowadzonych eksperyment·w. gdzie: ȹR2 oznacza 

zmianň wzglňdem konfiguracji referencyjnej NoOil. 

PowyŨsze wyniki badania ablacyjnego prowadzŃ do trzech podstawowych wniosk·w: 

1. Konfiguracja wykorzystujŃca wyğŃcznie zmienne kalendarzowe (8 cech: dzieŒ tygodnia, 

miesiŃc, rok, kwartağ, weekend, Ŝwiňta) osiŃga najlepsze wyniki (RĮ = 0.814, MAE = 

155.49 L). Dodanie jakichkolwiek dodatkowych zmiennych pogarsza dokğadnoŜĺ prognoz, 

co sugeruje, Ũe architektura DilatedRNN skutecznie ekstrahuje wzorce sezonowe 

bezpoŜrednio z surowych oznaczeŒ kalendarzowych. 

2. Zaawansowane zmienne weekendowe (adv_weekend) drastycznie pogarszajŃ wyniki, 

obniŨajŃc RĮ z 0.814 do 0.458 (spadek o 35.6 p.p.). PrawdopodobnŃ przyczynŃ jest 

wprowadzenie szumu poprzez nadmiarowe rozr·Ũnianie sob·t i niedziel oraz sezonowych 

interakcji, kt·re zakğ·cajŃ zdolnoŜĺ modelu do generalizacji. InteresujŃce jest, Ũe dodanie 

kodowania harmonicznego (cyclic) ğagodzi ten negatywny efekt ï konfiguracja CyclicAdv 

osiŃga RĮ = 0.592 zamiast 0.458. 

3. Kodowanie harmoniczne (cyclic) obniŨa RĮ do 0.728 (spadek o 8.6 p.p.). Transformacja 

sinusoidalno-kosinusoidalna, choĺ teoretycznie korzystna dla modelowania cyklicznoŜci, 

w przypadku DilatedRNN moŨe byĺ redundantna ï architektura ta dziňki mechanizmowi 

dylatacji samodzielnie wykrywa periodycznoŜĺ tygodniowŃ i miesiňcznŃ. 

4. Wprowadzenie ceny ropy obniŨa RĮ z 0.814 do 0.780 (spadek o 3.4 p.p.). PrawdopodobnŃ 

przyczynŃ jest brak bezpoŜredniej korelacji miňdzy globalnŃ cenŃ surowca a lokalnym 

popytem na paliwo na poziomie pojedynczej stacji. 

NaleŨy mieĺ na uwadze, Ũe wyniki badania ablacyjnego dotyczŃ konkretnego problemu: dane z 

przedsiňbiorstwa sprzedaŨy paliw, okres 2017ï2020 obejmujŃcy poczŃtek pandemii COVID-19 

posiadajŃcego kilka stacji benzynowych. Uogólnienie wniosków wymaga walidacji na innych 

zbiorach danych, w szczeg·lnoŜci: (1) dla stacji o innych charakterystykach lokalizacyjnych, (2) 
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w okresach stabilnoŜci makroekonomicznej, oraz (3) z wykorzystaniem rzeczywistych 

(historycznych) wartoŜci cen ropy zamiast prognozowanych. 

Porównawcza analiza architektur 

W Tabeli 12 przedstawiono por·wnanie charakterystyk poszczeg·lnych architektur gğňbokiego 

uczenia, uwzglňdniajŃc zar·wno dokğadnoŜĺ, jak i stabilnoŜĺ wynik·w. 

Tabela 12. Por·wnawcza charakterystyka architektur gğňbokiego uczenia. 

Architektura MAE [L]  RMSE [L] R² Parametry 

DilatedRNN 155.49 196.47 0.81 486K 

BiTCN 160.96 199.01 0.81 ~300K 

N-BEATSx 169.33 222.69 0.76 ~2M 

N-HiTS 171.59 234.72 0.73 ~1.5M 

TFT 176.95 220.59 0.77 220K 

GRU 178.44 241.67 0.72 ~150K 

LSTM 183.30 228.03 0.75 ~200K 

PatchTST 194.82 232.85 0.74 455K 

TCN 197.12 243.71 0.71 ~400K 

RNN 202.90 233.82 0.74 ~100K 

ťr·dğo: Opracowanie wğasne. Liczba parametr·w zostağa przybliŨona 

Uzyskany wynik R²=0.814 dla najlepszego modelu DilatedRNN jest konkurencyjny 

wzglňdem wynik·w raportowanych w literaturze prognozowania detalicznego. Dla por·wnania, 

model DeepAR osiŃga RĮ w zakresie 0.70ï0.85 na zbiorach danych sprzedaŨowych (Salinas et al. 

2020), natomiast N-BEATS uzyskuje RĮå0.75 na testach danych M4 15  (Oreshkin et al. 2020). 

Wynik niniejszego badania plasuje siň w g·rnej czňŜci tego przedziağu, co potwierdza uŨytecznoŜĺ 

zaproponowanej metody. Na podstawie analizy por·wnawczej modeli moŨna wyciŃgnŃĺ 

nastňpujŃce wnioski: 

1. DilatedRNN ğŃczy zalety architektur rekurencyjnych (modelowanie zaleŨnoŜci 

sekwencyjnych) z efektywnoŜciŃ obliczeniowŃ mechanizmu dylatacji. Przy relatywnie 

niewielkiej liczbie parametr·w (486K) osiŃga najlepszy wynik (RĮ=0.814, MAE=155.49 

 
15 M4 Competition ς ōŜƴŎƘƳŀǊƪ ȊŀǿƛŜǊŀƧŊŎȅ млл ллл ǎȊŜǊŜƎƽǿ ŎȊŀǎƻǿȅŎƘ Ȋ ǊƽȍƴȅŎƘ ŘȊƛŜŘȊƛƴΦ  
  ½ōƛƽǊ ŘƻǎǘťǇƴȅ ǇǳōƭƛŎȊƴƛŜΥ https://github.com/Mcomp-org/M4-methods  
 

https://github.com/Mcomp-org/M4-methods
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L), przewyŨszajŃc znacznie bardziej zğoŨone architektury jak N-BEATSx (~2M 

parametrów). 

2. BiTCN stanowi solidnŃ alternatywň, osiŃgajŃc zbliŨone wyniki (RĮ=0.809, MAE=160.96 

L) przy mniejszej liczbie parametrów (~300K). Dwukierunkowa architektura 

konwolucyjna skutecznie modeluje zar·wno przeszğe, jak i przyszğe konteksty w szeregu 

czasowym. 

3. Temporal Fusion Transformer (TFT) osiŃga wysokŃ dokğadnoŜĺ (RĮ=0.766) przy 

najniŨszej liczbie parametr·w wŜr·d modeli Transformer (220K). Architektura ta 

efektywnie wykorzystuje mechanizm attention do modelowania zaleŨnoŜci czasowych. 

4. PatchTST z mechanizmem segmentacji szereg·w czasowych (patch_len=16) osiŃga 

R²=0.739 przy 455K parametrów. 

5. Modele o najwyŨszej zğoŨonoŜci (N-BEATSx: ~2M, N-HiTS: ~1.5M) nie osiŃgajŃ 

proporcjonalnie lepszych wynik·w, co sugeruje, Ũe dla badanego problemu wiňksza liczba 

parametr·w nie przekğada siň na wyŨszŃ dokğadnoŜĺ. 

Przeprowadzone eksperymenty ujawniğy istotne r·Ũnice w sposobie wykorzystania 

zmiennych egzogenicznych przez poszczególne architektury (Tabela 13). 

Tabela 13. Wpğyw zmiennych egzogenicznych na dokğadnoŜĺ poszczeg·lnych architektur. 

Architektura Tylko future exog Tylko hist exog Obie kategorie 

LSTM 0.723 0.469 0.658 

DilatedRNN 0.814 0.704 0.774 

N-BEATSx 0.709 0.770 0.767 

BiTCN 0.753 0.761 0.766 

TCN 0.609 0.748 0.647 

NHITS 0.735 0.495 0.719 

GRU 0.718 0.575 0.684 

RNN 0.686 0.637 0.673 

TFT 0.551 -0.164 0.644 

PatchTST ðð ðð 0.739* 

ťr·dğo: Opracowanie wğasne. Uwaga: WartoŜci przedstawiajŃ R2 dla danej konfiguracji, * (bez zmiennych 

dodatkowych). 

Na podstawie wyników przedstawionych w Tabeli 13 moŨna wyciŃgnŃĺ nastňpujŃce wnioski: 
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¶ DilatedRNN osiŃga najlepsze wyniki z wyğŃcznie zmiennymi przyszğymi (kalendarz), R² 

= 0.814. Dodanie zmiennych historycznych obniŨa dokğadnoŜĺ do RĮ = 0.704, co wskazuje, 

Ũe mechanizm dylatacji samodzielnie ekstrahuje niezbňdne wzorce czasowe. 

¶ BiTCN wykazuje odpornoŜĺ na konfiguracjň zmiennych, R² w przedziale 0.753ï0.766 dla 

wszystkich wariantów. Dwukierunkowa architektura konwolucyjna skutecznie 

wykorzystuje zar·wno informacje przyszğe, jak i historyczne. 

¶ N-BEATSx i TCN korzystajŃ ze zmiennych historycznych, R² = 0.770 i 0.748 bardzo 

dobrze. Architektura basis expansion z dedykowanymi warstwami trendu i sezonowoŜci 

skutecznie wykorzystuje informacje historyczne do dekompozycji szeregu czasowego. 

¶ TFT wykazuje niestabilnoŜĺ przy zmiennych historycznych (RĮ = ī0.164), co wskazuje na 

przeuczenie mechanizmu uwagi. 

MoŨna zatem stwierdziĺ, Ũe dob·r zmiennych egzogenicznych powinien byĺ dostosowany 

do specyfiki architektury, a nie stosowany uniwersalnie. Na podstawie systematycznej analizy 

komparatywnej dziesiňciu architektur jako rekomendowany model prognozowania wolumenu 

sprzedaŨy paliw silnikowych wskazuje siň architekturň DilatedRNN z konfiguracjŃ: okno 

kontekstowe 30 dni, dylatacje [1, 2, 4, 8], wyğŃcznie zmienne kalendarzowe jako cechy 

egzogeniczne. 

Wysoka dokğadnoŜĺ prognoz (RĮ = 0.814, MAE = 155.49 L dla horyzontu 30 dni) umoŨliwia 

precyzyjne planowanie dostaw paliwa z miesiňcznym wyprzedzeniem. Przekğada siň to 

bezpoŜrednio na usprawnienie mechanizm·w podejmowania decyzji dotyczŃcych zarzŃdzania 

zapasami, redukcjň ryzyka braku paliwa oraz optymalizacjň koszt·w logistycznych. Szczeg·ğowa 

kwantyfikacja korzyŜci ekonomicznych zostağa przedstawiona w podrozdziale 4.7.  



210 
 

4.5. Analiza statystyczna wyników 

W celu zapewnienia rygorystycznej weryfikacji obserwowanych r·Ũnic miňdzy modelami 

przeprowadzono wielopoziomowŃ analizň statystycznŃ, obejmujŃcŃ testy parowane (model vs 

baseline), test wielomodelowy Friedmana z procedurŃ post-hoc Nemenyi-ego oraz analizň 

residu·w najlepszego modelu. Wszystkie testy przeprowadzono na poziomie istotnoŜci Ŭ=0.05 z 

zastosowaniem korekty wielokrotnych por·wnaŒ metodŃ Holm. 

Testy parowane: modele gğňbokiego uczenia vs SeasonalNaive 

Jako model referencyjny (baseline) przyjňto SeasonalNaive, zgodnie ze standardami literatury 

prognozowania  (Hyndman i Athanasopoulos 2018). Dla kaŨdego z dziewiňciu modeli gğňbokiego 

uczenia przeprowadzono dwa testy parowane: 

¶ Test Wilcoxona (Wilcoxon Signed-Rank Test) - test nieparametryczny dla pr·b zaleŨnych, 

stosowany ze wzglňdu na niespeğnienie zağoŨenia normalnoŜci r·Ũnic bğňd·w, 

¶ Test Diebold-Mariano (Diebold i Mariano 1995) - dedykowany test porównania 

dokğadnoŜci predykcyjnej, uwzglňdniajŃcy autokorelacjň bğňd·w prognozy. 

W Tabeli 14 przedstawiono wyniki test·w parowanych wraz z wielkoŜciŃ efektu (Cohen's d) i 

korektŃ wielokrotnych por·wnaŒ metodŃ Holm. 

Tabela 14. Wyniki testów statystycznych: modele DL vs SeasonalNaive. 

Model 

MAE 

[L]  

RMSE 

[L]  R² ȹMAE 

Wilcoxon 

p DM p 

d 

Cohen 

Holm 

p Istotny? 

DilatedRNN 155.49 196.47 0.814 ī241.88 0.0002 0.0005 ī0.64 0.0021 TAK 

BiTCN 160.96 199.01 0.809 ī236.41 0.0002 0.0006 ī0.63 0.0021 TAK 

N-BEATSx 169.33 222.69 0.761 ī228.04 0.0010 0.0013 ī0.59 0.0075 TAK 

N-HiTS 171.59 234.72 0.735 ī225.78 0.0009 0.0010 ī0.60 0.0075 TAK 

TFT 176.95 220.59 0.766 ī220.42 0.0017 0.0021 ī0.56 0.0075 TAK 

GRU 178.44 241.67 0.719 ī218.93 0.0029 0.0036 ī0.53 0.0087 TAK 

LSTM 183.30 228.03 0.750 ī214.07 0.0011 0.0024 ī0.55 0.0075 TAK 

PatchTST 194.82 232.85 0.739 ī202.55 0.0015 0.0051 ī0.51 0.0075 TAK 

TCN 197.12 243.71 0.714 ī200.25 0.0033 0.0063 ī0.50 0.0087 TAK 

RNN 202.90 233.82 0.737 ī194.47 0.0077 0.0083 ī0.48 0.0087 TAK 

ťr·dğo: Opracowanie wğasne. Gdzie: ȹMAE = r·Ũnica wzglňdem SeasonalNaive (204.34 L). Holm p = 

wartoŜĺ p po korekcie wielokrotnych por·wnaŒ. WartoŜci p<0.05 przed korektŃ zaznaczono pogrubieniem. 
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Analiza wynik·w prowadzi do nastňpujŃcych wniosk·w: 

1. Wszystkie dziesiňĺ modeli gğňbokiego uczenia wykazujŃ statystycznie istotnŃ przewagň 

nad SeasonalNaive zar·wno w teŜcie Wilcoxona (p < 0.008), jak i w teŜcie Diebold-

Mariano (p < 0.009). Najsilniejszy efekt obserwuje siň dla DilatedRNN (p = 0.0002) i 

BiTCN (p = 0.0002). 

2. Po zastosowaniu korekty Holma wszystkie modele zachowujŃ istotnoŜĺ 

statystycznŃ (p_Holm < 0.01). Wynik ten potwierdza, Ũe obserwowana przewaga modeli 

gğňbokiego uczenia nad metodami tradycyjnymi nie jest artefaktem wielokrotnych 

por·wnaŒ, lecz odzwierciedla rzeczywistŃ r·Ũnicň w zdolnoŜci predykcyjnej. 

3. WielkoŜĺ efektu (Cohen's d) dla wszystkich modeli mieŜci siň w zakresie Ŝrednim (|d| = 

0.48ï0.64), co wskazuje na praktycznie istotnŃ r·Ũnicň w kontekŜcie zastosowaŒ 

biznesowych. NajwyŨszy efekt obserwuje siň dla DilatedRNN (d = ī0.64) i BiTCN (d = 

ī0.63). 

Test wielomodelowy Friedmana 

W celu globalnego porównania wszystkich trzynastu modeli (10 DL + 3 baseline) 

zastosowano test Friedmana - nieparametryczny odpowiednik ANOVA dla powtarzanych 

pomiar·w. Test weryfikuje hipotezň zerowŃ, Ũe wszystkie modele majŃ identycznŃ medianň rang 

bğňd·w. Statystyka testowa Friedmana wyniosğa ɢĮ = 39.99 przy p = 0.0001, co oznacza istotnŃ 

r·Ũnicň miňdzy modelami na poziomie Ŭ = 0.001. Wynik ten potwierdza, Ũe obserwowane r·Ũnice 

w bğňdach MAE nie sŃ przypadkowe i wynikajŃ z rzeczywistych r·Ũnic w zdolnoŜci predykcyjnej 

modeli. WartoŜĺ Critical Difference (CD = 2.583) okreŜla minimalnŃ r·Ũnicň w Ŝrednich rangach 

wymaganŃ do uznania dw·ch modeli za istotnie r·Ũne. 

Procedura post-hoc Nemenyi-ego 

W celu identyfikacji par modeli istotnie r·ŨniŃcych siň zastosowano procedurň post-hoc 

Nemenyi'ego po teŜcie Friedmana, przy poziomie istotnoŜci Ŭ = 0.05. Dla uzyskanych Ŝrednich 

rang wyznaczono krytycznŃ r·Ũnicň (Critical Difference, CD) r·wnŃ CD = 2.583. Oznacza to, Ũe 

modele, dla kt·rych bezwzglňdna r·Ũnica Ŝrednich rang jest mniejsza niŨ CD, naleŨy traktowaĺ 

jako statystycznie nierozr·Ũnialne na przyjňtym poziomie istotnoŜci. W Tabeli 18 zestawiono pary 
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modeli, dla kt·rych wykazano istotne r·Ũnice. Analiza wykazağa, Ũe cztery modele gğňbokiego 

uczenia (BiTCN, DilatedRNN, GRU, N-BEATSx) r·ŨniŃ siň istotnie od HoltWinters i 

SeasonalNaive (p < 0.05), natomiast wszystkie por·wnania miňdzy modelami DL sŃ nieistotne 

statystycznie (p å 1.0), co wskazuje na ich homogenicznoŜĺ pod wzglňdem dokğadnoŜci prognoz. 

Tabela 15. Istotne r·Ũnice miňdzy modelami (test Nemenyi-ego, Ŭ=0.05). 

Para modeli p-value Interpretacja  

HoltWinters vs BiTCN 0.0114* BiTCN istotnie lepszy 

HoltWinters vs DilatedRNN 0.0129* DRNN istotnie lepszy 

HoltWinters vs GRU 0.0101* GRU istotnie lepszy 

HoltWinters vs N-BEATSx 0.0403* N-BEATSx istotnie lepszy 

SeasonalNaive vs BiTCN 0.0114* BiTCN istotnie lepszy 

SeasonalNaive vs DilatedRNN 0.0129* DRNN istotnie lepszy 

SeasonalNaive vs GRU 0.0101* GRU istotnie lepszy 

SeasonalNaive vs N-BEATSx 0.0403* N-BEATSx istotnie lepszy 

ťr·dğo: Opracowanie wğasne. * = istotne przy Ŭ = 0.05. CD = 2.583. 

Test Nemenyi'ego potwierdza, Ũe cztery modele gğňbokiego uczenia (DilatedRNN, BiTCN, 

GRU, N-BEATSx) sŃ statystycznie istotnie lepsze od modeli HoltWinters i SeasonalNaive (p < 

0.05). InteresujŃco, por·wnanie z modelem AutoARIMA nie wykazağo istotnoŜci statystycznej (p 

> 0.6), co wynika z mniejszej r·Ũnicy rang ï AutoARIMA, osiŃgajŃc MAE = 320.45 L, plasuje 

siň bliŨej czoğowych architektur gğňbokiego uczenia niŨ pozostağe metody klasyczne, przez co 

bezwzglňdna r·Ũnica rang nie przekracza wartoŜci krytycznej CD = 2.583. Nie wykryto istotnych 

r·Ũnic w obrňbie modeli gğňbokiego uczenia (p å 1.0 dla wszystkich par DL vs DL).  

Wizualizacjň wynik·w testu Nemenyi-ego przedstawiono na Rysunku 41 w formie 

diagramu krytycznej r·Ũnicy (Demġar 2006:1ï30). Diagram ten stanowi standardowe narzňdzie 

raportowania wynik·w por·wnaŒ wielomodelowych w uczeniu maszynowym, poniewaŨ 

umoŨliwia jednoczesnŃ prezentacjň Ŝrednich rang oraz grup modeli nierozr·Ũnialnych 

statystycznie. 
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Rysunek 41. Diagram krytycznej r·Ũnicy (CD) dla testu Nemenyi-ego por·wnujŃcego dwanaŜcie modeli 

prognozowania.  

ťr·dğo: Opracowanie wğasne z wykorzystaniem biblioteki scikit-posthocs (Terpilovskii 2025). 

Na rysunku 41 oŜ pozioma przedstawia ŜredniŃ rangň modelu w 30 oknach testowych (niŨsza 

ranga oznacza lepszŃ dokğadnoŜĺ). Krytyczna r·Ũnica CD = 2.583 oznacza, Ũe modele o r·Ũnicy 

Ŝrednich rang mniejszej niŨ 2.583 sŃ statystycznie nierozr·Ũnialne. Model GRU osiŃga najniŨszŃ 

ŜredniŃ rangň (~5.8), wyprzedzajŃc nieznacznie BiTCN i DilatedRNN. Wszystkie modele 

gğňbokiego uczenia (GRU, BiTCN, DRNN, N-BEATSx, N-HiTS, LSTM, TFT, PatchTST, TCN, 

RNN) tworzŃ grupň o rangach w przedziale 5.8ï7.5, podczas gdy modele tradycyjne (AutoARIMA 

~8, SeasonalNaive i HoltWinters ~9.5) plasujŃ siň wyraŦnie niŨej w rankingu. R·Ũnica rang 

miňdzy czoğowymi modelami DL a HoltWinters/SeasonalNaive przekracza wartoŜĺ CD, co 

potwierdza statystycznŃ istotnoŜĺ przewagi gğňbokiego uczenia nad metodami klasycznymi. 

Analiza residuów najlepszego modelu 

Dla modelu DRNN_Ctx30_NoOil przeprowadzono analizň residu·w w celu weryfikacji 

zağoŨeŒ modelu i identyfikacji potencjalnych problem·w. W tabeli 16 przedstawiono wyniki 

testów diagnostycznych. 

Tabela 16. Analiza residuów modelu DRNN_Ctx30_NoOil. 

Test Statystyka p-value Wynik 
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Shapiro-Wilk  (normalnoŜĺ) 0.977 0.744 Rozkğad normalny 

Ljung -Box (autokorelacja, lag=10) - 0.0001 Autokorelacja wykryta 

ťr·dğo: Opracowanie wğasne. 

Statystyki opisowe residuów: 

¶ średnia: ī4.36 L (blisko zera ï brak systematycznego biasu) 

¶ Mediana: ī4.38 L 

¶ Odchylenie standardowe: 196.42 L 

¶ Zakres: [ī553.27 L, +348.58 L] 

Analiza residuów ujawnia dwa istotne wnioski: 

1. NormalnoŜĺ rozkğadu. Test Shapiro-Wilka (p=0.744) potwierdza normalnoŜĺ rozkğadu 

residuów, co uzasadnia stosowanie miar parametrycznych (R2, MAE) i sugeruje brak 

systematycznych odstňpstw od modelu. 

2. Autokorelacja residuów. Test Ljung-Boxa (p=0.0001) wykrywa istotnŃ autokorelacjň 

bğňd·w, co wskazuje na niewykorzystane wzorce czasowe. MoŨe to wynikaĺ z: 

¶ nieuwzglňdnionych efekt·w kalendarzowych (Ŝwiňta lokalne, wydarzenia), 

¶ cyklicznoŜci dğuŨszej niŨ 7 dni (np. miesiňcznej), 

¶ wpğywu czynnik·w zewnňtrznych (pogoda, promocje konkurencji). 

Zidentyfikowana autokorelacja reszt sugeruje moŨliwoŜĺ dalszej poprawy modelu poprzez 

rozszerzenie zbioru zmiennych egzogenicznych lub zastosowanie mechanizm·w korekty bğňd·w. 

Rozkğad reszt przedstawiono na rysunku 42. Histogram residu·w wykazuje symetryczny ksztağt, 

co potwierdza wynik testu Shapiro-Wilka, a wykres kwantyl-kwantyl (Q-Q plot) wskazuje na 

zgodnoŜĺ z rozkğadem normalnym. Szereg czasowy residu·w nie wykazuje widocznego trendu, 

ze ŜredniŃ bliskŃ zeru (Ǜ=ī4.36 L), co potwierdza brak systematycznego biasu modelu. Funkcja 
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autokorelacji (ACF) ujawnia istotne wartoŜci przy lagach k=7 i k=14, wskazujŃc na 

niewykorzystanŃ sezonowoŜĺ tygodniowŃ stanowiŃcŃ potencjalny kierunek dalszej optymalizacji. 

 

Rysunek 42. Diagnostyka residuów modelu DRNN_Ctx30_NoOil: histogram z dopasowaniem normalnym 

(górny lewy), wykres Q-Q (górny prawy), szereg czasowy residuów (dolny lewy), funkcja autokorelacji 

ACF (dolny prawy). 

ťr·dğo: Opracowanie wğasne z wykorzystaniem bibliotek statsmodels i matplotlib (Hunter 2007; Seabold i 

Perktold 2010). 

Przeprowadzona analiza statystyczna por·wnaŒ miňdzy modelami prowadzi do nastňpujŃcych 

wniosków: 

1. Istnieje globalna r·Ũnica miňdzy modelami (test Friedmana, ɢ² = 39.99, p = 0.0001), co 

potwierdza, Ũe wyb·r architektury sieci neuronowej ma istotny wpğyw na dokğadnoŜĺ 

prognoz. 

2. Wszystkie dziesiňĺ modeli gğňbokiego uczenia sŃ istotnie lepsze od 

SeasonalNaive zar·wno przed korektŃ (p < 0.008), jak i po korekcie Holma (p < 0.01). 

Najsilniejszy efekt obserwuje siň dla DilatedRNN i BiTCN (p_Holm = 0.0021). 

3. WielkoŜĺ efektu (Cohen's d) dla wszystkich modeli DL mieŜci siň w zakresie Ŝrednim (|d| 

= 0.48ï0.64), co potwierdza praktycznŃ istotnoŜĺ r·Ũnic w kontekŜcie zastosowaŒ 

biznesowych. 

4. Test Nemenyi wykazağ istotne r·Ũnice miňdzy czterema najlepszymi modelami DL 

(DilatedRNN, BiTCN, GRU, N-BEATSx) a HoltWinters/SeasonalNaive (p < 0.05). 

Por·wnanie z AutoARIMA nie wykazağo istotnoŜci ze wzglňdu na zbyt mağŃ r·Ũnicň rang 

(poniŨej CD = 2.583). Wszystkie modele DL sŃ statystycznie nierozr·Ũnialne miňdzy sobŃ 

(p å 1.0). 

5. Residua DilatedRNN wykazujŃ autokorelacjň (test Ljung-Box, p = 0.0001), podobnie jak 

wiňkszoŜĺ modeli gğňbokiego uczenia (8 z 10 modeli). WyjŃtkiem jest BiTCN, kt·ry jako 
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jedyny model DL nie wykazuje istotnej autokorelacji residuów (p = 0.33), co wykazuje 

lepsze wykorzystanie dostňpnych wzorc·w czasowych przez dwukierunkowŃ architekturň 

konwolucyjnŃ. ObecnoŜĺ autokorelacji w pozostağych modelach wskazuje na 

niewykorzystane zaleŨnoŜci czasowe i potencjağ dalszej poprawy poprzez rozszerzenie 

architektury, dalszej optymalizacji lub wprowadzenie dodatkowych zmiennych. 
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4.6. Wyniki walidacji krzyŨowej 

W celu weryfikacji zdolnoŜci generalizacji poszczeg·lnych architektur przeprowadzono 

walidacjň krzyŨowŃ typu rolling origin na peğnym zbiorze danych. Procedura ta stanowi 

uzupeğnienie test·w opisanych w podrozdziale 4.3, kt·re opierağy siň na pojedynczym oknie 

testowym. Walidacja krzyŨowa umoŨliwia ocenň stabilnoŜci wynik·w modeli w r·Ũnych 

podokresach, obejmujŃcych zar·wno fazy stabilnego popytu, jak i okresy zaburzeŒ (w tym 

poczŃtek pandemii COVID-19). W Tabeli 17 przedstawiono konfiguracjň walidacji krzyŨowej.  

 

Tabela 17. Konfiguracja walidacji krzyŨowej. 

Parametr WartoŜĺ Uzasadnienie 

Typ 
Rolling origin, expanding 

window 

Zachowanie chronologii, realistyczna 

symulacja 

Liczba okien 

testowych 
nwindows=10 

Kompromis miňdzy mocŃ statystycznŃ a 

czasem obliczeŒ 

Krok miňdzy 

oknami 
7 dni Odpowiada cyklowi tygodniowemu 

Horyzont prognozy H=30 ZgodnoŜĺ z testami z podrozdziağu 4.3 

Okres danych 2017-04-13 do 2020-06-30 Peğny dostňpny zakres danych 

ťr·dğo: Opracowanie wğasne. 

W procedurze rolling origin kaŨde kolejne okno testowe jest przesuwane o ustalony krok, a 

model jest trenowany na wszystkich dostňpnych danych historycznych do punktu podziağu. Takie 

podejŜcie symuluje rzeczywisty scenariusz wdroŨeniowy, w kt·rym model jest aktualizowany 

w miarň napğywu nowych obserwacji (Hyndman i Athanasopoulos 2018). W Tabeli 21 

przedstawiono zbiorcze wyniki walidacji krzyŨowej dla trzynastu modeli prognozowania, 

uporzŃdkowane wedğug rosnŃcego bğňdu MAE. Dla kaŨdego modelu podano ŜredniŃ wartoŜĺ 

metryki oraz odchylenie standardowe obliczone na podstawie dziesiňciu okien testowych. 
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Tabela 18. Wyniki walidacji krzyŨowej dla architektur gğňbokiego uczenia i metod tradycyjnych. 

Model 

MAE 

[L]  RMSE [L] R² MAE_std Config 

TCN 269.54 344.78 0.714 52.5 adv_weekend 

BiTCN 298.34 364.71 0.674 72.6 podstawowy 

GRU 301.63 382.58 0.643 52.9 cyclic+adv 

LSTM 314.51 391.50 0.623 53.7 cyclic 

TFT 326.47 398.97 0.605 84.3 podstawowy 

N-BEATSx 346.32 468.36 0.476 72.9 cyclic+adv 

DilatedRNN 353.08 421.40 0.555 85.2 podstawowy 

PatchTST 374.25 480.11 0.427 66.6 podstawowy 

AutoARIMA 395.85 507.63 0.368 57.9 podstawowy 

HoltWinters 413.50 519.10 0.343 63.9 podstawowy 

N-HiTS 419.73 520.51 0.275 122.9 adv_weekend 

SeasonalNaive 441.99 584.01 0.135 96.7 podstawowy 

RNN 445.07 556.43 0.251 96.4 podstawowy 

ťr·dğo: Opracowanie wğasne na podstawie przeprowadzonych eksperyment·w. gdzie: SeasonalNaive 

(baseline) osiŃga MAE å 204 L w analogicznej procedurze. 

 

Na Rysunku 43 przedstawiono analizň stabilnoŜci modelu TCN. Wsp·ğczynnik zmiennoŜci (CV = 

24.6%) wskazuje na umiarkowanŃ rozpiňtoŜĺ wynik·w miňdzy oknami walidacji. NajniŨszy bğŃd 

(MAE = 166 L) zaobserwowano w oknie czasowym 04-06, natomiast najwyŨszy (MAE = 390 L) 

w oknie 06-01, co odpowiada okresowi zwiňkszonej zmiennoŜci popytu w miesiŃcach wiosenno-

letnich. 
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Rysunek 43. StabilnoŜĺ modelu TCN w walidacji krzyŨowej. 

ťr·dğo: Opracowanie wğasne. 

Analiza wzorc·w czasowych bğňd·w modelu TCN (Rysunek 44) pokazuje wyraŦnŃ 

zaleŨnoŜĺ od dnia tygodnia. Lewy panel przedstawia mapň ciepğa bğňdu MAE w funkcji dnia 

tygodnia i horyzontu prognozy. NajwyŨsze bğňdy (kolor czerwony, MAE > 400 L) wystňpujŃ w 

piŃtki dla horyzontu 11ï16 dni. Prawy panel potwierdza, Ũe piŃtek charakteryzuje siň najwyŨszym 

Ŝrednim bğňdem (~380 L) i najwiňkszŃ wariancjŃ, podczas gdy weekend (sobota, niedziela) 

wykazuje niŨsze i bardziej stabilne bğňdy (~170 L). Obserwacja ta wskazuje na zwiňkszonŃ 

niepewnoŜĺ prognozowania w okresie poprzedzajŃcym weekend, co moŨe byĺ uwarunkowane 

wyŨszŃ heterogenicznoŜciŃ zachowaŒ konsumenckich w piŃtki. 

 

Rysunek 44. Wzorce bğňd·w modelu TCN wedğug dnia tygodnia. 

ťr·dğo: Opracowanie wğasne. 
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Wyniki walidacji krzyŨowej przedstawiajŃ istotne r·Ũnice wzglňdem test·w na 

pojedynczym oknie (podrozdziağ 4.3). Model TCN, kt·ry w teŜcie manualnym zajmowağ 9. 

pozycjň (MAE = 197 L), w walidacji krzyŨowej osiŃgnŃğ najniŨszy Ŝredni bğŃd MAE (269.54 

L) przy najwyŨszym RĮ = 0.714. Z kolei DilatedRNN (na pojedynczym oknie MAE = 155.5 L, R² 

= 0.814), w walidacji krzyŨowej zajŃğ 8. miejsce z MAE = 353.08 L i RĮ = 0.555. RozbieŨnoŜĺ ta 

wskazuje na wysokŃ wraŨliwoŜĺ niekt·rych architektur na wyb·r okresu testowego ï model 

zoptymalizowany pod konkretne okno czasowe moŨe nie generalizowaĺ r·wnie dobrze na inne 

okresy. 

Odchylenie standardowe bğňdu MAE miňdzy oknami testowymi stanowi miarň stabilnoŜci 

modelu. Im niŨsze odchylenie, tym bardziej przewidywalne zachowanie modelu w r·Ũnych 

warunkach rynkowych. NajniŨszŃ wariancjň wykazağy modele TCN (ů = 52.5 L) i GRU (ů = 52.9 

L), podczas gdy najwyŨszŃ N-HiTS (ů = 122.9 L). W tabeli 22 przedstawiono ranking modeli 

wedğug stabilnoŜci.  

Tabela 19. Ranking modeli wedğug stabilnoŜci (odchylenie standardowe MAE). 

Poz. Model SD (MAE) [L] Interpretacja 

1 TCN 44.65 Najstabilniejszy 

2 GRU 52.95 Wysoka stabilnoŜĺ 

3 LSTM 53.66 Wysoka stabilnoŜĺ 

4 DilatedRNN 56.48 Wysoka stabilnoŜĺ 

5 AutoARIMA 57.93 Umiarkowana stabilnoŜĺ 

6 HoltWinters 63.86 Umiarkowana stabilnoŜĺ 

7 PatchTST 66.59 Umiarkowana stabilnoŜĺ 

8 N-BEATSx 72.89 Niska stabilnoŜĺ 

9 BiTCN 78.81 Niska stabilnoŜĺ 

10 TFT 84.31 Niska stabilnoŜĺ 

11 RNN 96.39 Bardzo niska stabilnoŜĺ 

12 SeasonalNaive 96.70 Bardzo niska stabilnoŜĺ 

13 N-HiTS 122.93 Ekstremalnie niestabilny 

ťr·dğo: Opracowanie wğasne. 

Analiza stabilnoŜci prowadzi do nastňpujŃcych obserwacji: 
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1. TCN wykazuje najniŨszŃ wariancjň (SD = 44.65 L) przy jednoczesnym najniŨszym 

Ŝrednim bğňdzie MAE (269.54 L) w walidacji krzyŨowej. Jest to rzadki przypadek modelu 

ğŃczŃcego dokğadnoŜĺ z stabilnoŜciŃ. 

2. GRU i LSTM ğŃczŃ akceptowalnŃ dokğadnoŜĺ (MAE = 301ï315 L) z wysokŃ stabilnoŜciŃ 

(SD = 53ï54 L), co czyni je odpowiednimi alternatywami dla TCN w scenariuszach 

wymagajŃcych przewidywalnoŜci wynik·w. 

3. DilatedRNN, mimo najlepszego wyniku na pojedynczym oknie testowym (MAE = 155.5 

L), w walidacji krzyŨowej zajŃğ dopiero 8. pozycjň (MAE = 353 L). Sugeruje to wysokŃ 

wraŨliwoŜĺ tej architektury na charakterystykň okresu testowego i potencjalne przeuczenie. 

4. N-HiTS wykazuje ekstremalnŃ niestabilnoŜĺ (SD = 122.93 L), co Ŝwiadczy o wysokiej 

wraŨliwoŜci tej architektury na zmiany w rozkğadzie danych. PrzyczynŃ jest 

prawdopodobnie nadmierna zğoŨonoŜĺ modelu (~1.5M parametr·w) wzglňdem rozmiaru 

zbioru treningowego. 

5. Bğňdy modelu TCN wykazujŃ wyraŦnŃ sezonowoŜĺ tygodniowŃ (Rysunki 42,43) ï piŃtki 

sŃ najtrudniejsze do prognozowania, a weekendy najğatwiejsze. Wzorzec ten ma implikacje 

praktyczne: system prognozowania moŨe wymagaĺ dodatkowej kalibracji lub wiňkszego 

bufora bezpieczeŒstwa dla dostaw piŃtkowych. 

Zestawienie piňciu najlepszych modeli wedğug walidacji krzyŨowej przedstawiono w Tabeli 

20. Kolumna ȹPoz. wskazuje zmianň pozycji w rankingu miňdzy testem na pojedynczym oknie 

(podrozdziağ 4.3), a walidacjŃ krzyŨowŃ. 

Tabela 20. Zestawienie wynik·w testu manualnego i walidacji krzyŨowej. 

Model MAE manual [L] MAE CV [L]  Poz. manual Poz. CV ȹPoz. 

TCN 197.12 269.54 9 1 +8 

BiTCN 160.96 298.34 2 2 0 

GRU 178.44 301.63 6 3 +3 

LSTM 183.30 314.51 7 4 +3 

TFT 176.95 326.47 5 5 0 

ťr·dğo: Opracowanie wğasne. 

RozbieŨnoŜci miňdzy rankingami wskazujŃ na fundamentalny problem generalizacji niekt·rych 

architektur: 



222 
 

1. DilatedRNN i N-BEATSx osiŃgnňğy bardzo dobre wyniki na koŒcowym oknie testowym 

(okres wzglňdnej stabilnoŜci przed pandemiŃ), jednak ich skutecznoŜĺ znaczŃco spada w 

warunkach zmiennoŜci (okna obejmujŃce Covid-19, Ŝwiňta, anomalie sezonowe). 

2. TCN wykazuje odwrotnŃ charakterystykň ï umiarkowany wynik na stabilnym oknie, ale 

najlepsza Ŝrednia w procedurze krzyŨowej. Sugeruje to wysokŃ odpornoŜĺ architektury 

splotowej na zmiany strukturalne w danych. 

3. Awans GRU (z pozycji 7 na 3) potwierdza, Ũe prostsze architektury rekurencyjne lepiej 

radzŃ sobie z niestacjonarnoŜciŃ niŨ zğoŨone modele hybrydowe. 

Implikacje dla wyboru modelu produkcyjnego 

Wyniki walidacji krzyŨowej prowadzŃ do rewizji rekomendacji sformuğowanych na 

podstawie testów manualnych. W Tabeli 21 przedstawiono zaktualizowane wskazówki 

uwzglňdniajŃce kryterium stabilnoŜci. 
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Tabela 21. Rekomendacje wyboru modelu z uwzglňdnieniem wynik·w CV. 

Kryterium Test manualny 
Walidacja 

CV 
Rekomendacja finalna 

NajwyŨsza 

dokğadnoŜĺ (stabilne 

warunki) 

DilatedRNN  TCN  
DilatedRNN (z monitoringiem 

dryfu) 

NajwyŨsza stabilnoŜĺ TCN TCN  TCN 

Kompromis 

dokğadnoŜĺ/stabilnoŜĺ 
BiTCN  BiTCN  BiTCN 

Produkcja (priorytet: 

niezawodnoŜĺ) 
N-BEATSx  TCN  TCN 

InterpretowalnoŜĺ N-BEATSx N-BEATSx N-BEATSx 

ťr·dğo: Opracowanie wğasne. 

Przeprowadzona walidacja krzyŨowa ujawnia fundamentalnŃ dychotomiň miňdzy 

dokğadnoŜciŃ a stabilnoŜciŃ. Model DilatedRNN, kt·ry osiŃgnŃğ najlepsze wyniki w testach 

manualnych (MAE = 155.49 L, RĮ = 0.814), wykazuje znaczŃcŃ degradacjň wynik·w w 

warunkach zmiennoŜci rynkowej, spadajŃc na 8. pozycjň z MAE = 353 L. Dla Ŝrodowisk 

produkcyjnych, gdzie przewidywalnoŜĺ zachowania modelu jest priorytetem, rekomenduje siň 

architekturň TCN lub BiTCN. Natomiast w scenariuszach dopuszczajŃcych regularny re-trening i 

monitoring, DilatedRNN pozostaje optymalnym wyborem pod kŃtem maksymalnej dokğadnoŜci 

w stabilnych okresach. 

PodsumowujŃc, na podstawie wynik·w walidacji krzyŨowej moŨna wyciŃgnŃĺ nastňpujŃce 

wnioski: 

1. Ranking modeli jest niestabilny miňdzy procedurami ewaluacyjnymi. Model DilatedRNN, 

osiŃgajŃcy najlepsze wyniki w testach na pojedynczym oknie, zajmuje 8. miejsce w 

walidacji krzyŨowej. Z kolei TCN awansowağ z 9. pozycji na 1. Wskazuje to na 

koniecznoŜĺ stosowania wieloaspektowych metod oceny modeli prognozowania. 

2. Architektury splotowe (TCN, BiTCN) wykazujŃ wyŨszŃ odpornoŜĺ na zmiany 

strukturalne niŨ architektury rekurencyjne z dylatacjŃ (DilatedRNN) czy hierarchiczne (N-
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HiTS). TCN osiŃgnŃğ najniŨsze odchylenie standardowe MAE (44.65 L), co Ŝwiadczy o 

stabilnym zachowaniu w r·Ũnych okresach testowych. 

3. ZğoŨonoŜĺ modelu nie koreluje z jakoŜciŃ generalizacji. N-HiTS osiŃgnŃğ jeden z 

najgorszych wyników w CV (MAE = 419.73 L, SD = 122.93 L), podczas gdy TCN 

osiŃgnŃğ najlepszy wynik (MAE = 269.54 L). 

4. Modele attention (TFT, PatchTST) wykazujŃ umiarkowane wyniki z TFT na 5. pozycji 

(MAE = 326.47 L) i PatchTST na 9. pozycji (MAE = 374.25 L). Wyniki te wskazujŃ, Ũe 

mechanizm uwagi wymaga wiňkszej iloŜci danych treningowych dla efektywnego 

modelowania wzorców sezonowych, zmiany architektury lub gğňbszej optymalizacji. 

5. Wyniki walidacji krzyŨowej wskazujŃ na koniecznoŜĺ ostroŨnoŜci przy ekstrapolacji 

wniosków z testów na pojedynczym oknie. 
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4.7. Wpğyw opracowanych modeli na usprawnienie proces·w zarzŃdczych w 

przedsiňbiorstwach dystrybucji paliw 

W naukach o zarzŃdzaniu i jakoŜci procesy sprzedaŨy stanowiŃ element ğaŒcucha wartoŜci 

organizacji, kt·rego efektywnoŜĺ determinuje pozycjň konkurencyjnŃ przedsiňbiorstwa (Porter 

1985:33ï61). W przypadku przedsiňbiorstw branŨy paliwowej procesy te obejmujŃ zar·wno 

wymiar fizyczny (przepğyw paliwa od dostawcy do odbiorcy), jak i informacyjny (prognozowanie 

popytu, zarzŃdzanie zapasami, kontraktowanie dostaw). Dlatego opracowanie dokğadnych metod 

prognozowania sprzedaŨy paliw silnikowych stanowi istotny wkğad w redukcjň tych koszt·w i 

usprawnienie proces·w zarzŃdczych w przedsiňbiorstwach dystrybucji paliw. Niniejszy 

podrozdziağ przedstawia implikacje wynik·w przeprowadzonych badaŒ dla praktyki zarzŃdzania 

przedsiňbiorstwami branŨy paliwowej.  

W ujňciu zarzŃdczym prognozowanie wolumenu sprzedaŨy nie jest wyğŃcznie narzňdziem 

analitycznym, lecz mechanizmem wpğywajŃcym na kierunek transformacji modelu biznesowego 

stacji paliw i cağej sieci dystrybucji. Podniesienie jakoŜci prognoz umoŨliwia przejŜcie od decyzji 

reaktywnych (ex post) do sterowania opartego na danych, co sprzyja zarówno automatyzacji 

procesów (np. autonomiczne punkty tankowania ï wykorzystanie tankomatów), jak i rozwojowi 

formatu Ăretail convenienceò, w kt·rym paliwo peğni rolň produktu kotwiczŃcego dla dziağalnoŜci 

handlowo-usğugowej. W konsekwencji wpğyw modeli naleŨy oceniaĺ nie tylko przez pryzmat 

metryk predykcyjnych, lecz takŨe przez ich zdolnoŜĺ do stabilizacji planowania i ograniczania 

koszt·w koordynacji w ğaŒcuchu wartoŜci, w szczeg·lnoŜci w podejmowaniu decyzji 

wyprzedzajŃcych (ex ante). 

Na podstawie przeprowadzonych eksperymentów zidentyfikowano obszary, w których 

opracowane modele prognozowania mogŃ bezpoŜrednio usprawniĺ procesy biznesowe 

przedsiňbiorstw dystrybucji paliw16: 

1. DokğadnoŜĺ prognoz (R² = 0.814 dla DilatedRNN, R² = 0.714 dla TCN w walidacji 

krzyŨowej) umoŨliwia precyzyjne planowanie zam·wieŒ paliwa z 30-dniowym 

wyprzedzeniem, eliminujŃc decyzje ad-hoc. 

 
16 Przedstawione wartoŜci oszczňdnoŜci majŃ charakter szacunkowy i zostağy wyznaczone na podstawie danych 

historycznych. Faktyczny wpğyw ekonomiczny wymaga walidacji empirycznej w warunkach operacyjnych. 
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2. Redukcja bğňdu MAE o 242 litry dziennie (wzglňdem SeasonalNaive) pozwala na 

zmniejszenie bufora bezpieczeŒstwa, uwalniajŃc kapitağ zamroŨony w zapasach. 

Szacunkowe oszczňdnoŜci wynoszŃ ~2 500 PLN na stacjň. 

3. Lepsza prognoza zmniejsza czňstoŜĺ brak·w towaru wymagajŃcych kosztownych dostaw 

awaryjnych (~750 PLN/dostawa). Model TCN, dziňki najwyŨszej stabilnoŜci, 

minimalizuje ryzyko nieoczekiwanych bğňd·w prognoz. 

Wskazane efekty przekğadajŃ siň bezpoŜrednio na podstawowe funkcje zarzŃdzania w 

przedsiňbiorstwie: planowanie (zam·wienia i zapasy), organizowanie (zasoby i obsada), 

koordynowanie (harmonogramy dostaw w sieci) oraz kontrolň jakoŜci procesu decyzyjnego 

(monitoring odchyleŒ prognozaïrealizacja). 

Prognozowanie wolumenu sprzedaŨy stanowi wejŜcie do decyzji operacyjnych i taktycznych 

w dystrybucji paliw, przy czym w niniejszej pracy bezpoŜrednio wspierany jest obszar 

wolumenowy (popyt), natomiast decyzje cenowe majŃ charakter wt·rny i poŜredni (poprzez 

dostňpnoŜĺ, poziom obsğugi i ograniczenie stock-out). Wynika to z faktu, Ũe predykcja sprzedaŨy 

paliw sğuŨy nastňpujŃcym obszarom podejmowania decyzji w przedsiňbiorstwach sprzedaŨy i 

dystrybucji paliw (Lat»ġov et al. 2017), kt·rymi sŃ: 

1. poprawa logistyki transportu paliw silnikowych (planowanie okien dostaw i tras na 

podstawie prognoz popytu), 

2. zapewnienie dostňpnoŜci paliw na stacjach benzynowych (zarzŃdzanie zapasami), 

3. rozw·j sieci dystrybucji paliw (lokalizacja i iloŜĺ tankomat·w, dystrybutor·w), 

4. ustalenie ceny i marŨy dla sprzedawanych paliw (w praktyce: poŜrednio ï poprzez 

minimalizacjň brak·w, planowanie podaŨy i redukcjň dziağaŒ awaryjnych; modele w 

pracy nie optymalizujŃ ceny). 

Na znaczeniu nabiera r·wnieŨ charakter wielkoŜci takiej sprzedaŨy (hurtowej lub 

detalicznej) oraz jej czňstotliwoŜĺ. Prognozowanie okazuje siň teŨ istotne dla ustalania cen 

kontraktowanych paliw w cağym ğaŒcuchu dostaw. 

Perspektywa ekosystemu biznesu 

Z perspektywy ekosystemu biznesu kluczowe jest to, Ũe prognoza wolumenu sprzedaŨy 

redukuje niepewnoŜĺ informacyjnŃ pomiňdzy uczestnikami ğaŒcucha dostaw, co wpğywa na koszty 

koordynacji oraz alokacjň odpowiedzialnoŜci decyzyjnej w sieci. 
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Opracowane modele prognozowania naleŨy rozpatrywaĺ na tle teorii ekosystemu biznesu 

opracowanej w rozdziale 1.1. Stacja paliw peğni w ekosystemie branŨy paliwowej rolň poŜrednika 

w ğaŒcuchu dostaw, ğŃczŃc segmenty midstream i downstream, co odpowiada koncepcji granic 

organizacji w ujňciu Coase'a i Williamsona. W zwiŃzku z powyŨszym, poprawa dokğadnoŜci 

prognozowania sprzedaŨy przekğada siň na umocnienie pozycji poŜrednika poprzez redukcjň 

koszt·w transakcyjnych zwiŃzanych z niepewnoŜciŃ popytu. W dalszej kolejnoŜci wpğyw ten 

moŨna uszczeg·ğowiĺ przez pryzmat teorii koszt·w transakcyjnych oraz relacyjnego charakteru 

wsp·ğpracy w sieciach dostaw. 

Z perspektywy struktury ekosystemu poprawa jakoŜci prognoz wzmacnia zdolnoŜĺ stacji 

(lub operatora sieci) do peğnienia roli stabilizatora przepğyw·w pomiňdzy segmentami ğaŒcucha 

dostaw. JeŨeli stacja stanowi centrum koordynacji (lokalny integrator), w·wczas stabilna prognoza 

ogranicza zmiennoŜĺ decyzji (czňste korekty zam·wieŒ i dostaw), co obniŨa koszty koordynacji 

w relacjach sieciowych i zwiňksza przewidywalnoŜĺ plan·w logistycznych. W ukğadzie 

przeciwnym, przy wysokiej zmiennoŜci jakoŜci prognoz, funkcja koordynacyjna moŨe ulec 

przesuniňciu na poziom centralny (dystrybutor/koncern/logistyka), co oznacza zmianň granic 

odpowiedzialnoŜci i reorganizacjň ekosystemu wok·ğ innych wňzğ·w decyzyjnych. 

Teoria koszt·w transakcyjnych wskazuje, Ũe organizacje ponoszŃ nakğady na koordynacjň 

wewnňtrznŃ i zewnňtrznŃ. Opracowany model DilatedRNN, redukujŃc bğŃd prognozy o 61% 

wzglňdem metody referencyjnej, obniŨa ryzyko zwiŃzane z transakcjami w ğaŒcuchu dostaw. 

Wynika to z faktu, Ũe dokğadniejsza prognoza pozwala na precyzyjniejsze kontraktowanie dostaw, 

co zmniejsza koszty renegocjacji i dostaw awaryjnych. Model TCN, wykazujŃcy najwyŨszŃ 

stabilnoŜĺ w walidacji krzyŨowej (ů = 44.65 L), dodatkowo redukuje niepewnoŜĺ partner·w 

biznesowych co do wiarygodnoŜci prognoz, budujŃc zaufanie w relacjach sieciowych zgodnie z 

teoriŃ osadzenia Granovettera. 

W ujňciu nauk o zarzŃdzaniu i jakoŜci oznacza to koniecznoŜĺ ustanowienia ğadu 

organizacyjnego (governance) dla prognoz: cyklicznej kontroli jakoŜci (monitoring bğňdu i jego 

wariancji), progów alarmowych, procedur re-treningu oraz wersjonowania modeli. Takie ujňcie 

umoŨliwia traktowanie prognozowania jako elementu systemu zarzŃdzania jakoŜciŃ procesu 

decyzyjnego, a nie jednorazowego narzňdzia analitycznego. 

Wyb·r architektury modelu prognozowania ma r·wnieŨ implikacje dla organizacji 

ekosystemu biznesu. Model o wysokiej dokğadnoŜci, lecz Ŝredniej stabilnoŜci (jak DilatedRNN) 
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moŨe sprzyjaĺ centralizacji funkcji prognozowania na poziomie dystrybutora lub koncernu 

paliwowego, który dysponuje zasobami do regularnego re-treningu i monitoringu. Natomiast 

model o wysokiej stabilnoŜci (jak TCN) umoŨliwia decentralizacjň i delegowanie funkcji 

prognozowania na poziom pojedynczej stacji paliw, wspierajŃc autonomiň operacyjnŃ jednostek 

w sieci dystrybucji. 

Implikacje dla modeli biznesowych 

Wyniki przeprowadzonych badaŒ majŃ zr·Ũnicowane implikacje w zaleŨnoŜci od przyjňtego 

modelu biznesowego stacji paliw. NaleŨy przy tym uwzglňdniĺ kontekst instytucjonalny 

funkcjonowania stacji jako punkt·w handlowych, w tym specyfikň regulacyjnŃ ograniczeŒ handlu 

w wybrane dni, kt·ra wzmacnia znaczenie organizacji pracy i dostňpnoŜci usğug. W takim 

otoczeniu wysoka jakoŜĺ prognoz sprzyja podejmowaniu decyzji o kierunku transformacji: 

wzmacnianiu formatu usğugowo-handlowego (gdy kluczowa jest obsğuga i rotacja klientów) albo 

rozwoju autonomicznych punktów tankowania (gdy priorytetem jest automatyzacja i 

minimalizacja kosztów personelu). 

W modelu tradycyjnym, obejmujŃcym stacjň z obsğugŃ i sklepem wielobranŨowym, 

dokğadne prognozowanie umoŨliwia optymalizacjň harmonogramu pracy personelu. PoniewaŨ 

wolumen sprzedaŨy paliwa jest powiŃzany z natňŨeniem obsğugi klienta, prognoza moŨe wspieraĺ 

r·wnieŨ planowanie zasob·w w czňŜci handlowo-usğugowej (np. obsğuga kasowa, przygotowanie 

stanowisk) w okresach szczyt·w i doğk·w popytu. Redukcja czňstoŜci dostaw awaryjnych 

przekğada siň na mniejszŃ liczbň godzin dyŨur·w wymagajŃcych obecnoŜci pracownika 

odpowiedzialnego za przyjňcie towaru. W modelu autonomicznym, reprezentowanym przez 

tankomaty bez stağej obsğugi, prognozowanie nabiera znaczenia dla planowania objazd·w 

serwisowych i uzupeğniania zbiornik·w. 

Perspektywa tankomat·w, przedstawiona w rozdziale 2.5, wskazuje na moŨliwoŜĺ 

projektowania sieci dystrybucji paliw opartej na autonomicznych punktach tankowania. W takim 

scenariuszu opracowane modele prognozowania umoŨliwiajŃ zasilenie optymalizacji tras 

serwisowych (Vehicle Routing Problem, VRP) prognozowanym popytem, co w scenariuszu 

wdroŨeniowym moŨe minimalizowaĺ cağkowity dystans przejazdu przy zachowaniu ciŃgğoŜci 

dostaw. Model TCN, dziňki stabilnoŜci prognoz, jest predysponowany do zastosowania w 

systemach automatycznego generowania zam·wieŒ bez ingerencji czğowieka. 
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Dziağania zarzŃdcze wynikajŃce z prognoz 

Opracowane modele prognozowania dostarczajŃ informacji, kt·re mogŃ byĺ 

transformowane w konkretne dziağania zarzŃdcze. Z punktu widzenia usprawnienia procesu 

kluczowe znaczenie ma uchwycenie cyklicznoŜci i sezonowoŜci popytu, kt·re nie ĂstabilizujŃ 

sprzedaŨyò w sensie ekonomicznym (popyt nadal podlega wahaniom), lecz stabilizujŃ proces 

zarzŃdczy: umoŨliwiajŃ wczeŜniejsze planowanie dostaw, zasob·w i dziağaŒ operacyjnych, 

ograniczajŃc czňstotliwoŜĺ interwencji oraz koszt·w awaryjnych. W konsekwencji 

prognozowanie redukuje zmiennoŜĺ decyzji (np. czňste korekty zam·wieŒ), podnoszŃc 

powtarzalnoŜĺ i mierzalnoŜĺ sterowania procesem. Dlatego teŨ analiza wzorc·w bğňd·w modelu 

TCN (Rysunek 43) wykazağa, Ũe najwyŨsze bğňdy prognoz wystňpujŃ w piŃtki, co wskazuje na 

zwiňkszonŃ niepewnoŜĺ popytu przed weekendem. W zwiŃzku z powyŨszym, przedsiňbiorstwo 

moŨe podjŃĺ nastňpujŃce dziağania: 

1. Zwiňkszenie bufora bezpieczeŒstwa zapas·w na piŃtki o wartoŜĺ odpowiadajŃcŃ 

odchyleniu standardowemu bğňdu dla podokresu piŃtkowego (na podstawie analizy 

bğňdów~110 L). 

2. Planowanie dostaw uzupeğniajŃcych na czwartki zamiast piŃtk·w, gdy bğŃd prognozy jest 

niŨszy. 

3. PoŜrednie wsparcie decyzji cenowych (bez optymalizacji ceny w modelu): w okresach 

wysokiego przewidywanego popytu moŨliwe jest utrzymanie wyŨszej marŨy, natomiast w 

okresach niskiego popytu rozwaŨenie instrument·w promocyjnych. 

4. Intensyfikacja dziağaŒ promocyjnych w okresach niskiego przewidywanego popytu, 

identyfikowanych przez model z 30-dniowym wyprzedzeniem. 

Dob·r architektury modelu powinien byĺ powiŃzany z typem decyzji zarzŃdczej. Decyzje o 

wysokim koszcie bğňdu (zapasy, zam·wienia i harmonogramy dostaw, w tym planowanie tras 

autocystern) wymagajŃ przede wszystkim stabilnoŜci jakoŜci prognozy, poniewaŨ redukuje to 

czňstotliwoŜĺ korekt plan·w zam·wieŒ i harmonogram·w dostaw, a tym samym koszty 

koordynacji w ğaŒcuchu dostaw. Z kolei decyzje wewnŃtrz stacji (organizacja pracy, obsada zmian, 

przygotowanie do szczyt·w i doğk·w popytu) zyskujŃ na zastosowaniu rozwiŃzaŒ bardziej 

interpretowalnych, kt·re pozwalajŃ kierownikom odczytaĺ, czy dominujŃcy wpğyw na prognozň 

ma trend czy sezonowoŜĺ, a nastňpnie przeğoŨyĺ to na dziağania operacyjne. 
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Model DilatedRNN, osiŃgajŃcy najwyŨszŃ dokğadnoŜĺ w stabilnych warunkach, umoŨliwia 

r·wnieŨ identyfikacjň dğugoterminowych trend·w w sprzedaŨy. Trendy te mogŃ stanowiĺ 

podstawň decyzji strategicznych dotyczŃcych rozwoju lub redukcji sieci dystrybucji w 

poszczególnych lokalizacjach. Szczeg·lnŃ rolň w kontekŜcie proces·w zarzŃdczych peğni 

architektura N-BEATSx, kt·ra dziňki wbudowanej dekompozycji szeregu czasowego na 

komponenty trendu i sezonowoŜci oferuje wysokŃ interpretowalnoŜĺ wynik·w. Jest tak dlatego, 

poniewaŨ menedŨerowie mogŃ bezpoŜrednio analizowaĺ wkğad poszczeg·lnych skğadowych w 

prognozň, co uğatwia identyfikacjň przyczyn wahaŒ popytu. Ma to znaczenie praktyczne, poniewaŨ 

kadra kierownicza moŨe interpretowaĺ prognozň w kategoriach znanych z zarzŃdzania 

operacyjnego (np. sezonowoŜĺ tygodniowa i roczna), a nastňpnie przekğadaĺ jŃ na decyzje o 

obsadzie zmian, planie przyjňĺ dostaw oraz poziomie zapasu bezpieczeŒstwa. W efekcie roŜnie 

akceptowalnoŜĺ narzňdzia w procesach zarzŃdczych, a prognoza staje siň elementem uzasadniania 

decyzji, a nie wyğŃcznie wynikiem obliczeniowym. 

W odr·Ũnieniu od architektur Ăczarnej skrzynki", model N-BEATSx dostarcza informacji o 

strukturze szeregu czasowego, co wspiera procesy podejmowania decyzji zgodnie z 

paradygmatem zarzŃdzania opartego na danych (ang. data-driven decision making). Dlatego 

architektura ta jest predysponowana do zastosowania w Ŝrodowiskach, gdzie wymagana jest 

transparentnoŜĺ i uzasadnialnoŜĺ prognoz wobec interesariuszy. NaleŨy jednak mieĺ na uwadze, 

Ũe pozostağe architektury gğňbokiego uczenia mogŃ osiŃgaĺ lepsze wyniki w innych horyzontach 

czasowych lub dla innych charakterystyk danych sprzedaŨowych. W zwiŃzku z powyŨszym, 

wdroŨenie systemu prognozowania powinno obejmowaĺ mechanizm okresowej ewaluacji i 

potencjalnej wymiany modelu w zaleŨnoŜci od zmieniajŃcych siň warunk·w rynkowych. 

Ograniczeniem przedstawionych wniosków jest wykorzystanie danych z pojedynczej stacji, 

co zawňŨa moŨliwoŜĺ uog·lniania na ukğady wielostacyjne i relacje przestrzenne. W badaniu 

wielostacyjnym istotnymi zmiennymi byğyby m.in. lokalizacja i wsp·ğzaleŨnoŜci pomiňdzy 

punktami sieci (np. stacje na tej samej trasie, w pobliŨu wňzğ·w drogowych), co mogğoby 

dodatkowo wzmocniĺ analizň ekosystemowŃ oraz decyzje o konfiguracji sieci dystrybucji. 

Ograniczenie to dotyczy r·wnieŨ wniosk·w o alternatywnych formatach dystrybucji (np. 

tankomaty), kt·re w badaniach wielopunktowych mogğyby wymagaĺ uwzglňdnienia odmiennych 

wzorców popytu i warunków lokalizacyjnych. 
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W wymiarze transformacji modelu biznesowego prognoza wolumenu sprzedaŨy umoŨliwia 

takŨe ocenň opğacalnoŜci automatyzacji punkt·w dystrybucji (np. tankomat·w) wzglňdem formatu 

stacji handlowo-usğugowej. W wariancie autonomicznym stabilnoŜĺ prognozy i niezawodnoŜĺ 

planowania dostaw stajŃ siň krytyczne, poniewaŨ brak stağej obsğugi ogranicza zdolnoŜĺ 

organizacji do dziağaŒ korygujŃcych Ăna miejscuò. 

Wpğyw na strukturň organizacyjnŃ 

WdroŨenie systemu prognozowania opartego na gğňbokim uczeniu prowadzi do zmian w 

strukturze organizacyjnej przedsiňbiorstwa dystrybucji paliw. Redukcja czňstoŜci dostaw 

awaryjnych zmniejsza zapotrzebowanie na personel dyspozycyjny zdolny do przyjňcia 

nieplanowanych dostaw. JednoczeŜnie wzrasta zapotrzebowanie na kompetencje zwiŃzane z 

obsğugŃ i interpretacjŃ wynik·w modeli predykcyjnych. W ujňciu teorii Arrowa (1985), 

przedsiňbiorstwo wykorzystujŃce zaawansowane metody prognozowania efektywniej przetwarza 

informacje niŨ konkurenci opierajŃcy siň na metodach heurystycznych (Arrow 1985:33ï35). 

Przewaga informacyjna stanowi Ŧr·dğo przewagi konkurencyjnej i pozwala na lepszŃ alokacjň 

zasob·w. Dlatego inwestycja w systemy prognozowania moŨe byĺ rozpatrywana jako element 

budowania kompetencji podstawowych organizacji w ujňciu strategicznym. 

Perspektywa zr·wnowaŨonego rozwoju 

Opracowane modele prognozowania wpisujŃ siň w paradygmat zr·wnowaŨonego rozwoju branŨy 

paliwowej, przedstawiony w rozdziale 1.5. Dokğadniejsze prognozowanie sprzedaŨy prowadzi do 

redukcji emisji zwiŃzanych z transportem paliw poprzez: 

1. Optymalizacjň tras dostaw oferuje zmniejszenie liczby przejazd·w dziňki lepszemu 

planowaniu. 

2. Redukcjň dostaw awaryjnych zapewnia eliminacjň nieefektywnych dostaw pojedynczych 

cystern. 

3. Zmniejszenie zuŨycia paliwa przez flotň transportowŃ wynikajŃce z optymalnego 

obciŃŨenia pojazd·w. 

Szacunkowa redukcja liczby dostaw awaryjnych o 50% przekğada siň na zmniejszenie emisji CO2 

o okoğo 0.5 tony rocznie na stacjň, przy zağoŨeniu Ŝredniego dystansu dostawy 100 km i emisji 0.8 
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kg CO2/km. Dla sieci 50 stacji oznacza to redukcjň Ŝladu wňglowego o 25 ton CO2 rocznie, co 

moŨe stanowiĺ element sprawozdawczoŜci ESG przedsiňbiorstwa. 

Kwantyfikacja korzyŜci ekonomicznych 

Na podstawie przeprowadzonych eksperyment·w oszacowano potencjalne korzyŜci 

finansowe wdroŨenia opracowanej metody (Tabela 22). Przedstawione wartoŜci majŃ 

charakter szacunkowy i opierajŃ siň na analizie historycznych danych. 

Tabela 22. Szacunkowe korzyŜci ekonomiczne wdroŨenia metody DilatedRNN. 

Kategoria oszczňdnoŜci OszczňdnoŜĺ na stacjň/rok 

OszczňdnoŜĺ dla sieci 

50 stacji/rok 

Redukcja bufora zapasów (242 L × 365 dni × 5%) 1 320 PLN 66 000 PLN 

Redukcja dostaw awaryjnych 9 000 PLN 450 000 PLN 

Redukcja utraconej sprzedaŨy 2 200 PLN 110 000 PLN 

SUMA ~12 500 PLN ~626 000 PLN 

ťr·dğo: Opracowanie wğasne. ZağoŨenia: marŨa 0.30 PLN/L, koszt dostawy awaryjnej 750 PLN, redukcja 

wyczerpania zapasów o 50%, koszt kapitağu 5%, redukcja MAE o 242 L/dzieŒ wzglňdem modelu 

SeasonalNaive. 

Oszacowanie wskazuje, Ũe wdroŨenie opracowanej metody moŨe przynieŜĺ oszczňdnoŜci 

rzňdu 600 000-700 000 PLN rocznie dla sieci 50 stacji paliw. Jest to oszacowanie konserwatywne, 

nieuwzglňdniajŃce dodatkowych korzyŜci z optymalizacji tras logistycznych i poprawy 

planowania przepğyw·w pieniňŨnych. NaleŨy podkreŜliĺ, Ũe przedstawione wartoŜci 

stanowiŃ szacunki ex-ante oparte na danych historycznych i wymagajŃ weryfikacji w ramach 

pilotaŨowego wdroŨenia produkcyjnego. 

Zaproponowane w niniejszej pracy rozwiŃzanie ma charakter utylitarny: wdroŨenie metody 

prognozowania wolumenu sprzedaŨy paliw silnikowych w sieci stacji paliw moŨe prowadziĺ do 

wymiernych korzyŜci ekonomicznych poprzez optymalizacjň poziomu zapas·w, ograniczenie 

koszt·w dostaw awaryjnych oraz zmniejszenie strat wynikajŃcych z nietrafionego planowania. 

Wyniki rozwaŨaŒ prowadzonych w rozdziale 4 stanowiŃ odpowiedŦ na nastňpujŃce pytania 

badawcze: 

¶ RQ4 - Jaka transformacja danych eksperymentalnych umoŨliwi zastosowanie 

gğňbokiego uczenia w prognozowaniu sprzedaŨy paliw? (podrozdziağ 4.1). 
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¶ RQ6 - Jakie wartoŜci hiperparametr·w gğňbokiej sieci neuronowej umoŨliwiŃ 

osiŃgniňcie najwyŨszego poziomu dokğadnoŜci? (podrozdziağ 4.2, podrozdziağ 4.3, 

podrozdziağ 4.5, podrozdziağ 4.6). 

¶ RQ7 - W jaki sposób opracowane modele gğňbokiego uczenia wpğynŃ na 

usprawnienie proces·w sprzedaŨy paliw silnikowych? (podrozdziağ 4.7). 

Zrealizowano r·wnieŨ cel metodyczny pracy doktorskiej - opracowanie metod wstňpnego 

przetwarzania danych, budowy i oceny modeli prognozowania sprzedaŨy paliw silnikowych w 

przedsiňbiorstwach z wykorzystaniem gğňbokiego uczenia oraz cel utylitarny, przez 

przeprowadzenie oceny skutecznoŜci opracowanych modeli prognozowania sprzedaŨy paliw 

silnikowych z wykorzystaniem danych rzeczywistych. 
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ZakoŒczenie 

Wsp·ğczesna gospodarka, podlegajŃca dynamicznej transformacji cyfrowej oraz 

narastajŃcej presji na efektywnoŜĺ operacyjnŃ, stawia przed przedsiňbiorstwami sektora 

paliwowego wyzwania o skali, kt·ra w coraz mniejszym stopniu poddaje siň intuicyjnemu 

zarzŃdzaniu. RosnŃca konkurencja, zmiennoŜĺ warunk·w rynkowych, a takŨe dğugofalowe 

procesy zwiŃzane z transformacjŃ energetycznŃ zwiňkszajŃ koszt bğňdnych decyzji w obszarach 

planowania zapas·w, organizacji dostaw oraz zarzŃdzania sprzedaŨŃ. W tych uwarunkowaniach 

klasyczne podejŜcia prognostyczne oparte na prostych statystykach lub ograniczonych klasach 

modeli ekonometrycznych ï okazujŃ siň czňsto niewystarczajŃce wobec zğoŨonoŜci sezonowoŜci 

i nieliniowych zaleŨnoŜci determinujŃcych popyt na paliwa silnikowe. 

Niniejsza rozprawa doktorska stanowi odpowiedŦ na wskazane wyzwania, podejmujŃc 

problematykň prognozowania sprzedaŨy paliw silnikowych z wykorzystaniem metod gğňbokiego 

uczenia jako narzňdzi wspierania decyzji w przedsiňbiorstwach dystrybucji paliw. IstotnŃ cechŃ 

niniejszej pracy jest przeprowadzenie analiz empirycznych z wykorzystaniem danych 

rzeczywistych, pochodzŃcych bezpoŜrednio z dziağalnoŜci operacyjnej przedsiňbiorstwa (na 

poziomie punktu sprzedaŨy i architektur korporacyjnych), w odr·Ũnieniu od istniejŃcych badaŒ, 

kt·re wykorzystujŃ gğ·wnie dane syntetyczne i wskaŦniki rynków surowcowych (np. notowaniach 

gieğdowych). Taka konstrukcja badaŒ wzmacnia praktycznŃ relewantnoŜĺ uzyskanych wynik·w i 

zwiňksza ich uŨytecznoŜĺ wdroŨeniowŃ. 

W ujňciu strukturalnym rozprawa konsekwentnie ğŃczy perspektywň teoretycznŃ z 

metodycznŃ i empirycznŃ. Rozdziağ pierwszy peğni funkcjň fundamentalnŃ: osadza prognozowanie 

sprzedaŨy paliw silnikowych w perspektywie teorii ekosystemu biznesu, porzŃdkujŃc pojňcia i 

zaleŨnoŜci niezbňdne do dalszych analiz. Zrekonstruowano w nim kluczowe elementy ujňcia 

ekosystemowego - relacje sieciowe, role organizacyjne, znaczenie infrastruktury oraz logikň 

ğaŒcuch·w dostaw, traktujŃc je jako ramň interpretacyjnŃ dla specyfiki branŨy paliwowej. Taka 

perspektywa umoŨliwiğa uchwycenie sprzedaŨy paliw jako procesu r·wnoczeŜnie logistycznego, 

decyzyjnego i systemowego, w którym relacje popytowo-podaŨowe stanowiŃ jedynie fragment 

szerszej architektury zaleŨnoŜci wyznaczanych przez sieĺ uczestnik·w, instytucje oraz 

ograniczenia operacyjne. ZwieŒczeniem tego rozdziağu byğa identyfikacja luk badawczych: 

taksonomicznej, eksplanacyjnej, empirycznej oraz metodycznej, co uzasadniğo przyjňtŃ 
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konstrukcjň problemu badawczego i dob·r procedur analitycznych w kolejnych czňŜciach 

dysertacji. 

W warstwie teoretycznej wykorzystano metodň rekonstrukcji i interpretacji literatury 

dotyczŃcej funkcjonowania organizacji branŨy paliwowej. Ze wzglňdu na ograniczonŃ liczbň 

opracowaŒ kompleksowo odnoszŃcych siň do prognozowania sprzedaŨy paliw w organizacjach 

sektora, dysertacja opierağa siň r·wnieŨ na Ŧr·dğach przyczynkowych oraz interdyscyplinarnych, 

a w czňŜci metodycznej ï równolegle do analiz bibliometrycznych i krytycznej oceny dorobku ï 

skoncentrowano siň na opracowaniu oraz weryfikacji modelu o zwiňkszonej trafnoŜci i 

dokğadnoŜci. Por·wnawcza analiza metod, mimo nieuniknionych ograniczeŒ wynikajŃcych z 

przyjňtych zağoŨeŒ eksperymentalnych, pozwoliğa uporzŃdkowaĺ obraz badanego zjawiska i 

uchwyciĺ gğ·wne tendencje sprzedaŨy w ujňciu operacyjnym, co pozostaje zgodne z postulatem, 

Ũe porzŃdkowanie i modelowanie danych stanowi narzňdzie poznania przeszğoŜci i projektowania 

przyszğoŜci proces·w gospodarczych (Friedman 2022). 

Synteza wniosk·w z czňŜci teoretycznej 

Analiza teoretyczna przeprowadzona w poczŃtkowych rozdziağach pracy pozwoliğa na 

zidentyfikowanie fundamentalnych wyzwaŒ i uwarunkowaŒ prognozowania sprzedaŨy paliw. 

Wykazano, Ũe rynek ten, charakteryzujŃcy siň strukturŃ ekosystemu biznesu, podlega silnej 

zmiennoŜci popytu zwiŃzanej z wielopoziomowŃ sezonowoŜciŃ (tygodniowŃ, miesiňcznŃ, rocznŃ) 

oraz presjŃ na optymalizacjň koszt·w logistycznych. Systematyczny przeglŃd literatury (521 

pozycji) potwierdziğ dominacjň tradycyjnych metod statystycznych w praktyce, przy 

jednoczesnym, rosnŃcym zainteresowaniu badaczy metodami sztucznej inteligencji. 

Zidentyfikowano jednak wyraŦny niedostatek badaŒ ğŃczŃcych gğňbokie uczenie ze specyfikŃ 

polskiego rynku dystrybucji paliw, szczeg·lnie w kontekŜcie prognozowania wolumenu sprzedaŨy 

paliw silnikowych w przedsiňbiorstwach. 

Przeprowadzony przeglŃd architektur gğňbokich sieci neuronowych pozwoliğ wytypowaĺ 

rozwiŃzania posiadajŃce najwiňkszy potencjağ w modelowaniu szereg·w czasowych o silnej 

periodycznoŜci. Wskazano na przewagň architektur rekurencyjnych z mechanizmami pamiňci 

(LSTM, GRU) oraz rozwiŃzaŒ hybrydowych wykorzystujŃcych dylatacjň (DilatedRNN) nad 

standardowymi sieciami jednokierunkowymi. Wnioski te posğuŨyğy do opracowania 

rygorystycznej metodyki badawczej, opartej na procedurze walidacji krzyŨowej typu rolling 
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origin, kt·ra umoŨliwiğa obiektywnŃ ocenň efektywnoŜci proponowanych rozwiŃzaŒ w warunkach 

zbliŨonych do rzeczywistych operacji biznesowych. 

Synteza wniosk·w z czňŜci empirycznej 

W warstwie empirycznej wykazano, Ũe odpowiednio dobrane architektury gğňbokiego 

uczenia mogŃ istotnie poprawiaĺ dokğadnoŜĺ prognoz sprzedaŨy paliw w por·wnaniu z wybranymi 

modelami referencyjnymi. Opracowana metoda oparta na architekturze DilatedRNN uzyskağa 

najlepsze wyniki w przeprowadzonych eksperymentach i potwierdziğa, Ũe modelowanie 

sekwencyjne o zwiňkszonym polu recepcyjnym moŨe efektywnie uchwyciĺ zğoŨone wzorce 

czasowe obecne w danych sprzedaŨowych. JednoczeŜnie szczeg·lnie istotnym rezultatem jest 

obserwacja, Ũe konfiguracja wykorzystujŃca wyğŃcznie zmienne kalendarzowe (bez 

rozbudowanego zestawu cech historycznych) moŨe przewyŨszaĺ pod wzglňdem jakoŜci predykcji 

modele o bardziej Ăbogatymò wektorze wejŜciowym. Wskazuje to, iŨ w modelowaniu 

predykcyjnym wiňksza liczba zmiennych nie stanowi gwarancji poprawy wynik·w ï a nadmiar 

cech moŨe zwiňkszaĺ ryzyko przeuczenia, komplikowaĺ proces uczenia oraz pogarszaĺ zdolnoŜĺ 

uogólniania. 

Wypeğnienie luk badawczych 

Luka taksonomiczna zostağa wypeğniona poprzez uporzŃdkowanie pojňĺ zwiŃzanych z 

mikrosieciami sprzedaŨy paliw i specyfikŃ funkcjonowania przedsiňbiorstw z branŨy paliwowej. 

W wymiarze eksplanacyjnym, praca wyjaŜnia mechanizmy wpğywajŃce na skutecznoŜĺ predykcji, 

wskazujŃc m.in. na "paradoks prostoty" oraz rolň mechanizmu dylatacji w modelowaniu 

sezonowoŜci tygodniowej, co stanowi nowe spojrzenie w literaturze przedmiotu. 

Luka empiryczna zostağa zniwelowana poprzez przeprowadzenie systematycznego badania 

por·wnawczego na unikalnym, rzeczywistym zbiorze danych, konfrontujŃc dziewiňĺ architektur 

gğňbokiego uczenia z trzema tradycyjnymi metodami statystycznymi. W aspekcie metodycznym, 

wkğad pracy stanowi opracowanie autorskich metod metod wstňpnego przetwarzania danych, 

budowy i oceny modeli prognozowania sprzedaŨy paliw silnikowych w przedsiňbiorstwach z 

wykorzystaniem gğňbokiego uczenia. W szczeg·lnoŜci pracowano model prognozowania oparty 

na DilatedRNN, który przewyŨsza dokğadnoŜciŃ (R2=0.814) dotychczas stosowane rozwiŃzania. 
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CağoŜĺ dopeğnia wypeğnienie luki aplikacyjnej poprzez kwantyfikacjň korzyŜci ekonomicznych i 

opracowanie konkretnych wytycznych wdroŨeniowych dla przedsiňbiorstw branŨy paliwowej. 

Realizacja celów pracy 

OsiŃgniňcie celu gğ·wnego, jakim byğo ĂOpracowanie i ocena modeli prognozowania 

sprzedaŨy paliw silnikowych w przedsiňbiorstwach z wykorzystaniem gğňbokiego uczeniaò, 

zostağo zrealizowane poprzez wieloetapowe postňpowanie badawcze. Koniecznymi etapami 

osiŃgniňcia tego celu byğy rozwaŨania przeprowadzone w rozdziağach 1, 2 i 3, natomiast w peğni 

ten cel zostağ osiŃgniňty w rozdziale 4. OsiŃgniňcie celu zostağo zatem poprzedzone 

wieloaspektowŃ analizŃ teoretycznŃ, kt·ra uporzŃdkowağa stan wiedzy dotyczŃcy funkcjonowania 

mikrosieci dystrybucji paliw oraz zidentyfikowağa luki w dotychczasowych podejŜciach 

prognostycznych. Wykazano, Ũe specyfika rynku paliw - przejawiajŃca siň jednoczeŜnie 

cyklicznoŜciŃ tygodniowŃ, sezonowoŜciŃ rocznŃ, wraŨliwoŜciŃ na czynniki zewnňtrzne oraz 

wystňpowaniem zmian strukturalnych ï wymaga podejŜcia wykraczajŃcego poza kanon 

klasycznej ekonometrii, szczególnie w sytuacji, gdy celem jest wsparcie decyzji operacyjnych w 

krótkich horyzontach czasowych. 

 Cele teoriopoznawcze osiŃgniňto w rozdziağach 1,2 oraz 3 dziňki analizie literatury 

przedmiotu i danych branŨowych, identyfikujŃc kluczowe procesy decyzyjne w dystrybucji paliw. 

W w ramach realizacji celu metodycznego, w rozdziale 4 opracowano oraz przeprowadzono ocenň 

efektywnoŜci modeli gğňbokiego uczenia prognozujŃcych wolumen sprzedaŨy paliw silnikowych, 

tworzŃc ranking tych modeli i formuğujŃc precyzyjne zağoŨenia dla rekomendowanej architektury 

DilatedRNN. Ostatecznie, cel utylitarny zostağ zrealizowane r·wnieŨ w rozdziale 4, poprzez 

weryfikacjň skutecznoŜci modeli z wykorzystaniem danych rzeczywistych oraz sformuğowanie 

praktycznych zaleceŒ wdroŨeniowych, kt·re bezpoŜrednio przekğadajŃ siň na usprawnienie 

proces·w zarzŃdczych i generowanie oszczňdnoŜci finansowych. 

Odpowiedzi na pytania badawcze 

W rozdziale pierwszym udzielono odpowiedzi na pytanie badawcze RQ1: ĂW jaki spos·b teoria 

ekosystem·w biznesu oraz teoria koszt·w transakcyjnych wyjaŜniajŃ specyfikň funkcjonowania 

przedsiňbiorstw branŨy paliwowej i uzasadniajŃ potrzebň prognozowania sprzedaŨy paliw 

silnikowych?" Wykazano, Ũe prognozowanie sprzedaŨy paliw redukuje niepewnoŜĺ rynkowŃ i 
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asymetriň informacji, stanowiŃce kluczowe bariery transakcyjne w ekosystemie branŨy paliwowej, 

umoŨliwiajŃc optymalizacjň decyzji dotyczŃcych zarzŃdzania zapasami i logistyki dostaw. 

W rozdziale drugim udzielono odpowiedzi na pytanie badawcze RQ2: ĂJakie metody 

prognozowania sprzedaŨy paliw silnikowych sŃ stosowane w literaturze przedmiotu i jakie sŃ ich 

gğ·wne ograniczenia w kontekŜcie wykorzystania danych z przedsiňbiorstw?" Ustalono, Ũe 

tradycyjne metody statystyczne charakteryzujŃ siň ograniczonŃ zdolnoŜciŃ modelowania 

nieliniowych zaleŨnoŜci i zğoŨonej wielosezonowoŜci, co uzasadnia zastosowanie metod 

gğňbokiego uczenia. 

W rozdziale trzecim udzielono odpowiedzi na pytanie badawcze RQ3: ĂKt·re architektury 

gğňbokiego uczenia sŃ najbardziej odpowiednie do modelowania szereg·w czasowych sprzedaŨy 

paliw i jakie mechanizmy decydujŃ o ich zdolnoŜci do generalizacji?" Stwierdzono, Ũe architektury 

z mechanizmami bramkowania (LSTM, GRU, DilatedRNN), konwolucyjne (TCN, BiTCN) oraz 

hybrydowe (N-BEATS, N-HiTS) najlepiej modelujŃ wielosezonowe wzorce, a generalizacjň 

determinujŃ rozmiar danych, architektura, regularyzacja i walidacja krzyŨowa. 

W rozdziale 4, z kolei, udzielono odpowiedzi na nastňpujŃce pytania badawcze: 

RQ4: ĂJaka transformacja danych eksperymentalnych umoŨliwi zastosowanie gğňbokiego uczenia 

w prognozowaniu sprzedaŨy paliw?" Wykazano, Ũe optymalna transformacja danych jest zaleŨna 

od architektury modelu. Przeprowadzone badanie ablacyjne (podrozdziağ 4.4) ujawniğo, Ũe 

poszczeg·lne architektury gğňbokiego uczenia wykazujŃ zr·ŨnicowanŃ wraŨliwoŜĺ na zestaw 

zmiennych egzogenicznych. Modele z wbudowanym mechanizmem ekstrakcji wzorców 

sezonowych (np. DilatedRNN z dylatacjŃ, N-BEATSx z dekompozycjŃ) osiŃgajŃ optymalne 

wyniki przy minimalnym zestawie zmiennych kalendarzowych, natomiast architektury 

pozbawione takiego mechanizmu (np. klasyczne LSTM, GRU) mogŃ korzystaĺ z dodatkowego 

kodowania harmonicznego lub zmiennych historycznych. W zwiŃzku z powyŨszym, dob·r 

zmiennych egzogenicznych powinien byĺ dostosowany do specyfiki architektury, a nie stosowany 

uniwersalnie. Stanowi to wskaz·wkň  metodologicznŃ dla przyszğych badaŒ nad prognozowaniem 

szereg·w czasowych z wykorzystaniem gğňbokiego uczenia. 
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RQ5: ĂJakie modele gğňbokiego uczenia naleŨy zastosowaĺ, aby zwiňkszyĺ dokğadnoŜĺ prognoz w 

por·wnaniu do istniejŃcych metod?" Ustalono, Ũe model DilatedRNN (RĮ = 0.814) przewyŨsza 

najlepszŃ metodň tradycyjnŃ (AutoARIMA, RĮ = 0.60) o 36% pod wzglňdem wyjaŜnionej 

wariancji w testach na pojedynczym oknie. W walidacji krzyŨowej najlepsze wyniki osiŃgnŃğ 

model TCN (MAE = 269.5 L, ů = 44.6 L), wykazujŃc najwyŨszŃ stabilnoŜĺ spoŜr·d badanych 

architektur. Wszystkie dziesiňĺ modeli gğňbokiego uczenia redukuje bğŃd MAE o 49ï61% 

wzglňdem metody referencyjnej SeasonalNaive. 

RQ6: ĂJakie wartoŜci hiperparametr·w gğňbokiej sieci neuronowej umoŨliwiŃ osiŃgniňcie 

wiňkszej dokğadnoŜci?" Optymalna konfiguracja hiperparametrów dla architektury DilatedRNN 

obejmuje: (1) dylatacje [1, 2, 4, 8] umoŨliwiajŃce modelowanie wieloskalowych zaleŨnoŜci 

czasowych, (2) krótkie okno kontekstowe 30 dni (zamiast 112ï168 dni), (3) szerokoŜĺ ukrytŃ 128 

jednostek, (4) kom·rkň LSTM zamiast GRU. 

Istotnym odkryciem jest odwrotna zaleŨnoŜĺ miňdzy zğoŨonoŜciŃ modelu a jego 

dokğadnoŜciŃ. Kr·tsze okno kontekstowe i mniejsza liczba zmiennych prowadzŃ do lepszych 

wyników. Zjawisko to jest spójne z obserwacjami dotyczŃcymi ograniczeŒ nadmiernie zğoŨonych 

architektur na benchmarkach szereg·w czasowych oraz z zasadŃ brzytwy Ockhama w kontekŜcie 

uczenia maszynowego (Domingos 1999:409ï25; Zeng et al. 2023). 

NaleŨy jednak podkreŜliĺ, Ũe przedstawione wartoŜci hiperparametr·w sŃ optymalne dla 

badanego zbioru danych i horyzontu prognozy 30 dni. Dla innych zbiorów danych lub horyzontów 

czasowych konieczne jest przeprowadzenie dedykowanego procesu przeszukiwania przestrzeni 

hiperparametrów 

RQ7: ĂW jaki spos·b opracowane modele gğňbokiego uczenia wpğynŃ na usprawnienie proces·w 

sprzedaŨy paliw silnikowych?" Wykazano, Ũe wdroŨenie opracowanej metody prognozowania 

usprawnia cztery obszary proces·w biznesowych: (1) Planowanie zam·wieŒ paliwa ï dokğadnoŜĺ 

prognoz z 30-dniowym wyprzedzeniem eliminuje decyzje ad-hoc i umoŨliwia precyzyjne 

harmonogramowanie dostaw, (2) ZarzŃdzanie zapasami - redukcja bğňdu MAE o 242 litry dziennie 

(wzglňdem SeasonalNaive) pozwala na zmniejszenie bufora bezpieczeŒstwa, uwalniajŃc 

zamroŨony kapitağ obrotowy (~1 320 PLN/stacjň rocznie), (3) Redukcja koszt·w logistycznych - 
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lepsza prognoza zmniejsza czňstoŜĺ wyczerpania zapas·w wymagajŃcych kosztownych dostaw 

awaryjnych (~750 PLN/dostawa), (4) Wsparcie decyzji strategicznych - dğugoterminowe trendy 

wychwycone przez model wspierajŃ decyzje o rozwoju lub dezinwestycjach w poszczeg·lnych 

lokalizacjach sieci dystrybucji. Oszacowano, Ũe wdroŨenie opracowanej metody moŨe przynieŜĺ 

oszczňdnoŜci rzňdu 600 000-700 000 PLN rocznie dla sieci 50 stacji paliw. WartoŜci te majŃ 

charakter szacunków ex-ante i wymagajŃ weryfikacji w ramach pilotaŨowego wdroŨenia 

produkcyjnego. 

Ograniczenia badania 

NaleŨy podkreŜliĺ, Ũe uzyskane wyniki nie zamykajŃ problematyki w spos·b kompletny, lecz 

otwierajŃ nowe perspektywy badawcze. Przeprowadzone badanie ma nastňpujŃce ograniczenia, 

kt·re naleŨy uwzglňdniĺ przy interpretacji wynik·w: 

1. Horyzont prognozy 30 dni, podyktowany praktykŃ biznesowŃ, skutkuje niewysokŃ mocŃ 

statystycznŃ test·w. Model DilatedRNN, mimo istotnoŜci przed korektŃ 

(pWilcoxon=0.018), nie osiŃga istotnoŜci po korekcie Holm (p=0.164). Brak istotnoŜci 

statystycznej nie oznacza jednak braku znaczenia praktycznego ï wielkoŜĺ efektu 

(Cohen's d=ī0.44) potwierdza istotnŃ r·Ũnicň. 

2. Badanie oparto na danych z tankomatów z przedsiňbiorstwa sprzedaŨy paliw silnikowych 

dziağajŃcego na terenie Dolnego ślŃska. Generalizacja wynik·w na inne typy stacji 

(autostrady, centra miast) lub regiony wymaga walidacji zewnňtrznej. 

3. Dane z okresu 2017ï2020 mogŃ nie w peğni odzwierciedlaĺ wzorce popytu w warunkach 

stabilnoŜci makroekonomicznej. 

4. Test Ljung-Boxa (p=0.0001) wskazuje na niewykorzystane wzorce czasowe (np. 

sezonowoŜĺ miesiňczna, efekty pogodowe), co sugeruje potencjağ dalszej poprawy modelu. 

5. Brak walidacji dğugoterminowej. Wyniki dotyczŃ okresu bezpoŜrednio nastňpujŃcego po 

danych treningowych. StabilnoŜĺ modelu w horyzoncie wieloletnim wymaga dodatkowej 

weryfikacji. 

Zidentyfikowane ograniczenia ï w szczeg·lnoŜci dotyczŃce generalizacji wynik·w poza 

analizowanŃ strukturň danych i kontekst organizacyjny, a takŨe potencjalnych konsekwencji 

autokorelacji reszt ï stanowiŃ podstawň do dalszych eksploracji. 

Kierunki dalszych badaŒ 
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Na podstawie przeprowadzonych badaŒ i zidentyfikowanych ograniczeŒ, moŨna wskazaĺ 

nastňpujŃce kierunki przyszğych prac badawczych: 

1. Rozszerzenie zbioru danych. Walidacja modelu na danych z wielu stacji (r·Ũne lokalizacje, 

wolumeny, typy klient·w) oraz dğuŨszym horyzoncie czasowym (12ï24 miesiŃce). 

Pozyskanie danych pogodowych z okreŜlonych stacji. 

2. Eliminacja autokorelacji. Wprowadzenie dodatkowych zmiennych objaŜniajŃcych 

(pogoda, wydarzenia lokalne, promocje konkurencji) lub mechanizm·w korekty bğňd·w. 

3. Prognozowanie probabilistyczne. Rozszerzenie o prognozy przedziağowe (quantile 

regression) umoŨliwiajŃce kwantyfikacjň niepewnoŜci, co jest istotne dla zarzŃdzania 

ryzykiem. 

4. Metody ensemble. ĞŃczenie prognoz wielu modeli (na przykğad: DRNN, N-BEATSx, 

ARIMA) w celu redukcji wariancji. 

5. WyjaŜnialnoŜĺ modeli (XAI): Zastosowanie metod SHAP lub attention visualization do 

interpretacji decyzji modeli, co zwiňkszy akceptowalnoŜĺ w Ŝrodowisku biznesowym. 

6. Zbadanie moŨliwoŜci wykorzystania duŨych modeli jňzykowych (LLM) w prognozowaniu 

dğugoterminowym. 

Rekomendacje wdroŨeniowe 

Na podstawie przeprowadzonych badaŒ, formuğuje siň nastňpujŃce rekomendacje dla praktyk·w 

(Tabela 23). 
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Tabela 23. Rekomendacje wyboru modelu w zaleŨnoŜci od kontekstu wdroŨenia. 

Scenariusz Rekomendowany model Uzasadnienie 

Produkcja (priorytet: 

stabilnoŜĺ) 
TCN NajwyŨsza stabilnoŜĺ kros walidacji 

Produkcja (priorytet: 

dokğadnoŜĺ) 
DilatedRNN 

NajwyŨsza dokğadnoŜĺ kosztem 

stabilnoŜci 

Produkcja (kompromis) BiTCN 
Wysoka dokğadnoŜĺ (RĮ = 0.809) i 

stabilnoŜĺ 

InterpretowalnoŜĺ 

wyników 
N-BEATSx 

Wbudowana dekompozycja 

trend/sezonowoŜĺ, interpretowalnoŜĺ 

Ograniczone zasoby 

obliczeniowe 

Modele z prostymi architekturami 

np. DRNN 

Mniej zasobów obliczeniowych do 

prognoz, szybsza prognoza 

Prototypowanie 
AutoNBEATSx + Ray Tune 

(pozostağe modele automatyczne) 

Automatyczny dobór 

hiperparametrów 

ťr·dğo: Opracowanie wğasne. 

Gğ·wne wytyczne wdroŨeniowe obejmujŃ: 

¶ Wykorzystanie wyğŃcznie zmiennych kalendarzowych (bez ceny ropy, bez lag·w 

sprzedaŨy). 

¶ Okno kontekstowe 30 dni (nie dğuŨsze). 

¶ Retrenowanie modelu co kwartağ w celu adaptacji do zmian rynkowych. 

¶ Monitorowanie autokorelacji residu·w jako wskaŦnika degradacji modelu. 

¶ Prototypowanie (zmiana hiperparametrów modeli, zmiennych). 

¶ Uwglňdnienie danych pogodowych. 

Przeprowadzone badania empiryczne potwierdzajŃ, Ũe modele gğňbokiego uczenia, w 

szczeg·lnoŜci architektura DilatedRNN, przewyŨszajŃ tradycyjne metody statystyczne o 36% pod 

wzglňdem wyjaŜnionej wariancji (RĮ) i redukujŃ bğŃd MAE o 61% wzglňdem metody referencyjnej 

SeasonalNaive. W walidacji krzyŨowej najwyŨszŃ stabilnoŜĺ wykazağ model TCN (ů = 44.6 L). 

Zidentyfikowano r·wnieŨ odwrotnŃ zaleŨnoŜĺ miňdzy zğoŨonoŜciŃ modelu a jego dokğadnoŜciŃ: 

optymalna konfiguracja wykorzystuje minimalny zestaw zmiennych kalendarzowych i krótkie 

okno kontekstowe. 

PodsumowujŃc, rozwaŨania prowadzone w niniejszej dysertacji dowodzŃ, Ũe gğňbokie 

uczenie nie jest wyğŃcznie modnym nurtem technologicznym, lecz dojrzağym instrumentem 
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badawczym i zarzŃdczym, kt·rego adaptacja do specyfiki dystrybucji paliw umoŨliwia 

przekraczanie dotychczasowych barier analitycznych. W warunkach rosnŃcej zmiennoŜci 

otoczenia oraz postňpujŃcej cyfryzacji proces·w biznesowych, rozwiŃzania oparte na danych 

mogŃ stanowiĺ fundament nowoczesnych strategii zarzŃdzania w przedsiňbiorstwach 

energetycznych XXI wieku - ğŃczŃc wym·g efektywnoŜci operacyjnej z koniecznoŜciŃ 

podejmowania decyzji w warunkach niepewnoŜci. W konsekwencji dysertacja wpisuje siň w 

dyscyplinň nauk o zarzŃdzaniu i jakoŜci, dostarczajŃc narzňdzi, kt·re usprawniajŃ procesy 

decyzyjne, podnoszŃ efektywnoŜĺ operacyjnŃ i wspierajŃ budowň przewagi konkurencyjnej w 

warunkach rosnŃcej zmiennoŜci otoczenia. 
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ZağŃczniki 

ZağŃcznik nr 1. Regulacje towarzyszŃce ustawie z 10 kwietnia 1997 r pt. ĂPrawo energetyczneò 

zawarte w przepisach odrňbnych ustaw i rozporzŃdzeŒ Unii Europejskiej  

(stan prawny na dzieŒ 01.01.2025): 

 

1. ustawa z 20 lutego 2015 r. o odnawialnych Ŧr·dğach energii, 

2. ustawa z 20 maja 2016 r. o efektywnoŜci energetycznej, 

3. ustawa z 25 sierpnia 2006 r. o biokomponentach i biopaliwach ciekğych, 

4. ustawa z 16 lutego 2007 r. o zapasach ropy naftowej, produktów naftowych i gazu 

ziemnego oraz zasadach postňpowania w sytuacjach zagroŨenia bezpieczeŒstwa 

paliwowego paŒstwa i zakğ·ceŒ na rynku naftowym, 

5. ustawa z 29 czerwca 2007 r. o zasadach pokrywania koszt·w powstağych u wytw·rc·w w 
zwiŃzku z przedterminowym rozwiŃzaniem um·w dğugoterminowych sprzedaŨy mocy i 

energii elektrycznej, 

6. ustawa z 29 czerwca 1995 r. o statystyce publicznej, 

7. ustawa z 29 stycznia 2004 r. - Prawo zam·wieŒ publicznych, 

8. ustawa z 25 sierpnia 2006 r. o systemie monitorowania i kontrolowania jakoŜci paliw, 

9. ustawa z 23 wrzeŜnia 2016 r. o pozasŃdowym rozwiŃzywaniu spor·w konsumenckich, 

10. ustawa z 8 grudnia 2017 r. o rynku mocy, 

11. ustawa z 11 stycznia 2018 r. o elektromobilnoŜci i paliwach alternatywnych, 

12. ustawa z 14 grudnia 2018 r. o promowaniu energii elektrycznej z wysokosprawnej 

kogeneracji, 

13. ustawa z 28 grudnia 2018 r. o zmianie ustawy o podatku akcyzowym oraz niektórych 

innych ustaw, 

14. ustawa z 19 lipca 2019 r. o systemie rekompensat dla sektorów i podsektorów 

energochğonnych, 

15. ustawa o 17 grudnia 2020 r. o promowaniu wytwarzania energii elektrycznej w morskich 

farmach wiatrowych, 

16. rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) nr 347/2013 z 17 kwietnia 2013 r. 
w sprawie wytycznych dotyczŃcych transeuropejskiej infrastruktury energetycznej, 

uchylajŃce decyzjň nr 1364/2006/WE oraz zmieniajŃce rozporzŃdzenia (WE) nr 

713/2009, (WE) nr 714/2009 i (WE) nr 715/2009, 

17. rozporzŃdzenie Komisji Europejskiej (UE) nr 543/2013 z 14 czerwca 2013 r. w sprawie 
dostarczania i publikowania danych na rynkach energii elektrycznej, zmieniajŃce 

zağŃcznik I do rozporzŃdzenia Parlamentu Europejskiego i Rady (WE) nr 714/2009, 

18. rozporzŃdzenie Parlamentu Europejskiego i Rady (WE) nr 715/2009 z 13 lipca 2009 r. w 
sprawie warunk·w dostňpu do sieci przesyğowych gazu ziemnego i uchylajŃce 

rozporzŃdzenie (WE) nr 1775/2005, 

19. rozporzŃdzenie Komisji (UE) 2015/1222 z 24 lipca 2015 r. ustanawiajŃce wytyczne 
dotyczŃce alokacji zdolnoŜci przesyğowych i zarzŃdzania ograniczeniami przesyğowymi, 

20. rozporzŃdzenie Komisji (UE) 2016/631 z 14 kwietnia 2016 r. ustanawiajŃce kodeks sieci 
dotyczŃcy wymog·w w zakresie przyğŃczenia jednostek wytw·rczych do sieci, 
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21. rozporzŃdzenie Komisji (UE) 2016/1388 z 17 sierpnia 2016 r. ustanawiajŃce kodeks sieci 
dotyczŃcy przyğŃczenia odbioru, 

22. rozporzŃdzenia Komisji (UE) 2016/1447 z 26 sierpnia 2016 r. ustanawiajŃce kodeks sieci 
okreŜlajŃcy wymogi dotyczŃce przyğŃczenia do sieci system·w wysokiego napiňcia prŃdu 

stağego oraz moduğ·w parku energii z podğŃczeniem prŃdu stağego, 

23. rozporzŃdzenie Komisji (UE) 2016/1719 z 26 wrzeŜnia 2016 r. ustanawiajŃce wytyczne 
dotyczŃce dğugoterminowej alokacji zdolnoŜci przesyğowych, 

24. rozporzŃdzenie Komisji (UE) 2017/1485 z 2 sierpnia 2017 r. ustanawiajŃce wytyczne 
dotyczŃce pracy systemu przesyğowego energii elektrycznej, 

25. rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) 2017/1938 z 25 paŦdziernika 
2017 r. dotyczŃce Ŝrodk·w zapewniajŃcych bezpieczeŒstwo dostaw gazu ziemnego i 

uchylajŃce rozporzŃdzenie (UE) nr 994/2010, 

26. rozporzŃdzenie Komisji (UE) 2017/2195 z 23 listopada 2017 r. ustanawiajŃce wytyczne 
dotyczŃce bilansowania, 

27. rozporzŃdzenie Komisji (UE) 2017/2196 z 24 listopada 2017 r. ustanawiajŃce kodeks 
sieci dotyczŃcy stanu zagroŨenia i stanu odbudowy system·w elektroenergetycznych, 

28. rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) 2019/941 z 5 czerwca 2019 r. w 
sprawie gotowoŜci na wypadek zagroŨeŒ w sektorze energii elektrycznej i uchylajŃce 

dyrektywň 2005/89/WE, 

29. rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) 2019/943 z 5 czerwca 2019 r. w 
sprawie rynku wewnňtrznego energii elektrycznej, 

30. rozporzŃdzenie BAL - rozporzŃdzenie Komisji (UE) nr 312/2014 z 26 marca 2014 r. 

ustanawiajŃce kodeks sieci dotyczŃcy bilansowania gazu w sieciach przesyğowych, 

31. rozporzŃdzenie CAM - rozporzŃdzenie Komisji (UE) 2017/459 z 16 marca 2017 r. 

ustanawiajŃce kodeks sieci dotyczŃcy mechanizm·w alokacji zdolnoŜci w systemach 

przesyğowych gazu i uchylajŃce rozporzŃdzenie (UE) nr 984/2013, 

32. rozporzŃdzenie IO - rozporzŃdzenie Komisji (UE) 2015/703 z 30 kwietnia 2015 r. 

ustanawiajŃce kodeks sieci dotyczŃcy zasad interoperacyjnoŜci i wymiany danych, 

33. rozporzŃdzenie NC TAR - rozporzŃdzenie Komisji (UE) 2017/460 z 16 marca 2017 r. 

ustanawiajŃce kodeks sieci dotyczŃcy zharmonizowanych struktur taryf przesyğowych dla 

gazu, 

34. rozporzŃdzenie REMIT - rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) nr 

1227/2011 z 25 paŦdziernika 2011 r. w sprawie integralnoŜci i przejrzystoŜci hurtowego 

rynku energii, 

35. rozporzŃdzenie Parlamentu Europejskiego i Rady (UE) 2019/942 z 5 czerwca 2019 r. 
ustanawiajŃce Agencjň Unii Europejskiej ds. Wsp·ğpracy Organ·w Regulacji Energetyki, 

36. rozporzŃdzenie Ministra Klimatu i środowiska z dnia 24 lipca 2023 r. w sprawie warunk·w 
technicznych, jakim powinny odpowiadaĺ bazy i stacje paliw pğynnych, bazy i stacje gazu 

pğynnego, rurociŃgi przesyğowe dalekosiňŨne sğuŨŃce do transportu ropy naftowej i 

produktów naftowych i ich usytuowanie. 
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ZağŃcznik nr 2.  Specyfikacja techniczna modeli gğňbokiego uczenia: 

A. Architektury modeli gğňbokiego uczenia 

B. Hiperparametry architektur modeli gğňbokiego uczenia 

C. Parametry procedury treningowej  

D. Definicje zmiennych egzogenicznych  
 

A. Architektury Modeli Gğňbokiego Uczenia 

Tabela A.1. PrzeglŃd architektur modeli 

Model Rodzina Architektura bazowa Liczba 

parametrów 

Liczba 

warstw 

NBEATSx Basis 

Expansion 

Fully Connected + Basis 

Functions 

3,217,030 31 

TCN Convolutional 1D Dilated Causal 

Convolutions 

52,531 27 

BiTCN Convolutional Bidirectional Temporal 

Convolutions 

187,551 57 

LSTM Recurrent Long Short-Term Memory 221,799 11 

GRU Recurrent Gated Recurrent Unit 409,701 14 

RNN Recurrent Vanilla RNN 66,433 10 

DilatedRNN Recurrent Dilated LSTM Cells 486,051 19 

N-HITS Hierarchical Multi -rate Signal Sampling 2,828,959 35 

TFT Attention Temporal Fusion Transformer 636,847 241 

PatchTST Attention Patch-based Transformer 455,201 91 

 

A.2. Struktura architektury NBEATSx (31 warstw)  

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

blocks: ModuleList (0 params) 

ƊƄƄ blocks.0: NBEATSBlock [Identity Stack] 

ƅ   ƈƄƄ layers.0: Linear (252,416 params) 

ƅ   ƈƄƄ layers.1: Linear (262,656 params) 

ƅ   ƈƄƄ layers.2: LeakyReLU (0 params) 
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ƅ   ƈƄƄ layers.3: Linear (262,656 params) 

ƅ   ƈƄƄ layers.5: Linear (262,656 params) 

ƅ   ƈƄƄ layers.7: Linear (29,754 params) 

ƅ   ƈƄƄ basis: IdentityBasis (0 params) 

ƊƄƄ blocks.1: NBEATSBlock [Trend Stack] 

ƅ   ƈƄƄ layers.0-7: Linear × 5 (1,043,462 params) 

ƅ   ƈƄƄ basis: TrendBasis (174 params) 

ƊƄƄ blocks.2: NBEATSBlock [Seasonality Stack] 

ƅ   ƈƄƄ layers.0-7: Linear × 5 (1,099,892 params) 

ƅ   ƈƄƄ basis: SeasonalityBasis (3,364 params) 

A.3. Struktura architektury TCN (27 warstw)  

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

hist_encoder: TemporalConvolutionEncoder (0 params) 

ƊƄƄ tcn: Sequential 

ƅ   ƊƄƄ tcn.0: CausalConv1d 

ƅ   ƅ   ƈƄƄ conv: Conv1d (1,900 params) [dilation=1] 

ƅ   ƅ   ƈƄƄ chomp: Chomp1d (0 params) 

ƅ   ƅ   ƈƄƄ activation: ReLU (0 params) 

ƅ   ƊƄƄ tcn.1: CausalConv1d 

ƅ   ƅ   ƈƄƄ conv: Conv1d (20,100 params) [dilation=2] 

ƅ   ƊƄƄ tcn.2: CausalConv1d 

ƅ   ƅ   ƈƄƄ conv: Conv1d (20,100 params) [dilation=4] 

context_adapter: Linear (3,390 params) 

mlp_decoder: MLP 

ƊƄƄ layers.0: Linear (6,976 params) 

ƊƄƄ layers.2: Dropout (0 params) 

ƊƄƄ layers.3: Linear (65 params) 

A.4. Struktura architektury BiTCN (57 warstw)  
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loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

lin_hist: Linear (640 params) 

drop_hist: Dropout (0 params) 

net_bwd: Sequential [Backward Network] 

ƊƄƄ TCNCell Ĭ 5 

ƅ   ƈƄƄ conv1: CustomConv1d (8,256 params each) 

ƅ   ƈƄƄ conv2: CustomConv1d (8,320 params each) 

ƅ   ƈƄƄ drop: Dropout (0 params) 

lin_futr: Linear (576 params) 

drop_futr: Dropout (0 params) 

net_fwd: Sequential [Forward Network] 

ƊƄƄ TCNCell Ĭ 6 

ƅ   ƈƄƄ conv1: CustomConv1d (8,256 params each) 

ƅ   ƈƄƄ conv2: CustomConv1d (8,320 params each) 

drop_temporal: Dropout (0 params) 

temporal_lin1: Linear (1,856 params) 

temporal_lin2: Linear (1,950 params) 

output_lin: Linear (193 params) 

A.5. Struktura architektury LSTM (11 warstw)  

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

hist_encoder: LSTM (203,264 params) 

  ƈƄƄ 2 layers, hidden_size=128, dropout=0.2 

mlp_decoder: MLP 

ƊƄƄ layers.0: Linear (17,536 params) 

ƊƄƄ layers.2: Dropout (0 params) 

ƊƄƄ layers.3: Linear (129 params) 



268 
 

upsample_sequence: Linear (870 params) 

A.6. Struktura architektury GRU (14 warstw)  

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

hist_encoder: GRU (368,400 params) 

  ƈƄƄ 2 layers, hidden_size=200, dropout=0.345 

mlp_decoder: MLP 

ƊƄƄ layers.0: Linear (21,000 params) 

ƊƄƄ layers.3: Linear (10,100 params) 

ƊƄƄ layers.6: Linear (10,100 params) 

ƊƄƄ layers.9: Linear (101 params) 

  ƈƄƄ Dropout between each layer 

A.7. Struktura architektury TFT (241 warstw)  

loss: MAE (0 params) 

valid_loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

embedding: TFTEmbedding (1,792 params) 

temporal_encoder: TemporalCovariateEncoder 

ƊƄƄ history_vsn: VariableSelectionNetwork 

ƅ   ƈƄƄ joint_grn: GRN (79,840 params) 

ƅ   ƈƄƄ var_grns Ĭ 14: GRN (233,296 params total) 

ƊƄƄ history_encoder: LSTM (33,280 params) 

ƊƄƄ future_encoder: LSTM (33,280 params) 

ƊƄƄ future_vsn: VariableSelectionNetwork 

ƅ   ƈƄƄ joint_grn: GRN (46,232 params) 

ƅ   ƈƄƄ var_grns Ĭ 8: GRN (133,312 params total) 

ƊƄƄ input_gate: GLU (8,320 params) 

ƊƄƄ input_gate_ln: LayerNorm (128 params) 
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temporal_fusion_decoder: TemporalFusionDecoder 

ƊƄƄ enrichment_grn: GRN (20,736 params) 

ƊƄƄ attention: InterpretableMultiHeadAttention (10,240 params) 

ƊƄƄ attention_gate: GLU (8,320 params) 

ƊƄƄ attention_ln: LayerNorm (128 params) 

ƊƄƄ positionwise_grn: GRN (16,640 params) 

ƊƄƄ decoder_gate: GLU (8,320 params) 

ƊƄƄ decoder_ln: LayerNorm (128 params) 

output_adapter: Linear (65 params) 

A.8. Struktura architektury DilatedRNN (19 warstw)  

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

rnn_stack: Sequential 

ƊƄƄ DRNN.0:  

ƅ   ƈƄƄ cells.0: LSTM (71,168 params) 

ƅ   ƈƄƄ cells.1: LSTM (132,096 params) 

ƊƄƄ DRNN.1: 

ƅ   ƈƄƄ cells.0: LSTM (132,096 params) 

ƅ   ƈƄƄ cells.1: LSTM (132,096 params) 

context_adapter: Linear (930 params) 

mlp_decoder: MLP 

ƊƄƄ layers.0: Linear (17,536 params) 

ƊƄƄ layers.2: Dropout (0 params) 

ƊƄƄ layers.3: Linear (129 params) 

A.9. Struktura architektury N -HITS (35 warstw) 

loss: RMSE (0 params) 

valid_loss: MAPE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 
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blocks: ModuleList 

ƊƄƄ blocks.0: NHITSBlock 

ƅ   ƈƄƄ pooling_layer: MaxPool1d (0 params) 

ƅ   ƈƄƄ layers.0: Linear (65,536 params) 

ƅ   ƈƄƄ layers.1: Linear (262,656 params) 

ƅ   ƈƄƄ layers.2: ReLU (0 params) 

ƅ   ƈƄƄ layers.3-7: Linear × 3 (547,371 params) 

ƅ   ƈƄƄ basis: _IdentityBasis (0 params) 

ƊƄƄ blocks.1: NHITSBlock 

ƅ   ƈƄƄ layers: ~875K params total 

ƅ   ƈƄƄ basis: _IdentityBasis 

ƊƄƄ blocks.2: NHITSBlock 

ƅ   ƈƄƄ layers: ~1.07M params total 

ƅ   ƈƄƄ basis: _IdentityBasis 

A.10. Struktura architektury RNN (10 warstw) 

loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

hist_encoder: RNN (49,792 params) 

  ƈƄƄ 2 layers, hidden_size=128, activation=tanh 

mlp_decoder: MLP 

ƊƄƄ layers.0: Linear (16,512 params) 

ƊƄƄ layers.2: Dropout (0 params) 

ƊƄƄ layers.3: Linear (129 params) 

A.11. Struktura architektury PatchTST (91 warstw) 

loss: MAE (0 params) 

valid_loss: MAE (0 params) 

padder_train: ConstantPad1d (0 params) 

scaler: TemporalNorm (0 params) 

model: PatchTST_backbone 
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ƊƄƄ revin_layer: RevIN (0 params) 

ƊƄƄ padding_patch_layer: ReplicationPad1d (0 params) 

ƊƄƄ backbone: TSTiEncoder (1,792 params) 

ƅ   ƈƄƄ W_P: Linear (2,176 params) 

ƅ   ƈƄƄ encoder: TSTEncoder 

ƅ       ƊƄƄ layers.0: TSTEncoderLayer 

ƅ       ƅ   ƈƄƄ self_attn: W_Q/W_K/W_V/to_out (66,048 params) 

ƅ       ƅ   ƈƄƄ ff: Linear Ĭ 2 (65,920 params) 

ƅ       ƅ   ƈƄƄ norm_attn, norm_ffn: BatchNorm1d Ĭ 2 (512 params) 

ƅ       ƊƄƄ layers.1: TSTEncoderLayer (similar, ~132K params) 

ƅ       ƊƄƄ layers.2: TSTEncoderLayer (similar, ~132K params) 

ƊƄƄ head: Flatten_Head 

ƅ   ƈƄƄ linear: Linear (53,790 params) 

ƅ   ƈƄƄ dropout: Dropout (0 params) 

B. Hiperparametry Modeli Gğňbokiego Uczenia 

B.1. NBEATSx (N-BEATSx) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 28 Rozmiar okna wejŜciowego 

Architektura  stack_types ['identity', 

'trend', 

'seasonality'] 

Typy stosów dekompozycji 

 
activation LeakyReLU Funkcja aktywacji 

 
n_harmonics 2 Liczba harmonicznych w stosie 

sezonowoŜci 
 

n_polynomials 2 StopieŒ wielomian·w w stosie trendu 
 

dropout_prob_theta 0.0 Dropout na parametrach theta 
 

shared_weights False Wsp·ğdzielenie wag miňdzy stosami 

Trening max_steps 300 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
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batch_size 32 Rozmiar batcha 

 
val_check_steps 100 Interwağ walidacji 

 
num_lr_decays 3 Liczba redukcji learning rate 

 
early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type identity Typ skalera 
 

windows_batch_size 1024 Rozmiar batcha okien 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 
 

stat_exog_list None Zmienne statyczne 

Inne random_seed 1 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 
 

devices 1 Liczba urzŃdzeŒ 

B.2. TCN (Temporal Convolutional Network) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 112 Rozmiar okna wejŜciowego (16 

tygodni) 

Architektura  kernel_size 2 Rozmiar jŃdra konwolucji 
 

dilations [1, 2, 4] Wsp·ğczynniki rozszerzenia 
 

encoder_hidden_size 100 Rozmiar warstwy ukrytej encodera 
 

encoder_activation ReLU Funkcja aktywacji encodera 
 

context_size 7 Rozmiar kontekstu 
 

decoder_hidden_size 64 Rozmiar warstwy ukrytej decodera 
 

decoder_layers 2 Liczba warstw decodera 

Trening max_steps 500 Maksymalna liczba kroków treningu 
 

learning_rate 0.000402 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
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early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type robust Typ skalera 
 

windows_batch_size 128 Rozmiar batcha okien 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 2 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

B.3. BiTCN (Bidirectional TCN) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 28 Rozmiar okna wejŜciowego 

Architektura  hidden_size 64 Rozmiar warstwy ukrytej 
 

dropout 0.305 Wsp·ğczynnik dropout 

Trening max_steps 600 Maksymalna liczba kroków treningu 
 

learning_rate 0.000852 Wsp·ğczynnik uczenia 
 

batch_size 128 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type standard Typ skalera 
 

windows_batch_size 1024 Rozmiar batcha okien 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 1 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

B.4. LSTM (Long Short-Term Memory) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
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input_size 28 Rozmiar okna wejŜciowego 

Architektura  encoder_n_layers 2 Liczba warstw LSTM encodera 
 

encoder_hidden_size 128 Rozmiar warstwy ukrytej encodera 
 

encoder_dropout 0.2 Dropout encodera 
 

encoder_bias True Bias w encoderze 
 

decoder_hidden_size 128 Rozmiar warstwy ukrytej decodera 
 

decoder_layers 2 Liczba warstw decodera 
 

recurrent False Tryb rekurencyjny 

Trening max_steps 1000 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type robust Typ skalera 
 

windows_batch_size 128 Rozmiar batcha okien 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 1 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

B.5. GRU (Gated Recurrent Unit) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 30 Rozmiar okna wejŜciowego 

Architektura  encoder_n_layers 2 Liczba warstw GRU encodera 
 

encoder_hidden_size 200 Rozmiar warstwy ukrytej encodera 
 

encoder_dropout 0.345483 Dropout encodera 
 

encoder_activation tanh Funkcja aktywacji encodera 
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encoder_bias True Bias w encoderze 

 
context_size 10 Rozmiar kontekstu 

 
decoder_hidden_size 100 Rozmiar warstwy ukrytej decodera 

 
decoder_layers 4 Liczba warstw decodera 

 
recurrent False Tryb rekurencyjny 

Trening max_steps 2000 Maksymalna liczba kroków treningu 
 

learning_rate 0.000427 Wsp·ğczynnik uczenia 
 

batch_size 64 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
 

early_stop_patience_s

teps 

-1 Early stopping wyğŃczone 

Optymalizator  optimizer AdamW Typ optymalizatora 
 

weight_decay 0.05 Regularyzacja L2 

Scheduler lr_scheduler ExponentialLR Scheduler learning rate 
 

gamma 0.999 Wsp·ğczynnik decay 

Skalowanie scaler_type robust Typ skalera 

Egzogeny futr_exog_list exog_columns + 

['crude_oil_price'] 

Zmienne przyszğe 

Inne random_seed 1 Ziarno losowoŜci 
 

precision 32 Precyzja obliczeŒ 

B.6. RNN (Recurrent Neural Network) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 120 Rozmiar okna wejŜciowego 

Architektura  encoder_n_layers 2 Liczba warstw RNN encodera 
 

encoder_hidden_size 128 Rozmiar warstwy ukrytej 
 

encoder_activation tanh Funkcja aktywacji 
 

encoder_bias True Bias w encoderze 
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encoder_dropout 0.0 Dropout encodera 

 
decoder_hidden_size 128 Rozmiar warstwy ukrytej decodera 

 
decoder_layers 2 Liczba warstw decodera 

 
recurrent False Tryb rekurencyjny 

Trening max_steps 100 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
 

batch_size 16 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type robust Typ skalera 

Inne random_seed 1 Ziarno losowoŜci 
 

precision 32 Precyzja obliczeŒ 

B.7. DilatedRNN 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 30 Rozmiar okna wejŜciowego 

Architektura  cell_type LSTM Typ komórki rekurencyjnej 
 

encoder_hidden_size 128 Rozmiar warstwy ukrytej encodera 
 

context_size None Rozmiar kontekstu 
 

decoder_hidden_size 128 Rozmiar warstwy ukrytej decodera 
 

decoder_layers 2 Liczba warstw decodera 

Trening max_steps 1000 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays 3 Liczba redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Skalowanie scaler_type robust Typ skalera 
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Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 2 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

B.8. N-HITS 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 28 Rozmiar okna wejŜciowego 

Architektura  n_freq_downsample [2, 1, 1] Wsp·ğczynniki pr·bkowania 

czňstotliwoŜci 
 

n_pool_kernel_size [4, 4, 1] Rozmiary jŃder poolingu 
 

pooling_mode MaxPool1d Tryb poolingu 
 

interpolation_mode linear Tryb interpolacji 
 

activation ReLU Funkcja aktywacji 
 

dropout_prob_theta 0.0 Dropout na parametrach theta 

Trening max_steps 500 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays 3 Liczba redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Loss loss RMSE Funkcja straty treningowej 
 

valid_loss MAPE Funkcja straty walidacyjnej 

Optymalizator  optimizer AdamW Typ optymalizatora 

Skalowanie scaler_type robust Typ skalera 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 1 Ziarno losowoŜci 
 

precision 32 Precyzja obliczeŒ 
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B.9. TFT (Temporal Fusion Transformer) 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
 

input_size 30 Rozmiar okna wejŜciowego 

Architektura  hidden_size 64 Rozmiar warstwy ukrytej 
 

n_head 4 Liczba gğ·w uwagi 
 

n_rnn_layers 1 Liczba warstw RNN 
 

rnn_type lstm Typ komórki RNN 
 

dropout 0.1 Wsp·ğczynnik dropout 
 

attn_dropout 0.0 Dropout mechanizmu uwagi 
 

grn_activation ELU Aktywacja bramek GRN 
 

one_rnn_initial_state False Pojedynczy stan poczŃtkowy RNN 

Trening max_steps 500 Maksymalna liczba kroków treningu 
 

learning_rate 0.001 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Loss loss MAE Funkcja straty treningowej 
 

valid_loss MAE Funkcja straty walidacyjnej 

Skalowanie scaler_type robust Typ skalera 

Egzogeny hist_exog_list hist_cols Zmienne historyczne 
 

futr_exog_list exog_columns Zmienne przyszğe 

Inne random_seed 1 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

B.10. PatchTST 

Kategoria Parametr WartoŜĺ Opis 

WejŜcie h 30 Horyzont prognozy 
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input_size 112 Rozmiar okna wejŜciowego (16 tygodni) 

Architektura  patch_len 16 DğugoŜĺ patcha 
 

stride 8 Krok przesuniňcia patcha 
 

n_heads 4 Liczba gğ·w uwagi 
 

encoder_layers 3 Liczba warstw encodera 
 

hidden_size 128 Rozmiar warstwy ukrytej 
 

linear_hidden_size 256 Rozmiar liniowej warstwy ukrytej 
 

dropout 0.2 Wsp·ğczynnik dropout 
 

fc_dropout 0.2 Dropout warstw FC 
 

head_dropout 0.0 Dropout gğowy 
 

attn_dropout 0.0 Dropout uwagi 
 

activation gelu Funkcja aktywacji 
 

revin True Reversible Instance Normalization 
 

revin_affine False Affine w revin 
 

revin_subtract_last True Odejmij ostatniŃ wartoŜĺ w revin 
 

res_attention True Residual attention 
 

batch_normalization False Batch normalization 
 

learn_pos_embed True Uczony embedding pozycyjny 

Trening max_steps 1000 Maksymalna liczba kroków treningu 
 

learning_rate 0.0001 Wsp·ğczynnik uczenia 
 

batch_size 32 Rozmiar batcha 
 

val_check_steps 100 Interwağ walidacji 
 

num_lr_decays -1 Bez redukcji learning rate 
 

early_stop_patience_steps -1 Early stopping wyğŃczone 

Loss loss MAE Funkcja straty treningowej 
 

valid_loss MAE Funkcja straty walidacyjnej 

Skalowanie scaler_type robust Typ skalera 

Egzogeny hist_exog_list None Zmienne historyczne 
 

futr_exog_list None Zmienne przyszğe 
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Inne random_seed 1 Ziarno losowoŜci 
 

accelerator gpu Akcelerator 

 

C. Parametry Procedury Treningowej 

Tabela C.1. Wspólne parametry treningowe 

Parametr WartoŜĺ domyŜlna Opis 

accelerator gpu Akcelerator obliczeniowy 

devices 1 Liczba urzŃdzeŒ GPU 

precision 32 Precyzja obliczeŒ (FP32) 

strategy auto Strategia treningu rozproszonego 

logger True Logowanie metryki 

enable_progress_bar True Pasek postňpu 

n_series 1 Liczba szeregów czasowych 

n_samples 100 Liczba próbek 

exclude_insample_y False Wykluczenie y z próbki 

drop_last_loader False Porzucenie ostatniego batcha 

start_padding_enabled False Padding na poczŃtku 

Tabela C.2. Podsumowanie parametrów optymalizacji 

Model input_size max_steps learning_rate batch_size scaler_type optimizer 

NBEATSx 28 300 0.001 32 identity Adam 

TCN 112 500 0.000402 32 robust Adam 

BiTCN 28 600 0.000852 128 standard Adam 

LSTM 28 1000 0.001 32 robust Adam 

GRU 30 2000 0.000427 64 robust AdamW 

RNN 120 100 0.001 16 robust Adam 

DilatedRNN 30 1000 0.001 32 robust Adam 

N-HITS 28 500 0.001 32 robust AdamW 

TFT 30 500 0.001 32 robust Adam 

PatchTST 112 1000 0.0001 32 robust Adam 
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D. Definicje Zmiennych Egzogenicznych 

D.1. Zmienne kalendarzowe (bazowe) 

Zmienna Typ Zakres Opis 

day_of_week int 0-6 DzieŒ tygodnia (0=poniedziağek) 

month_of_year int 1-12 MiesiŃc roku 

day_of_month int 1-31 DzieŒ miesiŃca 

year int 2017-2020 Rok 

quarter int 1-4 Kwartağ roku 

weekday int 0-6 DzieŒ roboczy (0=poniedziağek) 

is_weekend binary 0, 1 Flaga weekendu 

is_holiday binary 0, 1 Flaga Ŝwiňta paŒstwowego (wg kalendarza PL) 

D.2. Zmienne cykliczne (--cyclic-features) 

Zmienna Typ Zakres Opis 

month_sin float [-1, 1] sin(2ˊẗmonth/12)sin(2́ẗmonth/12) 

month_cos float [-1, 1] cos(2ˊẗmonth/12)cos(2́ẗmonth/12) 

weekday_sin float [-1, 1] sin(2ˊẗweekday/7)sin(2́ẗweekday/7) 

weekday_cos float [-1, 1] cos(2ˊẗweekday/7)cos(2́ẗweekday/7) 

D.3. Zaawansowane zmienne weekendowe (--adv-weekend) 

Zmienna Typ Zakres Opis 

is_saturday binary 0, 1 Flaga soboty 

is_sunday binary 0, 1 Flaga niedzieli 

weekend_summer binary 0, 1 Weekend w czerwcu/lipcu/sierpniu 

weekend_winter binary 0, 1 Weekend w grudniu/styczniu/lutym 

D.4. Zmienne historyczne (hist_exog_list) 

Zmienna Typ Opis 

y_lag7 float WartoŜĺ sprzedaŨy sprzed 7 dni 

y_lag14 float WartoŜĺ sprzedaŨy sprzed 14 dni 
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y_lag21 float WartoŜĺ sprzedaŨy sprzed 21 dni 

y_roll7_mean float średnia kroczŃca 7-dniowa 

y_roll7_std float Odchylenie standardowe kroczŃce 7-dniowe 

D.5. Zmienna zewnňtrzna 

Zmienna Typ ťr·dğo Opis 

crude_oil_price float FRED API Cena ropy naftowej WTI (USD/baryğka) 

 

E. Podsumowanie Konfiguracji Eksperymentalnych 

Tabela E.1. Warianty eksperymentalne 

Wariant  Flagi Liczba zmiennych egzogenicznych 

Bazowy (brak) 8 

+Cyclic --cyclic-features 12 

+AdvWeekend --adv-weekend 12 

+Full --cyclic-features --adv-weekend 16 

 


