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Wstęp 

Problem naukowy i luki badawcze 

 Podejmowanie trafnych decyzji jest kluczowym elementem prawidłowego funkcjonowania 

każdej organizacji gospodarczej. Organizacja ta musi być coraz bardziej elastyczna, jeśli chce 

prawidłowo funkcjonować w otoczeniu gospodarczym. Głównym przejawem tej elastyczności 

jest właśnie podejmowanie szybkich i trafnych decyzji. Problem podejmowania decyzji jest 

zatem kluczowym problemem w działalności gospodarczej. Decyzje podejmowane są 

w każdym obszarze działalności przedsiębiorstwa, a ich skutki świadczą o umiejętnościach 

decydentów. Zgodnie z teorią decyzji proces decyzyjny definiowany jest jako grupa logicznie 

powiązanych operacji myślowych, które przybliżają decydenta do rozwiązania problemu 

decyzyjnego poprzez wybór jednego z wielu wariantów działania, czyli decyzji [1] (szerzej 

problem ten został przeanalizowany w rozdziale 1). Jednakże istotnym problemem jest potrzeba 

analizy przez decydentów dużej ilości danych w procesie decyzyjnym. Z tego też względu 

stosuje się różne rodzaje metod wspomagania decyzji. Dzięki nim decydent może szybko 

podejmować decyzje na podstawie dynamicznie zmieniających się danych. Problem tkwi 

jednak w ograniczonym czasie potrzebnym na wybranie odpowiedniej metody wspomagania 

decyzji oraz na wykonanie analiz danych. Kolejnym problemem jest ryzyko i niepewność 

związana z podejmowaniem decyzji. Decyzja musi być podjęta szybko i prawidłowo, aby 

zagwarantować sprawne funkcjonowanie organizacji w warunkach ekonomicznych i pozwolić 

jej być konkurencyjną. Aby osiągnąć ten cel, niezbędne jest wykorzystanie narzędzi 

informatycznych umożliwiających automatyczną analizę dużych ilości danych 

(charakteryzujących się zróżnicowaną strukturą i dużą zmiennością) oraz generowanie 

propozycji decyzyjnych, a nawet automatyczne podejmowanie decyzji [2].  

 Hassouna i inni twierdzą, że w procesie wspomagania decyzji w celu analizy dużych ilości 

danych najczęściej stosuje się metody statystyczne i tradycyjne metody eksploracji danych, 

takie jak analiza regresji i drzewa decyzyjne. Ponadto wyliczone są ograniczenia tych metod, 

takie jak [2]: 

1. Nie dostarczają wyjaśnienia co do przyczyn uzyskiwania wartości zmiennych i relacji

między czynnikami, które wpływają na te wartości.

2. Pozwalają one na określenie powiązań między zmiennymi, lecz nie identyfikują

związków przyczynowych między tymi zmiennymi. Drzewa decyzyjne mogą być

używane tylko w niektórych przypadkach do wnioskowania o związkach

przyczynowych.
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3. Metody eksploracji danych mają stosunkowo krótki „okres ważności”. Obecnie rynki 

charakteryzują się dużą zmiennością. W rezultacie dane historyczne stają się mniej 

wartościowe dla prognoz. 

4. Poziom analizy w metodach eksploracji danych zmniejsza zdolność do uchwycenia 

heterogeniczności zdarzeń zachodzących w środowisku organizacji.  

 Ograniczenia te można zmniejszyć, stosując metody maszynowego uczenia, szczególnie 

metodę głębokiego uczenia w celu wspomagania podejmowania decyzji [3].  

 Zatem problemem naukowym podjętym w niniejszej rozprawie doktorskiej jest 

usprawnienie procesu podejmowania decyzji w organizacjach gospodarczych  

z wykorzystaniem głębokiego uczenia. 

 Problem naukowy ulokowany został w dyscyplinie nauk o zarządzaniu i jakości, gdyż 

rozważania w niniejszej rozprawie doktorskiej wpisują się zagadnienia związane z teorią 

decyzji [4], [5]. W dyscyplinie nauki o zarządzaniu i jakości usprawnianie procesów 

decyzyjnych jest kluczowe w celu skutecznego kierowania organizacją [6], [7]. 

Rozważania w niniejszej pracy dotyczą decyzji podejmowanych na podstawie modeli 

decyzyjnych z użyciem metod wspomagających podejmowanie decyzji wykorzystujących 

statystyczne i informatyczne narzędzia analizy danych [5], [8], [9], [10], [11]. 

 Głębokie uczenie (Deep Learning (DL)) to metody maszynowego uczenia (Machine 

Learning (ML)), bazujące na głębokich sieciach neuronowych, które zbudowane są z wielu 

warstw neuronów realizujących nieliniowe transformacje. Warstwy te odwzorowują kolejne 

poziomy abstrakcji, tworząc model hierarchiczny [12].  

 Technologia głębokiego uczenia znacznie poprawiła zdolność systemów wspomagania 

decyzji do klasyfikowania, rozpoznawania, wykrywania i opisu danych. Postępy w dziedzinie 

algorytmów doprowadziły do zwiększenia skuteczności metod głębokiego uczenia. 

Poprawiono ponadto dokładność metod maszynowego uczenia, w tym głębokiego uczenia, co 

zapewnia bardzo dobrą wartość biznesową [13], [14], [15], [16].  

 Proces budowy modelu głębokiej sieci neuronowej (Deep Neural Network (DNN)) składa 

się z pięciu etapów (proces ten został szczegółowo przeanalizowany w podrozdziale 2.1) [17]:  

1. Przygotowanie danych. 

2. Opracowanie modelu głębokiego uczenia.  

3. Uczenie modelu. 

4. Generalizacja modelu. 

5. Testowanie, badanie i uruchomienie prototypu modelu w środowisku rzeczywistym. 

 Podczas tworzenia modeli głębokiego uczenia bardzo ważny jest proces przygotowania 

5:5564253034
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danych. Składa się z następujących kroków (proces ten został szczegółowo przeanalizowany  

w rozdziale 2): 

1. Pozyskanie i oczyszczanie danych: określenie źródeł i struktury danych.  Pozyskane dane 

zapisywane są w postaci zbioru danych i oczyszczane z danych zawierających błędy [20]. 

2. Augmentacja danych: zwiększenie wartości bazowej danych wejściowych do modelu 

głębokiego uczenia poprzez dodanie innych danych pochodzących ze źródeł 

wewnętrznych i zewnętrznych w przedsiębiorstwach [18], [19].  

3. Transformacja danych: przekształcenie danych w celu redukcji złożoności danych 

wejściowych i zwiększenia skalowalności procesu modelowania przy jednoczesnym 

zachowaniu wydajności modelu [20], [21]. 

 Wynikiem tego etapu jest model danych (wektor wejściowy), który jest wykorzystany do 

opracowania modelu. Bardzo istotnym procesem przygotowania danych jest transformacja 

danych, w wyniku której następuje przekształcenie analizowanego zbioru danych w wektor 

wejściowy modelu głębokiego uczenia. 

 Jason Brownlee podkreśla, że to właśnie etap przygotowania danych, szczególnie 

transformacji danych, jest najważniejszy przy tworzeniu modeli głębokiego uczenia. Powodem 

jest to, że każdy zestaw danych jest inny i wysoce specyficzny dla rozwiązywanego problemu 

[12], [22]. W związku z tym nie jest możliwe bezpośrednie wykorzystanie np. metod 

transformacji związanych z dziedziną medycyny w problemach wspomagania decyzji  

w organizacjach, gdyż struktura danych może się znacznie różnić.  Należy również zauważyć, 

że automatyzacja transformacji danych w modelach maszynowego i głębokiego uczenia 

osiągnęła pewien stopień zaawansowania, jednakże nadal istnieje konieczność manualnej 

analizy typów zmiennych oraz procesu redukcji wymiarowości, zwłaszcza w procesie 

podejmowania decyzji w obszarze zarządzania. To zadanie jest nie tylko czasochłonne, ale 

również narażone na ryzyko nieprawidłowej implementacji (ryzyko błędu eksperta 

dokonującego wyboru i implementacji metod transformacji danych) [23], [24]. Automatyzacja 

transformacji danych jest wciąż na początkowym etapie rozwoju, a obecnie większość 

automatycznych metod transformacji danych jest oparta na sztywnych algorytmach, które nie 

uwzględniają w pełni specyficznych wymagań i charakterystyk danego zbioru danych. Dlatego 

dalsze badania i prace w dziedzinie automatycznej transformacji danych w maszynowym  

i głębokim uczeniu są potrzebne, aby opracować bardziej zaawansowane i skuteczne metody 

automatyzacji, które mogą uwzględniać specyficzne wymagania i elementy charakterystyczne 

zbioru danych, zwłaszcza w obszarze wspomagania decyzji w organizacjach gospodarczych 

6:1018202882
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[25]. 

 Chociaż pozyskiwanie danych jest obecnie najczęściej automatyczne, należy wyraźnie 

podkreślić, że transformacja danych w metodach głębokiego uczenia wspierających 

podejmowanie decyzji była do tej pory wykonywana ręcznie przez człowieka (eksperta) 

lub półautomatycznie [26]. Jednak automatyzacja transformacji danych może usprawnić 

proces budowy modeli głębokiego uczenia. Może to prowadzić do usprawnienia procesu 

wspomagania decyzji [27].  

 Obecnie w literaturze przedmiotu jest niewiele artykułów dotyczących transformacji danych 

w głębokim uczeniu w obszarze zarządzania. Dotyczą one głównie obszaru medycyny (obrazy 

medyczne [28], retinopatia cukrzycowa [29], rezonans magnetyczny, na podstawie którego 

można ocenić, czy dani pacjenci będą cierpieć na chorobę Alzhaimera w przyszłości [30]) oraz 

rozpoznawania pisma ręcznego [31].  

 Istniejące publikacje dotyczą głównie metod automatycznej transformacji danych  

w zakresie analizy obrazu (techniki takie jak skalowanie, obrót, rotacja obrazu). 

Publikacje nie dotyczą zagadnień związanych z automatyczną transformacją danych  

w obszarze zarządzania w odniesieniu do podejmowania decyzji.  

 Metody umożliwiające automatyczne przetwarzanie różnego rodzaju danych 

(ustrukturyzowanych i nieustrukturyzowanych) ze źródeł heterogenicznych dodatkowo 

zwiększyłyby skuteczność obecnie istniejących metod i narzędzi wspomagających 

podejmowanie decyzji [22], [32]. 

 W literaturze przedmiotu brakuje automatycznych metod transformacji danych  

w modelach głębokiego uczenia wykorzystywanych we wspomaganiu podejmowania 

decyzji. Manualna transformacja danych opiera się na procedurach ujednolicenia 

danych, usunięcia nieodpowiednich danych, a często nie uwzględnia transformacji 

zaawansowanych (szczegółowy opis w rozdziale 3). Obecnie transformacje danych 

wymagają wielu procedur manualnego doskonalenia baz danych [25].  

Na podstawie analizy literatury przedmiotu można stwierdzić, że istnieje zasadnicza 

luka badawcza dotycząca braku automatycznych metod transformacji danych  

w modelach głębokiego uczenia, które wspierają podejmowanie decyzji. Lukę badawczą 

można podzielić w następujący sposób:   

1. Luka badawcza teoretyczna: brak usystematyzowania metod transformacji z uwagi na 

dziedzinę problemu, funkcje transformacji i typ zmiennych. 

2. Luka badawcza empiryczna: brak badań empirycznych z zakresu transformacji danych  

w procesie wspomagania decyzji z uwagi na obszar problemu decyzyjnego, funkcje 

7:1142649846
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transformacji i typ zmiennych. 

W niniejszej rozprawie doktorskiej postanowiono wypełnić te luki badawcze. 

Oryginalne rozwiązanie problemu naukowego analizowanego w niniejszej rozprawie polega 

na: 

1. Opracowaniu metody automatycznej transformacji danych w modelach głębokiego 

uczenia wspomagających podejmowanie decyzji. Takiej metody dotychczas nie 

opracowano. 

2. Usystematyzowaniu wiedzy dotyczącej metod transformacji danych w modelach 

głębokiego uczenia poprzez przeprowadzenie analizy porównawczej istniejących metod 

transformacji danych, a w konsekwencji usystematyzowania tych metod w zależności od 

obszaru problemu decyzyjnego, funkcji transformacji i typu zmiennych. 

Wyniki badań pozwolą zatem na usprawnienie procesu podejmowania decyzji  

w organizacjach gospodarczych. 

Cele rozprawy doktorskiej 

 Głównym celem rozprawy jest opracowanie metody automatycznej transformacji danych 

w modelach głębokiego uczenia wspomagających podejmowanie decyzji przez podmioty 

gospodarcze.  

 Cele teoriopoznawcze:  

• rozpoznanie problematyki podejmowania decyzji w organizacjach gospodarczych, 

• rozpoznanie możliwości wykorzystania głębokiego uczenia we wspomaganiu 

podejmowania decyzji, 

• rozpoznanie istniejących metod transformacji danych w modelach podejmowania decyzji 

z wykorzystaniem głębokiego uczenia. 

 Cel metodyczny: przeprowadzenie systematyzacji istniejących metod transformacji danych 

wraz z określeniem kryteriów tej systematyzacji. 

 Cel utylitarny: opracowanie prototypu modelu głębokiego uczenia wspomagającego 

podejmowanie decyzji w celu weryfikacji metody automatycznej transformacji danych  

z wykorzystaniem danych rzeczywistych.  

 

Pytania badawcze 

 Sformułowano następujące pytania badawcze: 

1. W jaki sposób realizowany jest proces decyzyjny w organizacjach gospodarczych? 

8:2463268070
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2. Jakie są możliwości wykorzystania głębokiego uczenia we wspomaganiu podejmowania 

decyzji? 

3. W jaki sposób dokonać usystematyzowania metod transformacji danych w modelach 

głębokiego uczenia wykorzystywanych we wspomaganiu decyzji? 

4. Jakie są kryteria podziału metod transformacji danych w głębokim uczeniu? 

5. W jaki sposób dokonać usprawnienia podejmowania decyzji z wykorzystaniem 

głębokiego uczenia?  

6. W jaki sposób metoda automatycznej transformacji danych wpłynie na proces 

podejmowania decyzji? 

 Odpowiedzi na pierwsze pytanie badawcze udzielono w rozdziale 1. Odpowiedzi na drugie 

pytanie badawcze udzielono w rozdziale 2. Odpowiedzi na trzecie i czwarte pytanie badawcze 

udzielono w rozdziale 3. Odpowiedzi na piąte i szóste pytanie badawcze udzielono w rozdziale 

4. 

Hipoteza 

 Opracowana metoda automatycznej transformacji danych pozwala uzyskać dokładność 

modeli wspomagających podejmowanie decyzji z wykorzystaniem głębokiego uczenia co 

najmniej na poziomie ich dokładności uzyskanej z wykorzystaniem ręcznych metod 

transformacji. 

 W celu weryfikacji hipotezy wykorzystane zostaną miary statystyczne oraz miary 

dokładności, precyzji, czułości.  

Metodyka badawcza 

Metodyka badawcza realizowana w ramach rozprawy doktorskiej składa się z następujących 

etapów (rysunek W.1):  

9:9468257261
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Rysunek W.1. Metodyka badawcza 

Źródło: opracowanie własne. 

 

 

1. Analiza problematyki podejmowania decyzji. Etap ten polegał na analizie istniejących 

teorii, podejść i problemów w dziedzinie podejmowania decyzji. Przeanalizowano proces 

podejmowania decyzji, w tym wskazano możliwość wykorzystania modeli głębokiego 

uczenia w tym procesie. 

Metoda badawcza: przegląd literatury przedmiotu.  

Wyniki zostały przedstawione w rozdziale 1. 

2. Analiza problematyki głębokiego uczenia i jego wykorzystania we wspomaganiu 

podejmowania decyzji w organizacjach gospodarczych. W tym etapie dokonano analizy 

problematyki głębokiego uczenia oraz jego zastosowania w kontekście wspomagania 

procesów decyzyjnych w organizacjach gospodarczych. Przegląd literatury pozwolił na 

zidentyfikowanie istniejących teorii, modeli oraz praktyk związanych z głębokim 

uczeniem, a także analizę ich zastosowania w kontekście decyzji biznesowych.  

Metoda badawcza: przegląd literatury przedmiotu.  

7. Ocena wpływu głębokiego uczenia i opracowanej metody na wspomaganie podejmowania 
decyzji (podrozdział 4.4).

6. Weryfikacja opracowanej metody automatycznej transformacji danych 
(podrozdział 4.3).

5. Opracowanie metody automatycznej transformacji danych 
(podrozdział 4.2).

4. Opracowanie założeń metody automatycznej transformacji danych 
(podrozdział 4.1).

3. Dokonanie usystematyzowania metod transformacji danych w głębokim  uczeniu w zakresie 
literatury przedmiotu 

(rozdział 3).

2. Analiza problematyki głębokiego uczenia i jego wykorzystania we wspomaganiu podejmowania 
decyzji w organizacjach gospodarczych 

(rozdział 2).

1. Analiza problematyki podejmowania decyzji 
(rozdział 1).
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Wyniki zostały przedstawione w rozdziale 2. 

3. Dokonanie usystematyzowania metod transformacji danych w głębokim uczeniu  

w zakresie literatury przedmiotu. W tym etapie wykonana została analiza porównawcza 

istniejących metod transformacji danych. Analiza była przeprowadzona na podstawie 

prac badawczych związanych z maszynowym i głębokim uczeniem oraz transformacją 

danych. Zrealizowano następujące zadania badawcze: 

• przeprowadzono systematyczny przegląd literatury, 

• opracowano zestaw kryteriów oceny: (1) obszar problemu decyzyjnego, (2) funkcja 

transformacji, (3) typ zmiennych, 

• przeanalizowano i porównano różne metody transformacji danych w maszynowym 

i głębokim uczeniu i dokonano systematyzacji tych metod. 

Rezultatem badań jest specyfikacja zestawu metod transformacji danych, które można 

wykorzystać w metodzie automatycznej transformacji danych, oraz ich charakterystyki 

wskazane na podstawie kryteriów oceny. 

Metody badawcze: metoda eksploracyjna, analiza literatury przedmiotu, analiza 

eksperymentów badawczych (analiza transformacji danych w różnych modelach 

głębokiego i maszynowego uczenia opracowanych przez innych badaczy), obserwacja 

zjawisk, analiza porównawcza. 

Wyniki przedstawiono w rozdziale 3. 

4. Opracowanie założeń metody automatycznej transformacji danych. Założenia 

opracowano na podstawie m.in.: potrzeb użytkowników, typów i architektur modeli 

głębokiego uczenia, poziomu złożoności, kryteriów czasowych, specyfikacji danych 

wejściowych i wyjściowych. Określone zostały klasy metody automatycznej 

transformacji danych (klasa mogła być powiązana, na przykład z typami danych, 

obszarem działalności itp.). Wyniki są specyfikacją założeń dla innowacyjnej metody 

automatycznej transformacji danych. 

Metody badawcze: analiza literatury metod transformacji w maszynowym i głębokim 

uczeniu, analiza architektur istniejących modeli głębokiego uczenia z obszaru 

zarządzania, analiza eksperymentów badawczych opisanych w literaturze przedmiotu  

z różnymi metodami transformacji danych, analiza specyfikacji danych wejściowych  

i wyjściowych dla dokładnej analizy rodzaju i formatu danych wejściowych. 

Wyniki przedstawiono w podrozdziale 4.1. 

5. Opracowanie metody automatycznej transformacji danych. W tym etapie wykonano 

następujące prace: 
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• opracowano formalny model danych wejściowych dla metody transformacji 

danych, 

• określono parametry konfiguracji dla metody transformacji danych, 

• opracowano formalny algorytm metody. 

Rezultatem tego etapu była formalna specyfikacja metody automatycznej transformacji 

danych.  

Metody badawcze: metoda dedukcji, metoda modelowania systemów informatycznych. 

Wyniki przedstawiono w podrozdziale 4.2. 

6. Weryfikacja opracowanej metody automatycznej transformacji danych. W celu 

weryfikacji opracowanych metod opracowano prototyp modelu głębokiego uczenia 

wspomagający podejmowanie decyzji w organizacjach leasingowych. Do weryfikacji 

opracowanej metody (i weryfikacji hipotezy) zastosowano metodę testowania 

wstecznego (testowanie na podstawie danych historycznych). Wyniki wygenerowane  

z wykorzystaniem metody opracowanej w ramach tej pracy porównano z transformacją 

danych wykonywaną ręcznie przez człowieka lub półautomatycznie. W eksperymentach 

zastosowano metodę oceny generalizacji za pomocą metody trening/test (szczegółowo 

scharakteryzowana w podrozdziale 2.4). Po przeprowadzonych eksperymentach 

wykonano analizy statystyczne, które wykazały, że brak jest jednoznacznych dowodów 

na odrzucenie sformułowanej hipotezy badawczej. 

Metoda badawcza: metoda eksperymentu badawczego, metody wnioskowania 

wstecznego, analiza praktycznej dokumentacji (przede wszystkim dokumentacja języka 

programowania Python, biblioteki Keras oraz dokumentacja od przedsiębiorstw 

leasingowych dotycząca opisu danych, która była niezbędna do poznania, co 

merytorycznie oznaczają dane atrybuty i wyjaśnienia ich nazewnictwa). 

Wyniki przedstawiono w podrozdziale 4.3.    

7. Ocena wpływu głębokiego uczenia i opracowanej metody na wspomaganie 

podejmowania decyzji. Wyniki zostały również przeanalizowane i ocenione. Etap 

zakończył się wyciągnięciem wniosków i oceną wpływu głębokiego uczenia  

i opracowanej metody na wspomaganie podejmowania decyzji.  

Metoda badawcza: zastosowano metody analizy i syntezy oraz dedukcji. 

Wyniki przedstawiono w podrozdziale 4.4. 
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Struktura rozprawy doktorskiej 

   

Struktura pracy doktorskiej obejmuje cztery główne rozdziały, z których dwa pierwsze są 

rozdziałami teoretycznymi. Rozdział trzeci obejmuję zarówno analizę teoretyczną, jak i badania 

własne dotyczące usystematyzowania metod transformacji danych. Rozdział czwarty dotyczy 

analizy badań własnych empirycznych. 

W pierwszym rozdziale przeanalizowano problematykę podejmowania decyzji oraz ryzyka 

i niepewności w kontekście decyzji organizacyjnych. Ponadto przeanalizowano wybrane 

metody podejmowania decyzji. 

Rozdział drugi poświęcony jest istocie i charakterystyce głębokiego uczenia. 

Scharakteryzowano rodzaje głębokich sieci neuronowych, metody ich uczenia oraz ocenę 

poziomu dokładności i generalizacji. Przeanalizowano również praktyczne zastosowania 

głębokiego uczenia w kontekście wspomagania procesów decyzyjnych w organizacjach 

gospodarczych.  

W rozdziale trzecim opisano istotę transformacji danych, przeanalizowano aktualny stan 

wiedzy w zakresie transformacji danych w maszynowym i głębokim uczeniu. Zaproponowano 

kryteria podziału metod transformacji danych z uwagi na: (1) obszar problemu decyzyjnego, 

(2) funkcję transformacji, (3) typ zmiennych. Dokonano usystematyzowania metod 

transformacji danych zgodnie z opracowanymi kryteriami. Wskazano jednocześnie, które  

z tych metod mogą być wykorzystane we wspomaganiu decyzji w obszarze zarządzania. 

W czwartym rozdziale przedstawiono uzasadnienie oraz założenia budowy metody 

automatycznej transformacji danych w modelach głębokiego uczenia wspomagających 

podejmowanie decyzji przez podmioty gospodarcze. Przedstawiono budowę metody oraz 

dokonano weryfikacji metody za pomocą eksperymentu badawczego. Dokonano także oceny 

wpływu głębokiego uczenia oraz opracowanej metody na wspomaganie podejmowania decyzji.  

W podsumowaniu opisano wnioski i spojrzenie na dalsze tematy badawcze z obszaru 

przygotowania danych w modelach maszynowego i głębokiego uczenia wykorzystywanych we 

wspomaganiu decyzji w organizacjach gospodarczych.  
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1. Wprowadzenie do problematyki podejmowania decyzji 

Pierwszy rozdział przedstawia charakterystykę problemu podejmowania decyzji. 

Podejmowanie decyzji w zarządzaniu to bardzo trudny proces. Wiąże się z ryzykiem oraz 

niepewnością, co jest znaczącym utrudnieniem w znalezieniu satysfakcjonującego rozwiązania. 

Konkurencyjność oraz sprawne działanie we współczesnych warunkach gospodarczych 

możliwe jest w przedsiębiorstwach dzięki szybko podejmowanym, oraz trafnym decyzjom [33], 

[34]. W niniejszym rozdziale przeanalizowano kwestie związane z podejmowaniem decyzji 

przynoszącej decydentowi satysfakcjonujące korzyści, a więc niosącej w określonym czasie 

wraz ze sobą sprecyzowany przez decydenta poziom użyteczności. Przeprowadzony został 

także przegląd wybranych metod wspomagających podejmowanie decyzji [35], [36], [37].  

1.1. Teoria decyzji 

W literaturze przedmiotu wyróżnia się pojęcia „decyzji” i „podejmowania decyzji”. 

Kategorie te należą do obszaru naukowego teorii decyzji [38].  

Teoria decyzji odwołuje się do osiągnięć wielu nauk, takich jak: socjologia, psychologia, 

ekonomia, prawo, politologia, statystyka, zarządzanie, matematyka czy medycyna. Rozważania 

w tym obszarze w drugiej połowie XX wieku podjęli także informatycy ze względu na wzrost 

dostępu do komputerów. Teoria decyzji obejmuje wspomaganie i analizę procesu 

podejmowania decyzji. Te dwie czynności w kontekście podejmowania decyzji się różnią [38].  

Analiza decyzji polega na wyznaczeniu optymalnej decyzji oraz znalezieniu przyczyn 

pomyłki, jeżeli podjęta decyzja nie była optymalna. Rozpatrywane są konkretne przypadki 

decyzji podjętych przez grupę osób lub pojedynczą osobę [38].  

Wspomaganie decyzji uważane zaś jest za próbę wyznaczenia optymalnego rozwiązania 

przy danym zasobie wiedzy z możliwymi konsekwencjami. Zalicza się do niego także decyzje 

grupowe [38].  

W rozumieniu teorii decyzji decyzja oznacza jeden spośród możliwych wariantów 

postępowania w problemie decyzyjnym. Pojęcie przestrzeni decyzyjnej określa zbiór 

wszystkich decyzji [39].   

Osoba podejmująca decyzję nazywana jest decydentem- osobą w pełni niezależną  

i ostateczną. Z uwagi na to, przy komputerowym wspomaganiu decyzji mówi się raczej  

o użytkowniku systemu wspomagania decyzji. W rzeczywistości taki użytkownik może być 

tylko projektantem (czy analitykiem przedstawiającym ostatecznemu decydentowi pogłębioną 
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analizę tzw. sytuacji decyzyjnej, która jest problemem decyzyjnym ze wszystkimi jego 

szczegółowymi cechami). Zatwierdzenie całego projektu należy do ostatecznego decydenta 

[40].  

Definicja wyróżnia dwa podstawowe rodzaje decyzji: decyzję dopuszczalną i optymalną. 

Zbiór decyzji dopuszczalnych określa wszystkie decyzje, które spełniają pewne kryteria. 

Optymalna decyzja zaś jest decyzją najlepszą spośród dopuszczalnych z punktu widzenia 

określonych kryteriów oceny. Zbiór decyzji dopuszczalnych/optymalnych określa wszystkie 

określonego rodzaju decyzje. Dla obu rodzajów decyzji, gdy ich zbiory są puste, problem nie 

ma rozwiązania [41].  

Na teorię decyzji składają się metody wypracowane przez różne dziedziny nauki. Zostały 

one zebrane i usystematyzowane celem wypracowania jednego podejścia. Zatem zastosowanie, 

na przykład, metod opartych na sztucznych sieciach neuronowych (opisane w dalszej części 

pracy), nie powinno przesłaniać socjologicznych i psychologicznych aspektów procesu 

decyzyjnego. W ciągu ostatnich lat połączenie różnych dziedzin nauki skutkowało 

gwałtownym rozwojem różnego rodzaju metod wspomagania podejmowania decyzji (wybrane 

metody scharakteryzowane zostały w podrozdziale 1.3) [42].  

Zrozumienie współczesnego decydenta oraz roli, jaką pełni w systemie wspomagania 

decyzji byłoby bez głębszego zrozumienia epoki cywilizacji informacyjnej, oraz rewolucji 

informacyjnej niepełne. Istotą postępującej rewolucji informatycznej jest upowszechnienie 

dostępu do informacji oraz narzędzi przetwarzania. Proces podejmowania decyzji (decyzyjny) 

definiowany jest jako grupa powiązanych ze sobą logicznie operacji myślowych, które zbliżają 

decydenta do rozwiązania problemu decyzyjnego przez wybranie jednego z wielu wariantów 

działania (decyzji) [43].  

Autorzy publikacji naukowych wyodrębniają kilka etapów, z jakich złożony jest proces 

podejmowania decyzji. Najczęściej jest ich od trzech do pięciu.  

W 1971 roku Newman zasugerował pięciostopniowy proces podejmowania decyzji [8]: 

1. Rozpoznanie sytuacji wymagającej decyzji. 

2. Identyfikacja i opracowanie alternatywnych kierunków działania. 

3. Ocena alternatyw. 

4. Wybór jednej z alternatyw. 

5. Realizacja wybranego przebiegu działania. 

Następnie Mintzberg i inni w 1976 roku zmodernizowali proces podejmowania decyzji przez 

opisanie go w trzech różnych fazach [9]: 
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1. Faza identyfikacji: rozpoznanie szans, problemów i kryzysów oraz zebranie 

odpowiednich informacji dla lepszej identyfikacji problemów. 

2. Faza rozwoju: generowanie alternatyw rozwiązania i modyfikacji problemów. 

3. Faza selekcji: analizowanie i skanowanie alternatyw dla wyboru najodpowiedniejszych. 

W 1980 roku Archer w bardzo podobny sposób przedstawił proces podejmowania decyzji 

[10]:  

1. Faza inteligencji. 

2. Faza projektowania. 

3. Faza wyboru.   

Na podstawie analizy literatury naukowej dotyczącej podejmowania decyzji, stwierdzić 

można, że duża liczba teoretycznych podejść przekłada się na zróżnicowany opis etapów 

podejmowania decyzji. Objawia się to zarówno różnicami w liczbie kroków, jak i w ich 

charakterystyce [5].  

Początkowe etapy zwykle dotyczą identyfikacji problemu, kolejne (najczęściej środkowe 

etapy) skupiają się na generowaniu i analizie alternatyw. Ostatnie etapy zazwyczaj obejmują 

implementację i ocenę skutków podjętej decyzji [5], [8], [9], [10].   

Różne podejścia do podejmowania decyzji przykładają wagę do różnych aspektów procesu. 

Na przykład, jedne modele mogą skupiać się na aspektach psychologicznych decydenta, 

podczas gdy inne na aspektach strategicznych czy operacyjnych [5], [8], [9], [10]. 

Z perspektywy tej pracy doktorskiej, kluczowym aspektem jest zastosowanie głębokich sieci 

neuronowych do usprawnienia procesu podejmowania decyzji. 

Na potrzeby niniejszej pracy przyjęto zatem schemat postępowania, który dotyczy decyzji 

podejmowanych na podstawie modeli decyzyjnych z użyciem metod wspomagających 

podejmowanie decyzji wykorzystujących statystyczne i informatyczne narzędzia analizy 

danych (rysunek 1.1) [5], [8], [9], [10], [11].  
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Rysunek 1.1. Etapy w procesie decyzyjnym 

Źródło: opracowanie własne na podstawie [5], [8], [9], [10], [11]. 

 

Pierwszy etap polega na wykryciu sytuacji decyzyjnej. Ważna jest tutaj świadomość 

decydenta o wystąpieniu sytuacji w danej chwili, w której pojawiła się potrzeba podjęcia 

decyzji. W momencie, gdy sytuacja taka nie zostanie wychwycona, szansa na zyskanie dla 

organizacji wymiernych korzyści zostanie utracona. Na tym etapie trzeba zatem wyznaczyć 

czynniki wpływające na podjęcie decyzji. Gdy są one niezależne od decydenta, nazywa się je 

warunkami ograniczającymi. Gdy są zależne od osoby decydującej, nazywa się je kryteriami 

oceny [5], [8], [9], [10], [11].  

Drugi etap polega na sprecyzowaniu problemu decyzyjnego. Wymaga się od decydenta 

określenia konkretnego wycinka rzeczywistości, jakiego problem dotyczy i wskazania 

obszarów działalności przedsiębiorstwa, na jakie wpłynie podjęta decyzja [5], [8], [9], [10], 

[11]. 

Trzeci etap to  budowa modelu decyzyjnego, a więc teoretyczne odwzorowanie fragmentu 

rzeczywistości, którego dotyczy problem i wskazanie, na jakie obszary działalności 

przedsiębiorstwa wpływać będzie podjęta decyzja [5], [8], [9], [10], [11]. 

W czwartym etapie wyznaczane są decyzje dopuszczalne na podstawie wcześniejszego 

etapu (decyzje spełniające wszystkie warunki uznane przez decydenta za ograniczające). 

Wyznacza się też decyzje optymalne (najlepsze z perspektywy kryteriów oceny określonych 

Wykrycie sytuacji decyzyjnej 

Sprecyzowanie problemu decyzyjnego 

Budowa modelu decyzyjnego 

Określenie optymalnych i dopuszczalnych decyzji 

Podjęcie ostatecznej decyzji  

Realizacja decyzji  

17:8544611092



18 
 

przez decydenta). Decyzje optymalne nie są łatwe do wyznaczenia. Często m.in. w finansowych 

czy ekonomicznych decyzjach, wyznaczane są decyzje, które niosą za sobą satysfakcjonujące 

korzyści. W dalszej części podrozdziału zajęto się scharakteryzowaniem tego problemu [11]. 

Podjęcie ostatecznej decyzji następuje w etapie piątym. Zatem wybór spośród decyzji 

optymalnych (bądź niosących ze sobą satysfakcjonujące korzyści) decyzji, która spełni dane 

kryterium (kryteria) najlepiej [5], [8], [9], [10], [11]. 

W ostatnim etapie realizowana jest podjęta decyzja [5], [8], [9], [10], [11]. 

Na podstawie analizy opisanych etapów zauważyć można, że proces podejmowania decyzji 

jest trudny i skomplikowany. Osoba decydująca podejmuje działania w określonym środowisku 

(otoczeniu wewnętrznym, jakim może być grupa społeczna, urząd czy przedsiębiorstwo), czy 

zewnętrznym (środowisko to może mieć wpływ na przedsiębiorstwo i formować warunki jego 

funkcjonowania przez przedmioty: procesy, zjawiska oraz podmioty: klienci, konkurenci  

i partnerzy biznesowi). Otoczenie to ma specyficzne właściwości (takie jak zasoby, profil 

działalności, siedziba i wzajemne relacje) [44]. Decydowanie jest zatem złożoną czynnością. 

By ostateczna decyzja była podjęta, wymaga to od decydenta zebrania i analizy wielu 

informacji. Gdy każdy z etapów procesu decyzyjnego będzie wykonany właściwie, brak jest 

gwarancji co do efektów podjętej decyzji. Zależne to jest od wartości informacji posiadanej 

przez osobę decydującą [11]. Konieczne jest, by te informacje były rzetelne, aktualne, 

dokładne, terminowe, wiarygodne i kompletne. Podkreślić trzeba, że informacja  

o odpowiedniej wartości decyduje o przebiegu procesu decyzyjnego. Informacja jest w 

czołówce najdroższych na rynku towarów i jest główną składową procesu decyzyjnego. Jest 

czynnikiem strategicznym usprawniającym prawidłowe funkcjonowanie organizacji [45]. 

Informacja jest niezbędna do prawidłowej oceny otoczenia, sytuacji lub stanu, w których 

umiejscowiona jest organizacja [46]. Pozwala na analizę sytuacji lub prognozę stanu 

organizacji za kilka, kilkanaście lat, poprawiając przy tym ocenę wewnętrznych i zewnętrznych 

czynników mających wpływ na efektywność organizacji i podejmowanie właściwych, trafnych 

decyzji [47]. 

Zależnie od stopnia znajomości sytuacji decyzyjnej (charakteru otoczenia i cech 

rozwiązywanych problemów) decyzje podejmowane mogą być w sytuacji: pewności, 

niepewności lub ryzyka [1].  

W warunkach pewności decyzje są podejmowane, gdy decydent opiera swoje działania na 

wiarygodnych i dokładnych informacjach. Skutki działań możliwe są do przewidzenia z dużą 

dokładnością. Analiza decyzyjna polega na sformułowaniu kilku opcji oraz wybraniu 

optymalnej decyzji, kiedy decydent zna warunki i możliwości każdej z nich [1].  
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W sytuacji niepewności nie da się określić czynników oddziałujących na sytuację decyzyjną 

ani sprecyzować prawdopodobieństwa ich pojawienia się, co prowadzi do braku możliwości 

przewidzenia skutków podjętych decyzji. Zjawisko niepewności występuje też przy dużej 

złożoności problemu oraz sporej dynamice zmian w otoczeniu, uniemożliwiając określenie 

prawdopodobieństwa rozwoju sytuacji. Jako przykład tego typu sytuacji można posłużyć się 

uzależnieniem decyzji od pogodowych uwarunkowań [48].  

Ryzyko dotyczy skutków idących za niepowodzeniem wybranego wariantu przez decydenta 

(jego własnych działań), podczas gdy wcześniej omawiana niepewność dotyczy uwarunkowań 

realizacji decyzji (niezależnych od decydenta stanów) [49]. Ryzyko własnych działań 

zredukować można, kalkulując starannie i porównując zyski, koszty i prawdopodobieństwo ich 

pojawienia się przy kolejnych wariantach działania. Niepewność można zredukować przez 

badanie rzeczywistości i monitorowanie zachodzących w niej zmian. Nierozerwalne 

powiązanie z konkretnym działaniem obserwowane jest zatem przy ryzyku. Niepewność zaś 

stanowi trwałe uwarunkowanie działań. Podział ten ma bezpośredni wpływ na proces 

decyzyjny przez użycie różnych metod wspomagających ten proces, dlatego jest on bardzo 

istotny [1]. 

Metody teorii decyzji wykorzystywane są, gdy podjęcie decyzji jest trudne z różnych 

powodów. Przyczynami mogą być najczęściej [43]:  

• skomplikowana sytuacja decyzyjna, 

• możliwość dużych strat lub wysokich korzyści, 

• duża liczba możliwych wariantów, 

• skomplikowany proces decyzyjny, 

• waga problemu decyzyjnego. 

W teorii decyzji wyróżnia się następujące metody [50]: 

• matematyczne, 

• normatywne (preskryptywne), 

• opisowe (deskryptywne, behawioralne), 

• deterministyczne, 

• niedeterministyczne, 

• wielokryterialne,  

• sztucznej inteligencji (w tym algorytmy maszynowego i głębokiego uczenia). 

Metody matematyczne dotyczą matematycznej teorii decyzji. Nicolaus Bernoulli 

sformułował problem znany obecnie jako paradoks petersburski (Paradoks Sankt 
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Petersburga/gra petersburska) [51], [52]. Daniel Bernoulli, przedstawił natomiast rozwiązanie 

tego problemu, korzystając z koncepcji funkcji użyteczności. Paradoks Petersburski jest 

przypadkiem, w którym gra losowa, pomimo posiadania nieskończonej wartości oczekiwanej, 

wydaje się mieć ograniczoną wartość pieniężną w perspektywie większości jednostek [51], 

[52].  

Paradoks ten ilustruje istotną kwestię w matematycznej teorii decyzji, która podkreśla, że 

ludzie, w obliczu niepewności, nie zawsze podejmują decyzje, kierując się jedynie kryterium 

maksymalizacji wartości oczekiwanej pieniężnej. Zamiast tego, ludzka percepcja ryzyka  

i preferencje mogą wpływać na ich wybory. W przypadku Paradoksu Petersburskiego 

koncepcja funkcji użyteczności stanowiła pionierską próbę formalnego uwzględnienia tych 

ludzkich preferencji i ilustrowała, że ludzie mogą przykładać różną wartość do pieniądza w 

zależności od kontekstu i własnych oczekiwań [51], [52]. 

 Geneza teorii gier datowana jest na rok 1944 r., kiedy ukazała się monografia autorstwa 

Johna von Neumanna oraz Oskara Morgensterna [53]. Początkowo matematyczna metoda 

analizy zachowań zaproponowana van Neumanna i Morgensterna była ograniczona, dając się 

zastosować tylko w niewielkim obszarze sytuacji strategicznych. Dokonanie podziału przez 

Johna Nasha na gry kooperacyjne oraz niekooperacyjne pozwoliło na aplikację tego narzędzia 

do innych dziedzin, w tym do zarządzania, ekonomii czy socjologii. Teoria gier bada, w jaki 

sposób gracze powinni racjonalnie rozgrywać grę, gdy każdy z nich dąży do takiego jej 

zakończenia, które przyniesie mu najwyższą wypłatę. Wypłaty określają wartość wyniku gry 

dla poszczególnych graczy. Gracz to najczęściej jedna osoba (aczkolwiek możliwe są też 

koalicje (grupa graczy)), która świadomie podejmuje decyzje w najbardziej dla siebie korzystny 

sposób, niezależny od tego, co robią inni gracze. Strategia to kompletny opis postępowania 

gracza, uwzględniający wszystkie możliwe sytuacje, w jakich dany gracz może się znaleźć, 

przy czym strategię należy odróżnić od decyzji. Decyzja to wybór jednej z możliwości działania 

w konkretnej sytuacji, w jakiej gracz się znalazł [54]. 

 Za formalizacje procesu podejmowania decyzji odpowiedzialne są metody matematyczne. 

Korzysta się z nich, gdy istnieje możliwość zdefiniowania problemu decyzyjnego pod postacią 

numeryczną [51]. Dziedziny matematyczne, takie jak statystyka, optymalizacja, 

prawdopodobieństwo, teoria kolejek, sterowanie, teoria gier, modelowanie i badania 

operacyjne to dziedziny poświęcone w całości zastosowaniu matematyki w podejmowaniu 

decyzji. Są niezbędne do podejmowania trudnych wyborów w polityce publicznej, zdrowiu, 

biznesie, produkcji, finansach, prawie i wielu innych obszarach, w których znaczenie mają 

ludzkie przedsięwzięcia. Matematyka jest podstawą wielu decyzji. W tym tych, które 
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ekonomicznie generują energię elektryczną, osiągają zyski na rynkach finansowych, 

zatwierdzają nowe skuteczne leki, ważą dowody prawne, bezpiecznie latają samolotami, 

zarządzają złożonymi projektami budowlanymi i wybierają nowe strategie biznesowe [55].  

Metody normatywne (preskryptywne) określają, co powinno się robić lub jak powinno się 

coś zrobić. Optymalne rozwiązanie wyznaczane jest przez decydenta idealnego, 

wykorzystującego w pełnym stopniu posiadane informacje. Taki decydent kreśli korzyści  

z idealną dokładnością, a jego sposób działania jest całkowicie racjonalny. Metody normatywne 

mają najczęściej związek ze statystyką, ekonomią czy matematyką. Ich celem jest określenie 

optymalnej decyzji, a więc przynoszącej minimalne straty lub maksymalne korzyści. Mają one 

zastosowanie przy niskim stopniu złożoności problemów decyzyjnych [4], [5].   

Metody opisowe (deskryptywne, behawioralne) opracowane zostały przez badaczy  

w nawiązaniu do niedoskonałości modeli preskryptywnych. Celem tych modeli jest 

zrozumienie, w jaki sposób faktycznie podejmowane są decyzje i dlaczego procesy decyzyjne 

przebiegają w określony sposób. Badacze zazwyczaj kierują się indukcyjnym podejściem, 

analizując poszczególne przypadki w celu wyciągania ogólnych wniosków, opisując oraz 

wyjaśniając rzeczywiste procesy decyzyjne [5], [56]. Metody deskryptywne opierają się 

głównie na psychologii i socjologii. Psychologia analizuje, jak przebiegają procesy decyzyjne 

w umyśle człowieka. Bada, jak cechy osobowościowe wpływają na podejmowanie decyzji 

(chęć do ryzykowania, subiektywne kryteria oceny konkretnych wariantów). Psychologiczne 

podejście podejmuje próbę wyjaśnienia nieracjonalnego zachowania decydujących osób. 

Deskryptywne podejście przydaje się zwłaszcza w obszarze, gdzie metody normatywne 

zawodzą. Gdzie podejmowanie decyzji następuje w niepewnych warunkach. W tym zakresie 

powstała teoria subiektywnej użyteczności oczekiwanej (Subjective expected utility (SEU)). 

Socjologia zaś zajmuje się badaniem uwarunkowań społecznych: miejsca decydenta w 

przedsiębiorstwie, wpływu stylu kierowania, decydowania w grupie i związanych z tym 

konfliktów. Często dochodzi do konfliktu między decydentami, gdy decyzję podejmuje grupa 

osób. Każda osoba ma inne zdanie na dany temat, każdy decydent podjąłby inną decyzję 

związaną z danym tematem. Procedury podejmowania decyzji w efekcie powinny formułować 

jedną decyzję- najlepszą z perspektywy danego problemu. Bardzo ważne jest rozwiązanie 

powstałego konfliktu i wybór jednej decyzji. Można to uczynić dzięki wyborowi (na bazie 

określonych kryteriów) decyzji zaprezentowanej przez jednego decydenta bądź prosić ich o 

wybór jednej decyzji, która powstanie w wyniku kompromisu pomiędzy nimi. Jest to lepsza 

opcja, ponieważ uwzględnia opinie wszystkich osób, które brały udział w procesie 

podejmowania decyzji. Nie można prowadzić do powstania sytuacji, w której konflikt nie 
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zostanie rozwiązany. W socjologicznym podejściu więc chodzi o nieracjonalne zachowania 

decydentów, co wynika z działań w obrębie zdefiniowanej grupy społecznej. Jako przykład 

można podać analizę odrębności w trakcie procesu podejmowania decyzji w dużych, małych i 

średnich przedsiębiorstwach, nieformalnych i formalnych organizacjach. Analizie poddaje się 

też decyzje grupowe i czynniki mające wpływ na nie [57].  

Metody deterministyczne są używane do podejmowania decyzji w warunkach pewności. 

Zakładają one działania decydenta w środowisku bezkonkurencyjnym. Decyzją optymalną tutaj 

jest taka, która przynosi najwięcej korzyści [58]. 

Metody niedeterministyczne zajmują się ryzykiem i niepewnością w podejmowaniu 

decyzji. W odniesieniu do ryzyka skutki wyboru danej decyzji określane są przez rozkłady 

prawdopodobieństwa. Wykorzystują one przede wszystkim statystykę oraz teorię 

prawdopodobieństwa. W niepewnych warunkach nie da się posłużyć klasycznymi metodami 

statystycznymi z uwagi na problem z określeniem rozkładów prawdopodobieństwa skutków 

danej decyzji. Można w tym przypadku posłużyć się m.in. statystyką bayesowską i statystyczną 

analizą decyzyjną [58].   

Metody wielokryterialne stosowane są w trakcie wystąpienia więcej niż jednego kryterium 

oceny decyzji. Inwestorzy giełdowi dla przykładu często mają subiektywne koncepcje  

w związku z atrakcyjnością inwestycji w spółki, które należą do różnych przemysłowych branż. 

Poza tym często nakłada się ograniczenia prawne determinujące skład portfela [59].   

 Sztuczna inteligencja (w tym algorytmy maszynowego i głębokiego uczenia) jest coraz 

częściej wykorzystywana we wspomaganiu podejmowania decyzji. Sztuczna inteligencja, 

zwłaszcza w postaci modeli maszynowego i głębokiego uczenia, rozumiana jest jako 

uzupełnienie podstawowych metod teorii decyzji [60]. Ponieważ pojęcie sztucznej inteligencji, 

maszynowego i głębokiego uczenia są przedmiotem rozważań niniejszej pracy, zostały szerzej 

scharakteryzowane w rozdziale drugim.  

 W otoczeniu niepewności i ryzyka podejmuje się większą część decyzji zarządczych, 

ekonomicznych i finansowych. Dzieje się tak, ponieważ trudno jest przewidzieć efekty 

przyniesione w przyszłości w wyniku podjętej decyzji [61]. Trudno jest mówić o optymalnej 

decyzji (przynoszącej maksymalne korzyści) w kontekście decyzji zarządczej. Trzeba w tym 

przypadku mówić o decyzji przynoszącej satysfakcjonujące korzyści [62]. Autorzy podkreślają, 

że w sytuacji niepewności i ryzyka podjęcie optymalnej decyzji jest skomplikowane i trudne 

[63]. W momencie kierowania się zasadą korzyści satysfakcjonujących, która w literaturze 

znana jest jako zasada użyteczności subiektywnej i oczekiwanej, upraszcza się proces 

decyzyjny [64]. W zgodzie z tą zasadą każda alternatywa musi mieć określoną swoją 
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oczekiwaną użyteczność. Decydent powinien wybrać z tych alternatyw tę, o największej dla 

niego użyteczności. Należy „postawić poprzeczkę” na poziomie ani za niskim- dla uniknięcia 

niezadowalającego wyniku, ani za wysokim- może być nieosiągalna. Podkreślić trzeba, że ta 

„poprzeczka” może z biegiem czasu być  stawiana coraz wyżej, a z coraz wyższym poziomem 

będzie decydenta zbliżać do optymalnej wartości [65].   

Bez względu na stosowane metody wspomagania podejmowania decyzji istotnym 

problemem jest ryzyko i niepewność w podejmowaniu decyzji. Problem ten został opisany  

w kolejnym podrozdziale [65].  

1.2. Ryzyko i niepewność w podejmowaniu decyzji 

Podejmowanie decyzji często zachodzi w warunkach, gdzie ryzyko i niepewność odgrywają 

kluczową rolę. W związku z tym analiza ryzyka staje się niezmiernie istotnym aspektem 

procesu decyzyjnego, który nie może być zignorowany. W literaturze identyfikuje się trzy 

główne kategorie definicji ryzyka, związane z istotnymi kwestiami dotyczącymi najlepszego 

wyboru i możliwości pomiaru stopnia ryzyka [63]: 

1. Ryzyko jako niemierzalne pojęcie (niepewność): definicje dotyczą sfery filozoficznej, 

psychologicznej i ekonomicznej. Wspólnym mianownikiem jest tutaj słowo 

„niepewność”. Za pomocą tego słowa bez elementów operacyjności autorzy definiują 

ryzyko [63]. 

2. Ryzyko bez wskazania właściwego sposobu pomiaru (mierzalne w sensie intuicyjnym): 

występuje tu wskazanie na mierzalność ryzyka bez wskazania najlepszego miernika. 

Stosowane w naukach ekonomicznych [63]. 

3. Ryzyko na podstawie kryterium mierzalności (empiryczna mierzalność): występują  

w tych definicjach mierniki typowe takie jak prawdopodobieństwo bądź jego synonimy 

(hazard). Miary takie jak odchylenie standardowe. Szeroko stosowane w dyscyplinie 

zarządzania z uwagi na wskazanie sposobu pomiaru ryzyka [63].  

W artykule [66] zwrócono uwagę na problemy z rozróżnieniem pojęć niepewności i ryzyka 

(odróżnienie to scharakteryzowano w podrozdziale 1.1). W przypadku ryzyka nieznany jest 

wynik. Znany za to jest rozkład prawdopodobieństwa, który rządzi tym wynikiem. Niepewność 

charakteryzuje zarówno nieznany rozkład prawdopodobieństwa, jak i nieznany wynik. Dla obu 

przypadków preferencje definiowane są przez losowe rozkłady wyników. Dla ryzyka przyjmuje 

się, że szanse te są obiektywne. Dla niepewności są subiektywne [66].  

Odpowiednie zarządzanie niepewnością i ryzykiem jest możliwe. Jego celem jest:  
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• identyfikacja i ocena ryzyka (niepewności), 

• rozpoznanie ryzyka (niepewności), 

• kontrola podjętych czynności, 

• sterowanie ryzykiem (niepewnością) [67].  

Ryzyko i niepewność jak wcześniej stwierdzono, związane są z rodzajem informacji 

posiadanej przez decydenta. Słowo ryzyko wywodzi się z włoskiego języka „rischio”. Termin 

jest spokrewniony z pojęciami w europejskich językach. M.in. z angielskim „risk”, niemieckim 

„risiko” [68]. Tym wszystkim lingwistycznym ujęciom towarzyszy obawa, że może pojawić 

się w niekorzystny rozwój sytuacji. Ryzyko oznacza działanie o nieznanym wyniku. Jest stanem 

o nieznanym rezultacie, jaki będzie w przyszłości osiągnięty. Jego alternatywy są możliwe do 

określenia, zakładając, że znane są szanse pojawienia się możliwych alternatyw. Działaniem  

o nieznanym rezultacie osiągniętym w przyszłości też jest niepewność. Dodatkowo nie da się 

określić alternatyw przy niepewności  [67].  

Celem zarządzania niepewnością i ryzykiem jest ograniczenie i zabezpieczenie przed ich 

skutkami. By właściwie zarządzać tymi zjawiskami, trzeba zdefiniować ich rodzaj i wpływ na 

funkcjonowanie organizacji. Dwa podejścia są wyodrębniane w zarządzaniu niepewnością  

i ryzykiem [69]:  

1. Pasywne: ochrona przed skutkami niepewności (ryzyka). Tworzone są finansowe 

rezerwy w celu pokrycia ewentualnych strat [69]. 

2. Aktywne: oddziaływanie wobec przyczyn ryzyka (niepewności). Próby uniknięcia 

niepewności i ryzyka, działania prewencyjne, przenoszenie niepewności i ryzyka na inne 

podmioty, dywersyfikowanie inwestycji, odwrotna pozycja na rynku terminowym 

(Hedging) [70].  

W zarządzaniu ryzykiem bardzo ważny jest jego pomiar. Dzięki niemu określić można 

wielkość podejmowanego ryzyka w zestawieniu z wielkością kapitału rozporządzanego przez 

przedsiębiorstwo oraz określić inwestycyjne limity [71]. Pomiar ryzyka pozwala na budowę 

właściwego portfela inwestycyjnego poprzez wyliczenie wielkości zysków i ryzyka. 

Odpowiednie metody mierzące ryzyko pozwalają przedsiębiorstwu na określenie pułapu strat, 

jakie może ponieść w danym okresie. Dla banków, towarzystw ubezpieczeniowych pomiar 

ryzyka jest niezbędny i uwarunkowany przepisami prawnymi. Ryzyko można zmierzyć 

najczęściej za pomocą [72]: 
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1. Ilościowej oceny ryzyka: z użyciem konkretnych miar ryzyka. Przykładowo ryzyko  

z wartością 4 będzie większe od ryzyka z wartością 2. Przy tej ocenie należy 

przeprowadzić odpowiedni pomiar ryzyka [72]. 

2. Oceny kategorii ryzyka: ryzyko dzielone jest na różne klasy (niewielkie, brak, średnie, 

duże). Typowe dla ryzyka politycznego, czy niedotrzymania warunków. Finansowe 

czasopisma często posiadają informacje dotyczące klasy ryzyka dla konkretnych 

instrumentów finansowych [73].  

W 2020 roku przeprowadzono analizę porównawczą metod maszynowego uczenia do 

pomiaru premii za ryzyko związane z aktywami [74].  W 2019 roku Avramov i in. ocenili 

ekonomiczne znaczenie procedur maszynowego uczenia [75]. W artykule [76] dotyczącym 

ryzyka i polityki korporacyjnej oraz maszynowego uczenia ustalono, że decyzje korporacji 

wiążą się z ryzykiem pogorszenia wynikającym z fundamentów firmy, zamiast 

krótkoterminowych czynników rynkowych, takich jak nastroje inwestorów, krótkoterminowe 

tarcia rynkowe i behawioralne wzorce handlowe. Za pomocą regresji metodą zwykłych 

najmniejszych kwadratów (Ordinary least squares regression (OLS)) i logistycznej (Logistic 

regression) wykazano, że nowa miara przewiduje spójne redukcje dźwigni finansowej, 

zatrudnienia i wypłaty dywidend czy wykupu akcji wraz ze wzrostem zasobów gotówkowych. 

Związek między zmianami polityki korporacyjnej a zmianami stóp zwrotu z akcji i zysków był 

w większości nieznaczący. Do badania przewidywalności polityk korporacyjnych użyto 

regresję lasso w połączeniu z kompleksowym zestawem predyktorów. Artykuł rozszerzył 

rosnącą literaturę dotyczącą analizy tekstu, pokazując, że oparta na tekście miara, która 

obejmuje szerszy zestaw słów związanych z ryzykiem spadkowym, miała silną moc 

predykcyjną w strukturze kapitału korporacyjnego, inwestycji, środków pieniężnych i polityki 

wypłat wykraczających poza istniejące zmienne tekstowe i inne [76]. 

W procesie podejmowania decyzji niezwykle ważne jest kontrolowanie każdego działania. 

Skuteczność wybranych metod ograniczających ryzyko musi być kontrolowana. Kontrolować 

też należy m.in. efektywność podjętych działań w obszarze zarządzania ryzykiem oraz stopień 

zgodności działań z właściwymi programami. Oba pojęcia mają ogromny wpływ na następstwa 

podejmowanych decyzji [76].  

Podsumowując dywagacje w tym podrozdziale, można stwierdzić, że decyzje podejmowane 

przez decydenta najczęściej określane są przez pewne prawdopodobieństwo, a więc osoba 

decydująca może być bardziej lub mniej pewna danego rozwiązania (decyzje charakteryzuje 

określony stopień pewności). Metody wspomagania podejmowania decyzji niosą decydentowi 

pomoc w zarządzaniu niepewnością i ryzykiem. Kolejny podrozdział zatem dotyczy analizy 
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wybranych, spotykanych najczęściej w literaturze metod wspomagające podejmowanie 

decyzji.  

1.3. Charakterystyka wybranych metod wspomagania podejmowania 

decyzji 

Do podstawowych metod wspomagania podejmowania decyzji zalicza się: 

1. Programowanie matematyczne (Mathematical programming): należy do kategorii metod 

matematycznych. 

2. Metoda Simpleks (Simplex method): należy do kategorii metod matematycznych. 

3. Analiza techniczna (Technical analysis): należy do kategorii metod deterministycznych. 

4. Analiza fundamentalna (Fundamental analysis): należy do kategorii metod 

deterministycznych. 

5. Metoda połączona (analiza techniczna i fundamentalna): należy do kategorii metod 

deterministycznych. 

6. Analiza regresji: należy do kategorii metod opartych na podejściu normatywnym bądź 

opisowym. 

7. Autoregresyjna zintegrowana średnia ruchoma (Autoregressive Integrated Moving 

Average (ARIMA)): należy do kategorii metod opartych na podejściu normatywnym 

bądź opisowym. 

8. Wielokryterialna analiza decyzji (Multiple-criteria Decision Analysis (MCDA)): należy 

do kategorii metod wielokryterialnych. 

9. Sztuczne sieci neuronowe (Artificial Neural Networks (ANN)): należą do kategorii metod 

sztucznej inteligencji (w tym algorytmów uczenia maszynowego i głębokiego) i inne 

metody maszynowego uczenia. 

Programowanie matematyczne (Mathematical Programming) jest jedną  

z najważniejszych metod dostępnych w ilościowym podejmowaniu decyzji. Ogólnym celem 

programowania matematycznego jest znalezienie optymalnego rozwiązania w zakresie alokacji 

ograniczonych zasobów do wykonywania konkurencyjnych działań. Optymalizację definiuje 

się w odniesieniu do ważnych kryteriów oceny wydajności, takich jak koszt, czas i zysk. 

Wyróżnia się kilka rodzajów problemów programowania matematycznego (tabela 1.1). 
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Tabela 1.1. Rodzaje problemów matematycznego programowania 

Kryterium Problemy  

Postać ograniczeń oraz funkcji celu  
1. Programowanie liniowe. 

2. Programowanie nieliniowe. 

Charakter parametrów 
1. Deterministyczne. 

2. Niedeterministyczne. 

Typ zmiennych 

1. Dyskretne  

(Programowanie liniowe całkowitoliczbowe, 

Programowanie zero-jedynkowe (binarne). 

2. Ciągłe. 

Ilość etapów procesu decyzyjnego 
1. Jednoetapowa statystyczna optymalizacja. 

2. Wieloetapowa dynamiczna optymalizacja. 

Ilość kryteriów 
1. Jednokryterialne. 

2. Wielokryterialne. 
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Źródło: opracowanie własne na podstawie  [77].

  Programowanie matematyczne polega na poszukiwaniu  optymalnej (min  lub max) wartości

funkcji  kryterium,  w  przypadku,  gdy  podejmowane  działania  mogą  być  wyrażone  w  postaci

liczbowej. Na działania są narzucone zwykle pewne ograniczenia  wyznaczające  zbiór działań

dopuszczalnych  [77].  Dalsza część pracy charakteryzować będzie  najpopularniejsze problemy

programowania matematycznego.

  Ogólna postać zadania programowania matematycznego  zapisana jest w następujący sposób

[77]:

(max lub  min)𝑧  =  𝑓(𝑥1,  𝑥2,  …  ,  𝑥𝑛)
przy ograniczeniach  𝑔1(𝑥1,  𝑥2,  …  ,  𝑥𝑛)  ≤  0
𝑔2(𝑥1,  𝑥2,  …  ,  𝑥𝑛)  ≤  0  1.1
...

𝑔𝑚(𝑥1,  𝑥2,  …  ,  𝑥𝑛)  ≤  0

  Funkcja  𝑓(𝑥1,  𝑥2,  …  ,  𝑥𝑛)  to  funkcja  celu, która  jest  minimalizowana lub maksymalizowana,

przy  założeniu,  że  wszystkie  ograniczenia  (nierówności)  są  spełnione.  Funkcje  być  mogą

dowolnej postaci.

  Programowanie liniowe  (Linear Programming) jest koncepcją  związaną  z  problemami, w

których  wszystkie funkcje (zarówno  𝑓  jak i  𝑔  )  są  liniowe.

  Programowanie  nieliniowe  (Nonlinear  Programming)  występuje,  gdy  chociaż  jedna

z  funkcji  jest nieliniowa.
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Ogólnie problem programowania liniowego sformułować można przy założeniu, że funkcje 

mają postać liniową, a więc są postaci [77], [78]: 

 

 𝑓(𝑥1, 𝑥2, … , 𝑥𝑛) = 𝑐0 + 𝑐1𝑥1 +⋯+ 𝑐𝑛𝑥𝑛 1.2 

 

Wzór reprezentuje funkcję celu, która jest liniową kombinacją zmiennych niezależnych 

𝑥1, 𝑥2, … , 𝑥𝑛, gdzie 𝑐0, 𝑐1, 𝑐2, … , 𝑐𝑛 są współczynnikami wpływu każdej z tych zmiennych na 

wynik funkcji celu [77].  

Należy zwrócić uwagę na ostatnie ograniczenie. Wszystkie zmienne muszą być nieujemne. 

To ograniczenie musi zawsze występować w standardowej postaci problemu programowania 

liniowego. Należy pamiętać, że wszystkie znaki w ograniczeniach są postaci „≤”. Jeśli istnieje 

potrzeba użycia ograniczenia w przeciwną stronę, tzn. ze znakiem „≥” należy przemnożyć całą 

nierówność przez −1 [78]. 

Podobnie jest z maksymalizacją i minimalizacją. Jeśli wystąpi problem z maksymalizacją, 

to można uzyskać minimalizację, przemnażając funkcję celu przez −1, i odwrotnie (ogólnie 

minimalizacja 𝑓(𝑥) jest tym samym co maksymalizacja −𝑓(𝑥)) [78]. 

Programowanie liniowe całkowitoliczbowe (Integer Linear Programming (ILP)) jest 

przykładem programowania matematycznego, które należy do dyskretnych problemów. Jest 

programowaniem liniowym, na które nałożono warunki, gdzie zmienne przyjmują całkowite 

wartości dodatnie (rozwiązaniem może być m.in. ¾ człowieka bądź ½ kanapy).  Dodatkowo 

zakłada się, że wszystkie zmienne 𝑥1, 𝑥2, … , 𝑥𝑛 muszą być całkowite, tj. przyjmować wartości 

postaci 0,1,2, … Problem ten jest dużo trudniejszy, stąd ograniczenia do całkowitych wartości 

zmiennych należy unikać (o ile można) [77].  

Programowanie zero-jedynkowe (binarne) (Binary Integer Programming (BIP)) występuje, 

gdy zmiennych w kontekście programowania całkowitoliczbowego dotyczy dodatkowe 

ograniczenie. Zmienne muszą być nie większe od 1 (czyli przyjmują tylko 0 lub 1) [78]. 

Modele programowania nieliniowego niestety często są niewystarczające w opisie 

gospodarczej rzeczywistości. Liniowy model przybliża jedynie realną ekonomiczną sytuację. 

Uzyskanie opisu układu gospodarczego adekwatnie odzwierciedlającego rozpatrywane relacje 

ekonomiczne możliwe jest natomiast dzięki zastosowaniu modelu, który będzie brał pod uwagę 

wszystkie jego komplikacje. Programowanie liniowe często do tego jest wykorzystywane [78].  

Deterministyczne parametry charakteryzują się znanymi i ustalonymi wartościami. 

Przykładem może być optymalizacja produkcji w firmie, gdzie wszystkie koszty i popyt są 

znane z dokładnością do konkretnych liczb [77].  
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Niedeterministyczne parametry odznaczają się pewnym stopniem niepewności co do ich 

wartości. Przykładem może być optymalizacja przy użyciu podejścia wielokryterialnego  

w sytuacji, gdy parametry (m.in. koszty, zapotrzebowanie) mogą przyjmować różne, nieznane 

z góry wartości [77].  

Wieloetapowa dynamiczna optymalizacja dotyczy decyzji podejmowanych w wielu 

punktach czasowych, z uwzględnieniem zmian w czasie. Jako przykład można podać 

optymalizację inwestycji w portfelu finansowym, gdzie decyzje podejmowane są cyklicznie  

w zależności od zmieniających się warunków rynkowych [77].  

Wielokryterialne problemy charakteryzują się co najmniej dwoma kryteriami, które mogą 

być sprzeczne (m.in. maksymalizacja zysku przy minimalizacji kosztów). W tym wypadku 

poszukiwany jest kompromis między różnymi celami [77], [78]. 

Metoda Simpleks (Simplex method) służy do rozwiązywania zagadnień programowania 

liniowego, wykorzystując komputerowe programy specjalistyczne lub specjalne pakiety  

w arkuszach kalkulacyjnych (m.in. EXCEL z pakietem SOLVER). Twórcą metody Simpleks 

jest B. Dantzing (1947 r.), a jej wprowadzenie zainicjowało burzliwe wykorzystanie metod 

matematycznych w praktyce rozwiązywania wielu sformułowanych, a dotąd nierozwiązanych 

problemów decyzyjnych. Polega ona na sekwencyjnym (krokowym) i ściśle ukierunkowanym 

(efektywnym) przeglądzie tzw. rozwiązań bazowych. Rozwiązania bazowe związane są  

z postacią kanoniczną zadania programowania liniowego (warunki ograniczające w postaci 

równości). Dlatego punktem wyjścia w algorytmie Simpleks jest postać kanoniczna 

rozwiązywanego zadania programowania liniowego [79], [80]. 

Metoda Simpleks jest uniwersalną metodą rozwiązywania zadań liniowego programowania. 

Gdy w zadaniu ma się do czynienia z dwiema zmiennymi decyzyjnymi, rozwiązać je można za 

pomocą metody geometrycznej. Istotą metody geometrycznej (graficznej) jest znalezienie 

rozwiązania zagadnienia liniowego programowania pośród wierzchołków wieloboku, który 

powstał przez warunki brzegowe oraz ograniczenia. Metodę geometryczną stosuje się 

zwłaszcza podczas rozwiązywania zadań posiadających małą ilość zmiennych decyzyjnych 

[79].  

Funkcja celu w metodzie Simpleks jest opisana następująco [79], [81]:  

 min: 𝑧 =∑  

𝑛

𝑗=1

𝑐𝑗𝑥𝑗  1.3 

gdzie: 

𝑐𝑗 – współczynniki kosztu funkcji celu, 
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𝑎𝑖𝑗 – współczynniki macierzy ograniczeń (technologiczne) [81]. 

Warunki ograniczające są następujące: 

a.  

∑𝑎𝑖𝑗𝑥𝑗 = 𝑏𝑖

𝑛

𝑗=1

 

b. 𝑖 = 1, 2, … ,𝑚 

c. 𝑥𝑗 ≥ 0, 𝑏𝑖 ≥ 0, 𝑗 = 1, 2, … , 𝑛 

Własności zadania programowania liniowego są następujące:  

1. Optymalne rozwiązanie położone jest w wierzchołkowym punkcie zbioru 

dopuszczalnych rozwiązań 𝐷. To znaczy, że nie ma kombinacji liniowej punktów ze 

zbioru 𝐷, dla której ten punkt jest wynikiem. 

2. Zbiór wypukły zawiera w sobie dopuszczalne rozwiązania 𝐷. 

3. Macierz ograniczeń 𝐴 (𝑚 𝑥 𝑛) ma (
𝑚

𝑛
) wierzchołkowych punktów. Wierzchołkowy 

punkt zbioru 𝐷 określony jest przez 𝑚 niezależnych liniowo wektorów 𝑝𝑗. Wektorów 

takich jest dokładnie (
𝑚

𝑛
). 

4. Zmienne bazowe w wierzchołkowych punktach mają tylko wartość dodatnią  

(zmienne 𝑥𝑗, które stoją przy 𝑝𝑗 w konkretnym wierzchołkowym punkcie), niebazowe 

zmienne = 0. 

5. Dodatnich jest precyzyjnie 𝑛 zmiennych. Pozostałe to zera. Sympleksem nazywa się 

wypukły wielościan [81]. 

Metoda Simpleks znajduje optymalne rozwiązanie (jeśli takie istnieje) bez przeglądania 

wszystkich wierzchołkowych punktów. Polega na przechodzeniu od wierzchołka do 

wierzchołka (to jest równoznaczne z wymianą w bazie jednego wektora). Po każdym z przejść 

otrzymuje się bliższe optymalnemu rozwiązanie. Praktyczna złożoność tego problemu wynosi 

2𝑛 [81]. 

Kolejną bardzo ważną grupą metod wartą uwagi są metody wspomagania inwestycji na 

kapitałowym rynku. Opisywane metody złożone są z dwóch głównych kategorii: technicznej  

i fundamentalnej analizy [82].  

Analiza techniczna (Technical analysis) to metoda badająca trendy cenowe. Wykorzystuje 

historyczne kursy papierów wartościowych oraz wolumenu obrotów i pozycji otwartych  

w terminowych kontraktach prezentowanych na wykresach i w zbiorach danych z giełdowych 

sesji. Analitycy na ich podstawie przewidują rynkowe trendy na różne okresy, co zależy od 
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przyjętego inwestycyjnego horyzontu. Techniczny analityk nie jest zainteresowany czynnikami 

wpływającymi na układ sił popytu i podaży. Za zadanie ma prognozowanie czy przyszłość 

będzie się charakteryzowała przewagą podaży, czy popytu [82].  

Analiza ta opiera się zwłaszcza na danych historycznych, które nie mają korzeni w raportach 

czy bilansach bądź w rachunkach strat i zysków, za to w danych z rynku kapitałowego. Różne 

wskaźniki technicznej analizy są budowane na podstawie tych danych (tabela 1.2) [83]. 

 

Tabela 1.2. Wskaźniki technicznej analizy 

Oscylatory Wskaźniki nastroju Wskaźniki śledzenia trendu 

1. Wskaźnik Tempa Zmian (Rate 

of Change (ROC)): pokazuje, 

w jaki sposób zmieniała się 

cena danego instrumentu 

finansowego w określonym 

okresie. 

2. Stochastyczny oscylator 

(Stochastic Oscillator): 

służący do generowania 

sygnałów wykupienia  

i wyprzedaży. 

3. Wskaźnik Siły Względnej 

(Relative Strength Index 

(RSI)): mierzy szybkość  

i wielkość ostatnich zmian cen 

papieru wartościowego, aby 

ocenić przewartościowanie lub 

niedowartościowanie ceny 

tego papieru wartościowego.  

4. Momentu (Impet): określa, czy 

trend zyskuje i będzie 

kontynuowany, czy wręcz 

przeciwnie – traci na sile i 

niedługo zatrzyma się lub 

odwróci. 

5. Wskaźnik siły (Force Index): 

pomaga określić punkt 

równowagi rynkowej oraz 

odchylenia od równowagi. 

1. Współczynnik sprzedaży  

i kupna (Put-Call Ratio 

(PCR)): używany przez 

inwestorów do oceny 

perspektyw rynku. 

2. Nowy szczyt i nowy najniższy 

indeks (New High-New Low 

Index (NH-NL)): umożliwia 

dostęp do listy akcji, które 

osiągnęły lub zrównały się  

z nowym najwyższym, lub 

najniższym kursem  

w określonym okresie. 

3. Zobowiązania Handlowe 

(Commitments of Trade 

(COT)): zapewnia 

kompleksową i wysoce 

konfigurowalną graficzną 

reprezentację raportu 

Commodity Futures Trading 

Commission (CFTC) na temat 

otwartych pozycji na rynku, 

publikowanego w każde 

piątkowe popołudnie na 

podstawie otwartych pozycji  

z poprzedniego wtorku. 

4. Bullish Consensus: mierzy 

nastroje na rynku poprzez 

1. Zbieżność/rozbieżność średniej 

kroczącej (Moving average 

convergence/divergence 

(MACD/MAC-D)): wskaźnik 

bada zbieżności i rozbieżności 

średnich ruchomych. 

2. MACD Histogram: histogram 

MACD mierzy odległość 

pomiędzy MACD a jego linią 

sygnałową (9-dniowa 

wykładniczą średnią kroczącą 

(Exponential Moving Average 

(EMA MACD)). 

3. Wskaźnik 

Akumulacji/Dystrybucji 

(Accumulation/Distribution 

(A/D)): informuje czy zmianom 

cen towarzyszą zwiększone 

ruchy akumulacyjne, czy 

dystrybucyjne na danym rynku. 

4. Objętość salda (On Balance 

Volume (OBV)): wskaźnik 

dynamiki handlu, który 

wykorzystuje przepływ 

wolumenu do przewidywania 

zmian cen akcji. 

5. Średnia ruchoma (Moving 

average (MA)): reprezentuje 

sumę cen zamknięcia papieru 
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6. Wskaźnik Kanału 

Towarowego (Commodity 

Channel   Index (CCI)): 

wskaźnik techniczny mierzący 

różnicę pomiędzy ceną bieżącą 

a ceną średnią historyczną. 

ankietowanie wybranych 

uczestników. 

5. Indeks Spadków/Wzrostów 

(Decline/Advance Index): 

wskaźnik szerokości rynku, 

który reprezentuje 

skumulowaną różnicę między 

liczbą spółek rosnących  

i spadających w ramach 

danego indeksu. 

wartościowego w określonej 

liczbie okresów, która jest 

następnie dzielona przez 

całkowitą liczbę okresów.  

 Źródło: Opracowanie własne na podstawie [83]. 

 

Wskaźniki śledzące trendy osiągają optymalne rezultaty w przypadku, gdy ceny podlegają 

ruchom, jednak ich sygnały stają się nieprawidłowe w horyzontalnych trendach. Wskaźniki te 

charakteryzują się opóźnionym reagowaniem na zmiany w trendzie, co objawia się zmianą 

kierunku po odwróceniu trendu. Z kolei oscylatory identyfikują punkty zwrotne na rynkach  

o płaskim kształcie, ale ich sygnały są przedwczesne, gdy zaczyna się nowy trend wzrostowy 

lub spadkowy. Oscylatory mogą działać równocześnie z trendem lub nawet go wyprzedzać. 

Natomiast wskaźniki nastroju umożliwiają analizę psychologii mas inwestorów, pełniąc rolę 

wskaźników prowadzących lub równoczesnych w odniesieniu do obecnego trendu rynkowego 

[83]. 

Analiza fundamentalna (Fundamental analysis) opiera się na koncepcji wartości 

wewnętrznej. Oznacza to, że aktualna cena opiera się na informacjach jakościowych  

i ilościowych. Takie podejście przyjmuje hipoteza rynku efektywnego (Efficient market 

hypothesis (EMH)) w perspektywie długoterminowej. Jednak w krótkim okresie zakłada, że 

mogą wystąpić pewne nieefektywności. Z drugiej strony analiza techniczna opiera się na 

danych historycznych, aby znaleźć wzorce i przewiduje przyszłe ruchy cen akcji.  

W przeciwieństwie do analizy fundamentalnej podejście to koncentruje się głównie na krótkim 

okresie [84].  

Obie opisane analizy (fundamentalna i techniczna) są ważne. Obie opisane analizy 

(fundamentalna i techniczna) są ważne. Potężnym narzędziem można dysponować, posiadając 

w połączeniu umiejętność identyfikacji niedowartościowanych i przewartościowanych akcji za 

pomocą użycia metod analizy fundamentalnej w połączeniu ze zdolnością wyczucia 

właściwego momentu dzięki analizie technicznej [85].  
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Analiza regresji jest wykorzystywana we wspomaganiu podejmowania decyzji. Jest to 

statystyczna metoda, używana do modelowania związków między dwiema bądź więcej 

zmiennymi. W przypadku badania generalnej populacji posługuje się nią z uwagi na 

równocześnie co najmniej dwie cechy mierzalne. Model regresji analitycznie wyjaśnia związek 

między zmienną zależną- objaśnianą- 𝑌 a niezależną- objaśniającą- 𝑋 [86]. 

Analiza regresji tłumaczy kształtowanie się wartości zmiennej objaśnianej na skutek wpływu 

zmiennej objaśniającej. Określa ona kształt, rozkład (przyjmuje postać nieliniową lub liniową). 

Gdy między badanymi cechami ustalona korelacja jest dość silna, znajduje się funkcję regresji. 

Korelacja jest poziomem relacji liniowej (relacja zmniejsza lub zwiększa się w stałym tempie). 

Znalezienie funkcji regresji pozwala na przewidzenie obserwacji zmiennych losowych 𝑋 i 𝑌  

w próbie losowej populacji badanej. Otrzymane wyniki przedstawiane są w formie punktowego 

wykresu (diagramu korelacyjnego/rozproszenia). Wartości cech usytuowane powinny być  

w układzie współrzędnych w postaci punktów. Później na wykresie doszukuje się pewnej 

krzywej, która najlepiej zobrazuje ogólną tendencję zmiany jednej wartości zmiennej przez 

wpływ na nią wartości drugiej zmiennej. W szczególnym wypadku ta krzywa może mieć postać 

prostej. Współzależność pomiędzy cechami badanymi jest tym większa, im bardziej skupione są 

punkty na wykresie wokół tendencji ogólnej. Analiza regresji umożliwia udzielenie odpowiedzi 

na pytanie, o ile średnio wartość jednej zmiennej 𝑌 wzrośnie, gdy wartość zmiennej drugiej  

𝑋 wzrośnie o jedną jednostkę. Gdy linia regresji jest nachylona ujemnie- sytuacja jest odwrotna. 

W tym przypadku ze spadkiem wartości zmiennej 𝑋 spada wartość zmiennej 𝑌 [86].  

Do głównych rodzajów regresji wykorzystywanych we wspomaganiu decyzji zalicza się 

regresję liniową, nieliniową oraz wieloraką [86].  

Liniowa regresja to bardzo powszechny typ modelu używany w analizie predykcyjnej dla 

ciągłych danych. Dopasowanie do sytuacji funkcji liniowej, w której wzdłuż linii prostej 

układają się punkty na wykresie, to sytuacja, w której regresja jest liniowa [86]:  

 

 𝑦 = 𝑎0 + 𝑎1𝑥+∈ 1.4 

 

gdzie:  

y – zmienna objaśniana (zależna), 

𝑎0 – wyraz wolny, punkt przecięcia linii prostej 𝑦 = 𝑎0 + 𝑎1𝑥 z osią rzędnych (linia nie zawiera 

składnika losowego, jest składnikiem nielosowym, systematycznym modelu), 
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𝑎1 – współczynnik regresji, nachylenie linii 𝑦 = 𝑎0 + 𝑎1𝑥 informuje, o ile przeciętnie wzrośnie 

(𝑎 > 0) lub spadnie (𝑎 < 0) wartość zmiennej 𝑌, gdy wartość zmiennej 𝑋 wzrośnie  

o jednostkę, 

𝑥 – zmienna objaśniająca (niezależna, predyktor), 

∈ – składnik losowy modelu (błąd). 

Forma jest liniowa w parametrach, ponieważ wszystkie składniki równania to albo stała, 

albo parametr pomnożony przez zmienną niezależną 𝑋. Równanie regresji liniowej sumuje 

warunki w sposób prosty. Choć model musi być liniowy w parametrach, można podnieść 

zmienną niezależną do wykładnika, aby dopasować krzywą. Oba rodzaje regresji (liniowa i 

nieliniowa) pozwalają dostosować się do krzywizny. Regresja nieliniowa cechuje się większą 

elastycznością w dostosowywaniu się do różnych kształtów krzywych [86].  

Z reguły na początek używa się najpierw regresji liniowej, by określić, czy może pasować 

do określonego typu krzywej w posiadanych danych. Gdy ciężko jest uzyskać odpowiednie 

dopasowani za pomocą regresji liniowej, być może należy wybrać nieliniową regresję [86].  

Regresja liniowa może modelować krzywe, lecz jest stosunkowo ograniczona pod względem 

kształtów krzywych, które może dopasować. Nie pasuje czasami do określonej krzywej  

w posiadanych danych. Nieliniowa pozwala na dopasowanie więcej typów krzywych, wymagać 

może jednak większego nakładu pracy w celu znalezienia jak najlepszego dopasowania oraz 

interpretacji roli niezależnych zmiennych. 𝑅-kwadrat to miara, która mierzy stopień 

dopasowania modelu regresji do danych. Ponadto miara 𝑅-kwadrat nie jest prawidłowa dla 

nieliniowej regresji [87].  

By wyznaczyć model regresji liniowej, trzeba policzyć parametry 𝑎0 i 𝑎1. Służy temu metoda 

najmniejszych kwadratów. Dzięki tej metodzie współczynniki znalezione dopasowują najlepiej 

do danych funkcję regresji. Metoda pozwala na ustalenie parametrów 𝑎0 i 𝑎1 tak, by wedle 

danych z próby 𝑛 wartości (𝑥𝑖, 𝑦𝑖) suma kwadratów odchyleń empirycznych wartości 𝑦𝑖 od 

wartości teoretycznych 𝑦̂𝑖 była minimalna [88]: 

 

 𝑆 =∑(𝑦𝑖 − 𝑦̂𝑖)
2 =∑(𝑦𝑖 − 𝑎1𝑥𝑖 − 𝑎0)

2 = 𝑚𝑖𝑛𝑖𝑚𝑢𝑚

𝑛

𝑖=1

𝑛

𝑖=1

 1.5 

 Wartości parametrów 𝑎0 i 𝑎1 oblicza się ze wzorów: 

 𝑎0 = 𝑦̅ − 𝑎1𝑥̅ 1.6 
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 𝑎1 =

  ∑(𝑥𝑖 − 𝑥̅)(𝑦𝑖 − 𝑦̅)

𝑛

𝑖=1

 

 ∑(𝑥𝑖 − 𝑥̅)2
𝑛

𝑖=1

=
𝑐𝑜𝑣(𝑥, 𝑦)

𝑆2(𝑥)
 1.7 

 

gdzie: 

𝑆2(𝑥) − wariancja, 

𝑐𝑜𝑣(𝑥, 𝑦) − kowariancja. 

Stopień rozproszenia empirycznych punktów dookoła linii regresji, a więc różnice pomiędzy 

wartościami teoretycznymi i empirycznymi zmiennej objaśnianej są nazywane resztami (𝑢𝑖 =

𝑦𝑖 − 𝑦̂𝑖). Określają dokładność dopasowania oszacowanego modelu liniowej regresji do 

empirycznych danych. Miary określające dokładność oszacowanego modelu liniowej regresji to 

[88]:  

1. Odchylenie standardowe składnika resztowego 𝑆(𝑢): to pierwiastek z sumy kwadratów 

reszt podzielonej przez liczbę obserwacji pomniejszoną o 2. Ta miara określa, o ile, 

przeciętnie biorąc, wartości empiryczne zmiennej objaśnianej odchylone są od wartości 

teoretycznych tej zmiennej, obliczonej na podstawie funkcji regresji. Bardziej pożądane 

są mniejsze wartości, ponieważ wskazują, że obserwacje znajdują się bliżej wyznaczonej 

prostej regresji. Odchylenie standardowe składnika resztowego to też miara błędu 

prognozy [88]: 

 
𝑆𝑢 = √

  ∑(𝑦𝑖 − 𝑦̂𝑖)2
𝑛

𝑖=1

 

 𝑛 − 2 

 

 

1.8 

 

2. Współczynnik zmienności resztowej 𝑉𝑢: współczynnik określa, jaki procent średniego 

poziomu zmiennej objaśnianej stanowią losowe wahania, których miarą jest 𝑆𝑢. Parametr 

𝑉𝑢 to miernik relatywnej wielkości błędu losowego. Niektórzy autorzy postulują, że błąd 

ten można umownie uznać za dopuszczalny, jeśli 𝑉𝑢 < 15%. Liczony jest przez dzielenie 

odchylenia standardowego składnika resztowego przez średni poziom cechy [88]: 
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 𝑉𝑢 =
𝑆𝑢
𝑦‾
⋅ 100% 1.9 

 

3. Współczynnik determinacji 𝑅2: kolejna ważna miara dopasowania funkcji regresji do 

danych empirycznych. Definiuje, jaki procent wariancji zmiennej objaśnianej wyjaśniony 

został przez funkcję regresji. Współczynnik przyjmuje wartości z przedziału < 0; 1 >  (<

0%; 100% >). Model regresji tym lepiej opisuje zachowanie się badanej zmiennej 

objaśnianej, im 𝑅2 bliższy jest jedności (bliższy 100%). Obliczany jest na podstawie reszt 

z modelu i odchyleń wartości empirycznych od średniej, bądź jako kwadrat współczynnika 

korelacji liniowej Pearsona [83]: 

 𝑅2 = 1 −

  ∑(𝑦𝑖 − 𝑦̂𝑖)
2

𝑛

𝑖=1

 

 ∑(𝑦𝑖 − 𝑦‾𝑖)
2

𝑛

𝑖=1

 1.10 

 

𝑅2 = 𝑟𝑥𝑦
2  

 

4. Współczynnik zbieżności (indeterminacji) 𝜑2: przeciwieństwo współczynnika 

determinacji 𝑅2. Współczynnik zbieżności 𝜑2 określa, jaka część wariancji badanej 

zmiennej objaśnianej nie została wyjaśniona przez funkcję regresji. Korzystna sytuacja 

występuje, gdy 𝜑2 jest bliższy zera. Obliczyć można go na dwa sposoby [88]: 

 𝜑2 =

  ∑  

𝑛

𝑖=1

  (𝑦𝑖 − 𝑦̂𝑖)
2 

 ∑  

𝑛

𝑖=1

  (𝑦𝑖 − 𝑦‾𝑖)
2 

 1.11 

 

𝜑2 = 1 − 𝑅2 

5. Ostatni element analizy stanowi ocena jakości parametrów funkcji regresji 𝑎1 i 𝑎0: na 

podstawie dostępnych danych wyznacza się równanie regresji, ale nie znane jest równanie 

tej prostej w populacji. W związku z tym można popełnić błąd przy wyliczeniu 

współczynników 𝑎1 i 𝑎0. Dla oceny skali tych błędów wyznaczane są błędy średnie 

szacunku ocen parametrów funkcji regresji [88]: 
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𝑆𝑎1 =

            𝑆𝑢                    

 √∑  

𝑛

𝑖=1

  (𝑥𝑖 − 𝑥‾)2 
 1.12 

 

 

oraz 

 𝑆𝑎0 = 

√
  
  
  
  
  
  
  
 

  𝑆𝑢2∑ 

𝑛

𝑖=1

 𝑥𝑖
2 

 √𝑛∑  

𝑛

𝑖=1

  (𝑥𝑖 − 𝑥‾)2 

 

 
 

1.13 

 

Te błędy wskazują, o ile, przeciętnie biorąc, odchylają się oceny parametrów modelu 

regresji od ich prawdziwych wartości. Pożądane jest, żeby te błędy były jak 

najmniejsze. Przyjmuje się zatem, że ilorazy [88]:  

 𝑉𝑎1 =
𝑆𝑎1
𝑎1

 1.14 

 

 𝑉𝑎0 =
𝑆𝑎0
𝑎0

 1.15 

 

nie powinny przewyższać wartości 0,5 (50%) w wartości bezwzględnej. 

To bardzo ważne w przypadku parametru współczynnika kierunkowego 𝑎1, zaś dla 

wyrazu wolnego 𝑎0 nie jest konieczne, by ta własność była spełniona [88]. 

 Nieliniowa regresja (wielomianowa) to rozszerzenie liniowej regresji, w której chodzi  

o dopasowanie do krzywoliniowej relacji między docelową zmienną a zmienną niezależną. 

Regresja wielomianowa dodaje dodatkowe niezależne zmienne będące potęgami zmiennej 

oryginalnej. Przyjmuje się tutaj stopień jako 2, a zarazem buduje model kwadratowej regresji. 

Równanie nieliniowej regresji wygląda następująco [87]:  

 

 𝑌 = 𝑎0 + 𝛽1𝑋1 + 𝛽2𝑋2 1.16 
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gdzie: 

𝑌 − jest to zmienna, której zachowanie lub wartość jest modelowana, lub przewidywana na 

podstawie innych zmiennych, 

𝑎0 −  jest stałym wyrazem, który jest punktem przecięcia linii regresji z osią 𝑌 (oś pionowa)  

w przypadku, gdy wszystkie pozostałe zmienne niezależne (𝑋1 i 𝑋2) są równe zero, 

𝛽1 − jest współczynnikiem regresji (lub współczynnikiem nachylenia) dla zmiennej niezależnej 

𝑋1, 

𝛽2 − jest współczynnikiem regresji (lub współczynnikiem nachylenia) dla zmiennej niezależnej 

𝑋2. 

 Przed zbudowaniem jakiegokolwiek modelu regresji bardzo ważne jest, by przejrzeć wykresy 

punktowe i sprawdzić, czy obserwacje są ściśle dopasowane do linii regresji. Należy jednak 

pamiętać, że dodanie większej liczby zmiennych niezależnych do regresji nieliniowej może 

przepełnić model. Dlatego też należy zachować szczególną ostrożność przy dodawaniu większej 

liczby zmiennych do modeli regresji nieliniowej [87].  

Model regresji wielowymiarowej (wielorakiej) jest zastosowaniem wielu zmiennych 

objaśniających w przewidywaniu wartości zmiennej objaśnianej: 

 𝑌 = 𝑎0 + 𝑎1𝑥1 + 𝑎2𝑥2+. . . +𝑎𝑘𝑥𝑘+∈ 1.17 

 Podstawowy model regresji rozszerzono o dodatkowe zmienne objaśniające, gdyby regresja 

z jedną zmienną objaśniającą nie była w stanie osiągnąć wartości dostatecznej współczynnika 

determinacji 𝑅2. Celem tego jest zmniejszenie zmienności resztowej. Jest to uzasadnione tylko, 

gdy każda kolejna zmienna objaśniająca wprowadzana do modelu zwiększa wartość 

współczynnika determinacji. Regresja wieloraka ma ogólny cel ilościowego zrozumienia 

związków między zmienną zależną (kryterialną, objaśnianą) a wieloma zmiennymi 

niezależnymi (objaśniającymi). Miarami współzależności pomiędzy zmiennymi objaśniającymi 

𝑥1, 𝑥2, … , 𝑥𝑘 a zmienną objaśnianą 𝑌 są [89]: 

1. Współczynniki korelacji cząstkowej dla poszczególnych objaśniających zmiennych 

traktowanych osobno: ich zadaniem jest mierzenie siły związku między zmienną 𝑋,  

a zmienną pojedynczą 𝑌, eliminując jednocześnie wpływ wszystkich pozostałych 

objaśniających zmiennych [89]. 

2. Współczynnik korelacji wielorakiej: mierzący współzależność pomiędzy zmienną 𝑌  

a zmiennymi traktowanymi łącznie [89]. 
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Zdarza się sytuacja, gdy zależność między zmiennymi w analizie regresji jest nieliniowa. 

Często jednak dzięki odpowiedniej transformacji model nieliniowy sprowadza się do liniowej 

postaci. Nazywa się on linearyzowanym modelem [89]. 

Zalety analizy regresji obejmują zdolność do identyfikacji zmiennych, które mają 

statystycznie istotny wpływ na zmienną zależną w porównaniu do tych, których wpływ nie jest 

istotny statystycznie. Ponadto umożliwia poznanie kierunku wpływu wszystkich zmiennych na 

zmienną objaśnianą, zakładając jednocześnie stałość pozostałych zmiennych objaśniających 

(ceteris paribus). Analiza regresji pozwala również na odróżnienie precyzji oszacowań 

poszczególnych parametrów od dokładności ogólnego wyjaśnienia zachowania się zmiennej 

zależnej. Istnieje także możliwość identyfikacji zagrożeń związanych ze współliniowością, 

czyli sytuacji, gdy zmienne objaśniające są ze sobą silnie skorelowane, co może prowadzić do 

problemów z dokładnością szacunków. Należy jednak podkreślić, że analiza regresji wymaga 

wyodrębnienia w próbie statystycznej endogenicznej zmiennej (objaśnianej) i zestawu 

zmiennych niezależnych (objaśniających). Ponadto konieczne jest określenie formy regresji, 

takiej jak liniowa, nieliniowa (z wyborem konkretnej postaci, np. potęgowej, 

półlogarytmicznej, logistycznej), oraz ewentualnych transformacji zmiennych w ramach 

modelu. Nieprawidłowe decyzje w tych kwestiach mogą prowadzić do błędnych lub 

nieprecyzyjnych wniosków z analizy regresji [90].  

Autoregresyjna zintegrowana średnia ruchoma (Autoregressive Integrated Moving 

Average (ARIMA)) jest modelem analizy statystycznej wykorzystującym dane szeregów 

czasowych dla lepszego przewidywania przyszłych trendów lub zrozumienia zestawu danych. 

Model statystyczny jest autoregresyjny, gdy przewiduje wartości przyszłe na podstawie 

przeszłych wartości. ARIMA przewidywać może m.in. prognozować zarobki firmy, opierając 

się na poprzednich okresach bądź przyszłe ceny akcji na podstawie przeszłych ich wyników.   

Model ARIMA posiada następujące elementy [91], [92]: 

1. Autoregresja (Autoregression (AR)): odnosi się do modelu pokazującego zmienną 

zmieniającą się, ulegającą regresji według opóźnień własnych lub wcześniejszych 

wartości [91]. 

Modele autoregresyjne zakładają, że 𝑌𝑡 jest liniową funkcją poprzednich wartości i jest 

opisane równaniem [92]:  

 𝑌𝑡 = 𝛼1𝑌𝑡−1 + 𝜀𝑡 1.18 

 

Każda obserwacja składa się z komponentu losowego (szumu- 𝜀) oraz liniowej 

kombinacji poprzednich obserwacji. W równaniu tym 𝛼1 jest współczynnikiem 
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autoregresji [92]. 

2. Zintegrowane (Integrated (I)): reprezentuje zróżnicowanie obserwacji surowych, by 

czasowe szeregi stały się stacjonarne (znaczy, że wartości danych zastępowane są różnicą 

pomiędzy wartościami danych a wartościami poprzednimi) [91]. 

Proces zintegrowany jest zdefiniowany za pomocą równania [92]: 

 𝑌𝑡 = 𝑌𝑡−1 + 𝜀𝑡 1.19 

 

gdzie losowe zakłócenie 𝜀𝑡 jest szumem białym. Szum biały to termin używany  

w statystyce i analizie danych do opisania procesu losowego, w którym wszystkie próbki 

lub punkty danych są niezależne od siebie i pochodzą z tego samego rozkładu 

prawdopodobieństwa. Oznacza to, że w procesie szumu białego każda obserwacja jest 

niezależna od poprzednich i nie ma żadnej struktury ani zależności czasowej. 

3. Średnia ruchoma (Moving Average (MA)): zawarta jest zależność pomiędzy obserwacją 

a resztowym błędem z modelu ruchomej średniej użytego do opóźnionych obserwacji 

[91]. Obecna wartość procesu średniej ruchomej jest liniową kombinacją aktualnego 

zakłócenia oraz jednego lub więcej wcześniejszych zakłóceń. Rząd średniej ruchomej 

określa liczbę poprzednich okresów uwzględnionych w bieżącej wartości. Dlatego proces 

średniej ruchomej jest zdefiniowany za pomocą równania [92]: 

 𝑌𝑡 = 𝜀𝑡 − 𝜃1𝜀𝑡−1 1.20 

 

 W ARIMA każdy składnik funkcjonuje jako parametr z notacją standardową. Standardową 

notacją w przypadku modeli ARIMA będzie ARIMA z 𝑑, 𝑝 i 𝑞. Całkowite wartości zastępują 

parametry, by wskazać typ stosowanego modelu ARIMA. Parametry są definiowane 

następująco [91]: 

• 𝑑: ile razy różnicuje się obserwacje surowe (stopień zróżnicowania), 

• 𝑝: liczba obserwacji opóźnień w modelu (kolejność opóźnień), 

• 𝑞: rozmiar okna ruchomej średniej (rząd średniej ruchomej) [91].  

W regresji liniowej m.in. uwzględnia się liczbę oraz rodzaj terminów. Wartość 0 użyta jako 

parametr oznaczałaby, że dany składnik nie powinien być brany do modelu. Model ARIMA w 

ten sposób skonstruowany może być do pełnienia funkcji modelu autoregresji ze średnią 

ruchomą (Autoregressive and Moving Average (ARMA)), a także nawet modeli prostych AR,  

I bądź MA [91], [93].  

W autoregresyjnym zintegrowanym modelu ruchomej średniej różnicowane są dane po to, 

by uczynić go stacjonarnym. W pokazaniu stacjonarności modelu chodzi o pokazanie 
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niezmienności w czasie danych. Większość rynkowych i ekonomicznych danych pokazuje 

trendy, a więc różnicowanie ma na celu usunąć wszystkie struktury sezonowe lub trendy [94], 

[92].  

ARIMA to model statystyczny stosowany do prognozowania danych szeregów czasowych. 

Równanie ARIMA to rodzaj równania regresyjnego, w którym zmienne niezależne to 

opóźnienia zmiennej zależnej i/lub opóźnienia błędów prognozy. Równanie modelu ARIMA 

można zapisać jako [92]: 

 𝑦′(𝑡) = 𝑐 + 𝜙1∗𝑦′(𝑡 − 1) +⋯+ 𝜙𝑝∗𝑦′(𝑡 − 𝑝) + 𝜃1∗𝜀(𝑡 − 1) +⋯+ 𝜃𝑞∗𝜀(𝑡 − 𝑞) + 𝜀𝑡 1.21 

 

W równaniu tym występują trzy terminy [95]: 

1. AR: szereg czasowy jest regresowany na podstawie jego wcześniejszych wartości, takich 

jak m.in. 𝑦(𝑡 − 1), 𝑦(𝑡 − 2). Rząd opóźnienia jest oznaczany jako 𝑝 i określa, ile 

wcześniejszych obserwacji jest uwzględnianych w modelu. To jest komponent 

autoregresyjny, który uwzględnia wpływ wcześniejszych wartości tego samego szeregu 

czasowego na jego przyszłe wartości [92]. 

2. I: szereg czasowy jest przekształcany przez różnicowanie, aby uczynić go stacjonarnym. 

Rząd różnicowania jest oznaczany jako d i określa, ile razy dane są różnicowane, aby 

uzyskać stacjonarny szereg czasowy [92]. 

3. MA: szereg czasowy jest regresowany na podstawie reszt (błędów) z przeszłych 

obserwacji, takich jak m.in. błąd 𝜀(𝑡 − 1), błąd 𝜀(𝑡 − 2). Rząd opóźnienia błędu jest 

oznaczany jako q. Określa, ile poprzednich błędów jest uwzględnianych w modelu [92]. 

W powyższym równaniu y′(𝑡) to przetransformowany szereg czasowy po różnicowaniu, 

𝜙1 to współczynnik pierwszego składnika AR, 𝑝 to rząd składnika AR, 𝜃1 to współczynnik 

pierwszego składnika MA, 𝑞 to rząd składnika MA i 𝜀𝑡 to błąd modelu [92]. 

Warto zauważyć, że standardowy model ARIMA nie uwzględnia sezonowości w danych. 

Dla szeregów czasowych o znaczącym wzorcu sezonowym stosuje się model ARIMA 

sezonowego, który rozszerza koncepcję ARIMA o uwzględnienie sezonowości [92]. 

Wielokryterialna analiza decyzji (Multiple-criteria Decision Analysis (MCDA)) radzi 

sobie z wieloma celami sprzecznymi oraz różnymi interesariuszami obecnymi w procesie 

podejmowania decyzji. W ciągu ostatnich lat obserwowany jest rozwój metod MCDA [96].   

Metody MCDA mają za zadanie wspierać decydentów w trakcie wyboru 

najkorzystniejszego wariantu wśród wielu możliwych przy jednoczesnym uwzględnieniu 

mnogości kryteriów akceptowalności poszczególnych decyzyjnych wariantów. Jakość 

wariantów może też być oceniana przez kryteria, gdy dopuszczalne są wszystkie opcje. Problem 
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polega na wyborze subiektywnym najlepszego. Subiektywność tu dotyczy ważności 

poszczególnych kryteriów, ze względu na różnice w istotności niektórych czynników dla 

decydentów. Poza tym niedokładność i niepewność danych opisujących alternatywy mają 

wpływ na subiektywność oceny [97].  

Wielokryterialne problemy podzielić można na ciągłe (wielokryterialne programowanie 

liniowe) i dyskretne (rozwiązuje się je metodami opierającymi się na funkcji wartości lub 

funkcji użyteczności oraz metodami przewyższania rangi) [98].  

Teoria użyteczności/wartości definiuje relację dwurodzajową między wariantami (𝑎𝑖 oraz 

𝑎𝑗): preferencji (𝑎𝑖 𝑃 𝑎𝑗) (Preference) oraz obojętności (Indifference) (𝑎𝑖 𝐼 𝑎𝑗) jednego wariantu 

względem drugiego. Ta grupa metod pomija nieporównywalność decyzyjnych wariantów. 

Zakładają kompletność i przechodniość preferencji. Opierające się o relacje przewyższające 

metody (Outranking), poszerzają zbiór preferencyjnych podstawowych sytuacji. Wynikiem 

tego poszerzenia często jest obojętność decyzyjnych wariantów (𝑎𝑖 𝐼 𝑎𝑗), słaba preferencja- 

jednego wariantu względem drugiego (𝑎𝑖 𝑄 𝑎𝑗), silna preferencja- jeden wariant nad innym  

(𝑎𝑖 𝑃 𝑎𝑗)  i nieporównywalność pomiędzy zmiennością danych (𝑎𝑖 𝑅 𝑎𝑗). Preferencyjne sytuacje 

mogą być łączone w relację „przewyższania”, zawierającą słabą i silną preferencję (𝑎𝑖 𝑆 𝑎𝑗)  

i sytuacje obojętności [99].  

W metodach outrankingu scenariusze preferencji powiązane są z progami w nich 

stosowanymi. Trzy rodzaje progów to: obojętność (𝑞), preferencja (𝑝) oraz weto (𝑣). Progi 

umożliwiają rozpoznanie niepewności ocen na bazie gradacji preferencji. Ponadto, w wielu 

metodach wyprzedzania (m.in. ELECTRE III), słaba preferencja ma postać funkcji liniowej.  

W tej metodzie wartości z przedziału [0, 1] w miarę zbliżania się do progu 𝑝 rosną, a więc 

preferencje ulegają charakterystycznemu rozmyciu. Zastosowanie progów preferencji decyduje 

także o postaci kryterium preferencji, jakie stosowane jest w metodzie MCDA. Bez 

zastosowania żadnych progów, metoda MCDA stosuje tzw. prawdziwe kryterium. Użycie 

progów preferencji i obojętności znaczy, że metoda wykorzystała kryterium pozorne (Pseudo-

criterion) [99].  

Wyróżnia się dwa podstawowe podejścia operacyjne do agregacji wyników wariantów: 

1. Agregacja do jednego kryterium (szkoła amerykańska): w tym podejściu wyniki oceny 

różnych wariantów są agregowane w taki sposób, że są przekształcane w jedno ogólne 

kryterium. 

2. Agregacja przy użyciu relacji wyprzedzania (szkoła europejska): w tym podejściu wyniki 

są agregowane, uwzględniając relacje wyprzedzania między wariantami.  
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 Stosowane są też mieszane podejścia (pośrednie). Łączą one elementy obu szkół 

podejmowania decyzji- m.in. grupa metod porównywania kryteriów parami (Pairwise Criterion 

Comparison Approach (PCCA)) [99].  

Metody MCDA są różne w zależności od charakterystyki i charakteru wykorzystywanych 

danych. Ze skalą pomiaru wiąże się ściśle charakter danych. Dane wyrażane są w skali 

ilościowej (kardynalnej) lub jakościowej (porządkowej). Skala kardynalna mieć może charakter 

przedziałowego lub stosunkowego (ilorazowego)  [99]. Skala stosunkowa prezentuje dane  

w relacji do innych danych. Dla przykładu waga kryterium 𝑔1 może być wyrażona względem 

kryterium 𝑔2 (𝑔2 jest 3 razy mniej ważne niż 𝑔1). Charakterystyka użytych danych dotyczy ich 

pewności i niepewności. Dane deterministyczne (pewne) są wyrażane w skróconej postaci. 

Niepewne (niedeterministyczne) reprezentowane są przez pewien rodzaj rozkładu (dyskretnego 

bądź ciągłego). Wyrażenie danych niepewnych w rozmytej postaci możliwe jest dzięki nowym 

metodom opartym na teorii rozmytych zbiorów [41]. Typ danych odnosi się jednocześnie do 

wag kryteriów i skali, na jakiej prezentuje się wykonanie kryterium wariantów.  

Do najczęściej wykorzystywanych metod MCDA zalicza się: AHP, ANP, ARGUS, 

COMET, ELECTRE I, ELECTRE II, ELECTRE III, ELECTRE IS, ELECTRE IV, ELECTRE 

TRI, EVAMIX, Fuzzy AHP, Fuzzy ANP, Fuzzy methods of extracting the minimum and 

maximum values of the attribute, Fuzzy PROMETHEE I, Fuzzy PROMETHEE II, Fuzzy SAW, 

Fuzzy TOPSIS, Fuzzy VIKOR, IDRA, Lexicographic method, MACBETH, MAPPAC, 

MAUT, MAVT, Maximax, Maximin, Maximin fuzzy method, MELCHIOR, Methods of 

extracting the minimum and maximum values of the attribute, NAIADE I, NAIADE II, 

ORESTE, PACMAN, PAMSSEM I, PAMSSEM II, PRAGMA, PROMETHEE I, 

PROMETHEE II, QUALIFLEX, REGIME, Simple Additive Weighting (SAW), SMART, 

TACTIC, TOPSIS, UTA, VIKOR, DEMATEL, REMBRANDT [99].  

Bardzo istotny jest odpowiedni dobór metody MCDA do konkretnego problemu (rysunek 

1.2) [99].  
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Rysunek 1.2. Procedura badawcza MCDA 

Źródło: opracowanie własne na podstawie [99].  

 

Na ramy doboru odpowiedniej metody MCDA składają się dwa oddzielne elementy: 

metodologiczny i praktyczny. Pierwszy z nich oparty jest na metodologicznych aspektach oraz 

generowaniu bazy reguł. W drugiej części (praktycznej weryfikacji) niezbędne są oba elementy, 

gdy zostaną zebrane deskryptory rozpatrywanego problemu i jest przedstawiony podzbiór 

polecanych metod. Metodologiczne aspekty obejmują utworzenie zestawu rozważanych metod 

MCDA i analizę ich właściwości [99].  

MCDA mają także swoje wady. Metody te mogą dawać niewiarygodne i wątpliwe wyniki. 

Często bowiem nie uwzględniają paradoksu odwrócenia rang i kwestii niepewności. Faizi i inni 
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opracowali metodę obiektów charakterystycznych (Characteristic objects method (COMET)) 

w odpowiedzi na to wyzwanie [100]. Metoda COMET rozszerzona została przez nich o teorię 

niezdecydowanych rozmytych zbiorów (Hesitant fuzzy set (HFS)). HFS to potężne narzędzie 

do wyrażania niepewności pochodzącej od eksperta, który porównuje charakterystyczne 

obiekty oraz identyfikuje funkcje przynależności dla każdej z dziedziny kryteriów. Metoda ta 

jest wolna całkowicie od zjawiska odwrócenia rang. Zjawisko to jest jednym z najważniejszych 

wyzwań dziedziny metod wielokryterialnego podejmowania decyzji (Multi-criteria decision-

making (MCDM)). Metodę COMET opracowano głównie do zajmowania się jedynie danymi 

z rzeczywistymi wartościami. W wielu przypadkach jednak pojawiają się trudności  

z dokładnym przedstawieniem wartości atrybutów dla decyzyjnych kryteriów. Dla złożonych 

problemów decyzyjnych, zamiast używać liczbowych wartości, zaleca się stosowanie liczb 

rozmytych (Fuzzy numbers) oraz przedziałów (Intervals) [100].  

Sztuczne sieci neuronowe (Artificial Neural Networks (ANN)) są przedmiotem analiz  

w niniejszej pracy. Zostały one szerzej scharakteryzowane w rozdziale 2. Inne metody 

maszynowego uczenia zostały wskazane w podrozdziale 2.1. 

W rozdziale pierwszym przeanalizowano problematykę podejmowania decyzji. Jest ona 

bardzo szerokim i wielowymiarowym zagadnieniem. W związku z tym w rozdziale skupiono 

się na wybranych aspektach, które wykorzystane będą w dalszej części pracy. Podsumowując 

toczone w tym rozdziale rozważania, można wymienić następujące wnioski:  

1. Podejmowanie decyzji jest trudne i skomplikowane. Wiąże się z niepewnością  

i ryzykiem, co utrudnia pracę decydenta. Z pomocą przychodzą decydentowi różnego 

rodzaju metody wspomagania podejmowania decyzji. Wybór najodpowiedniejszej 

metody jest czasochłonny. Czasochłonna jest także analiza i obliczenia. Problemem jest 

też niepewność i ryzyko. 

2. Szybko i prawidłowo podjęta decyzja pozwala organizacji na osiągnięcie 

konkurencyjności i sprawne działanie. 

3. Trudno jest wybrać najlepszą metodę wspomagania decyzji w warunkach niepewności i 

ryzyka. Wybór najlepszej metody uzależniony jest więc od społeczno-gospodarczych 

warunków. 

4.  Sztuczna inteligencja stanowi uzupełnienie tradycyjnych metod decyzyjnych, które 

obciążone są licznymi ograniczeniami. 

 Metody podejmowania decyzji, takie jak programowanie matematyczne, metoda Simpleks, 

analiza techniczna, analiza fundamentalna, analiza regresji, autoregresyjna zintegrowana 

średnia ruchoma (ARIMA) oraz wielokryterialna analiza decyzji (MCDA), mają ograniczenia: 
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1. Modelowe: tradycyjne metody opierają się na matematycznych lub statystycznych 

modelach. Zakładają one pewne założenia dotyczące struktury danych i relacji między 

zmiennymi. Ograniczenia te mogą prowadzić do błędów, zwłaszcza gdy rzeczywistość 

jest bardziej złożona niż przyjęte modele. Modele oparte na sztucznej inteligencji, 

zwłaszcza sieci neuronowe, są zdolne do odkrywania złożonych wzorców w danych, co 

pozwala na bardziej realistyczne modelowanie rzeczywistości. 

2. Brak elastyczności: wiele tradycyjnych metod jest opartych na stałych regułach  

i algorytmach, co sprawia, że są one mało elastyczne w radzeniu sobie z dynamicznymi  

i zmieniającymi się warunkami. Sztuczne sieci neuronowe są bardziej elastyczne i zdolne 

do dostosowywania się do zmieniających się warunków. Metody oparte na sztucznej 

inteligencji, takie jak maszynowe i głębokie uczenie, pozwalają algorytmom na naukę na 

podstawie doświadczenia, eliminując konieczność ręcznego dostosowywania modeli. 

3. Zależność od eksperta: w niektórych przypadkach analizy, takich jak analiza 

fundamentalna, należy wymagać wiedzy eksperckiej, co może wprowadzać 

subiektywizm i ograniczać uniwersalność metod. 

 Wykorzystanie sztucznej inteligencji może zatem przyczynić się do bardziej efektywnego  

i precyzyjnego podejmowania decyzji, eliminując ograniczenia pozostałych metod.  

 Sztuczna inteligencja, zwłaszcza metody maszynowego i głębokiego uczenia, obejmują 

zdolność systemów do samodzielnego uczenia się z danych, identyfikowania wzorców  

i podejmowania decyzji na podstawie tych wzorców. W związku z tym sztuczna inteligencja 

może być postrzegana jako uzupełnienie metod decyzyjnych opisanych w tym rozdziale, 

wprowadzając dodatkowe możliwości, zwłaszcza w obszarze analizy dużych zbiorów danych 

i złożonych problemów decyzyjnych. 

 Wyniki rozważań w niniejszym rozdziale stanowią odpowiedź na pierwsze pytanie 

badawcze (W jaki sposób realizowany jest proces decyzyjny w organizacjach gospodarczych?). 

 W procesie wspomagania decyzji aktualnie coraz częściej wykorzystuje się metody 

maszynowego uczenia, w tym głębokiego uczenia, które przedstawiono w następnym rozdziale. 
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2. Istota i charakterystyka głębokiego uczenia 

Drugi rozdział przedstawia istotę oraz charakterystykę głębokiego uczenia, które stanowi 

jedną z najważniejszych dziedzin w obszarze sztucznej inteligencji. Głębokie uczenie jako 

poddziedzina maszynowego uczenia, wyróżnia się zdolnością do efektywnego uczenia się 

reprezentacji danych na wielu poziomach abstrakcji. 

W tym kontekście rozważane są różnice pomiędzy głębokim uczeniem a tradycyjnym 

maszynowym uczeniem. Podkreśla się, że głębokie uczenie skupia się na wykorzystaniu 

wielowarstwowych sieci neuronowych, zwanych głębokimi sieciami neuronowymi. Są one 

zdolne do odkrywania ukrytych wzorców w danych poprzez stopniowe przetwarzanie 

informacji w coraz bardziej abstrakcyjnych reprezentacjach. 

Opisano etapy budowy oraz metody uczenia głębokich sieci neuronowych. Etapy budowy 

modeli głębokich sieci neuronowych i modeli opartych o tradycyjne algorytmy maszynowego 

uczenia są podobne, jednak różnią się wykorzystywanymi algorytmami w etapie opracowania 

modelu, w zależności od rodzaju uczenia.  

Ważnym elementem jest również ocena skuteczności modeli głębokiego uczenia. W tym 

celu przedstawia się różne miary oceny modeli w zależności od rodzaju problemu, czy to 

problem regresji (gdzie prognozy dotyczą wartości ciągłych) czy klasyfikacji (dane 

przypisywane są do określonych kategorii). Ponadto omówione zostały metody oceny 

generalizacji, które pozwalają określić zdolność modelu do efektywnego działania na nowych, 

nieznanych danych. 

Opisano przykłady modeli głębokiego uczenia, jakie funkcjonują w organizacjach 

gospodarczych w celu wspomagania podejmowania decyzji. Przedstawiono różne obszary 

problemowe, w których głębokie uczenie znajduje zastosowanie. Wskazano korzyści 

wynikające z wykorzystania modeli opartych o algorytmy głębokiego uczenia we wspomaganiu 

decyzji. 

2.1. Wprowadzenie do problematyki głębokiego uczenia 

 Wspomaganie decyzji za pomocą sztucznej inteligencji stanowi obecnie istotny obszar 

badań, łączący zaawansowane metody analizy danych z możliwościami predykcyjnymi  

i automatyzacją procesów decyzyjnych. Sztuczna inteligencja jako interdyscyplinarna 

dziedzina informatyki, rozwija się w szybkim tempie, oferując innowacyjne rozwiązania dla 

szerokiego zakresu problemów decyzyjnych, zwłaszcza w obszarze zarządzania. Przedmiotem 

zainteresowania naukowców i praktyków stało się zastosowanie głębokiego uczenia, będącego 
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jednym z najbardziej zaawansowanych obszarów sztucznej inteligencji, w kontekście 

wspomagania decyzji [101]. 

 Głębokie uczenie, będące poddziedziną maszynowego uczenia, charakteryzuje się 

zdolnością do automatycznego ekstrahowania hierarchii abstrakcji i reprezentacji złożonych 

danych. Modele oparte na głębokim uczeniu, takie jak głębokie sieci neuronowe, stają się 

istotnym narzędziem w procesie wspomagania decyzji dzięki swojej zdolności do uczenia się  

z danych oraz generowania precyzyjnych prognoz i ocen ryzyka [102]. 

 W kontekście wspomagania decyzji, głębokie uczenie znajduje zastosowanie we wszystkich 

obszarach działalności przedsiębiorstwa. Głębokie sieci neuronowe, złożone z wielu warstw, 

umożliwiają modelowanie skomplikowanych zależności między danymi, co przekłada się na 

lepsze zrozumienie kontekstu decyzyjnego [22]. 

 Kluczową korzyścią płynącą z zastosowania głębokiego uczenia we wspomaganiu 

podejmowania decyzji jest możliwość uwzględnienia nieliniowych i trudnych do 

jednoznacznego zidentyfikowania relacji w danych (wzorców).  To podejście umożliwia 

bardziej precyzyjne prognozowanie oraz identyfikację istotnych czynników wpływających na 

podejmowane decyzje. Jednakże, wraz z tymi zaletami pojawiają się również wyzwania 

związane z interpretowalnością modeli głębokich sieci neuronowych, co może stanowić istotny 

aspekt w kontekście decyzji podejmowanych w obszarach o wysokim ryzyku [102]. 

 Sztuczne sieci neuronowe są narzędziem do prognozowania i klasyfikacji danych. Obejmują 

technologie, które pozwalają na zastąpienie braku wiedzy na temat funkcji, łącząc badane 

zmienne, przez skomplikowane i wieloelementowe struktury sieci neuronowych. Koncepcje 

ANN czerpią inspirację z procesów przetwarzania informacji zachodzących w żywych 

organizmach, jednak w praktyce pracuje się z wirtualnymi ANN uruchamianymi na komputerze 

[90]. 

 Tradycyjne modele szeregów czasowych, takie jak ARIMA, wymagają dokładnie 

określonych modeli do prognozowania przyszłych wartości. Jeśli dane nie pasują do tych 

modeli, wyniki obliczeń są bezużyteczne. Z drugiej strony, sieci neuronowe wykazują 

zdolności adaptacyjne, co oznacza, że są bardziej elastyczne [90]. 

 W szczególności mogą być skuteczniejsze niż inne metody w sytuacjach, gdy [90]: 

• dane są „rozmyte” lub obarczone znacznymi błędami, 

• mechanizmy łączące dane wejściowe z wyjściowymi są subtelne lub głęboko ukryte, tak 

niejasne, że są nie do wykrycia przez naukowców lub tradycyjne metody statystyczne, 

• dane i relacje związane z nimi wykazują znaczną nieliniowość. 
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 Warto podkreślić, że chociaż sieci neuronowe mogą zawierać od kilku do kilku tysięcy 

neuronów, zaleca się budowanie ich w sposób oszczędny, z minimalną liczbą 

wykorzystywanych neuronów, dlatego że w rzeczywistości informacje zawarte w danych 

bywają ograniczone, a zbyt złożone modele mogą prowadzić do ryzyka nadmiernej adaptacji 

do danych szkoleniowych, gorszych wyników predykcji oraz zwiększenia zużycia zasobów 

obliczeniowych, co w konsekwencji może skutkować zwiększeniem kosztów funkcjonowania 

tych modeli [90]. 

 Jedną z zalet sieci neuronowych jest fakt, że nie wymagają one wcześniejszej wiedzy 

(wiedzy a priori) na temat charakteru związków między zmienną objaśnianą a zmiennymi 

objaśniającymi. W tradycyjnych metodach, takich jak regresja, konieczne jest określenie czy 

relacja jest liniowa, czy nieliniowa, a także sformułowanie konkretnej postaci związku 

nieliniowego. W przypadku sieci neuronowych wystarczy podzielić dane na zmienną 

objaśnianą i zmienne objaśniające, podobnie jak w przypadku regresji, a sama sieć potrafi 

dostosować się do charakteru związków [90]. 

 Niemniej jednak istnieją pewne wady związane z użyciem sieci neuronowych. Po pierwsze, 

wymagają one dużej próby danych, często dzielonej na zestawy uczący, testowy  

i weryfikacyjny. Ponadto sieć neuronowa nie dostarcza informacji na temat wpływu 

poszczególnych zmiennych objaśniających (wejść) na zmienną objaśnianą (wyjście)- czy 

wpływ jest znaczący, czy marginalny, a także czy ten wpływ jest stymulujący, czy hamujący. 

Jest to często trudne do ustalenia, ponieważ sieć neuronowa może generować różne wyniki w 

zależności od początkowych losowych wag, struktury sieci i innych parametrów, które często 

są wybierane arbitralnie [90]. 

Sztuczny neuron jest podstawowym elementem budującym sieci neuronowe. Podobnie do 

równania regresji- jest 𝐾 zmiennych wejść 𝑥𝑘 oraz 𝑀 obserwacji dla tych zmiennych. Sygnały 

wejściowe są przekazywane na wejściu neuronu. Stanowią one wartości zmiennych 

objaśniających. Te sygnały prezentują kolejne pomiary lub obserwacje. Wewnątrz sieci 

wartości zmiennych wejściowych mnożone są przez odpowiednie wagi 𝑤𝑖, gdzie 𝑖 = 1,…, 

następnie powstałe iloczyny są sumowane i przetwarzane przez funkcję aktywacji 𝜑  

w neuronie, zazwyczaj nieliniową. Jeśli funkcja aktywacji jest liniowa, sygnał wyjściowy  

𝑦 przyjmuje postać: 

 𝑦̂𝑡 = ℎ ∗ 𝜑𝑡 2.1 

 

gdzie ℎ reprezentuje pewien współczynnik proporcjonalności związany z wagami [90]. 

Neurony z liniową funkcją aktywacji można porównać do równań regresji, gdzie wagi 
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neuronów odpowiadają parametrom regresji. Najważniejsza różnica pomiędzy nimi dotyczy 

tego, że współczynniki równania regresji szacowane są przy jednoczesnym wykorzystaniu 

wszystkich 𝑀 obserwacji na 𝐾 zmiennych objaśniających i zmiennej objaśnianej. W neuronie 

zaś wagi 𝑤𝑖 poprawiane są iteracyjnie: wartości 𝑥1𝑚, 𝑥2𝑚, … , 𝑥𝐾𝑚 z 𝑚-tej obserwacji podawane 

są na wejścia neuronu dla kolejnych okresów 𝑚 = 1,… ,𝑀. Obliczana jest reakcja neuronu 𝑦̂𝑚 

oraz błąd (reszta) neuronu jako 𝑢̂𝑚 = 𝑦𝑚 − 𝑦̂𝑚. Po wykorzystaniu dostępnych obserwacji 

algorytm działający wstecz (Backpropagation) wyznacza takie poprawki wag, by 

zminimalizować sumę kwadratów błędów (reszt). Proces ten polega na wielokrotnym 

przedstawianiu neuronowi wszystkich 𝑀 obserwacji i iteracyjnym korygowaniu wag, często 

tysiące razy [90]. 

Oszacowanie współczynników równania regresji okazać się może niemożliwe, gdy zmienne 

objaśniające są ściśle współliniowe (nie ma macierzy odwrotnej do macierzy X′X). Istnieje 

wobec tego mechanizm, który ostrzega o zawartej w danych statystycznych niewystarczającej 

informacji. Mechanizmu takiego nie ma w przypadku sieci złożonej z neuronów. Zwykle te 

wagi inicjowane są arbitralnie, na przykład przez losowanie. W rezultacie po zakończeniu 

procesu uczenia sieci otrzymywane są pewne wartości wag, które, choć niekoniecznie idealne, 

stanowią końcowy wynik procesu trenowania [90]. 

W związku z tym podejście do uczenia sieci neuronowej jest nieco inne. Dane obserwacyjne 

są podzielone na trzy zestawy: zbiór uczący, zbiór testujący i ewentualnie zbiór weryfikacyjny. 

Sieć neuronowa jest najpierw uczona na zbiorze uczącym, a następnie testowana na zbiorze 

testującym, który zawiera dane nieużywane podczas uczenia. Istnieje również możliwość 

użycia zbioru weryfikacyjnego, który służy ostatecznej ocenie wydajności sieci [90]. 

Sieć neuronowa, która została właściwie wytrenowana, jest w stanie uogólniać informacje 

zdobyte podczas procesu uczenia na dane nieuwzględnione w próbie, przewidując wartości  

z zadowalającą dokładnością. To pozwala sieci na skuteczne przewidywanie danych, nawet 

wtedy, gdy musi operować na nowych, nieznanych wcześniej danych obserwacyjnych. To 

odnosi się do zdolności sieci neuronowej do generalizowania informacji, co zostało opisane  

w podrozdziale 2.4 [90]. 

Analiza dopasowania sieci na testującym zbiorze pełni funkcję przypominającą wyznaczanie 

w analizie regresji takich miar, jak współczynnik 𝑅2, wariancja reszt itd. W przeciwieństwie 

do analizy regresji, miary wydajności sieci neuronowych nie są obliczane na podstawie 

obserwacji zawartych w zbiorze uczącym. Zamiast tego, sieć testowana jest na nowych, 

nieuwzględnionych wcześniej obserwacjach ze zbioru testującego. W tym etapie sprawdza się, 

czy sieć neuronowa potrafi skutecznie uogólnić informacje zdobyte podczas procesu uczenia 
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na nowe przypadki, które były jej wcześniej nieznane [90]. 

W przypadku sieci neuronowych, które posiadają nadmiar wag w stosunku do ilości 

dostępnych danych statystycznych, istnieje ryzyko nadmiernego dopasowania, zwanego także 

przeuczeniem (Overfitting). To oznacza, że sieć może doskonale dopasować się do danych 

uczących, ale nie radzi sobie z nowymi danymi ze zbioru testującego. W przypadku 

niezadowalających wyników na zbiorze testującym proces uczenia jest powtarzany, a sieć jest 

ponownie poddawana testowaniu. Jeśli wyniki trenowania są zadowalające, na przykład jeśli 

suma kwadratów reszt na zbiorze testującym jest wystarczająco mała, uznaje się, że sieć została 

poprawnie wytrenowana [90]. 

Początek sieci neuronowych sięga lat 40. XX wieku. Opracowano wtedy model neuronu 

potrafiący rozpoznawać tylko dwie kategorie obiektów na podstawie ustawionych przez 

operatora wag. Pod koniec lat 50. zbudowano pierwszą sieć neuronową o nazwie perceptron. 

Jej zadaniem było rozpoznawanie znaków [103].  

W latach 50. XX wieku. Arthur Samuel dokonał ważnego przełomu, demonstrując, że 

komputery mają zdolność przekraczania prostego wykonywania bezpośrednich poleceń. 

Stworzył serię programów, które operowały na grze w warcaby. Były zdolne do 

optymalizowania swoich ruchów. W rezultacie te programy z czasem osiągnęły poziom gry 

wyższy niż sam ich twórca [104].  

Przełomowym momentem w dziedzinie sztucznej inteligencji było powstanie systemu 

eksperckiego Dendral w 1965 roku na Uniwersytecie Stanforda, który automatyzował analizę 

związków chemicznych [105]. 

W latach 70. pojawił się program Automatyczny Matematyk (Automated Mathematician 

(AM)), napisany w języku programowania LISP, którego celem było automatyczne 

poszukiwanie nowych praw matematycznych dzięki wykorzystaniu algorytmów 

heurystycznych [106].  

Po pierwszej fazie zainteresowania w latach 50. i 60. nadszedł okres krytycyzmu w latach 

70. Ze względu na ówczesne ograniczenia technologiczne, rozwój sieci neuronowych był 

utrudniony. Sieć realizowała obliczenia w bardzo długim okresie (tygodnie, miesiące, a nawet 

lata obliczeń) [107]. Okres krytycyzmu trwał do momentu opracowania algorytmu wstecznej 

propagacji błędów w 1986 roku. Ten algorytm uczenia się był kluczowy dla dalszego rozwoju 

sieci neuronowych i maszynowego uczenia [108]. 

Okres zimy sztucznej inteligencji przypadł na lata 1987-1993. Termin ten dotyczy okresu 

niskiego zainteresowania ze strony konsumentów, opinii publicznej i sektora prywatnego, co 

doprowadziło do zmniejszenia finansowania badań, co z kolei skutkowało niewielką ilością 
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przełomów. Zarówno prywatni inwestorzy, jak i rząd stracili zainteresowanie AI i zatrzymali 

finansowanie ze względu na wysokie koszty w stosunku do niewielkich korzyści. Mimo braku 

finansowania podczas zimy AI, lata 90. przyniosły imponujące postępy w badaniach nad 

sztuczną inteligencją [104].  

W latach 90. Gerald Tesauro stworzył program TD-Gammon, zdolny konkurować w grze 

Backgammon z mistrzami świata. Program ten uczył się strategii poprzez rozegranie ponad 

miliona gier, a jego algorytmy znalazły zastosowanie w neuronauce [109]. 

Ostatni przełom miał miejsce w roku 2006, razem z rozwojem Big Data i technologii 

komputerowej. Trwa on po dziś dzień. Wdrażane są głębokie sieci neuronowe z efektywnymi 

metodami ich uczenia. Niemały udział w tym przełomie miało wprowadzenie kart graficznych 

z tysiącami rdzeni, co znacząco skróciło czas uczenia modeli głębokiego uczenia [35].  

W ciągu ostatnich kilku lat nastąpił duży postęp w maszynowym uczeniu przy użyciu 

głębokich sieci neuronowych. Napędzane szybkim wzrostem dostępnych danych i zasobów 

obliczeniowych, głębokie sieci neuronowe przeszły niezwykły rozwój i są podstawową metodą 

w rozwiązywaniu różnorodnych problemów [35].  

Niepodważalny sukces i szybki rozwój głębokiego uczenia sugerują, że w przyszłości może 

ono stać się narzędziem umożliwiającym osiągnięcie ogólnej sztucznej inteligencji (AGI) 

[110]. 

Ogólna sztuczna inteligencja (Artificial General Intelligence (AGI)) oznacza opracowanie 

oprogramowania, które posiada uogólnione zdolności poznawcze podobne do ludzkich. 

Zadaniem systemu AGI w obliczu nieznanych zadań, jest znalezienie ich rozwiązań [111].  

W 2015 roku powstała organizacja non-profit OpenAI z misją prowadzenia badań oraz 

osiągnięcia ogólnej sztucznej inteligencji, pod warunkiem że byłaby ona bezpieczna oraz jej 

cele byłyby zgodne z celami ludzkości [111].  

OpenAI wydała najnowszy model o nazwie „ChatGPT”, który potrafi komunikować się  

z ludźmi poprzez prowadzenie konwersacji. Bazuje on na głębokich sieciach neuronowych. 

Premiera miała miejsce 30 listopada 2022 roku [1]. Zainteresowanie tym chatbotem było 

znaczne. Mniej niż tydzień po premierze, 5 grudnia 2022 roku, CEO OpenAI, Sam Altman, 

ogłosił: „ChatGPT uruchomiono w środę. Dziś przekroczył milion użytkowników!” [111].  

ChatGPT z pewnością wywołał dalsze dyskusje na temat AGI, czyli tego, co Goertzel [60] 

określił jako „AGI na poziomie ludzkim”. Pomimo umiejętności kreatywnego pisania  

i zaawansowanego modelu, ChatGPT, stworzony na bazie dużego modelu językowego (Large 

Language Model (LLM)), nie osiągnął poziomu AGI. Nie osiągnął wielu fundamentalnych 

komponentów AGI. Niemniej jednak zdecydowanie zaprezentował kolejny krok w kierunku 
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AGI. Patrząc w przyszłość, ChatGPT i inne podobne technologie stają przed licznymi 

wyzwaniami i możliwościami rozwoju w dążeniu do AGI. Obejmują one poprawę jakości 

udzielanych odpowiedzi, włączanie nowych postępów technicznych w modelach oraz 

rozwijanie nowych funkcji, które mogą poszerzyć i pogłębić zakres zastosowań w szerszym 

spektrum przypadków użycia [111]. 

Rozwój technologii głębokiego uczenia spowodowany był przede wszystkim potrzebami  

w zakresie opracowania aplikacji do rozpoznawania mowy [112], przetwarzania języka 

naturalnego (Natural Language Processing (NLP)) [113], widzenia komputerowego [114]. 

Głębokie uczenie jest także obecne w dziedzinie bioinformatyki [115], obrazowaniu 

medycznym [116] lub tłumaczeniu maszynowym [36]. Technologia głębokiego uczenia 

znacznie poprawiła zdolność komputerów do klasyfikowania, rozpoznawania, wykrywania  

i opisu danych. Postępy w dziedzinie algorytmów doprowadziły do zwiększenia skuteczności 

metod głębokiego uczenia. Poprawiono ponadto dokładność metod maszynowego uczenia, co 

przekłada się na wysoką wartość biznesową [117], [118].  

Głębokie uczenie jest technologią maszynowego uczenia, która modeluje procesy uczenia 

na podstawie struktury przypominającej ludzki mózg. Głębokie sieci neuronowe składają się  

z wielu warstw neuronów połączonych ze sobą. Proces ten polega na przekazywaniu informacji 

między tymi warstwami, gdzie każda z warstw wykonuje pewne operacje matematyczne na 

danych wejściowych. W trakcie uczenia algorytmy te dostosowują wagi połączeń między 

neuronami, aby minimalizować błąd prognoz w stosunku do rzeczywistych danych uczących 

[36], [118]. 

Podczas treningu, system jest prezentowany zestawem danych wejściowych wraz  

z oczekiwanymi odpowiedziami. Na podstawie błędu prognozowania, algorytmy dostosowują 

wagi połączeń między neuronami, co prowadzi do stopniowego poprawiania jakości predykcji. 

Proces ten jest powtarzany wielokrotnie, aby zminimalizować błąd prognozowania na różnych 

zestawach danych uczących [36]. 

W efekcie głębokie uczenie pozwala systemowi na samodzielne wykonywanie zadań, nawet 

w przypadku skomplikowanych i abstrakcyjnych danych, co często przypomina zdolności 

poznawcze ludzkiego umysłu [36]. 

Wyróżnia się głębokie uczenie (wiele transformacji od wejścia do wyjścia) oraz płytkie 

uczenie (Shallow learning) (do dwóch warstw transformacji nieliniowych). Głębokie sieci 

neuronowe mają przewagę w możliwości reprezentowania i wykrywania bardziej 

skomplikowanych wzorców i zależności w danych. Wielowarstwowe transformacje pozwalają 

na hierarchiczne ekstrahowanie informacji na różnych poziomach abstrakcji, co może 
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prowadzić do lepszych wyników predykcyjnych w bardziej skomplikowanych problemach. 

Płytkie uczenie, choć mniej skomplikowane, może być stosowane w prostszych zadaniach, 

gdzie zależności między cechami danych są mniej złożone. Jest bardziej przejrzyste i łatwiejsze 

do interpretacji, ale może być ograniczone w zdolnościach do modelowania bardziej 

skomplikowanych wzorców i danych. Ostatecznie wybór między głębokim uczeniem a płytkim 

uczeniem zależy od konkretnej sytuacji, złożoności problemu i dostępności odpowiednich 

danych. Głębokie uczenie często znajduje zastosowanie w przypadkach, gdzie występują duże, 

złożone zbiory danych, które wymagają bardziej zaawansowanych modeli do skutecznego 

uczenia się i przewidywania. Uczenie płytkie może być bardziej odpowiednie przy prostszych 

danych i problemach, gdzie skomplikowane modele nie są konieczne [36]. 

Podstawowe problemy rozwiązywane przez metody głębokiego uczenia to: 

1. Klasyfikacja (Classification): umożliwia podejmowanie bardziej świadomych decyzji. 

Pomaga sortować spam, przewidywać, czy pożyczka zostanie zwrócona przez 

pożyczkobiorcę, czy dany pacjent w przyszłości zachoruje na nowotwór. Algorytmy 

klasyfikacji przewidują etykiety zmiennych dyskretnych, które mają policzalną liczbę 

możliwych wartości i mogą być klasyfikowane. Polega na określeniu, do której ze zbioru 

kategorii należy obserwacja [119], [120].  

2. Regresja (Regression): ma na celu przewidywanie ciągłej wartości wyjściowej. Na 

przykład, model może być uczony, aby przewidzieć cenę nieruchomości na podstawie 

różnych cech, takich jak np. metraż, lokalizacja. W tym przypadku, głębokie uczenie 

pozwala na budowę złożonych modeli, które są w stanie wykryć nieliniowe zależności 

między cechami a wynikiem [121], [122]. 

3. Grupowanie (Clustering): polega na podziale rzeczy na kategorie, które nie są znane. 

Klasyfikacja używa predefiniowanych klas w przypisywaniu do obiektów. Grupowanie 

z drugiej strony umożliwia identyfikację podobieństwa pomiędzy obiektami, a następnie 

grupowanie ich według wspólnych cech. Mechanika ta używana jest m.in. podczas 

wykrywania oszustw, analiz dokumentów, grupowania klientów. Grupowanie ma 

szerokie zastosowanie w marketingu i sprzedaży w spersonalizowanej komunikacji oraz 

segmentacji klientów [123], [124]. 

4. Predykcja, przewidywanie (Prediction) i prognozowanie (Forecast): to dwa różne pojęcia 

[125]. Przewidywanie dotyczy szacowania wyników dla niewidzianych wcześniej 

danych. W tym celu model dopasowywany jest do zestawu danych uczących, co skutkuje 

estymatorem 𝑓(𝑥), który może dokonywać prognoz dla nowych próbek 𝑥.  
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 Prognozowanie to poddziedzina przewidywania, gdzie dokonywane są prognozy 

dotyczące przyszłości na podstawie danych szeregów czasowych. Jedyną różnicą między 

przewidywaniem a prognozowaniem jest to, że uwzględniany jest wymiar czasowy. 

Estymator do prognozowania ma postać 𝑓(𝑥1, … , 𝑥𝑡), gdzie 𝑥1, … , 𝑥𝑡 oznaczają 

historyczne pomiarów w punktach czasowych 1,… , 𝑡, podczas gdy estymata odnosi się 

do punktu czasowego 𝑡 + 1 lub innego czasu w przyszłości. Ponieważ model zależy od 

wcześniejszych obserwacji, 𝑥𝑖, nazywany jest modelem autoregresyjnym [121], [126], 

[127], [128]. 

5. Optymalizacja (Optimization): związana jest z głębokim uczeniem, które umożliwia 

zapewnienie podejścia opartego na danych do ciągłego doskonalenia w praktycznie 

każdej dziedzinie. Można m.in. użyć analizy produktu, by odkryć, jak nowe jego funkcje 

wpływają na popyt. Oprogramowanie wyrafinowane, które jest wyposażone  

w empiryczne dane, pozwala na odkrycie nieskutecznych środków, co pomaga w 

uniknięciu nieudanych decyzji. Możliwe jest m.in. użycie heterarchicznego systemu 

kontroli produkcji (Heterarchical manufacturing control system) dla poprawy zdolności 

dynamicznego systemu produkcji do samozarządzania i adaptacji. W głębokim uczeniu 

optymalizacja odnosi się do procesu dostosowywania parametrów sieci neuronowej w 

celu minimalizacji funkcji straty (Loss function). W procesie uczenia sieci neuronowej 

algorytmy optymalizacyjne wykorzystują dane treningowe i wsteczną propagację błędu 

do aktualizacji wag i odchyleń (Biases) w sieci, aby model był bardziej odpowiedni do 

rozwiązywania problemu [37]. 

6. Ranking (Ranking): polega na stosowaniu głębokiego uczenia przy tworzeniu modeli 

rankingowych (Ranking models), które pozwalają na określenie hierarchii i ważności 

elementów w zestawach danych. W głębokim uczeniu modelami rankingowymi mogą 

być na przykład sieci neuronowe, które są specjalnie zaprojektowane do analizy  

i porównywania różnych elementów w celu ustalenia ich odpowiedniej kolejności lub 

rangi. Można m.in. tworzyć modele rekomendacji, które analizują preferencje 

użytkowników i wybierają odpowiednie produkty do polecenia [129], [130]. 

7. Wykrywanie anomalii (Anomaly detection): odbywa się na podstawie historycznych 

transakcji, informacji ze społecznościowych sieci i innych. Pomaga to w zapobieganiu  

i wykrywaniu nieuczciwych transakcji w rzeczywistym czasie, nawet w przypadku 

nieznanych wcześniej rodzajów oszustw [131], [132], [133], [134]. 
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8. Systemy rekomendacji (Recommendation): zapewniają użyteczność dla użytkowników  

i przynoszą korzyści firmom z uwagi na motywowanie ich klientów do kupowania więcej 

bądź odkrywania większych ilości treści. Pozycje uszeregowywane są według ich 

trafności. Użytkownik ma wyświetlone najkorzystniejsze z nich. Trafność określana jest 

na podstawie historycznych danych [130], [135]. 

Z uwagi na elastyczność metod głębokiego uczenia i różnorodność struktur sieci 

neuronowych, głębokie uczenie ma zastosowanie najszersze spośród metod maszynowego 

uczenia. Z powodzeniem może rozwiązywać problemy, do których były dotychczas aplikowane 

tradycyjne metody. W tym miejscu rozsądne jest rozważenie, czy potencjalne korzyści  

z zastąpienia i dłuższy czas poświęcony na naukę modelu, rekompensują koszty. Maszynowe  

i głębokie uczenie porównywane mogą być z uwagi na różne czynniki (tabela 2.1) [136]. 

 

Tabela 2.1. Głębokie uczenie a maszynowe uczenie 

Czynnik 
Tradycyjne algorytmy uczenia 

maszynowego 
Algorytmy uczenia głębokiego 

Cel 
Dopasowanie modelu do danych. Tworzenie rozwiązań samodzielnie 

uczących się konkretnych zadań. 

Zasada działania 

Programista tworzy zestaw instrukcji, 

które musi wykonać komputer, by 

rozwiązać dane zadanie. 

Poprzez przykłady programista 

programuje algorytm uczenia 

maszynowego, który sam doszukuje się 

wzorców w danych i zamienia je na 

instrukcje, których programista nie byłby 

w stanie napisać sam. 

Czas procesu 

Sukces komputera zależy od dokładnego 

zdefiniowania przez programistę zestawu 

cech dla określonego obiektu. 

Programista samodzielnie buduje zestaw 

cech do rozpoznawania. 

Dynamika 
Zbudowane na deterministycznych  

i twardych biznesowych regułach. 

Bardziej dynamiczne. 

Przeznaczenie 

Oprogramowania dopasowujące model do 

danych. 

Tam, gdzie pokrycie instrukcjami 

wszystkich możliwych sytuacji staje się 

niewystarczające. 

Charakter 

algorytmu 

Układ liniowy. Układ hierarchiczny według rosnącej 

złożoności i abstrakcji. 

Generalizacja 

Nie radzą sobie dobrze z generalizacją 

Pojawienie się nowych danych wiąże się z 

koniecznością wykonania od początku 

Systemy dobrze generalizujące, 

przystosowujące się i mogące nieustannie 

ulepszać się w miarę wprowadzania 
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całej pracy. nowych danych. 

Dane 
Wymaga dużych zbiorów. Skutecznie może uczyć się na 

mniejszych zbiorach. 

Trafność 
Wysoka trafność. Niższa trafność. 

Sprzętowe 

wymagania 

Zalecane GPU. 

Można także uczyć na CPU. 

Obliczenia wykonywane na CPU. 

Źródło: opracowanie własne na podstawie [136]. 

 

W przeciwieństwie do niektórych tradycyjnych metod maszynowego uczenia, takich jak 

drzewa decyzyjne czy regresja liniowa, modele głębokiego uczenia nie dostarczają 

bezpośrednio informacji o istotności poszczególnych cech. Nie ma w nich wbudowanego 

mechanizmu obliczania istotności cech, który wskazywałby, w jakim stopniu dana cecha 

wpływa na wynik modelu. Jednak istnieją metody analizy interpretacji i reprezentacji, które są 

stosowane w głębokim uczeniu w celu próby zrozumienia, jakie cechy danych wpływają na 

wyniki modelu. Te metody obejmują m.in. ocenę ważności cech, analizę gradientową, ocenę 

wpływu, analizę aktywacji, generowanie map ciepła (Heat map) [137]. Te metody starają się 

przybliżyć proces podejmowania decyzji przez model i identyfikować istotne cechy danych. 

Jednak ich skuteczność może się różnić w zależności od specyfiki modelu i problemu.  

W przypadku interpretowalności wyników tradycyjne metody maszynowego uczenia takie jak 

drzewa decyzyjne czy regresja liniowa często oferują bardziej bezpośrednią interpretację 

wyników, umożliwiając łatwiejsze zrozumienie wpływu poszczególnych cech na wynik. 

Dlatego w niektórych przypadkach, gdy interpretowalność jest kluczowa, stosuje się tradycyjne 

metody maszynowego uczenia zamiast głębokich sieci neuronowych. Ważne jest dostosowanie 

podejścia do specyfiki problemu i uwzględnienie zarówno zalet, jak i ograniczeń różnych 

metod maszynowego uczenia, w tym głębokiego uczenia, w celu osiągnięcia oczekiwanych 

rezultatów. Z uwagi na duży poziom generalizacji wejściowych zmiennych, modele głębokiego 

uczenia to tzw. czarna skrzynka zwracająca aproksymowany wynik (mowa o tym także  

w podrozdziale 1.4) [138]. 

W tradycyjnych metodach maszynowego uczenia czas procesu jest często zależny od liczby 

cech wejściowych (Input features) i ilości danych uczących. Metody te są zazwyczaj 

stosunkowo proste i nie wymagają zbyt wielu zasobów obliczeniowych. Przykładami 

tradycyjnych metod maszynowego uczenia są: regresja liniowa, drzewa decyzyjne (Decision 
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trees (DT)), maszyny wektorów nośnych (Support vector machines (SVM)) i k-najbliższych 

sąsiadów (K-nearest neighbors (k-NN)) [3], [136].  

W metodzie głębokiego uczenia czas procesu jest zazwyczaj znacznie dłuższy niż  

w tradycyjnych metodach maszynowego uczenia. Metody te mają zazwyczaj wiele warstw 

(Layers) i setki lub tysiące neuronów, co wymaga znacznie większej mocy obliczeniowej niż 

proste algorytmy [136].  

W porównaniu do tradycyjnych metod maszynowego uczenia, metody głębokiego uczenia 

zazwyczaj osiągają lepsze wyniki, szczególnie w przypadku dużych zbiorów danych. Jednakże, 

ze względu na złożoność obliczeniową, mogą wymagać znacznie większej mocy obliczeniowej 

i czasu treningu [3]. 

Proces budowy modeli głębokiego uczenia składa się z pięciu etapów (rysunek 2.1).  

Rysunek 2.1.Proces budowy modeli głębokiego uczenia 

Źródło: opracowanie własne na podstawie [139]. 

 

Dane odnoszą się do przykładów z dziedziny, które charakteryzują rozwiązywany 

problem. W uczeniu nadzorowanym (opisanym w podrozdziale 2.3), dane składają się  

z przykładów, w których każdy przykład zawiera wektor wejściowy dostarczany do modelu, 

oraz wektor wyjściowy lub docelowy, który model ma przewidywać. Podczas tworzenia 

modelu głębokiego uczenia bardzo ważny jest proces przygotowania danych. Przygotowanie 

danych być może jednym z najtrudniejszych kroków w każdym projekcie głębokiego uczenia 

[140]. Powodem jest to, że każdy zestaw danych jest inny i wysoce specyficzny dla 

problemu. Niemniej jednak istnieje wystarczająco dużo elementów wspólnych w problemach 

modelowania, dzięki którym zdefiniować można sekwencję podzadań i kroków, które 

Przygotowanie danych. 

Opracowanie modelu. 

Uczenie modelu. 

Generalizacja modelu. 

Testowanie, badanie i uruchomienie prototypu 

modelu w środowisku rzeczywistym. 
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prawdopodobnie będą wykonywane. Proces ten zapewnia kontekst, w którym rozważyć można 

przygotowanie danych wymagane dla problemu, opierając się zarówno na definicji problemu 

wykonanego przed przygotowaniem danych, jak i ocenie algorytmów głębokiego uczenia 

wykonanych po [141]. 

 Przygotowanie danych składa się z następujących podprocesów [140]: 

1. Pozyskanie (akwizycja) i oczyszczanie danych: określenie źródeł i struktury danych. 

Pozyskane dane są zapisywane w postaci zbioru danych oraz oczyszczone [142]. 

2. Augmentacja danych: zwiększenie wartości bazowych danych przez dodanie innych 

danych, pochodzących ze źródeł wewnętrznych i zewnętrznych przedsiębiorstwa [143]  

[144]. 

3. Transformacja wartości: przekształcenie danych w celu redukcji złożoności danych 

wejściowych i zwiększenia skalowalności procesu modelowania przy jednoczesnym 

zachowaniu wydajności modelu.  

W procesie pozyskiwania i oczyszczania dane są gromadzone z wielu źródeł. Surowe dane 

mogą być „zaburzone” przez anomalie, w tym uszkodzone i źle sformatowane wartości. Takie 

dane muszą być filtrowane i oczyszczane. Duplikaty oraz niepoprawne wartości powinny być 

identyfikowane i usuwane w procesie oczyszczania danych. Wartości te mogą wprowadzać 

zakłócenia i błędy w analizach danych, dlatego ważne jest ich eliminowanie [25]. 

Metody radzenia sobie z brakującymi danymi nazywa się augmentacją danych. Augmentacja 

danych to metody generowania nowych danych poprzez zmianę oryginalnych danych. Jest to 

często wykorzystywane do radzenia sobie z brakującymi danymi lub zwiększania liczby próbek 

w zbiorze danych uczących [144].  

Transformacja danych polega na zmianie lub przekształceniu oryginalnych danych bez 

generowania nowych danych. W literaturze zdarza się, że terminy „augmentacja”  

i „transformacja” są używane zamiennie, co może prowadzić do nieporozumień. Jednakże 

wielu autorów wskazuje na konieczność podziału tych metod [143], [144], [145], [146], [147]. 

 Właściwy dobór transformacji danych najczęściej oceniany jest z uwagi na:  

1. Czystość zbioru danych: ocena stopnia poprawności i spójności danych. Zastosowanie 

statystyk opisowych, takich jak średnia i odchylenie standardowe, umożliwia 

wykrywanie ewentualnych anomalii. 

2. Skuteczność modelu maszynowego lub głębokiego uczenia: jeśli celem transformacji 

danych jest poprawa efektywności modelu głębokiego uczenia, stosuje się różne miary  

w zależności od rodzaju problemu, czy to regresji, czy klasyfikacji (omówione 

59:5291020576



60 
 

szczegółowo w podrozdziale 2.4). Ocena tych miar przed i po zastosowaniu transformacji 

pozwala na skuteczną analizę wpływu transformacji danych na skuteczność modelu. 

3. Generalizację modelu: omówiona szczegółowo w podrozdziale 2.4. 

Transformacja jako metoda augmentacji na przykładzie wypełniania pustych miejsc jest 

przedstawiona w artykułach [148], [149], [150]. Potrzebę rozróżnienia między metodami 

transformacji i augmentacji danych podkreślili autorzy artykułów [150], [151]. Mylne 

zastosowanie metod augmentacji i transformacji danych w maszynowym uczeniu i głębokim 

uczeniu może prowadzić do poważnych problemów, takich jak przeuczenie modelu, a także do 

pogorszenia jakości predykcji lub klasyfikacji. Przykładowo, jeśli zastosowana zostanie 

nadmiernie rozbudowana augmentacja danych, może to spowodować, że model nauczy się zbyt 

szczegółowych wzorców, które są charakterystyczne tylko dla zbioru treningowego, ale nie 

odzwierciedlają ogólnej struktury problemu, co prowadzi do przeuczenia. Z drugiej strony, jeśli 

zastosowana zostanie niewłaściwa transformacja danych, to może to spowodować utratę 

informacji lub zakłócenie struktury danych, co negatywnie wpłynie na zdolność modelu do 

generalizacji i skuteczności wobec nowych danych. Dlatego ważne jest, aby zawsze 

odpowiednio dobrać i zastosować metody augmentacji i transformacji danych w zależności od 

specyfiki problemu, zbiorów danych i zastosowanych zmiennych [25], [152]. 

Wynikiem etapu pierwszego jest model danych (wektor wejściowy), który wykorzystywany 

jest do opracowania modelu głębokiego uczenia. Wynikiem są również algorytmy funkcji 

transformacji przekształcającej automatycznie dane wejściowe w wektor wejściowy [153].

 Opracowanie modelu zaczyna się od wyboru rodzaju głębokiej sieci neuronowej (sieci są 

analizowane według najwyższej dokładności prognozowania). Najczęściej analiza 

przeprowadzana jest na podstawie przeglądu literatury i/lub eksperymentów badawczych  

z różnymi typami głębokich sieci neuronowych [154]. Najczęściej stosowane rodzaje sieci to 

[3]: 

1. Klasyfikatory binarne: na wyjściu sieci w sposób probabilistyczny opisują prognozę. 

Bazują najczęściej na wielowarstwowej sztucznej sieci neuronowej (Artificial neural 

networks (ANN)), konwolucyjnych sieciach neuronowych lub rekurencyjnych sieciach 

neuronowych [131], [155]. 

2. Klasteryzatory: w uczeniu sieci bez nadzoru algorytm sam znajduje wewnętrzne cechy  

w strukturze danych i na ich podstawie potrafi stworzyć klastry obiektów o podobnych 

cechach. Najczęściej stosuje się model map samoorganizujących (Self organizing maps 

(SOM)), w jego najpopularniejszym wariancie- sieci Kohonena [156], [157]. 
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Więcej na temat rodzajów sieci głębokiego uczenia znajduje się w podrozdziale 2.2. 

Wynikiem tego etapu jest wstępnie sparametryzowany model głębokiego uczenia [154]. 

Uczenie modelu polega na podziale zestawu danych opracowanego w etapie pierwszym na 

zbiory: uczący, walidacyjny i testowy. W etapie uczenia modelu wykorzystane są zbiory: 

uczący i walidacyjny [102]. 

Wykorzystane są najczęściej dwa rodzaje uczenia: 

1. Uczenie nadzorowane: w odniesieniu do opracowanych modeli typu klasyfikator. Dla 

każdego wektora wejściowego podana będzie wartość wektora wyjściowego. 

2. Uczenie nienadzorowane: w odniesieniu do opracowanych modeli typu klasteryzator. 

Sieć sama wypracowuje funkcje klasteryzacji [158]. 

W trakcie procesu uczenia następuje optymalizacja parametrów opracowanego modelu 

głębokiego uczenia oraz analiza modelu pod kątem uniknięcia częstych problemów,  

a mianowicie: 

1. Nadmierne dopasowanie modelu danych (Overfitting). 

2. Niewystarczające dopasowanie modelu do danych (Underfitting) [159]. 

Problematykę metod uczenia głębokich sieci neuronowych przeanalizowano szerzej  

w podrozdziale 2.3. Przeprowadzenie niniejszej analizy pozwala na zwiększenie możliwości 

generalizacji/uogólniania wyuczonych modeli. W efekcie prowadzi to do większej zdolności 

klasyfikowania nowych danych (danych, które nie zasilały modeli w procesie uczenia) [152].  

W wyniku tego etapu wyznaczane są wartości hiperparametrów i parametrów modelu [154]. 

Generalizacja modelu polega na przeprowadzeniu eksperymentów badawczych mających 

na celu zbadanie dokładności modelu w odniesieniu do danych testowych (które nie są 

wykorzystywane na etapie uczenia się modelu) [152], [160].  

Etap kończy się weryfikacją możliwości w zakresie generalizacji [160]. 

Testowanie, badanie i uruchomienie modelu w środowisku rzeczywistym polega na 

przeprowadzeniu eksperymentów w celu pomiaru poziomów dokładności i generalizacji  

w odniesieniu do nowych danych, które dotychczas nie były wykorzystywane. Jeśli dokładność 

modelu jest niewystarczająca, należy powrócić do zadań związanych z opracowywaniem  

i uczeniem się modelu.  

Rezultatem etapu są wyniki dotyczące poziomów dokładności i generalizacji w odniesieniu 

do nowych danych [161]. 

Badania realizowane w ramach niniejszej pracy doktorskiej dotyczą pierwszego etapu 

(Przygotowanie danych). 
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Jak już wcześniej stwierdzono, transformacja danych w modelach głębokiego uczenia 

wspomagających podejmowanie decyzji była dotychczas wykonywana ręcznie lub 

półautomatycznie przez człowieka. Z tego wynikają różne problemy związane z konstrukcją 

modeli głębokiego uczenia, takie jak czasochłonność operacji na danych, reakcja 

wytrenowanego modelu na dane o określonym rozkładzie w przypadku zmiany parametrów 

tego rozkładu, „skupienie się” algorytmu na zupełnie innych atrybutach po dodaniu lub 

usunięciu zmiennej wejściowej podczas kolejnego treningu, wysoki koszt zmiany zestawu 

atrybutów, a także kwestie związane z odtwarzalnością (replikowalnością) i powtarzalnością 

danych [23], [117], [162]. 

Automatyzacja transformacji danych może zwiększyć wydajność konstrukcji modeli 

głębokiego uczenia. Może to prowadzić do zwiększenia wydajności procesu wspomagania 

decyzji [25].  

Szczegółowe rozważania i przegląd literatury pod kątem transformacji danych w głębokim 

uczeniu oraz maszynowym uczeniu przedstawiono w rozdziale 3. 

2.2. Rodzaje głębokich sieci neuronowych  

Głębokie sieci neuronowe są modelami matematycznymi. Modele matematyczne są 

tworzone w formie sieci neuronowej, składającej się z neuronów. W tym podrozdziale 

przedstawione zostały architektury głębokich sieci neuronowych. Architektura sieci 

neuronowej odnosi się do organizacji warstw i połączeń w sieci. Istotne są również mechanizmy 

uczenia sieci neuronowych, w tym optymalizacja wag i dostosowanie sieci do danych uczących 

[163]. 

 Najpopularniejsze architektury głębokich sieci neuronowych w modelach głębokiego 

uczenia to [164]: 

1. Wstępnie przeszkolone nienadzorowane sieci (Unsupervised Pretrained Networks 

(UPN)): Autokodery/autoenkodery (Autoencoders), Głębokie sieci przekonań (Deep 

Belief Networks (DBN)), Ograniczone maszyny Boltzmanna (Restricted Boltzmann 

Machines (RBM)), Sieci generatywnych przeciwników (Generative Adversarial 

Networks (GAN)) w tym Generatywna sieć współzawodnicząca z cyklem (Cycle 

Generative Adversarial Network (CycleGAN)), Warunkowa generatywna sieć 

współzawodnicząca (Conditional Generative Adversarial Network (cGAN)), Głęboka 

konwolucyjna generatywna sieć współzawodniczącą (Deep Convolutional Generative 

Adversarial Networks (DCGAN)). 

2. Sieci konwolucyjne (Convolutional Neural Networks (CNN)). 
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3. Sieci rekurencyjne (Recurrent Neural Networks (RNN)). 

4. Sieci z długotrwałą pamięcią krótkoterminową (Long Short-Term Memory (LSTM)). 

5. Sieci rekursywne (Recursive Neural Networks (RvNN)). 

6. Radialne neuronowe sieci funkcyjne (Radial Basis Function Networks (RBFN). 

7. Perceptrony wielowarstwowe (Multilayer Perceptrons (MLP)). 

8. Samoorganizujące się mapy (Self Organizing Maps (SOM)). 

 Głęboka sieć neuronowa jest podzielona na trzy główne warstwy, którymi są warstwa 

wejściowa (pierwsza warstwa sieci neuronowej), warstwa ukryta (lub warstwy ukryte) (cała 

środkowa warstwa sieci neuronowej) i warstwa wyjściowa (ostatnia warstwa sieci neuronowej) 

[165]. 

Unsupervised Pretrained Networks (UPN) dokonały przełomu w skutecznych strategiach 

treningowych dla głębokich architektur w 2006 roku [166]. Są oparte na chciwym (Greedy), 

warstwowym (Layer-wise), nienadzorowanym wstępnym treningu, a następnie na 

nadzorowanym dostrajaniu. Każda warstwa jest wstępnie trenowana za pomocą algorytmu 

uczenia nienadzorowanego, uczącego nieliniową transformację swojego wejścia (wyjście 

poprzedniej warstwy), która uchwytuje główne zmienności w danych wejściowych. Ten etap 

nienadzorowanego wstępnego szkolenia przygotowuje teren do ostatniej fazy treningu, w której 

głęboka architektura jest dopracowywana zgodnie z kryterium treningowym nadzorowanym, 

przy użyciu optymalizacji opartej na gradiencie [167], [168].  

Autoenkodery [169], Ograniczone Maszyny Boltzmanna [170], Głębokie Sieci Przekonań 

[166] oraz Generatywne Sieci Adwersarialne [171] to przykłady UPN, które wykorzystują 

algorytmy treningowe oparte na warstwowych kryteriach nienadzorowanych [164]. 

Autokodery/autoenkodery (Autoencoders) skupiają się na wejściowych danych. 

Przekształcają je w pewną wewnętrzną reprezentację. Następnie odtwarzają wynik, który 

przypomina dane otrzymane na wejściu. Są najczęściej stosowane w kontekście 

nienadzorowanego uczenia. Są to sieci neuronowe posiadające zdolność uczenia się 

reprezentacji wejściowych danych (kodowań). Autoenkoder jest zawsze złożony z dwóch 

elementów [172]: 

• kodera (Encoder): przekształcającego wejściowe dane do postaci reprezentacji, 

• dekodera (Decoder): przekształcającego dane z postaci reprezentacji do wyjściowych 

danych.  

 Wykorzystują do uczenia sieci neuronowe. Architektura sieci wygląda w sposób 

następujący: w sieci narzucone jest wąskie gardło (Bottleneck) wymuszające skompresowaną 

reprezentację wiedzy wejścia oryginalnego. Gdyby wejściowe cechy były niezależne od siebie, 
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późniejsza rekonstrukcja i kompresja byłyby bardzo trudnym zadaniem. Jednak, gdy w danych 

istnieje jakaś struktura (czyli korelacje między wejściowymi cechami), autoenkoder daje 

możliwość nauki tej struktury, a później wykorzystania jej poprzez przepychanie wejściowych 

danych przez wąskie gardło sieci (rysunek 2.2) [173]. 

 

 

Rysunek 2.2. Architektura autokodera 

 Źródło: opracowanie własne na podstawie [164].  

 

Warstwa wejściowa złożona jest z sześciu cech. Są one przekształcane w trzy (ukryta 

warstwa). Następnie znów są odkodowywane na sześć (wyjściowa warstwa). Wyjściowe dane 

są czasami nazywane rekonstrukcjami, gdy dekoder próbuje je odtworzyć (zrekonstruować). 

Zadaniem funkcji straty (Loss function), zwanej także stratą rekonstrukcji, jest karanie 

(Penalizes), gdy rekonstrukcje są zbyt różne od wejściowych danych (tworzone są wyjścia inne 

od wejść). By informacje z sześciu cech mieściły się tylko w trzech ukrytych neuronach, należy 

znaleźć pewne wzorce. Dobra pośrednia reprezentacja nie tylko może uchwycić zmienne 

ukryte, ale też zapewnić pełny proces dekompresji. Architektura autoenkoderów podobna jest 
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do architektury MLP, czyli wielowarstwowego perceptronu, która ma na wyjściu identyczną 

liczbę warstw co na wejściu. 

W przypadku implementacji niepełnego autoenkodera (kodera z pominięciem dekodera) 

otrzymuje się sposób na redukcję wymiarów. W pełnym autoenkoderze dane wejściowe są 

najpierw przekształcane przez koder w skondensowaną reprezentację (kod), a następnie 

odtwarzane przez dekoder do postaci danych wyjściowych. Głównym celem autoenkodera jest 

zminimalizowanie błędu rekonstrukcji, czyli jak najdokładniejsze odtworzenie danych 

wejściowych na wyjściu [172], [174]. W przypadku niepełnego autoenkodera pomija się 

dekoder, co powoduje, że dane wyjściowe nie są rekonstruowane z powrotem. Zamiast tego, 

skupia się wyłącznie na etapie kompresji danych przez koder. W efekcie otrzymuje się kod, 

który stanowi mniejszą i bardziej skondensowaną reprezentację danych wejściowych. Rodzaje 

autoenkoderów zostały przedstawione w publikacjach [172], [173].  

Główne zastosowania autoenkoderów: 

1. Redukcja wymiarowości: gdy liczba neuronów warstwy ukrytej mniejsza jest od liczby 

wejściowych danych, to sieć musi zmieścić informacje w mniejszej liczbie neuronów. To 

jest jeden ze sposobów na redukcję wymiarów [175]. 

2. Klasyfikacja: jako wejściowe dane można wziąć tylko dane z jednej klasy, by 

autoenkoder nauczyć rekonstruować daną klasę. Następnie sprawdzać można błąd, który 

wynika z rekonstrukcji [176]. 

3. Wykrywanie anomalii: autoenkodery mogą być wykorzystane do wykrywania anomalii 

poprzez identyfikację rekonstrukcji danych, które znacznie różnią się od oryginalnych 

danych uczących, co może wskazywać na wystąpienie rzadkich i nietypowych 

obserwacji, które mogą być anomaliami [177]. 

4. Generowanie nowych cech: stworzony może być autoenkoder z większą liczbą ukrytych 

warstw, z których da się uzyskać więcej cech [146]. 

5. Generowanie nowych danych, które przypominają zbiory uczących danych: przez 

dodanie m.in. odpowiednich szumów losowych do środkowej ukrytej warstwy [146]. 

6. Rekomendacyjne systemy: przez naukę reprezentacji m.in. jak dane firmy były oceniane 

przez klientów [178]. 

 Głębokie sieci przekonań (Deep Belief Networks (DBN)) to kolejne algorytmy 

wyróżnione w ramach UPN. Są najczęściej stosowane w kontekście nienadzorowanego 

uczenia. DBN są używane do rozpoznawania obrazów, wideo i przechwytywania ruchu [164].  

Ograniczone maszyny Boltzmanna (Restricted Boltzmann Machines (RBM)) pełnią 

kluczową rolę w przedtreningowej fazie architektury DBN. Proces uczenia najczęściej 
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przebiega w sposób nienadzorowany. W kolejnej fazie DBN przechodzi do dostrajania ze 

sprzężeniem do przodu (Feedforward Neural Network). Architektura sieci DBN przedstawiona 

została na (rysunek 2.3). Modele DBN składają się z wielu stochastycznych warstw, ukrytych 

zmiennych. Ukryte zmienne mają binarne wartości. Są nazywane często ukrytymi jednostkami. 

DBN to stos maszyn Boltzmanna z połączeniami pomiędzy warstwami. Każda warstwa RBM 

komunikuje się zarówno z poprzednią, jak i kolejnymi warstwami (rysunek 2.3) [164]. 

 

Rysunek 2.3. Architektura sieci DBN 

Źródło: opracowanie własne na podstawie [179]. 

 

RBM używa się do wyodrębnienia funkcji wyższego poziomu z surowych wektorów 

wejściowych. RBM ma ukryte jednostki, które pomagają nauczyć się reprezentacji danych 

używanych do rekonstrukcji wejścia [179].  

Sieci generatywnych przeciwników (Generative Adversarial Networks (GAN)) 

używane są do syntetyzowania nowych obrazów na podstawie innych obrazów treningowych, 

ale także dźwięku, wideo, generowania obrazków z tekstowych opisów. Z czasem 

wykorzystanie sieci GAN wzrosło. Najczęściej wykorzystują uczenie nienadzorowane. Mogą 

być używane do ulepszania obrazów astronomicznych i symulowania soczewkowania 

grawitacyjnego (Gravitational lensing) w badaniach nad ciemną materią. Twórcy gier wideo 

używają sieci GAN do skalowania tekstur 2D o niskiej rozdzielczości w starych grach wideo, 

odtwarzając je w rozdzielczości 4K lub wyższej za pomocą uczenia obrazu. GAN pomagają 

generować realistyczne obrazy i postaci z kreskówek, tworzyć zdjęcia ludzkich twarzy  

i dwuwymiarowe obrazy z modelu 3D. Sieć generatywna w GAN generuje dane (lub obrazy) 

za pomocą specjalnego rodzaju warstwy zwanej warstwą dekonwolucyjną (Deconvolution 

layer) [179]. 
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Istnieją różne odmiany sieci GAN [180]: 

1. Generatywna sieć współzawodnicząca (Generative Adversarial Network (GAN)): 

jest to standardowa architektura, która składa się z generatora i dyskryminatora. 

Generator próbuje generować próbki, które są trudne do odróżnienia od rzeczywistych 

próbek przez dyskryminator. Proces uczenia polega na rywalizacji między generatorem  

a dyskryminatorem w celu uzyskania coraz lepszych generowanych próbek [181]. 

2. Generatywna sieć współzawodnicząca z cyklem (Cycle Generative Adversarial 

Network (CycleGAN)): jest to rozwinięcie tradycyjnej GAN, które dodaje utratę 

spójności cyklu. Jest to technika, która umożliwia przekształcanie danych z jednej 

domeny na drugą, na przykład przekształcanie obrazów koni w obrazy zebr oraz 

odwrotnie, jednocześnie zachowując spójność cyklu [180]. 

3. Warunkowa generatywna sieć współzawodnicząca (Conditional Generative 

Adversarial Network (cGAN)): pozwala kondycjonować sieć dodatkowymi 

informacjami, takimi jak etykiety klas. Jest to metoda, w której generator jest uczony  

w taki sposób, że uwzględnia etykiety lub informacje warunkujące dla danych 

źródłowych i docelowych w próbce. Dodatkowo cGAN bierze pod uwagę dane źródłowe 

oraz przewidywane dane docelowe spoza próbki [180]. 

GAN to architektura modelu służącego do szkolenia generatywnego modelu, przy czym 

najczęściej używa się modeli głębokiego uczenia w tej architekturze. Architekturę GAN po raz 

pierwszy opisano w artykule z 2014 roku [171].  

Głęboka konwolucyjna generatywna sieć współzawodnicząca (Deep Convolutional 

Generative Adversarial Networks (DCGAN)) sformalizowana była w 2015 roku [182]. 

Większość obecnie stosowanych sieci GAN opiera się przynajmniej częściowo na architekturze 

DCGAN [182]. DCGAN w kontekście danych finansowych także znajduje zastosowanie. Na 

wejście podawane są losowe liczby lub cechy, które reprezentują różne aspekty m.in. rynku 

finansowego lub inwestycji. Sieć generuje dane finansowe, takie jak zmienność rynkowa, ceny 

akcji czy stopy zwrotu, które odpowiadają danym wyjściowym. Poprzez zmianę liczb losowych 

lub cech wejściowych, DCGAN może generować różne scenariusze finansowe, które 

odzwierciedlają różne warunki na rynku lub różne strategie inwestycyjne [182]. 

GAN to generatywne algorytmy głębokiego uczenia. Tworzą nowe instancje danych, 

przypominające dane treningowe (rysunek 2.4).  
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Rysunek 2.4. Schemat działania sieci GAN 

Źródło: opracowanie własne na podstawie [183]. 

 

 GAN złożone są z dwóch elementów:  

• generatora, który uczy się generować fałszywe dane,  

• dyskryminatora, który uczy się na podstawie fałszywych informacji [171]. 

Sieci GAN to przykład sieci, która wykorzystuje nienadzorowaną naukę do równoległego 

uczenia dwóch modeli. Kluczowym aspektem GAN (i ogólnie modeli generatywnych) jest 

sposób, w jaki używają liczby parametrów, która jest znacznie mniejsza niż normalnie  

w odniesieniu do ilości danych, na których trenowana jest sieć. Sieć jest zmuszona do wydajnej 

reprezentacji danych uczących, dzięki czemu jest bardziej efektywna w generowaniu danych 

podobnych do danych uczących [171]. 

Sieci konwolucyjne (Convolutional Neural Networks (CNN)) to kolejna wymieniona  

w tym podrozdziale głęboka sieć neuronowa. Są najczęściej stosowane w kontekście 

nadzorowanego uczenia. Złożona jest z wielu warstw. CNN używane są głównie do 

przetwarzania obrazu i wykrywania obiektów. Yann Lecun stworzył CNN w 1998 roku  

o nazwie LeNet-5. Model służył do rozpoznawania znaków, takich jak kody pocztowe i cyfry 

[184].  

Sieci CNN są szeroko stosowane do identyfikacji obrazów satelitarnych, przetwarzania 

obrazów medycznych, prognozowania szeregów czasowych i wykrywania anomalii. 

CNN wydają się być najbardziej przydatne, gdy dane wejściowe mają pewną 

strukturę. Przykładem może być to, jak obrazy i dane audio, które mają określony zestaw 

powtarzających się wzorów i wartości wejściowych obok siebie, są powiązane przestrzennie.  
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CNN były również wykorzystywane w innych zadaniach, takich jak tłumaczenie/generacja 

języka naturalnego/generacja (Natural language translation/generation) [185] i analiza 

sentymentu (Sentyment analysis) [186]. Splot to potężna koncepcja pomagająca zbudować 

bardziej solidną przestrzeń funkcji w oparciu o sygnał [187].  

Zastosowania CNN to także bardzo często: dane MRI [188], dane kształtu 3D [189], 

aplikacje NLP [190].  

CNN znajdują zastosowanie także w obszarze zarządzania, ekonomii i finansów. Mogą być 

używane np. do rozpoznawania specyficznych wzorców finansowych na podstawie analizy 

danych na wykresach, co może pomóc w podejmowaniu decyzji inwestycyjnych [191]. Model 

prognostyczny oparty na CNN skutecznie ekstrahuje cechy z danych czasowych i unika utraty 

informacji, która może wystąpić podczas transformacji obrazu [192].  

Ogólna architektura CNN (rysunek 2.5). 

 

Rysunek 2.5. Ogólna architektura CNN 

Źródło: opracowanie własne na podstawie [187]. 

 CNN składają się z wielu warstw, które przetwarzają i wyodrębniają cechy z danych: 

1. Warstwy konwolucji, konwolucyjne (Convolution layers): mają kilka filtrów do 

wykonywania operacji konwolucji. To są pierwsze warstwy, które wyodrębniają cechy  

z obrazu wejściowego. Konwolucja zachowuje relacje między pikselami, ucząc się 

funkcji obrazu, przy użyciu małych kwadratów danych wejściowych. Warstwa 

konwolucji waży każdy element w macierzy danych za pomocą funkcji gęstości (Density 

function) prawdopodobieństwa. Liczba filtrów i rozmiary filtrów są ważnymi 

hiperparametrami warstwy konwolucji [164]. 

2. Warstwy ReLU (Rectified Linear Units): do wykonywania operacji na 

elementach. Wynikiem jest skorygowana mapa funkcji. Warstwy ReLU stosują funkcję 

aktywacji uwzględniającą elementy względem progu danych wejściowych. Funkcję 
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aktywacji ReLU przedstawić można jako 𝑅𝑒𝐿𝑈(𝑥) = 𝑚𝑎𝑥(0, 𝑥), gdzie 𝑥 jest wartością 

wejściową, 𝑚𝑎𝑥(𝑥, 0) oznacza, że jeżeli 𝑥 jest większe od zera, wartość wyjściowa jest 

równa 𝑥, a jeśli 𝑥 jest mniejsze lub równe zero, wartość wyjściowa jest równa zero [164]. 

3. Warstwy agregujące (Pooling layers): skorygowana mapa funkcji jest następnie 

przesyłana do warstw agregujących. Tworzenie puli to operacja próbkowania w dół, która 

zmniejsza wymiary mapy obiektów. Warstwy agregujące przekształcają następnie 

dwuwymiarowe tablice z połączonej mapy obiektów w pojedynczy, długi, ciągły, liniowy 

wektor przez spłaszczenie go [164]. 

4. W pełni połączone warstwy (Fully connected layers): tworzone są, gdy spłaszczona 

macierz z warstwy pooling jest podawana jako dane wejściowe, które klasyfikują  

i identyfikują obrazy [164]. 

 Oprócz wymienionych warstw istnieją inne istotne elementy, które często są używane  

w sieciach konwolucyjnych, ale nie zostały przedstawione na rysunku. Można je dodać do 

architektury sieci CNN w zależności od potrzeb i charakterystyki danych. Te elementy mogą 

być wykorzystane w różnych kombinacjach, aby uzyskać najlepsze rezultaty podczas treningu 

i testowania sieci. Są to m.in.: 

1. Warstwa normalizacji wsadowej (Batch normalization): jest używana w celu 

normalizacji wartości wejściowych między warstwami sieci. Pomaga w przyspieszeniu 

treningu oraz zapobiega zanikaniu gradientu, co umożliwia efektywniejsze uczenie się 

sieci [164]. 

2. Warstwa Dropout: jest używana w celu losowego wyłączania niektórych neuronów 

podczas treningu. Pozwala to na uniknięcie przetrenowania sieci i poprawia jej ogólną 

zdolność do generalizacji na nowe dane [164]. 

3. Aktywacja Softmax w warstwie końcowej: warstwa końcowa w sieciach 

konwolucyjnych może mieć aktywację Softmax, która zamienia wyniki sieci na 

prawdopodobieństwa przynależności do różnych klas. Dzięki temu sieć może być 

wykorzystywana do zadania klasyfikacji [164].  

Do popularnych architektur sieci CNN zalicza się: 

1. LeNet-5: będąca jedną z najwcześniejszych udanych architektur CNN. Opracował ją 

Yann Lecun i in. w 1998 roku [184]. 

2. AlexNet: pomagająca w popularyzacji CNN w wizji komputerowej. Opracował ją Alex 

Krizhevsky, Ilya Sutskever i Geoffrey E. Hinton w 2012 roku [193]. 

3. ZF Net: opracowana przez Matthew D. Zeiler i Rob Fergus w 2013 roku [194]. 

4. GoogLeNet: opracowana przez grupę informatyków z Google [195]. 
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5. VGGNet: opracowana przez grupę badawczą z Uniwersytetu w Oxfordzie znaną jako 

Visual Geometry Group [196]. 

6. Sieć szczątkowa (Residual Neural Network (ResNet)): stworzona przez Kamiming He, 

Xiangyu Zhang i in. w 2015 roku [197].   

 Sieci rekurencyjne (Recurrent Neural Networks (RNN)) należą do rodziny sieci 

neuronowych ze sprzężeniem do przodu. Różnią się one od innych sieci jednokierunkowych 

(Feed-forward) możliwością wysyłania informacji w określonych odstępach czasu.  

W przypadku sekwencji danych, takich jak analiza tekstu występuje uczenie nadzorowane.  

W kontekście zastosowań, gdzie model musi podjąć decyzje w interakcji ze środowiskiem, 

występuje uczenie wzmocnione [164]. 

 Rekurencyjne sieci neuronowe mogą mieć pętle w połączeniach. Dzięki temu modelują 

zachowania czasowe, które zyskują dokładność w takich domenach, jak szeregi czasowe, język, 

dźwięk i tekst. Rekurencyjna sieć neuronowa zawiera pętlę sprzężenia zwrotnego, której używa 

do uczenia się na podstawie sekwencji, w tym sekwencji o różnej długości. Rekurencyjne sieci 

neuronowe zawierają dodatkową macierz parametrów dla połączeń między krokami 

czasowymi, które są używane do przechwytywania relacji czasowych w danych. Architektura  

RNN (rysunek 2.6) [164]. 

Rysunek 2.6. Sieć RNN (unfolded RNN) 

Źródło: opracowanie własne na podstawie [183]. 

 

Rekurencyjne sieci neuronowe są szkolone do generowania sekwencji, w których dane 

wyjściowe w każdym kroku czasowym są oparte zarówno na bieżących danych wejściowych, 
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jak i danych wejściowych we wszystkich poprzednich krokach czasowych [198]: 

• wejście sieci w danym kroku czasowym oznaczone jest jako 𝑥, 

• wyjście sieci w danym kroku czasowym oznaczone jest jako 𝑦, 

• stan ukryty sieci przekazywany z jednego kroku czasowego do następnego oznaczone jest 

jako ℎ, 

• wyjście w czasie 𝑡 − 1 zasila wejście w czasie 𝑡, 

• podobnie dane wyjściowe w czasie 𝑡 zasilają dane wejściowe w czasie 𝑡 + 1, 

• RNN mogą przetwarzać dane wejściowe o dowolnej długości, 

• obliczenia uwzględniają informacje historyczne, a rozmiar modelu nie zwiększa się wraz 

z rozmiarem danych wejściowych [183]. 

Zastosowania dla rekurencyjnych sieci neuronowych obejmują: 

• dekompozycję sceny obrazu, 

• NLP, 

• transkrypcję audio na tekst [199]. 

Sieci z długotrwałą pamięcią krótkoterminową (Long Short-Term Memory 

(LSTM)) to najczęściej stosowana odmiana Recurrent Neural Networks. LSTM mogą być 

stosowane zarówno w zadaniach uczenia nadzorowanego, jak i wzmocnionego, zwłaszcza w 

przypadku, gdy konieczne jest uwzględnienie długotrwałych zależności w danych 

sekwencyjnych. Umożliwia to zasilanie wyjść z LSTM jako wejść do bieżącej fazy.  RNN mają 

połączenia tworzące ukierunkowane cykle. Twórcami sieci LSTM w 1997 roku byli Hochreiter 

i Schmidhuber [183]. 

Typowe przykłady użycia LSTM to: 

• generowanie zdań (m.in. modele językowe na poziomie znaków), 

• klasyfikowanie szeregów czasowych, 

• rozpoznawanie mowy, 

• rozpoznawanie pisma odręcznego, 

• polifoniczne modelowanie muzyki, 

• opracowywanie produktów farmaceutycznych [199]. 

LSTM przechowują informacje w czasie. Są przydatne w przewidywaniu szeregów 

czasowych, ponieważ zapamiętują poprzednie dane wejściowe. LSTM mają strukturę podobną 

do łańcucha, w której cztery wzajemnie oddziałujące warstwy komunikują się w unikalny 

sposób (rysunek 2.7) [183]. 
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Rysunek 2.7. Blokowy schemat LSTM 

Źródło: opracowanie własne na podstawie [179]. 

Sieci LSTM składają się z wielu połączonych komórek LSTM i dobrze sprawdzają się pod 

względem wydajności podczas uczenia. Złożone są z następujących elementów: 

1. Bramka wejściowa (Input gate): chroni urządzenie przed nieistotnymi zdarzeniami 

wejściowymi [183]. 

2. Bramka zapominania (Forget gate): pomaga urządzeniu zapomnieć o poprzedniej 

zawartości pamięci [183]. 

3. Bramka wyjściowa (Output gate): ujawnia zawartość komórki pamięci (lub nie) na 

wyjściu jednostki LSTM. Bramka wyjściowa jednostki LSTM decyduje, czy ujawnić 

zawartość komórki pamięci na swoim wyjściu, czyli czy przekazać pewne informacje 

dalej do kolejnych jednostek lub wyjścia sieci, bądź też zatrzymać je i nie przekazywać 

dalej [200]. 

Wyjście bloku LSTM jest rekurencyjnie połączone z wejściem bloku (Block input)  

i wszystkimi bramkami bloku LSTM. Bramki wejściowe i wyjściowe w jednostce LSTM mają 

sigmoidalne funkcje aktywacji, które ograniczają wartości do zakresu [0,1]. Wizjery 

(Peepholes) to połączenia pozwalające bramom obserwować stan komórki. Oznaczenie dla 

bramy wyjściowej (o), dla stanu komórki (c), dla bramy wejściowej (i), wejścia bloku (z) [199]. 

Rekursywne sieci neuronowe (Recursive Neural Networks (RvNN)) obsługiwać mogą 

dane wejściowe o zmiennej długości. Są najczęściej stosowane w kontekście 

nienadzorowanego uczenia. Często błędnie oznaczane tym samym akronimem, co sieć RNN, 
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którą opisano wcześniej. Łatwo je pomylić, dlatego należy zwracać uwagę na angielskie 

nazewnictwo. Ze względu na strukturę drzewa mogą uczyć się modeli hierarchicznych  

w przeciwieństwie do RNN, które mogą obsługiwać tylko dane sekwencyjne. Liczba dzieci dla 

każdego węzła w drzewie jest stała, dzięki czemu sieć może wykonywać operacje rekurencyjne 

i używać tych samych wag we wszystkich krokach [164]. 

Architektura rekursywnej sieci neuronowej składa się z macierzy o współdzielonych wagach 

i struktury drzewa binarnego, która umożliwia sieci rekursywnej poznanie różnych sekwencji 

słów lub części obrazu.  Rekursywne sieci neuronowe wykorzystują odmianę propagacji 

wstecznej zwaną propagacją wsteczną przez strukturę (Backpropagation Through Structure 

(BPTS)). Przejście do przodu odbywa się od dołu do góry, a propagacja wsteczna odbywa się 

od góry do dołu [201].  

RvNN występują w kilku odmianach. Jednym z nich jest rekursywny autokoder 

(Recursive auto-encoder (RAE)). Autokodery rekursywne uczą się, jak zrekonstruować dane 

wejściowe. Inną odmianą jest rekursywna sieć tensorów neuronowych (Recursive Neural 

Tensor Network (RNTN)). Są to sieci neuronowe wykorzystywane w przetwarzaniu języka 

naturalnego. Mają strukturę drzewiastą, gdzie w każdym węźle znajduje się osobna sieć 

neuronowa. Można użyć rekursywnych sieci neuronowych z tensorami do segmentacji granic, 

czyli określenia, które grupy słów są pozytywne, a które są negatywne. To samo dotyczy całych 

zdań [202]. 

Rekurencyjne i rekursywne sieci neuronowe mają wiele takich samych przykładów użycia. 

Rekursywne sieci neuronowe mogą odzyskać zarówno strukturę granularną, jak i strukturę 

hierarchiczną wyższego poziomu w zestawach danych, takich jak obrazy lub zdania. Struktura 

granularna odnosi się do szczegółowej organizacji danych na niższym poziomie hierarchii. 

Można to zrozumieć jako rozdzielenie danych na mniejsze, bardziej zdefiniowane części.  

W przypadku obrazów struktura granularna może oznaczać rozpoznawanie różnych elementów 

obrazu, takich jak kształty, krawędzie, tekstury itp. [164].  

Rekurencyjne sieci neuronowe są zwykle szybsze w szkoleniu od rekursywnych, dlatego 

zwykle używa się ich w bardziej tymczasowych aplikacjach. Wykazano jednak, że działają 

dobrze również w domenach opartych na NLP, takich jak analiza sentymentu [203]. 

Radialne neuronowe sieci funkcyjne (Radial Basis Function Networks (RBFN)) oparte 

są o ideę statystycznych rozwiązań metod aproksymacji funkcji liczbowej zmiennej. Są 

najczęściej stosowane w kontekście nienadzorowanego uczenia. RBFN są stosowane w analizie 

szeregów czasowych, klasyfikacji, predykcji zmiennych liczbowych oraz niektórych 

problemach numerycznych modelowania złożonych systemów. Są to specjalne typy sieci 
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neuronowych jednokierunkowych. Wykorzystują one jako funkcje aktywacji promieniowe 

funkcje bazowe (Radial Basis Function). Sieci RBFN dokonują klasyfikacji, mierząc 

podobieństwo danych wejściowych do przykładów ze zbioru uczącego (rysunek 2.8) [204].  

 

Rysunek 2.8. Sieć RBF 

Źródło: opracowanie własne na podstawie [183]. 

 

RBFN mają wektor wejściowy, który zasila warstwę wejściową. Mają warstwę neuronów 

RBF. Funkcja wyszukuje ważoną sumę danych wejściowych, a warstwa wyjściowa ma jeden 

węzeł na kategorię lub klasę danych. Neurony w warstwie ukrytej zawierają funkcje 

przeniesienia Gaussa (Gaussian transfer functions), których wyjścia są odwrotnie 

proporcjonalne do odległości od centrum neuronu. Wyjście sieci jest liniową kombinacją 

funkcji radialnych wejścia i parametrów neuronu [164].  

Perceptrony wielowarstwowe (Multilayer Perceptrons (MLP)) są klasą sprzężonych 

sieci neuronowych o wielu warstwach perceptronów mających funkcje aktywacji. Są 

najczęściej stosowane w kontekście nadzorowanego i nienadzorowanego uczenia. Platformy 

MLP są złożone z wejściowej i wyjściowej warstwy, które są w pełni połączone. Liczba 

wyjściowych i wejściowych warstw jest taka sama, jednak mogą mieć wiele ukrytych warstw  

i być używane przy tworzeniu oprogramowania do rozpoznawania mowy, obrazów oraz 

maszynowego tłumaczenia (rysunek 2.9) [183]. 
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Rysunek 2.9. Sieć MLP na przykładzie rozpoznawania pojazdów 

Źródło: opracowanie własne na podstawie [183]. 

 

Diagram oblicza wagi i odchylenia oraz stosuje odpowiednie funkcje aktywacji do 

klasyfikowania różnych typów pojazdów (samochodów i ciężarówek). Platformy MLP 

przesyłają dane do warstwy wejściowej sieci. Warstwy neuronów łączą się na wykresie tak, że 

sygnał przechodzi w jednym kierunku. MLP obliczają dane wejściowe z wagami, które istnieją 

między warstwą wejściową a warstwami ukrytymi. Platformy MLP używają funkcji aktywacji 

do określenia, które węzły mają zostać uruchomione. Funkcje aktywacji obejmują jednostki 

ReLU, funkcje sigmoidalne i tanh. Platformy MLP szkolą model, by zrozumieć korelację  

i poznać zależności między zmienną niezależną a zmienną docelową na podstawie zestawu 

danych szkoleniowych [164].  

Samoorganizujące się mapy (Self Organizing Maps (SOM)) utworzone zostały przez 

Profesora Teuvo Kohonena. Są stosowane w kontekście nienadzorowanego uczenia. 

Umożliwiają one wizualizację danych dla zmniejszenia wymiarów danych przez 

samoorganizujące się sztuczne sieci neuronowe. Ludzie nie są w stanie łatwo wizualizować 

wielowymiarowych danych, więc problem ten próbuje być rozwiązany przez wizualizację 

danych. Tworzy się SOM właśnie w celu zrozumienia tych wielowymiarowych informacji.  Są 

szczególnym przypadkiem algorytmów realizujących uczenie się bez nadzoru. Ich głównym 

zadaniem jest organizacja wielowymiarowej informacji, m.in. obiektów opisanych 50 

parametrami, w taki sposób, aby możliwe było jej prezentowanie i analizowanie w przestrzeni 

o znacznie mniejszej liczbie wymiarów, na przykład na dwuwymiarowej mapie. Warunek: 

rzuty „podobnych” danych wejściowych powinny być bliskie również na mapie. Diagram 

wejściowego wektora o różnych kolorach (rysunek 2.10) [157], [183].  
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Rysunek 2.10. Działanie SOM 

Źródło: opracowanie własne na podstawie [205]. 

 

Dane z wejściowego wektora przesyłane są do SOM, ten z kolei konwertuje je na wartości 

2D RGB. Na koniec oddziela i kategoryzuje różne kolory. SOM inicjują wagi dla każdego 

węzła i losowo wybierają wektor z danych uczących. SOM sprawdzają każdy węzeł, aby 

znaleźć, które wagi są najbardziej prawdopodobnym wektorem wejściowym. Zwycięski węzeł 

nazywa się Best Matching Unit (BMU). SOM odkrywają sąsiedztwo BMU, a liczba sąsiadów 

z czasem maleje. SOM przyznają zwycięską wagę wektorowi próbki. Im bliżej BMU znajduje 

się węzeł, tym bardziej zmienia się jego waga. Im dalej sąsiad jest od BMU, tym mniej się 

uczy. Proces aktualizacji wag i znajdowania BMU i sąsiadów jest powtarzany przez 𝑁 iteracji, 

aby ostatecznie zorganizować dane w przestrzeni SOM [205]. 

Na podstawie analizy opisanych sieci zauważyć można, że: 

1. Do wygenerowania danych (m.in. dźwięk, obrazy, tekst) należy użyć: 

• GAN, 

• Recurrent Neural Networks. 

2. W modelowaniu obrazów zastosować należy: 

• CNN, 

• DBN. 

3. Do modelowania danych sekwencyjnych (dotyczą sekwencji DNA, RNA lub peptydów), 

użyje się prawdopodobnie: 
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• Recurrent Neural Networks/LSTM. 

4. W modelowaniu szeregów czasowych, takich jak wartość sprzedaży, stopy procentowe, 

dane kredytowe o charakterze sekwencyjnym: 

• LSTM. 

5. Do przewidywania trendów, modelowania sekwencji danych, które mają zależności 

czasowe, do przewidywania trendów cenowych lub analiza sentymentu na rynkach: 

• Recurrent Neural Networks. 

6. Do analizy wykresów finansowych: 

• CNN. 

7. Do redukcji wymiarów danych finansowych, eliminacji zbędnych cech mogących 

wpłynąć na modelowanie kredytowe: 

• Autoenkodery. 

8. W celu przetwarzania zróżnicowanych danych o różnych typach atrybutów (zmiennych): 

• MLP. 

 Podsumowując, w tym podrozdziale dokonano przeglądu głównych architektur  

i algorytmów głębokiego uczenia. Poszczególne rodzaje sieci wykorzystuje się w zależności od 

charakteru zadania i obszaru wspomagania decyzji. W kolejnym podrozdziale przedstawiono 

metody uczenia się głębokich sieci neuronowych. 

2.3. Metody uczenia głębokich sieci neuronowych 

Podstawowe metody uczenia głębokich sieci neuronowych (odnoszące się również do 

maszynowego uczenia) to: 

• uczenie nadzorowane (Supervised learning), 

• uczenie nienadzorowane (Unsupervised learning), 

• uczenie częściowo nadzorowane (Semi-Supervised learning), 

• uczenie wzmocnione (Reinforcement learning). 

Uczenie nadzorowane (Supervised learning) występuje, gdy głęboka sieć neuronowa uczy 

się przez przykłady. To tak jakby uczniowie mieli w posiadaniu klucz do testu i zostali 

poproszeni o rozwiązanie go. Dane wejściowe wykorzystywane są do wyszukiwania zależności 

służących do rozwiązania określonego problemu. Gdy uda się ustalić pewien wzorzec, 

wykorzystywany jest on w przypadkach podobnych. Są dwa zbiory danych. Treningowy ze 

znanymi odpowiedziami dostarczany algorytmowi i testowy bez odpowiedzi służący do 

przeprowadzenia sprawdzianu jakości. Zestaw danych uczących składa się z wejść (cech)  
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i odpowiadających im etykiet (odpowiedzi, oczekiwanych wyników). Sieć jest uczona za 

pomocą par wejście-wyjście, gdzie na wejściu dostarczane są dane treningowe, a na wyjściu 

oczekiwane odpowiedzi. Celem uczenia jest dopasowanie odpowiedzi do danego wejścia, aby 

minimalizować błąd między przewidywanymi wynikami a rzeczywistymi etykietami.  

W trakcie uczenia się głęboka sieć neuronowa otrzymuje informację zwrotną od nauczyciela 

(obiektywnej funkcji oceniającej), która wskazuje, jak dobrze dokonuje predykcji na danych 

uczących. Uczenie odbywa się na bazie doświadczenia, co znaczy, że aplikowane są sugestie  

i podpowiedzi nauczyciela do poprawy wyników, a wnioski wyciągane są na podstawie 

informacji zwrotnej. Przykłady zastosowania: wykrywanie nadużyć, zarządzanie ryzykiem, 

personalizacja interakcji, rozpoznawanie tekstu, obrazu i mowy oraz segmentacja klientów 

[206], [207]. 

Uczenie nienadzorowane (Unsupervised learning) występuje, gdy głęboka sieć 

neuronowa nie jest w posiadaniu „klucza odpowiedzi”. Sama musi analizować dane, szukać 

wzorce i odnajdywać relacje. Zestaw danych uczących składa się tylko z wejść (cech), bez 

etykiet czy poprawnych odpowiedzi. Ten rodzaj uczenia najbardziej przypomina sposób 

działania ludzkiego mózgu wyciągającego wnioski na podstawie intuicji i spontanicznej 

obserwacji. Wraz ze wzrostem zbiorów danych prezentowane wnioski są coraz bardziej 

precyzyjne. Nie ma nauczyciela (wyroczni) jak w uczeniu nadzorowanym. Nie można zatem 

porównać jakości uczenia z „poprawnymi wynikami”. Metoda uczenia posiada własne miary 

jakości dopasowania, oparte na charakterystycznych dla niej miarach. Metoda sprawdza 

dostępne sposoby partycjonowania danych i decyduje wewnętrznie o czasie przerwania 

treningu. Przykłady zastosowania: wykrywanie anomalii, analiza koszyka zakupowego, 

rozpoznawanie podobnych obiektów [206], [207]. 

Uczenie częściowo nadzorowane (Semi-Supervised learning) to kolejny rodzaj uczenia 

się głębokich sieci neuronowych. W tym przypadku sieć otrzymuje wejściowe dane zarówno 

nieoznaczone (wymagające przyporządkowania do danych wyjściowych, znalezienia 

odpowiedzi), jak i oznaczone (zawierające odpowiadające im dane wyjściowe, konkretne 

przykłady). Ten rodzaj uczenia się wykorzystywany jest w sytuacjach, gdy organizacja 

dysponuje zbyt dużą ilością danych bądź gdy informacje są na tyle zróżnicowane, że nie sposób 

przyporządkować do każdej z nich odpowiedzi. Głęboka siec neuronowa sama proponuje 

odpowiedzi. Może utworzyć ogólne wzorce. Przykłady zastosowania uczenia częściowo 

nadzorowanego: rozpoznawanie mowy i obrazu, klasyfikacja stron internetowych [206], [208]. 

 Uczenie wzmocnione (Reinforcement learning) to podejście, w którym głęboka sieć 

neuronowa działa w dynamicznym środowisku, podejmuje różne akcje i uczy się na podstawie 
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konsekwencji tych działań. Celem jest maksymalizacja nagród (lub wzmocnień), które 

otrzymuje w odpowiedzi na swoje akcje. Sieć może mieć ograniczoną wiedzę na temat 

otoczenia i nie zawsze dysponuje dokładnymi informacjami na temat skutków swoich działań. 

Jej zadanie może być postrzegane jako kompleksowe wyzwanie w obszarze sztucznej 

inteligencji. Sieć neuronowa funkcjonuje w nieznanym środowisku i musi zdobyć umiejętność 

skutecznego działania w celu maksymalizacji określonego kryterium, które jest wyrażone za 

pomocą nagród lub wzmocnień. Przykłady zastosowania uczenia wzmocnionego: nawigacja 

(wybór trasy na podstawie informacji o natężeniu ruchu i warunkach na 

drodze), gry (dostosowywanie scenariuszy rozgrywki do działań gracza), zarządzanie 

produkcją (harmonogramowanie zadań) [206], [209]. 

Dobór metody uczenia głębokich sieci neuronowych zależy od charakteru rozwiązywanego 

problemu oraz charakterystyki posiadanych danych. Należy dokonać kategoryzacji zadań 

według wejściowych i wyjściowych danych [206]: 

• jeżeli posiadany zestaw danych jest oznaczony bądź możliwy do przygotowania, jest to 

domena nadzorowanego uczenia, 

• jeżeli nadal trzeba zdefiniować strukturę, to problem uczenia się bez nadzoru, 

• jeżeli zestaw danych zawiera zarówno dane oznaczone, jak i nieoznaczone, zastosowane 

będzie uczenie częściowo nadzorowane, 

• jeżeli potrzebny jest model do interakcji ze środowiskiem, stosuje się algorytm uczenia 

ze wzmocnieniem. 

2.4. Ocena poziomu dokładności i generalizacji 

 Celem oceny modelu głębokiego uczenia jest oszacowanie dokładności uogólnienia modelu 

na innych, niewidocznych/znajdujących się poza zbiorem uczącym danych. W tym podrozdziale 

wyjaśniono metody stosowane do oceny, jak dobrze model głębokiego uczenia generalizuje  

z użyciem nowych danych. Zilustrowano też, w jaki sposób typowe miary oceny modelu są 

implementowane w przypadku problemów z klasyfikacją i regresją [152]. 

Metody oceny wydajności modelu głębokiego uczenia, takie jak wstrzymanie (Hold-out 

evaluation) i walidacja krzyżowa (Cross-validation), służą do oceny zdolności modelu do 

generalizacji w odniesieniu do nieznanych wcześniej danych. W obu metodach wykorzystywany 

jest zbiór testowy, tj. dane, które nie uczestniczyły w procesie treningu modelu, aby dokładnie 

ocenić jego zdolność do efektywnego przewidywania na nowym, nieznanym zbiorze danych.  

W obu metodach wykorzystywany jest testowy zestaw (tj. dane niewidoczne dla modelu) do 

oceny wydajności modelu. Nie zaleca się używania danych, które użyte były do zbudowania 
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modelu, do jego oceny. Dzieje się tak, ponieważ opracowany model zapamięta cały zestaw 

uczący i dlatego zawsze będzie przewidywał poprawną etykietę dla dowolnego punktu  

w zestawie uczącym. Jest to znane jako nadmierne dopasowanie [210]. 

Ocena wstrzymania ma na celu przetestowanie modelu z wykorzystaniem innych danych 

niż tych, na których został on nauczony. Zapewnia to obiektywne oszacowanie wydajności 

uczenia. 

Zbiór danych przy tej metodzie dzielony jest na trzy podzbiory [211]: 

1. Zbiór uczący używany jest do uczenia i treningu modelu [212]. 

2. Zbiór walidacyjny to podzbiór zestawu danych używany do optymalizacji parametrów 

modelu. Służy do ewaluacji sieci neuronowej podczas treningu [212]. 

3. Zbiór testowy jest wykorzystywany do ewaluacji modelu. Jeśli model pasuje do zestawu 

uczącego znacznie lepiej niż do zestawu testowego, prawdopodobnie przyczyną jest 

nadmierne dopasowanie [211], [212]. 

Ocena wstrzymania przydatna jest ze względu na prostotę, szybkość i elastyczność. Metoda 

ta jednak jest często związana z dużą zmiennością, ponieważ różnice w zestawie danych 

testowych i uczących mogą skutkować znaczącymi różnicami w ocenie dokładności [211]. 

Walidacja krzyżowa jest metodą polegającą na podzieleniu oryginalnego zestawu danych 

obserwacji na zestaw uczący, używany do uczenia modelu i zestaw niezależny używany do 

oceny analizy [210]. Metody walidacji krzyżowej mogą być również używane do porównywania 

wydajności różnych modeli głębokiego uczenia na tym samym zestawie danych i mogą być 

również pomocne przy wybieraniu wartości parametrów modelu, które maksymalizują 

dokładność modelu- znane również jako dostrajanie parametrów [213]. 

Najpopularniejszą metodą sprawdzania poprawności krzyżowej jest 𝑘-krotne sprawdzanie 

poprawności krzyżowej (K-fold cross-validation). Metoda ta polega na podzieleniu 

oryginalnego zestawu danych na 𝑘 podpróbek o równym rozmiarze, zwanych fałdami (Folds). 

Liczba określona przez użytkownika, zwykle o wartości 5 lub 10 jako wartość preferowana to 

𝑘. Jest to powtarzane 𝑘 razy tak, że za każdym razem jeden z 𝑘 podzbiorów jest używany jako 

zbiór testowy, a pozostałe podzbiory 𝑘 − 1 są łączone w celu utworzenia zbioru 

uczącego. Oszacowanie błędu jest uśredniane ze wszystkich 𝑘 prób, aby uzyskać całkowitą 

skuteczność modelu. Na przykład, podczas wykonywania pięciokrotnej weryfikacji krzyżowej 

dane są dzielone najpierw na 5 części o (w przybliżeniu) równym rozmiarze. Trenowana jest 

sekwencja modeli. Pierwszy model jest szkolony przy użyciu pierwszego fałdu jako zbioru 

testowego, a pozostałe fałdy są używane jako zbiór uczący. Powtarzane jest to dla każdego  

z tych 5 podziałów danych, a oszacowanie dokładności uśredniane jest dla wszystkich 5 prób, 
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aby uzyskać całkowitą skuteczność modelu. Każdy punkt danych znajdować musi się w zbiorze 

testowym dokładnie raz, a 𝑘 − 1 razy jest używany w zbiorze uczącym. To znacznie zmniejsza 

tzw. odchylenie (Bias), ponieważ większość danych używana jest do dopasowania, a także 

znacznie zmniejsza wariancję, ponieważ większość danych jest również używana w zestawie 

testowym [210].  

Odchylenia między modelami a rzeczywistością przedstawione mogą być przez różne 

źródła błędów:  

1. Nieredukowalny błąd (Irreducible error) (tzw. wrodzona niepewność): wiąże się  

z naturalną zmiennością systemu (hałasem). Nie można go zmniejszyć, ponieważ wynika 

z nieusuwalnej zmienności lub hałasu w danych, których nie da się zredukować ani 

wyeliminować [213]. 

2. Błąd redukowalny (Reducible error): jest błędem, który można i należy dalej 

minimalizować poprzez korekty modelu. Co więcej, redukowalny błąd można dalej 

rozłożyć na „błąd spowodowany kwadratem odchylenia” i „błąd spowodowany 

wariancją” [213]. 

3. Błąd wynikający z odchylenia (Bias error): to błąd z błędnych założeń w modelu 

bazowym- w sytuacji wysokiego odchylenia, modele są nieodpowiednio stworzone. 

[214]. 

4. Błąd wynikający z wariancji (Variance error): mierzy, w jaki sposób prognozy dla 

określonej próbki różnią się od innych w różnych realizacjach modeli z różnych 

zestawów szkoleniowych. W przeciwieństwie do odchylenia wariancja nie mierzy, czy 

są one w ogóle dokładne. W sytuacji wysokiej wariancji predykcje z różnych modeli 

bardzo się rozchodzą [214]. 

W kontekście modeli maszynowego uczenia i głębokiego uczenia, gdy mowa jest  

o wariancji, często odnosi się to do wariancji estymatora, ponieważ głównym celem jest 

oszacowanie pewnych parametrów modelu na podstawie dostępnych danych. 

Wzory na wariancję estymatora są istotne, ponieważ pomagają zrozumieć, jak bardzo różne 

estymaty tego samego parametru będą się różnić w różnych próbach. W praktyce oczekuje się, 

aby modele były stabilne i generalizowały dobrze na nowe dane. Wzory na wariancję 

estymatora pomagają w analizie stabilności i zdolności do generalizacji modelu. 

Niech zmienna losowa 𝑓(𝑥) oznacza estymatę 𝑓(𝑥). Matematycznie wariancja estymatora 

𝑓(𝑥) jest zdefiniowana jako [214]:  
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 𝑉𝑎𝑟 (𝑓(𝑥)) : = 𝐸((𝑓(𝑥) − 𝐸(𝑓(𝑥)))2) 1.2  

Oznacza to średnią dewiację 𝑓(𝑥) od średniej estymaty 𝐸(𝑓(𝑥)), gdzie dewiacja jest 

podniesiona do kwadratu w celu zachowania symetrii różnicy. 

 Wyprowadzając odchylenie i wariancję, założyć można, że 𝑓 = 𝑓(𝑥) to funkcja generująca 

dane (Truth), w których można zmierzyć jedynie zaszumienie próbki (Noisy samples) 𝑦 = 𝑓 +

𝜖  (𝜖 jest szumem o rozkładzie normalnym, gdzie 𝐸(𝜖) = 0 i 𝑉𝑎𝑟(𝜖) = 𝜎2). Oczywiście, 

ponieważ 𝑦 to zaszumione próbki, są one rozrzucone wokół odpowiednich „true” wartości. Jest 

to błąd nieredukowalny 𝑉𝑎𝑟(𝑦) = 𝜎2 [214]. 

Zależności między odchyleniem i wariancją (rysunek 2.11). 

 

Rysunek 2.11. Wizualizacja różnego dopasowania próbek w modelach uczenia głębokiego  

Źródło: opracowanie własne na podstawie [214]. 
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  Gdy  próbki  są  dość  zaszumione,  dopasowanie  dowolnego  modelu  do  danych  może

skutkować   nadmiernym   dopasowaniem  tak   jak   na   rysunku   po   lewej   stronie.

Algorytm  odzwierciedla   szum,  a   nie   podstawowe   wzorce.  Czasami   model   nie

potrafi   nawet  w  najmniejszym  stopniu  uchwycić  podstawowego  wzorca  danych.  Ta

sytuacja  nazywana  jest  niedouczeniem  (Underfitting).  Jest   widoczna  na   środku.

Równowagę  między  odchyleniem a wariancją widać najbardziej na prawym obrazku. Model

przypomina podstawową funkcję bez wpływu zaszumionych obserwacji  (Noisy  observations)

[214],  [215].

  Często istnieje kompromis między  odchyleniem  a wariancją.  Jeśli model jest zbyt „prosty”

i ma bardzo mało parametrów, to może mieć duże  odchylenie  (ale małą wariancję).  Jeśli jest

zbyt „złożony” i ma bardzo  dużo  parametrów, to może cierpieć z powodu dużej wariancji (ale

mieć mniejsze  odchylenie)  [214].

  Samo znalezienie właściwej równowagi między osiągnięciem wystarczającej złożoności bez

nadmiernego dopasowania danych jest trudne.  Różne algorytmy  głębokiego  uczenia  są  mniej
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lub bardziej podatne na  odchylenie  i wariancję, dlatego mają różne sposoby kalibracji swoich

modeli  [213].

  Miary  oceny  modelu  są  używane  przy  ilościowym  określaniu  wydajności  modelu.  Wybór

miar  oceny  zależny  jest  od  danego  zadania  głębokiego  uczenia  (takiego  jak  m.in.  regresja,

klasyfikacja,  ranking,  klastrowanie,  modelowanie).  Nadzorowane  zadania  uczenia,  takie  jak

klasyfikacja i regresja, stanowią większość aplikacji  głębokiego  uczenia  [213].

  Problem  regresji  występuje,  gdy  celem  jest  przewidywanie  wartości  numerycznych  lub

ciągłych, takich jak cena,  temperatura  czy dochód. Zadanie klasyfikacji występuje, gdy celem

jest przyporządkowanie danych do określonych klas lub etykiet, np. rozpoznawanie obrazów,

analiza sentymentu tekstu czy diagnozowanie chorób na podstawie wyników badań. Regresja

dotyczy prognozowania wartości, a klasyfikacja przypisywania do kategorii  [216].

  Do  najczęściej  stosowanych  miar  oceny  modelu  głębokiego  uczenia  używanych

w problemach klasyfikacji  zalicza się:

• macierz pomyłek  (Confusion Matrix),

• dokładność  (Accuracy),

• dokładność zbalansowana  (Balanced accuracy),

• czułość lub wrażliwość (Sensitivity,  Recall),

• znamienność (Specificity),

• precyzja (Precision),

• miara  F-beta  (F-beta  measure, F-beta  score),

• miara F1 (F1  measure, F1  score),

• strata logarytmiczna  (Logarithmic Loss  (logloss)),

• krzywa ROC (Receiver Operating Characteristics),

• pole  pod  wykresem krzywej ROC  (Area under Curve (AUC)).

  Macierz pomyłek (Confusion Matrix)  zapewnia bardziej szczegółowy podział  poprawnych

i błędnych klasyfikacji dla każdej klasy  (rysunek  2.12)  [213].
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Klasa rzeczywista 

Pozytywna Negatywna 

Klasa predykowana 

Pozytywna 

TP 

True Positive 

Prawdziwie pozytywny 

FP 

False Positive 

Fałszywie pozytywny 

Negatywna 

FN 

False Negative 

Fałszywie negatywny 

TN 

True Negative 

Prawdziwie negatywny 

Rysunek 2.12. Macierz konfuzji 

Źródło: opracowanie własne na podstawie [213]. 

 

Macierz konfuzji to rodzaj tabeli przedstawiającej wyniki klasyfikacji modelu na zbiorze 

danych testowych. Jest to tabela o czterech komórkach, zorganizowana w dwie kolumny 

(rzeczywista klasa) i dwa wiersze (klasa przewidywana przez model). Macierz ta jest 

szczególnie przydatna w przypadku problemów binarnej klasyfikacji, gdzie obecne są dwie 

klasy: pozytywna i negatywna. Znaczenie terminów w analizie macierzy pomyłek: 

• prawdziwie pozytywna (True Positive (TP)): liczba przypadków, w których model 

poprawnie przewidział pozytywną klasę (np. osoba jest chora, a model poprawnie 

stwierdził, że jest chora), 

• fałszywie pozytywna (False Positive (FP)): liczba przypadków, w których model błędnie 

przewidział pozytywną klasę (np. osoba jest zdrowa, a model błędnie stwierdził, że jest 

chora), 

• fałszywie negatywna (False Negative (FN)): liczba przypadków, w których model błędnie 

przewidział negatywną klasę (np. osoba jest chora, a model błędnie stwierdził, że jest 

zdrowa), 

• prawdziwie negatywna (True Negative (TN)): liczba przypadków, w których model 

poprawnie przewidział negatywną klasę (np. osoba jest zdrowa, a model poprawnie 

stwierdził, że jest zdrowa), 

• prawdziwe (True): suma 𝑇𝑃 𝑖 𝑇𝑁, czyli łączna liczba poprawnych predykcji modelu, 

• fałszywe (False): suma 𝐹𝑃 𝑖 𝐹𝑁, czyli łączna liczba błędnych predykcji modelu [217]. 

Dokładność (Accuracy) jest powszechną miarą oceny problemów z klasyfikacją. Jest to 

stosunek liczby poprawnie rozpoznanych obiektów do ogólnej liczby obiektów [217]: 
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 𝐴𝑐𝑐 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝑇𝑁 + 𝐹𝑃 + 𝐹𝑁
 2.2 

 

Dokładność zbalansowana (Balanced accuracy) to średnia między czułością  

a swoistością, która mierzy średnią dokładność uzyskaną zarówno w klasie mniejszości, jak  

i większości [217]: 

 
𝐵𝐴𝑐𝑐 =

 Sensitivity +  Specificity 

2
 

  

2.3 

Czułość lub wrażliwość (Sensitivity, Recall) określa, ile prawdziwie pozytywnych 

przypadków wykryto [217]: 

 𝑆𝑒 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 

 
2.4 

Znamienność (Specificity) definiuje, ile prawdziwie negatywnych wyników wykryto 

[217]: 

 𝑆𝑝 =
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
 2.5 

 

Precyzja (Precision) określa dokładność klasyfikacji w obrębie rozpoznanej klasy [217]: 

 𝑃 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 2.6 

 

Miara F-beta (F-beta measure, F-beta score) jest to ważona średnia harmoniczna precyzji 

i czułości [218]:      

 𝐹𝛽 =
(𝛽2 + 1)𝑇𝑃

(𝛽2 + 1)𝑇𝑃 + 𝐹𝑃 + 𝛽2𝐹𝑁
 2.7 

 

Miara F1 (F1 measure, F1 score) interpretowana jest jako średnia harmoniczna precyzji  

i czułości [219]: 

 
2𝑇𝑃

2𝑇𝑃 + 𝐹𝑃 + 𝐹𝑁
 2.8 

 

Logarytmiczna strata (Logarithmic loss (logloss)) mierzy wydajność modelu klasyfikacji, 

w którym dane wejściowe predykcji są wartością prawdopodobieństwa z zakresu od 0 do 1. 

Strata logarytmiczna wzrasta, gdy przewidywane prawdopodobieństwo odbiega od rzeczywistej 

etykiety. Celem modeli głębokiego uczenia jest zminimalizowanie tej wartości. W związku  

z tym mniejsza strata logarytmiczna jest lepsza, a doskonały model ma stratę logarytmiczną 
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równą 0 [219]. 

 Logloss = −
1

𝑁
∑  

𝑁

𝑖=1

[𝑦𝑖𝑙𝑛 𝑝𝑖 + (1 − 𝑦𝑖)𝑙𝑛 (1 − 𝑝𝑖)] 2.9 

 

gdzie: 

𝑁 − jest liczbą obserwacji, 

𝑖 − to dana obserwacja/zapis, 

𝑦 − rzeczywista/prawdziwa wartość,  

𝑝 − prawdopodobieństwo przewidywania,  

𝑙𝑛 − odnosi się do logarytmu naturalnego (wartość logarytmiczna oparta na podstawie 𝑒) liczby. 

Krzywa ROC (Receiver Operating Characteristics) jest miarą wydajności, która służy do 

pomiaru zdolności binarnego klasyfikatora w rozróżnianiu dodatnich i ujemnych klas. Krzywe 

ROC używane są jako narzędzie pomagające w określeniu wydajności klasyfikatorów 

binarnych. Krzywą ROC określa wykres charakterystyczny dla danego klasyfikatora, 

przedstawiający wartości TP oraz FP na osiach 𝑌 oraz 𝑋. Wykres taki zawiera wiele punktów 

dla różnych wartości progu decyzyjnego klasyfikatora (zwanego również punktem odcięcia). 

Idealny klasyfikator będzie miał krzywą ROC wzdłuż osi 𝑌, a następnie wzdłuż osi 𝑋. Krzywa 

ROC ilustruje związek między czułością a specyficznością dla danego modelu. Jeśli przyjmie 

się równe koszty błędnych klasyfikacji, to optymalnym punktem odcięcia jest punkt krzywej 

ROC znajdujący się najbliżej punktu o współrzędnych (0,1). Punkt o współrzędnych (0,1) to 

punkt o czułości równej 1 (wszystkie obiekty wybranej klasy zostały wykryte) i specyficzności 

równej 1 (nie uznano błędnie żadnego obiektu za obiekt klasy wyróżnionej). Jeśli dla pewnego 

punktu odcięcia klasy są całkowicie separowane i wskazania modelu dobre, to krzywa ROC 

przechodzi przez ten punkt. Możliwe, że model wskazuje klasy „na odwrót”, wtedy krzywa ROC 

przebiega poniżej przekątnej 𝑦 = 𝑥. Gdy w obu grupach rozkłady się pokrywają, wtedy krzywa 

ROC pokrywa się z przekątną 𝑦 = 𝑥 (decyzja podejmowana na podstawie modelu jest tak samo 

dobra jak losowe wybieranie klasy dla danego obiektu) [220], [221]. 

Pole pod wykresem krzywej ROC (Area under Curve (AUC)) jest miarą, która oblicza 

pole pod krzywą ROC. Oznacza to, że AUC jest jedną konkretną wartością liczbową, która 

reprezentuje całkowitą wydajność modelu w zakresie od 0 do 1. Im większa wartość AUC, tym 

lepsza jest zdolność modelu do rozróżniania między klasami [220], [221].  

Ogólna zasada oceny jakości modeli głębokiego uczenia jest taka, że im wartości miar oceny 

modelu rozwiązującego problem klasyfikacji są bliższe 1, tym lepsze model osiąga wyniki. 

 Najczęściej używane miary do oceny problemów z regresją to [222]: 
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• błąd średniokwadratowy (Mean squared error (MSE)), 

• średni błąd bezwzględny (Mean absolute error (MAE)), 

• pierwiastek błędu średniokwadratowego (Root mean square error (RMSE)), 

• błąd średni (Mean error (ME)), 

• znormalizowany pierwiastek błędu średniokwadratowego (Normalized mean square error 

(NMSE)), 

• średni błąd procentowy bezwzględny (Mean absolute percentage error (MAPE)), 

• współczynnik determinacji (Coefficient of determination, R squared (𝑅2)). 

 Błąd średniokwadratowy (Mean squared error (MSE)) jest obliczany jako średnia lub 

średnia z kwadratów różnic między przewidywanymi wartościami przez model a oczekiwanymi 

wartościami docelowymi w zbiorze danych: 

 
𝑀𝑆𝐸 =

1

𝑛
∑(𝑦𝑖 − 𝑑𝑖)

2

𝑛

𝑖=1

 

  

2.10 

 

gdzie 𝑦𝑖 to 𝑖-ta wartość oczekiwana w zbiorze danych, a 𝑑𝑖 to 𝑖-ta przewidywana wartość przez 

model dla danej obserwacji. Liczba obserwacji w zbiorze danych to 𝑛. Różnica między tymi 

dwiema wartościami jest podnoszona do kwadratu, co skutkuje usunięciem znaku, co skutkuje 

dodatnią wartością błędu. Im mniejsza wartość MSE, tym lepiej model odwzorowuje 

rzeczywiste dane  [222]. 

Średni błąd bezwzględny (Mean absolute error (MAE)) informuje, o ile średnio w okresie 

prognoz, będzie wynosić odchylenie od wartości rzeczywistej. Określa, jakim błędem 

miarowym jest obarczona prognoza. 

 
𝑀𝐴𝐸 =

|(𝑦𝑖 − 𝑑𝑖)|

𝑛
 

  

2.11 

 Pierwiastek błędu średniokwadratowego (Root mean square error (RMSE)) mierzy 

średnią różnicę między przewidywanymi wartościami modelu statystycznego a wartościami 

rzeczywistymi. Matematycznie jest to odchylenie standardowe reszt. Reszty reprezentują 

odległość między linią regresji a punktami danych. Gdy punkty danych zbliżają się do linii 

regresji, model ma mniej błędów, obniżając RMSE. Model z mniejszym błędem daje bardziej 

precyzyjne prognozy. RMSE jest zdefiniowane jako pierwiastek kwadratowy z MSE  [222]. 
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 𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑦𝑖 − 𝑑𝑖)2
𝑛

𝑖=1

 

𝑅𝑀𝑆𝐸 =  𝑠𝑞𝑟𝑡(𝑀𝑆𝐸) 

2.12 

 

 Błąd średni (Mean error (ME)) jest miarą, która może zawierać zarówno wartości dodatnie, 

jak i ujemne, a ich sumowanie może prowadzić do zanikania różnic między nimi. Może to 

prowadzić do pewnych ograniczeń, zwłaszcza gdy analizowane są błędy w modelach 

prognostycznych. Dlatego w analizie modeli prognostycznych często używa się innych miar, 

takich jak średni błąd bezwzględny (MAE) lub błąd średniokwadratowy (MSE), które biorą pod 

uwagę bezwzględne wartości błędów i pozwalają lepiej ocenić jakość prognozy modelu. 

Wartość ME bliska zero wskazuje, że przewidywania modelu są zbliżone do wartości 

oczekiwanych w zbiorze danych [223]. 

 

 𝑀𝐸 =
∑ |𝑦𝑖−𝑑𝑖𝑖 |

𝑛
 2.13 

 

 Znormalizowany pierwiastek błędu średniokwadratowego (Normalized mean square 

error (NMSE)) jest miarą oceny błędu pomiędzy prognozowanymi wartościami  

a rzeczywistymi wartościami w zbiorze danych. NMSE jest znormalizowaną wersją MSE:  

 

 

𝑁𝑀𝑆𝐸 =

 
1

𝑛
 ∑(𝑦𝑖−𝑑𝑖)

2

𝑛

𝑖=1

 

 𝜎𝑦𝜎𝑑  

 

𝑁𝑀𝑆𝐸 =  𝑀𝑆𝐸 / 𝑉𝑎𝑟(𝑦) 
 

2.14 

 

gdzie: 

𝜎𝑦 − to odchylenie standardowe wartości oczekiwanych,  

𝜎𝑑 − to odchylenie standardowe wartości przewidywanych,  

𝑉𝑎𝑟(𝑦) − to wariancja oczekiwanych wartości w zbiorze danych.  

NMSE normalizuje błąd MSE przez wartość wariancji rzeczywistych danych, co pozwala na 

porównywanie błędów w różnych zbiorach danych o różnych skalach [223]. 

Średni błąd procentowy bezwzględny (Mean absolute percentage error (MAPE)) to 

suma poszczególnych błędów bezwzględnych podzielona przez zapotrzebowanie (każdy okres 
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osobno). Jest to średnia błędów procentowych [223]: 

 𝑀𝐴𝑃𝐸 =
1

𝑛
∑  100 ⋅ |𝑝𝑖| = mean

𝑖=1,𝑛
(100 ⋅ |𝑝𝑖|)

𝑛

𝑖=1

 2.15 

 

gdzie 𝑝𝑖 to błąd procentowy dla 𝑖-tego przypadku. 

Współczynnik determinacji (Coefficient of determination, R squared (𝑹𝟐) dostarcza 

informacji na temat tego, jak dobrze model regresji dopasowuje się do danych, mierząc odsetek 

wariancji w zmiennej zależnej, który może być wyjaśniony przez model. Wartość 𝑅2 waha się 

od 0 do 1, gdzie 1 oznacza doskonałe dopasowanie do danych, a 0 oznacza brak dopasowania: 

 𝑅2 = 1 −
RSS

TSS
 2.16 

 

gdzie: 

RSS − suma kwadratów reszt (Residual sum of squares), 

TSS – suma kwadratów całkowitych (Total sum of squares). 

Bliższe zeru wartości błędów interpretuje się jako lepsze dopasowanie modelu do 

rzeczywistych danych regresyjnych. 

Pojęcia generalizacji i dokładności w kontekście modeli głębokiego uczenia są 

fundamentalnymi aspektami, których często mylnie się używa zamiennie. Dokładność określa, 

w jakim stopniu model nauczył się rozwiązywać zadania, które były znane. Generalizacja zaś 

w jakim stopniu model potrafi rozwiązywać nowe zadania, które są podobne do tych znanych, 

lecz mogą też być inne [224]. Czwarty etap budowy modeli głębokiego uczenia polega na 

generalizacji modelu (podrozdział 2.1). 

Zrozumieć generalizację można dzięki posłużeniu się przykładem opisującym sytuację z 

nauką do egzaminu. Generalizacja jest zdolnością do uogólniania zdobytej wiedzy. Gdyby 

wszyscy studenci uczyli się do egzaminu przez równy czas, to rozbieżności w ocenach i tak 

wystąpią. Dzieje się tak, ponieważ jedni uczą się szybciej, a inni wolniej. Jedni łatwo 

przyswajają wiedzę z fizyki, inni wolą uczyć się historii. To samo zjawisko obecne jest  

w sztucznych sieciach neuronowych i inteligencji obliczeniowej. Generalizacja jest zatem 

koncepcją określającą zdolność do zastosowania wiedzy zdobytej w sytuacjach nowych,  

z którymi system nie spotkał się na etapie uczenia modelu. Błąd generalizacji (rysunek 2.13) 

[224].  
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Rysunek 2.13. Błąd generalizacji 

 Źródło: [225]. 

 

Związek między odchyleniem a wariancją jest ściśle związany z koncepcjami głębokiego 

uczenia dotyczącymi nadmiernego dopasowania, niewystarczającego dopasowania  

i pojemności modelu (Capacity). Gdy błąd uogólnienia jest mierzony przez MSE, gdzie 

odchylenie i wariancja są znaczącymi komponentami, zwiększenie pojemności modelu 

prowadzi do wzrostu wariancji i zmniejszenia odchylenia. Krzywa błędu uogólnienia ma kształt 

litery U i nazywana jest funkcją pojemności modelu [226].  

Związany z problemem generalizacji jest rozmiar sieci. Im sieć jest bardziej pojemna, tym 

proces uczenia może być bardziej czasochłonny, a analizowanie większej liczby przypadków 

może być konieczne. W przypadku bardzo dużych sieci istnieje ryzyko zarówno niedouczenia, 

jak i przeuczenia modelu względem danego problemu [225]. 

Można wyróżnić kilka strategii poprawy generalizacji: 

• redukcja pojemności (Reducing the capacity), 

• wczesne zatrzymanie (Early stopping), 

• regularyzacja wag (Weight decay), 

• zespołowe strategie (Ensembles), 

• transformacje danych wejściowych (Input transformations), 

• regularyzacja stochastyczna (Stochastic regularization) [225]. 

Strefa nadmiernego 

dopasowania 
Strefa niedopasowania 

Błąd uogólnienia 

zmienność 

stronniczość 

pojemność 

Optymalna pojemność 
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 Redukcja pojemności (Reducing the capacity) polega na zmniejszeniu zdolności 

adaptacyjnej modelu, na przykład poprzez zmniejszenie liczby parametrów, warstw lub 

ukrytych jednostek w sieci neuronowej. Celem jest ograniczenie zdolności modelu do 

dopasowania się do przypadkowych szumów i niereprezentatywnych cech, co może prowadzić 

do przesadnego dopasowania [225]. 

 Wczesne zatrzymanie (Early stopping) polega na monitorowaniu błędu na zbiorze 

walidacyjnym podczas treningu i zatrzymywaniu procesu uczenia, gdy błąd na zbiorze 

walidacyjnym zaczyna rosnąć. Pozwala to uniknąć nadmiernego dopasowania poprzez 

przerwanie dalszego trenowaniu modelu, gdy wykazuje on objawy pogarszania się zdolności 

do generalizacji [225]. 

 Regularyzacja wag (Weight decay) polega na dodawaniu kary za duże wartości wag do 

funkcji kosztu. To skutkuje faworyzowaniem małych wag i utrudnia modelowi dopasowanie 

się do danych uczących z nadmiernym zaangażowaniem w przypadkowe szumy. 

 Zespołowe strategie (Ensables) polegają na trenowaniu wielu modeli i łączeniu ich 

wyników. Strategie zespołowe mogą pomóc w redukcji wariancji modelu, poprawiając 

zdolność generalizacji poprzez wykorzystanie różnych perspektyw i różnych modeli [225]. 

 Transformacje danych wejściowych (Input transformations) polegają na stosowaniu 

różnych przekształceń danych wejściowych, takich jak normalizacja, usunięcie wartości 

odstających itp. Dzięki temu model może nauczyć się rozpoznawać wzorce w różnych 

wariantach danych, co poprawia zdolność do generalizacji [225]. 

 Regularyzacja stochastyczna (Stochastic regularization) wprowadza losowe perturbacje 

w procesie uczenia. Na przykład przez wprowadzenie losowych zmian do wag modelu  

w trakcie treningu. To pomaga w redukcji nadmiernego dopasowania, wprowadzając pewien 

stopień losowości i ograniczając zdolność modelu do zapamiętywania danych uczących [225]. 

Ogólne dopasowanie modelu (generalizacja): 

 
1

𝑁
∑  

𝑁

𝑖=1

ℒ(𝑦(x(𝑖)), 𝑡(𝑖)) 2.17 

 

Warto podkreślić, że istotnym celem jest zdolność modelu do efektywnego radzenia sobie  

z nowymi danymi, a nie tylko precyzyjne dopasowanie się do danych uczących. To 

akcentowanie zdolności do generalizacji ma ogromne znaczenie w kontekście tworzenia 

modeli, które są skuteczne i użyteczne w praktycznych zastosowaniach [225]. 
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Istnieje prosty sposób, aby zmierzyć ogólną wydajność sieci. Należy podzielić dane na trzy 

podzbiory: zbiór uczący, zbiór walidacyjny, zbiór testowy. Straty na tych podzbiorach 

nazywane są odpowiednio stratą treningową, walidacyjną i testową. Jeśli model trenowany jest 

na danych testowych, nie wiadomo, czy sieć właściwie generalizuje, czy po prostu zapamiętuje 

przykłady treningowe. To bardziej subtelna kwestia, dlaczego potrzebny jest oddzielny zbiór 

walidacyjny. Ważne kwestie [225]: 

1. Nie powinno się stroić hiperparametrów na zbiorze treningowym, ponieważ to 

wprowadziłoby przekłamania i mogłoby prowadzić do wyboru wartości, które są 

nadmiernie dopasowane do danych uczących. 

2. Strojenie hiperparametrów na zbiorze testowym również nie jest dozwolone, ponieważ to 

prowadziłoby do nieuczciwych praktyk i utraciłoby sens rzetelnego oszacowania 

ogólnego dopasowania modelu. Zbiór testowy powinien być użyty tylko raz, aby 

raportować ostateczne wyniki działania modelu [225]. 

Najprostszą strategią strojenia hiperparametrów jest przeszukiwanie siatki (Grid search): dla 

każdego hiperparametru wybierany jest zestaw potencjalnych wartości. Następnie należy 

trenować modele dla wszystkich możliwych kombinacji tych wartości i wybrać konfigurację, 

która daje najlepszy wynik na zbiorze walidacyjnym [225].  

Alternatywą jest przeszukiwanie losowe (Random search): trenowanych jest wiele sieci 

neuronowych, używając losowych konfiguracji hiperparametrów. Wybiera się tę, która osiąga 

najlepszy wynik na zbiorze walidacyjnym. Przewaga przeszukiwania losowego nad 

przeszukiwaniem siatki polega na tym, że jeśli model ma 10 hiperparametrów, ale tylko dwa  

z nich są naprawdę istotne (nie wiadomo jednak, które), to przeszukiwanie siatki w 10 

wymiarach jest nierealne. Natomiast przeszukiwanie losowe nadal pozwala na rozsądne 

pokrycie dwuwymiarowej przestrzeni ważnych hiperparametrów. Z drugiej strony, w 

naukowym kontekście przeszukiwanie siatki ma przewagę, ponieważ łatwo jest odtworzyć 

dokładną eksperymentalną konfigurację danych (Data setup) [225]. 

Generalizację można ocenić na podstawie kilku metod: 

1. Zasada minimalnej długości opisu (Minimal description length): bazuje na analizie 

rozmiaru zbioru oraz stopnia złożoności modelu h wyrażonego w bitach: 

 ℎ𝑀𝐷𝐿 = 𝑎𝑟𝑔min
ℎ𝜖𝐻

(𝐿𝑐(ℎ) + 𝐿𝑐(𝑋|ℎ)) 2.18 

 

 gdzie:  

𝐿𝑐(ℎ) − jest długością opisu modelu h pod warunkiem kodowania C, 
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𝐿𝑐(𝑋|ℎ) − jest długością opisu zbioru 𝑋 pod warunkiem modelu h, oraz kodowania C 

[227]. 

2. Zasada minimalizacji ryzyka strukturalnego (Structural risk minimization (SRM)): 

idea współczynnika SRM polega na uwzględnieniu obok dokładności modelu h drugiego 

czynnika opisującego jego złożoność, tym samym wariancję modelu: 

 𝑅(ℎ) ≤ 𝑅𝑒𝑚𝑝(ℎ) + √
𝑉𝐶(ℎ)(log(2𝑚/𝑉𝐶(ℎ)) + 1) − 𝑙𝑜𝑔(𝜂/4)

ℎ
 2.19 

 

gdzie:  

𝑅(ℎ) − rzeczywisty koszt popełnienia błędu, 

𝑅𝑒𝑚𝑝(ℎ) − empiryczny koszt popełnienia błędu, 

𝑉𝐶(ℎ) − współczynnik Vapnika-Czervonenkisa, 

𝜂 –stała [227]. 

3. Empiryczne metody oceny generalizacji [228]: 

a. Podział trening/test: polega na wydzieleniu ze zbioru danych części, na której 

wykonywane będzie uczenie oraz części, na której wykonywana będzie ocena 

(testowanie modelu). Należy uważać przy tej metodzie, ponieważ łatwo dojść może 

do przeuczenia modelu, bądź jego dostosowania do testowego zbioru. Zbiór danych 

składa się tu ze zbioru uczącego i testowego [228]. W eksperymentach 

przeprowadzonych w pracy doktorskiej zastosowano tę metodę generalizacji 

danych.  

b. Test krzyżowy (Cross-Validation): polega na podziale zbioru danych 𝑋 na  

𝑁 równych niezależnych części 𝑅(𝑖), 𝑖 = 1…𝑁 (losowanie bez zwracania): 

𝐹𝑜𝑟 𝑖 = 1:𝑁. Uczenie modelu odbywa się na zbiorze 𝑋/𝑅(𝑖), a testowanie modelu 

na 𝑅(𝑖). Wyróżnia się dwa typy testu krzyżowego:  

1. normalny: losowy podział zbioru danych, 

2. stratyfikowany: losowy podział, ale zapewniający stały rozkład punktów  

w poszczególnych klasach [228]. 

c. Jeden pozostaw (Leave one out (LOO)): jest szczególną wersją testu krzyżowego, 

gdzie zawsze tylko 1 wektor pozostawiany jest do testowania, a proces uczenia 

odbywa się M razy, gdzie M − liczba wektorów w zbiorze uczącym. Zalety- test 

nieobciążony. Wady- duża złożoność obliczeniowa (znane są różne uproszczenia 

testu LOO) [228]. 
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d. Bootstrap (stworzona przez Efrona) działa w następujący sposób: mając zbiór 

𝑋 o 𝑀 wektorach:  

1. Ze zbioru danych 𝑋 następuje losowanie ze zwracaniem 𝑀 wektorów, aby 

powstał zbiór 𝑅𝑗. 

2. Model Hj uczony jest na zbiorze Rj i wyznaczany jest błąd modelu na tym 

zbiorze 𝑅𝐸𝑗. 

3. Wyznaczany jest błąd 𝑋𝐸𝑗 modelu 𝐻𝑗 na całym zbiorze danych 𝑋. 

4. Wyznaczany jest optymizm  𝑜𝑝𝑡𝑗 = 𝑋𝐸𝑗 − 𝑅𝐸𝑗. 

5. Kroki 1:4 są powtarzane 𝐽-krotnie. 

6. Wyznaczany jest średni optymizm 𝑜𝑝𝑡𝑗. 

7. Wyznaczany jest błąd na zbiorze uczącym 𝐸, trening modelu i jego 

testowanie odbywa się na zbiorze 𝑋. 

8. Na tej podstawie estymata błędu generalizacji wynosi 𝑒 = 𝐸 + 𝑜𝑝𝑡 [228]. 

 W kolejnym podrozdziale przeanalizowano przykłady wykorzystania głębokiego uczenia 

we wspomaganiu decyzji w organizacjach gospodarczych. 

2.5. Przykłady wykorzystania głębokiego uczenia we wspomaganiu 

decyzji w organizacjach gospodarczych 

Rozpowszechnienie i szybki rozwój technologii informatycznych takich jak drukarki, 

komputery mainframe IBM, Internet- zostały czynnikiem kluczowym, który napędził  

w organizacjach przetwarzanie informacji. Zwiększyło to zainteresowanie naukowców relacją 

pomiędzy inżynierią a podejmowaniem decyzji w organizacjach i koncepcjami informacji. IT 

wpłynęło na wzmocnienie uczestnictwa i komunikacji dzięki zmniejszeniu organizacyjnych 

przeszkód, zwiększając dzięki temu organizacyjną zdolność do chłonięcia wiedzy z zewnątrz  

i ułatwianie lepszych i szybszych wyników podejmowanych decyzji dzięki 

zdecentralizowanemu podejmowaniu decyzji [229].  

Głębokie uczenie – rozszerzone podejmowanie decyzji (Deep learning – augmented 

decision-making (DLADM)) to termin używany do opisania procesu, w którym proces 

podejmowania decyzji w organizacjach jest wzbogacony o wyniki modelów głębokiego 

uczenia [230], [231]. 

DLADM w różnych organizacjach zyskuje na popularności. Na przykład działy HR  

w Cisco, Google, Best Buy wykorzystują głębokie uczenie w podejmowaniu trafnych decyzji 

mających na celu zwiększenie zaangażowania, produktywności i utrzymania utalentowanych 
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pracowników [232]. Zara osiągnęła szybki wzrost rocznych przychodów dzięki szybkiej 

modzie (Fast fashion) poprzez wykorzystanie analityki wspomaganej przez głębokie uczenie 

[233]. Sprzedawcy internetowi, tacy jak Alibaba i Amazon, śledzą rutynowo i analizują historię 

zakupów grup użytkowników, próbując usprawniać decyzje odnośnie do marketingu  

i produktów [234]. DLADM nie ogranicza się do dużych technologicznych firm, ale szybko 

rozprzestrzenia się również w innych organizacjach. Organizacje z różnych branż, w tym 

handlu detalicznego, ubezpieczeń, energetyki, transportu, opieki zdrowotnej i bankowości 

używają głębokiego uczenia do poprawy ogólnej wydajności organizacyjnej [235]. 

Na podstawie sugestii badań empirycznych widać, że algorytmy głębokiego uczenia 

sprawdzają się dobrze w wydobywaniu wzorców i dokonywaniu dokładnych przewidywań z 

nieustrukturyzowanych danych (takich jak obrazy, tekst i wideo), co czyni je szczególnie 

istotnymi dla przetwarzania informacji w organizacjach [236]. Część badań wykazała, że 

chociaż 80% istniejących marketingowych danych w organizacjach to dane 

nieustrukturyzowane, tylko ułamek organizacji posiada wymagane techniczne kompetencje do 

wykorzystania danych tego typu [237]. W efekcie tylko bardzo małe ilości dostępnych danych 

są wykorzystywane obecnie do wspierania tworzenia odpowiedniej organizacyjnie wiedzy oraz 

wspomagania procesu decyzyjnego. Ze względu na konstrukcję algorytmów głębokiego 

uczenia, mogą one wykorzystać te niewykorzystane zasoby. Rozpoznawanie obrazu i analiza 

sentymentu (Sentiment analysis) stały się ważne w obecnych biznesowych zastosowaniach 

DLAMD [238]. 

Mimo swojego potencjału DLADM związane jest też z szeregiem wyzwań ekonomicznych 

i organizacyjnych. Zastosowanie najnowocześniejszych algorytmów głębokiego uczenia 

związane jest z kosztownym gromadzeniem danych oraz kosztownymi infrastrukturami 

obliczeniowymi [239]. DLADM niesie również znaczne ryzyko dla organizacji, w tym 

potencjalną utratę odpowiedzialności, uczciwości, zaufania i wiarygodności [231].  
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W ostatniej dekadzie menedżerowie szybko wprowadzali DLADM na różne poziomy i 

procesy w organizacjach. Standardowy proces wdrażania głębokiego uczenia do 

rozwiązywania problemów biznesowych w zakresie wspomagania podejmowania decyzji 

(rysunek 2.14) [239].  

 

Rysunek 2.14. Proces wdrożenia głębokiego uczenia w organizacji 

Źródło: opracowanie własne na podstawie [239]. 

 

Aplikacje głębokiego uczenia zwłaszcza w organizacjach wykorzystują silnie wzrost 

aktywności społecznej w świecie cyfrowym. Skutkuje to ogromnymi ilościami treści 

generowanych przez użytkowników. Zawartość ta występuje głównie w postaci 
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nieustrukturyzowanych typów zmiennych, takich jak zmienne tekstowe, graficzne i typu 

dźwiękowego. Algorytmy głębokiego uczenia czerpać i generować mogą spostrzeżenia  

z ogromnych ilości emitowanych przez organizacje treści w mediach społecznościowych 

i z tradycyjnych informacyjnych mediów oraz komunikatów prasowych. Złożony zbiór treści, 

opinii, informacji i komunikatów w mediach społecznościowych oraz innych źródłach 

internetowych często powielają i wzmacniają określone przekonania, tworząc izolowane 

przestrzenie informacyjne, gdzie dominują podobne punkty widzenia i opinie (Echoverse). Na 

przykład Bloomberg wykorzystuje analizę sentymentu do wiadomości o danym 

przedsiębiorstwie, by przewidzieć ruchy rynkowe. Różne obszary aplikacji głębokiego uczenia 

wspomagającego podejmowanie decyzji w organizacji dzielą się na trzy kategorie: 

targetowanie, planowanie oraz monitorowanie [240]. Tabela 2.2. przedstawia przykładowe 

zastosowania metod głębokiego uczenia we wspomaganiu podejmowania decyzji, 

Coraz częściej DLADM wykorzystuje się w marketingu w celu dotarcia do odpowiednich 

grup konsumentów, a także pozycjonowania i kierowania produktów w taki sposób, by dotarły 

one do właściwych grup. Rozprzestrzenianie się mediów cyfrowych, zmieniło zasadniczo 

ścieżki zakupowe konsumentów. Konsumenci wchodzą w interakcję za pośrednictwem 

cyfrowych mediów. Pozostawiają ślady informacji w postaci śladów cyfrowych w różnych 

formach, takich jak obrazy cyfrowe, tekst, dane logowania i dane o lokalizacji GPS. Umożliwia 

to menedżerom wyciąganie wniosków przez wykorzystanie głębokiego uczenia. Następnie 

skierowanie konkretnego asortymentu i marketingowych decyzji do odpowiednich grup 

klientów z rekomendacjami produktów [241]. Dobry przykład to współpraca Unilever  

z Alibabą w celu zastosowania głębokiego uczenia w wykrywaniu potrzeb klientów i wzorców 

rozwoju rynku, przy jednoczesnej optymalizacji działań wiążących się z generowaniem popytu 

offline i online. Precyzyjne prognozy generowane przez głębokie uczenie przydatne były  

w szybkich reakcjach na zmieniające się zachowania zakupowe klientów na wielu platformach. 

Przeciwnie do wcześniejszych marketingowych analiz opierających się na próbie populacji 

klientów, głębokie uczenie ułatwia podejmowanie marketingowych decyzji opierających się na 

danych dotyczących spostrzeżeń całej populacji klientów korzystających z platformy, bez 

konieczności próbkowania. Podejście to ułatwia również integrację informacji online i offline 

o klientach, tworząc kompleksowe wsparcie decyzji na podstawie pozycjonowania produktu, 

analizy rynku, wprowadzenia produktu na rynek i zasięgu klienta [242]. 

W szczególności tekstowe i wizualne dane (czyli dane w naturalnym języku) są wsparciem 

dla targetowania. Głębokie uczenie stosuje się do analizowania reakcji na mimikę twarzy osób 

podczas oglądania reklam, by pomóc przedsiębiorstwom w podejmowaniu decyzji dotyczących 
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przyszłych reklam [243]. Głębokie uczenie wykazuje też obiecujące wyniki dla różnych zadań 

przetwarzania języka naturalnego [113], w tym analizy sentymentu [244].  Aplikacje te są 

przydatne zwłaszcza do zrozumienia i segmentacji opinii klientów za pomocą recenzji 

produktów na platformach takich jak eBay i Amazon, aby zwiększyć decyzje dotyczące 

kierowania reklam [245]. Zastosowanie głębokiego uczenia do wizerunkowych danych  

w modowych przedsiębiorstwach obejmuje segmentację odzieży [246], rozpoznawanie 

odzieży, wyszukiwanie i klasyfikację, oraz klasyfikację odzieży do znakowania [247]. 

Przedsiębiorstwa zajmujące się modą korzystając z różnych wyników modeli głębokiego 

uczenia, dążą do wspierania swoich marketingowych i strategicznych decyzji przez bardziej 

wydajną identyfikację spersonalizowanych produktów spełniających potrzeby klientów, 

monitorowanie przyszłych trendów w modzie w celu informowania o decyzjach dotyczących 

projektowania produktów, segmentacji rynku i docelowych kampanii marketingowych [247]. 

Monitorowanie odnosi się do ciągłego obserwowania danych w czasie rzeczywistym, co 

może prowadzić do podejmowania decyzji prewencyjnych lub proaktywnych [248]. 

Rosnącą użyteczność głębokiego uczenia w finansowym prognozowaniu i monitorowaniu 

szeregów czasowych można przypisać ich zdolnościom samoadaptacji do dowolnego 

nieliniowego zestawu danych [249]. 

Głębokie uczenie stosowane jest do monitorowania i wydobywania informacji przy pomocy 

analizy sentymentu z wiadomości finansowych i mediów społecznościowych w celu 

zwiększenia decyzji inwestycyjnych. Jako rozszerzenie prewencyjne, na przykład wykrywanie 

oszustw stało się ważnym zastosowaniem dla finansowych instytucji. Z uwagi na szybkie 

zmiany we wzorcach oszustw, głębokie uczenie wykazuje również obiecujące wyniki  

w wykrywaniu nowych przypadków oszustw, które są trudne, jeśli nie niemożliwe do wykrycia 

na podstawie wcześniejszych historii „oszustów”. Dzięki głębokiemu uczeniu konkretne 

wykryte transakcje trafiają do menedżerów, którzy następnie decydują o kolejnych 

postępowaniach [250]. 

Głębokie uczenie jest coraz częściej wykorzystywane do opracowywania systemów 

prognostycznych służących przy tworzeniu harmonogramów, alokacji zasobów i planowaniu 

produkcji. Przez zautomatyzowane gromadzenie danych przy pomocy czujników 

umieszczonych wzdłuż łańcucha produkcyjnego ręczna analiza obszernych wynikowych 

zestawów danych staje się niewykonalna. Głębokie uczenie gwarantuje menedżerom w danych 

produkcyjnych przydatne wzorce. Pomagają one usprawnić ich decyzje operacyjne [251]. 

Głębokie uczenie jest również wykorzystywane przez przedsiębiorstwa energetyczne do 

planowania obciążenia w celu wydajnej pracy systemów elektroenergetycznych. Na przykład 
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wykazano, że głęboka szczątkowa sieć neuronowa zwiększa dokładność przewidywania 

godzinowego obciążenia energią o 8,9% w porównaniu z tradycyjnymi algorytmami. Aplikacje 

do harmonogramowania są również wykorzystywane do zwiększania efektywności łańcucha 

dostaw i podejmowania decyzji logistycznych. Jako przykład można podać Cainiao Logistics, 

spółkę zależną Alibaba Group, która wykorzystała technologie głębokiego uczenia i inne 

technologie maszynowego uczenia do cyfryzacji znacznej części chińskiego przemysłu 

żeglugowego [252], [253].  

Także w sektorze usług finansowych używane jest wsparcie podejmowania decyzji poprzez 

zastosowanie różnych algorytmów maszynowego uczenia i głębokiego uczenia. Sektor usług 

finansowych stwarza różne wyzwania w odniesieniu do opracowania skutecznych  

i realistycznych modeli oraz analitycznych metod w tej dziedzinie. Istnienie dużej niepewności 

wymaga przygotowania solidnych modeli oraz obszernych testów dla nich. Ponadto duże 

zbiory danych w usługach finansowych stają się coraz ważniejsze. Jednak finansowe dane są 

zazwyczaj zaszumione oraz nieuporządkowane. Ilość dostępnych danych także związana jest  

z problemami obliczeniowymi, zwłaszcza w przypadkach, w których wymagane jest w czasie 

rzeczywistym wsparcie decyzyjne. Przejrzystość modeli również stała się ważnym 

zagadnieniem w zakresie kontroli nadzorczej stosowanych w sektorze finansowym praktyk 

oraz sprawozdawczości [254]. 

Zakres podejść do wspomagania finansowych decyzji i ich zastosowań został znacznie 

rozszerzony od momentu pracy nad wyborem portfela Markowitza oraz pierwszych zastosowań 

programowania liniowego i teorii decyzji w dziedzinie planowania finansowego i oceny ryzyka, 

opłacalności i efektywności [255].  

Obecnie dostępny jest szeroki zakres podejść decyzyjnych, modeli optymalizacji, metod 

analizy danych oraz algorytmów rozwiązań obliczeniowych umożliwiających zastosowanie ich 

do różnych tradycyjnych i nowych usług i produktów zarządzania finansami. W artykule [256] 

przedstawiono przegląd aktualnych i najnowszych zmian w tym obszarze, z uwzględnieniem 

przede wszystkim podejść analitycznych i obliczeniowych. Autorzy zwrócili uwagę na 

podejścia analityczne, takie jak metody dokładnej optymalizacji, metaheurystyki, analizy 

decyzji i maszynowe uczenie [255].   

W usługach finansowych problemy decyzyjne obejmują szeroki zakres obszarów wiążących 

się z planowaniem inwestycji, kontrolą nadzorczą czy decyzjami finansowymi. Ostatnio 

badania i praktyki w większości koncentrują się na kwestiach zarządzania ryzykiem  

w instytucjach finansowych (funduszach, bankach, towarzystwach ubezpieczeniowych). 

Dużym zainteresowaniem także cieszą się kwestie związane z projektowaniem i zarządzaniem 
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finansowymi usługami świadczonymi na rzecz klientów korporacyjnych i konsumentów. 

Zwłaszcza z pojawieniem się nowych elektronicznych platform oraz kanałów dystrybucji (np. 

finansowanie społecznościowe, transakcje online, kryptowaluty). Doprowadziło to od 

niedawna do zauważalnego wzrostu technologii finansowej (Fintech) [255].  

Stosowanie powszechne modeli analitycznych w podejmowaniu decyzji finansowych 

wynika z różnych czynników. Najważniejszym z nich były wymogi regulacyjne nałożone przez 

ostatnie dwie dekady. Od pierwszej umowy kapitałowej Komitetu Bazylejskiego z 1988 roku i 

zmianach jej w umowie Bazylea II/III, banki muszą przestrzegać ścisłego zestawu wytycznych 

oraz zasad pomiaru, raportowania i zarządzania swoimi ekspozycjami na ryzyko (kredyt, 

płynność, ryzyko rynkowe i operacyjne). W innych sektorach usług finansowych także 

wprowadzono podobne wymogi regulacyjne (np. MSFF 9 w zakresie finansowej 

sprawozdawczości (IFrS 9 for financial reporting- 1 stycznia 2018)), Europejska dyrektywa 

Wypłacalności II w zakresie ubezpieczeniowych regulacji (European Solvency II directive for 

insurance regulation-1 stycznia 2016 itd.). Do spełnienia regulacyjnych wymagań niezbędne 

jest zastosowanie analitycznych metod, stanowiących systematyczną podstawę planowania, 

kontroli i podejmowania decyzji. Poza zaostrzeniem przepisów regulacyjnych promowano też 

użycie modeli analitycznych dla sprostania rosnącej złożoności świadczenia zaawansowanych 

usług finansowych i projektowania na rzecz klientów korporacyjnych i konsumentów [255].  

Poza standardowymi danymi finansowymi i rynkowymi (np. wskaźnikami technicznymi  

i fundamentalnymi) [257] podczas wyboru aktywów finansowych do inwestycyjnych celów, 

osoby zarządzające aktywami polegają obecnie także na analizie wiadomości i nastrojów [258], 

a także na informacjach dotyczących odpowiedzialności społecznej i ładu korporacyjnego (np. 

inwestycje odpowiedzialne społecznie) [33]. W związku z tym dostępność ogromnych ilości 

danych stwarza możliwości do poprawy finansowych decyzji. Nie jest to jednak łatwe zadanie, 

ponieważ dane należy przekształcić w przydatne informacje [255].  

 Sztuczna inteligencja, maszynowe uczenie i głębokie uczenie mają ogromny wpływ na 

sposób, w jaki przedsiębiorstwa analizują dane, podejmują decyzje i zarządzają zasobami. 

Dzięki tym technologiom przedsiębiorstwa mogą być bardziej konkurencyjne, efektywne  

i zgodne z dynamicznym otoczeniem biznesowym. Wartość tych technologii jest szczególnie 

widoczna w dziedzinach, gdzie analiza danych i prognozowanie mają kluczowe znaczenie, 

takich jak ekonomia, finanse i zarządzanie.  

 Czynniki ludzkie, takie jak uprzedzenia czy zmęczenie, mogą wpływać na procesy 

decyzyjne. Maszynowe uczenie i głębokie uczenie działają na zasadzie algorytmów i nie 
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podlegają takim wpływom. Dlatego mogą pomóc w redukcji błędów ludzkich w procesie 

podejmowania decyzji [259]. 

 Sztuczna inteligencja, maszynowe uczenie i głębokie uczenie stanowią obecnie rewolucję  

w sposobie, w jaki przedsiębiorstwa podejmują decyzje. Maszynowe uczenie i głębokie uczenie 

umożliwiają tworzenie precyzyjnych modeli prognostycznych. W obszarze zarządzania, gdzie 

przewidywanie przyszłych trendów jest kluczowe, technologie sztucznej inteligencji pomagają 

w tworzeniu modeli przewidujących zachowania na rynkach finansowych, zmiany cen 

surowców czy popyt na produkty [260], [261], [262]. 

 W dzisiejszych czasach przedsiębiorstwa gromadzą ogromne ilości danych. Sztuczna 

inteligencja, maszynowe uczenie i głębokie uczenie pozwalają na efektywne przetwarzanie 

tych danych i wydobycie z nich wartościowych informacji. Dzięki zaawansowanym 

algorytmom analizy danych, transformacji danych te technologie mogą identyfikować wzorce, 

trendy i zależności, które ludzki umysł mógłby przeoczyć. W niektórych przypadkach te 

technologie umożliwiają automatyzację procesów decyzyjnych. Przykładem może być 

automatyczna analiza ryzyka kredytowego w sektorze bankowym. Maszynowe uczenie może 

ocenić ryzyko związane z przyznaniem kredytu czy leasingu na podstawie danych finansowych 

klienta [263], [264]. 

 Wyniki rozważań przeprowadzonych w niniejszym rozdziale stanowią odpowiedź na drugie 

pytanie badawcze (Jakie są możliwości wykorzystania głębokiego uczenia we wspomaganiu 

podejmowania decyzji?). 

 Nieodłącznym elementem procesu maszynowego uczenia i głębokiego uczenia jest proces 

transformacji danych. Transformacja poprawia jakość danych, ułatwia modelowanie oraz 

wpływa na jakość i wydajność modeli. Dlatego też jest kluczowym krokiem w ekstrakcji 

wiedzy z danych i wspomagają przedsiębiorstwa w podejmowaniu odpowiednich decyzji [259]. 

W kolejnym rozdziale przeanalizowano zatem problematykę transformacji danych.  
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3. Problematyka transformacji danych 

W ramach badań naukowych w niniejszym rozdziale zastosowana została metoda badawcza 

eksploracyjna. Zrealizowano następujące zadania badawcze: 

1. Przeprowadzono systematyczny przegląd literatury. 

2. Podzielono metody transformacji danych w zależności od różnych kryteriów: (1) obszar 

problemu decyzyjnego, (2) funkcja transformacji, (3) typ zmiennych. 

3. Przeanalizowano i porównano różne metody transformacji danych w maszynowym i 

głębokim uczeniu i dokonano systematyzacji tych metod. 

Celem badań przedstawionych w niniejszym rozdziale jest usystematyzowanie metod 

transformacji danych w maszynowym uczeniu, w tym w głębokim uczeniu wykorzystywanym 

w celu wspomagania podejmowania decyzji w obszarze zarządzania organizacjami 

gospodarczymi. Metody zostały usystematyzowane według autorskiego podziału ze względu 

na następujące kryteria: (1) obszar problemu decyzyjnego, (2) funkcja transformacji, (3) typ 

zmiennych.  

W ramach niniejszego rozdziału przeanalizowano metody transformacji danych w 

maszynowym uczeniu, w tym w głębokim uczeniu, kluczowe cechy poszczególnych metod 

transformacji danych obszary problemowe związane z transformacją danych oraz wyzwania 

wiążące się z metodami transformacji danych w maszynowym/głębokim uczeniu we 

wspomaganiu podejmowania decyzji. 

3.1. Istota transformacji danych 

Transformacja związana jest ze statystyką i operacjami wykonywanymi na danych. Dotyczy 

pierwszego etapu budowy modeli głębokiego uczenia (przekształceń dokonywanych w celu 

lepszego dostosowania danych do potrzeb budowanego modelu). W wyniku procesu 

transformacji uzyskuje się lepsze efekty modelowania, w tym możliwość uogólniania wyników 

modelu [225].  

Wielu autorów definiuję również transformację danych jako proces przetwarzania danych, 

który pozwala modelom maszynowego i głębokiego uczenia osiągnąć wysoką zdolność 

uogólniania i lepsze wyniki przewidywania lub prognozowania [265], [266]. 

Transformacja w literaturze definiowana jest także jako weryfikacja, integracja, walidacja, 

czyszczenie, etykietowanie danych. Tworzenie spójnego obrazu danych i korygowanie 

błędnych danych [11].  Metody transformacji danych eliminują niespójności, dodają i agregują 

dane oraz integrują dane [267], [268].  
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W literaturze dotyczącej maszynowego uczenia i głębokiego uczenia termin transformacji 

danych odnosi się ogólnie do różnych operacji przeprowadzanych na danych przed ich 

wykorzystaniem do uczenia modeli. [269], [270], [271], [272]. 

W niektórych publikacjach naukowych transformacja danych jest również elementem 

eksploracji danych i analizy dużych zbiorów danych. Analiza dużych zbiorów danych  

i eksploracja danych to dwie różne operacje. Oba procesy wykorzystują duże zbiory danych  

i zajmują się zbieraniem lub raportowaniem danych. Jednak eksploracja danych i analiza 

dużych zbiorów danych są wykorzystywane do różnych celów [273].  

Eksploracja danych przede wszystkim skupia się na analizie danych w celu wydobycia 

przydatnych informacji. Może być stosowana dla dużych i małych zbiorów danych i jest przede 

wszystkim wykorzystywana w celu podejmowania strategicznych decyzji [273].  

Analiza dużych zbiorów danych skupia się przede wszystkim na relacjach między danymi  

i zawiera ogromną ilość danych. Jest przede wszystkim wykorzystywana do tworzenia raportów 

wizualnych (Dashboards) i miar predykcyjnych [273]. 

Obszar maszynowego uczenia, w tym głębokiego uczenia, jest ściśle związany  

z przetwarzaniem dużych zbiorów danych, wykorzystując informacje zbadane w tych zbiorach 

do generowania istotnych wniosków biznesowych. Proces eksploracji danych stanowi 

połączenie pomiędzy bazą danych a maszynowym i głębokim uczeniem. Eksploracja danych 

dostarcza metody zarządzania danymi, podczas gdy maszynowe i głębokie uczenie oferują 

narzędzia do analizy tych danych. W rezultacie, chociaż eksploracja danych korzysta z metod 

maszynowego i głębokiego uczenia, nie zawsze zachodzi potrzeba, aby maszynowe uczenie,  

w tym głębokie uczenie, obejmowało etap eksploracji danych [273].  

Warto jednak zauważyć, że terminologia i definicje używane w literaturze mogą się nieco 

różnić w zależności od autora i kontekstu. W związku z tym ważne jest, aby dokładnie 

zrozumieć, jakie operacje są wykonywane na danych w ramach procesu przygotowania do 

maszynowego uczenia czy głębokiego uczenia [269], [270], [271]. 

Należy również dokonać rozróżnienia między dyskretyzacją a transformacją. W kontekście 

maszynowego uczenia i głębokiego uczenia, dyskretyzacja i transformacja danych to dwie 

różne operacje, które mogą być stosowane w celu przygotowania danych do trenowania modeli. 

W literaturze angielskojęzycznej termin „data transformation” jest używany jako ogólny termin 

obejmujący różne operacje na danych, w tym zarówno dyskretyzację, jak i inne operacje takie 

jak normalizacja, skalowanie, selekcja cech, kodowanie itp. Z drugiej strony, termin 

„dyskretyzacja” jest używany w odniesieniu do konkretnego procesu przekształcania danych 

ciągłych na dyskretne [272]. 
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W wielu publikacjach transformacja definiowana jest jako przekształcenie danych w celu 

redukcji złożoności danych wejściowych i zwiększenia skalowalności procesu modelowania 

przy jednoczesnym zachowaniu wydajności modelu [20], [21]. Ta uogólniona definicja została 

przyjęta w ramach rozważań prowadzonych w niniejszej pracy, co nie wyklucza traktowania 

transformacji danych w rozumieniu pozostałych przytoczonych wcześniej definicji. 

W transformacji danych podejmowane są również wyzwania związane z usuwaniem 

zanieczyszczonych i zaszumionych danych w procesie czyszczenia. Trzy podstawowe aspekty 

danych wpływających na głębokie uczenie to: duża ilość, wymiar i różne próbki. Kolejnym 

problemem z danymi jest ich wielowymiarowość, z którą spotkać się można, gdy dane trzeba 

opisać za pomocą dwóch lub większej ilości atrybutów. Zmniejszenie wymiarowości 

(Dimensionality) ma na celu ustawienie przestrzeni o wysokiej rozdzielczości na mniejszym 

obszarze wymiarów bez większych strat informacji [266].  

3.2. Aktualny stan wiedzy w zakresie transformacji danych 

W niniejszym podrozdziale zrealizowano pierwsze zadanie badawcze, czyli przedstawiono 

wyniki badań dotyczące aktualnej wiedzy w zakresie transformacji danych w maszynowym  

i głębokim uczeniu. Przeprowadzono systematyczny przegląd literatury w bazie Scopus  

i ScienceDirect. Znaleziono tylko 78 wyników w odniesieniu do transformacji w głębokim 

uczeniu i postanowiono rozszerzyć zapytanie o maszynowe uczenie, gdyż transformacje 

stosowane w maszynowym uczeniu mogą być również zastosowane w głębokim uczeniu. 

Przegląd obejmował następujące słowa kluczowe:  

• głębokie uczenie (DL), 

• maszynowe uczenie (ML), 

• transformacja danych (DT) (tabela 3.1). 
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Tabela 3.1. Wyniki dla słów kluczowych w bazach naukowych Scopus i ScienceDirect 

Klucz 

Scopus 

 

ScienceDirect 
 

Liczba tekstów w poszczególnych latach 

Łącznie 

Liczba tekstów w poszczególnych latach 

1 
publikacja 

i ilość 
2000 2006 2012 2019 2021 

1 publikacja  
i ilość 2000 2006 2012 2019 2021 

DL 1980 (1) 20 56 191 34,422 65,367 290,276 100,021 2000 (12) 12 56 183 8,026 21,274 

ML 1959 (2) 544 2404 5,798 54,016 84,184 467,905 243,117 2000 (360) 360 1,483 3,537 19,552 39,246 

DT 1960 (1) 62 151 213 399 403 6,066 19,519 1999 (156) 166 407 645 1,187 1,579 

Źródło: opracowanie własne. 

 

Wnioski są następujące:  

1. Najwcześniej opublikowany tekst w bazie Scopus dotyczył maszynowego uczenia (1959) 

i transformacji danych (1960), a najpóźniej głębokiego uczenia (1980). 

Badania nad maszynowym uczeniem rozpoczęły się wcześniej od badań nad głębokim 

uczeniem. Może to wynikać z faktu, że głębokie uczenie jest bardziej zaawansowaną 

gałęzią maszynowego uczenia, która wymagała czasu na rozwój odpowiednich metod  

i narzędzi [35]. 

2. Większość tekstów w wyszukiwarkach dotyczy maszynowego uczenia, chociaż  

w porównaniu do innych słów kluczowych, publikacje o głębokim uczeniu powstały 

najpóźniej. Najmniej publikacji jest dla transformacji danych. 

Głębokie uczenie jest stosunkowo nową dziedziną, która zyskała popularność w ostatnich 

latach ze względu na ogromne postępy w dziedzinie technologii obliczeniowych  

i dostępności dużych zbiorów danych [102]. 

3. Z czasem w obu bazach publikowanych jest coraz więcej tekstów dla przeanalizowanych 

słów kluczowych. Jest to wynikiem wzrastającego zainteresowania i znaczenia tych 

tematów w nauce i praktyce gospodarczej. Rozwój technologii i dostępność dużej ilości 

danych sprawiły, że maszynowe uczenie, a zwłaszcza głębokie uczenie, stały się 

nieodzowne w wielu dziedzinach działalności gospodarczej. W miarę jak naukowcy 

zdobywają większą wiedzę na temat tych dziedzin, rośnie liczba publikacji i badań na ten 

temat  [102]. 

Kolejnym krokiem było zbadanie występowania w literaturze kombinacji słów kluczowych 

w tych samych bazach naukowych (tabela 3.2). Przedstawiono także ilości poszczególnych 

publikacji ze słowami kluczowymi, aby sprawdzić, czy z roku na rok tematyka jest rozwijana 

(rysunek 3.1 i 3.2). 
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Tabela 3.2. Wyniki dla kombinacji słów kluczowych w bazach naukowych Scopus i ScienceDirect 

Źródło: opracowanie własne. 

 

Widoczny jest wzrost zainteresowania tematami transformacji danych, maszynowego 

uczenia i głębokiego uczenia. Istnieje kilka czynników, które mogą wyjaśniać ten trend:  

1. Rosnące znaczenie danych: w ostatnich latach dane stały się niezwykle istotnym zasobem 

dla organizacji i przedsiębiorstw. W miarę wzrostu dostępności ogromnych zbiorów 

danych konieczne jest skuteczne przetwarzanie i transformacja tych danych, aby uzyskać 

wartościowe informacje. Wprowadzenie skutecznych metod transformacji danych,  

w połączeniu z narzędziami maszynowego uczenia i głębokiego uczenia, pozwala na 

lepsze wykorzystanie potencjału zawartego w danych [268]. 

2. Postępy w technologiach obliczeniowych: w ostatnich latach dokonano znacznych 

postępów w dziedzinie technologii obliczeniowych, takich jak rozwój lepszych 

algorytmów, dostępność potężnych systemów obliczeniowych (np. GPU) oraz rozwój 

infrastruktury chmurowej. Te usprawnienia technologiczne mają istotny wpływ na 

zdolność do zaawansowanego analizowania i przetwarzania danych, obejmując metody 

transformacji danych oraz metody maszynowego uczenia [187]. 

3. Rosnące zrozumienie i świadomość: w miarę rozwoju nauki i badań w dziedzinach nauki 

o danych, maszynowego uczenia i głębokiego uczenia, zwiększa się również zrozumienie 

i świadomość znaczenia transformacji danych przez osoby zarządzające 

przedsiębiorstwami. Badacze i praktycy zauważają, że odpowiednie przetwarzanie  

i transformacja danych są kluczowym elementem procesu wspomagania decyzji.  

W rezultacie coraz więcej publikacji poświęca uwagę temu zagadnieniu i stara się 

opracować nowe metody transformacji danych [274]. 

4. Zapotrzebowanie rynkowe: wraz z rozwojem technologii związanych z przetwarzaniem 

danych i maszynowym uczeniem, rośnie również zapotrzebowanie rynkowe na 

specjalistów w tych dziedzinach. Organizacje gospodarcze coraz częściej wykorzystują 

Słowo 

kluczowe 

 

Scopus 

 

 

ScienceDirect 

Liczba tekstów w 

poszczególnych latach 

Suma tekstów 

 
Liczba tekstów w poszczególnych latach 

Data 

pierwszej 

publikacji 

i ich ilość 

() 

2018 2020 2022 2023  

Data 

pierwszej 

publikacji 

i ich ilość 

() 

2018 2020 2022 2023 

DL+DT 2011 (1) 8 19 50 56 194 2009 2000 (1) 67 214 464 551 

DT+ML 1995 (1) 38 59 115 110 543 4,405 1972 (1) 244 395 811 825 
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metody transformacji danych oraz maszynowego i głębokiego uczenia w celu 

rozwiązywania skomplikowanych problemów decyzyjnych i pozyskiwania wiedzy  

z danych. To z kolei stymuluje rozwój badań i publikacji naukowych w tych dziedzinach 

[254]. 

 

 

Rysunek 3.1. Liczba publikacji dla „deep learning” AND „data transformation” 

Źródło: opracowanie własne. 

Z roku na rok jest coraz więcej publikowanych tekstów dla kombinacji słów kluczowych 

takich jak: „deep learning” AND „data transformation”. 

 

 

Rysunek 3.2. Liczba publikacji dla „machine learning” AND „data transformation”  

Źródło: opracowanie własne. 
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Z roku na rok jest także coraz więcej publikacji dotyczących „machine learning” AND „data 

transformation”. Artykuły z 2023 roku są w trakcie publikacji, będzie ich prawdopodobnie 

więcej niż w 2022 roku.  

3.3. Kryteria podziału metod transformacji danych 

W niniejszym podrozdziale zaproponowano podział metod transformacji danych (drugie 

zadanie badawcze) w zależności od: (1) obszaru problemu decyzyjnego, (2) funkcji 

transformacji, (3) typu zmiennych. 

 Podział ten zaproponowano na podstawie analizy publikacji naukowych w bazie Scopus  

i ScienceDirect. Do krytycznej analizy wykorzystano 258 publikacji.  

W ramach przeprowadzonej analizy literatury dokonano selekcji 243 publikacji 

pochodzących z baz danych Scopus i ScienceDirect, które były następnie przedmiotem 

szczegółowej oceny w kontekście ich zastosowania w rozprawie doktorskiej. Część artykułów 

została wyłączona z dalszej analizy z uwagi na ich skupienie na zmiennych graficznych  

w dziedzinie medycyny, co nie mieściło się w zakresie tematycznym niniejszej dysertacji. 

Przyczyną wykluczenia tych publikacji był brak aplikacyjności tych metod w obszarze 

zarządzania. 

Niemniej, w analizie uwzględniono te prace z obszaru medycznego, które koncentrowały się 

na zmiennych liczbowych i tekstowych. Selekcja ta była podyktowana faktem, że opisane  

w nich transformacje danych były kompatybilne z rodzajem zmiennych przetwarzanych przez 

opracowywaną w ramach niniejszej pracy metodę. W rezultacie włączono do analizy te 

publikacje, które zawierały opisy zastosowanych przekształceń danych, mogące być 

adekwatnie adaptowane do kontekstu badań w pracy doktorskiej. 

W celu uzyskania holistycznego obrazu aktualnego stanu wiedzy zdecydowano się także na 

inkorporację kilku publikacji dotyczących danych graficznych. Chociaż te artykuły wykraczały 

poza główny obszar zainteresowania rozprawy, to zawarte w nich szczegółowe i precyzyjne 

opisy procedur transformacji danych stanowiły istotne źródło wiedzy, pozwalające na 

wzbogacenie metodologicznych aspektów pracy doktorskiej. 

Do opisu metod transformacji danych w maszynowym i głębokim uczeniu w tej pracy 

doktorskiej wykorzystano łącznie 146 publikacji.  

Podział metod transformacji danych w maszynowym uczeniu i głębokim uczeniu  

w zależności od różnych kryteriów, takich jak: (1) obszar problemu decyzyjnego (rysunek 3.3), 
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(2) funkcji transformacji (rysunek 3.4, 3.5, 3.6), (3) typ zmiennych (rysunek 3.7) przedstawia 

się następująco: 

1. Obszar problemu decyzyjnego: dotyczy wspomagania podejmowania decyzji w różnych 

obszarach problemowych. Metody transformacji danych mogą być dostosowane do 

konkretnych obszarów problemów decyzyjnych, takich jak zarządzanie, finanse, 

ekonomia, przemysł i inne obszary (m.in. medycyna, przetwarzanie języka naturalnego, 

geografia, chemia, biologia, informatyka) [102], [158], [263], [275]. W niniejszej pracy 

analizę przeprowadzono głównie pod kątem obszaru zarządzania, jednakże 

wyodrębniono również obszary finansów, ekonomii i przemysłu, gdyż w większości 

publikacji międzynarodowych dotyczących głębokiego uczenia obszary te analizowane 

są w powiązaniu z zarządzaniem. Jeżeli chodzi o obszar problemu decyzyjnego, podział 

metod transformacji danych wygląda następująco: 

1. Zarządzanie, gdzie przykładami transformacji danych mogą być: logarytmowanie 

danych dotyczących opinii klientów o produktach (analiza sentymentu) [244], 

standaryzacja danych dotyczących pracowników [276] (przekształcenie 

umiejętności pracowników na znormalizowaną skalę, co ułatwia porównywanie ich 

umiejętności względem wymagań różnych projektów czy zadań), normalizacja 

danych dotyczących zarządzania produkcją [277] (model głębokiego uczenia może 

analizować dane dotyczące wydajności maszyn w procesie produkcyjnym, 

przewidując potencjalne awarie, gdzie dla równowagi pomiędzy różnymi 

parametrami maszyny, można zastosować normalizację danych, aby przeskalować 

je do określonego zakresu), czy logistyki [278] (przekształcenie danych 

dotyczących tras dostaw w grafy lub macierze, a następnie wykorzystanie 

głębokich sieci neuronowych, takich jak sieci neuronowe konwolucyjne (CNN), do 

optymalizacji tras dostaw w zależności od warunków ruchu, czasu i innych 

zmiennych, gdzie można zastosować metodę normalizacji danych  

i znormalizować dane dotyczące odległości lokalizacji czy kosztów transportu, do 

ustalonego zakresu). Przykładem może być też kodowanie zmiennych 

kategoryzujących, takich jak wiek, płeć, poziom wykształcenia, aby mogły być 

używane jako cechy w modelu predykcyjnym, dotyczącym zachowań społecznych 

[279]. 

2. Finanse, gdzie przykładami transformacji danych mogą być: logarytmowanie cen 

akcji, aby przekształcić nieliniowe zmiany cen w bardziej liniowe trendy [280], 

zastosowanie transformacji etykietowego zbioru potęgowego (Label Powerset 
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(LP)) w klasyfikacji ryzyka inwestycyjnego. Dla przykładu dla trzech rodzajów 

ryzyka (rynkowe, kredytowe, płynności), gdzie każde może występować jako 

„niskie”, „średnie” i „wysokie”, LP przekształci ten problem w problem 

wieloklasowy, gdzie każda kombinacja ryzyka (np. „niskie ryzyko rynkowe”, 

„średnie ryzyko kredytowe”, „wysokie ryzyko płynności”) będzie traktowana jako 

osobna klasa [263]. 

3. Ekonomia, gdzie przykładami transformacji danych mogą być: dyskretyzacja 

wskaźników makroekonomicznych poprzez np. zdefiniowanie przedziałów 

określających poziom bezrobocia (niskie, średnie, wysokie) i przypisanie im 

wartości bezrobocia do odpowiednich przedziałów na podstawie określonych 

progów [281].  Przykładem może być także prognozowanie popytu poprzez 

przekształcanie danych czasowych, takich jak dzienna ilość zamówień, w zmienne 

sezonowe, aby uwzględnić sezonowe wzorce popytu [261]. 

4. Przemysł, gdzie przykładami transformacji danych może być: standaryzacja 

parametrów procesu produkcyjnego, takich jak temperatura, ciśnienie, wilgotność,  

w celu porównywania i analizy stabilności procesu [282], [283]. 

5. Inne obszary problemów decyzyjnych takie jak np.: 

• Medycyna, gdzie przykładami transformacji danych mogą być: normalizacja 

wyników badań laboratoryjnych pacjentów, aby uwzględnić różnice  

w jednostkach miary i zakresach referencyjnych [158], progowanie obrazów 

radiologicznych w celu wyodrębnienia obszarów zainteresowania, takich jak 

guzy lub inne patologie [116]. 

• Przetwarzanie języka naturalnego, gdzie przykładami transformacji danych 

mogą być: usuwanie niepotrzebnych słów (Stopwords) (często używanych 

słów, takich jak „a”, „the”, „is”) z tekstu w celu poprawienia jakości analizy 

tekstu [113]. 

• Analiza danych geograficznych, gdzie przykładem transformacji danych 

może być: normalizacja współrzędnych geograficznych, takich jak długość i 

szerokość geograficzna, w celu poprawienia porównywalności danych 

przestrzennych [268]. 

2. Funkcja transformacji. 

Selekcja cech polega na wyborze i zidentyfikowaniu najbardziej istotnych cech lub 

atrybutów w danych, mających największy wpływ na predykcje modelu. Celem selekcji 

cech jest redukcja wymiarowości danych, eliminacja zbędnych lub redundantnych cech 
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oraz poprawa wydajności modelu poprzez skupienie się na kluczowych informacjach. 

Istnieje wiele metod selekcji cech, takich jak test statystyczny, analiza korelacji.  

Ekstrakcja cech polega na przekształceniu oryginalnych danych wejściowych na nowy 

zestaw cech, które mają większą wartość predykcyjną. Ten proces ma na celu 

automatyczne wydobycie istotnych informacji z danych, które mogą być trudne do 

wykrycia przez człowieka. Metody ekstrakcji cech, przydatne są w przypadku dużych 

zbiorów danych o wysokiej wymiarowości, gdzie oryginalne cechy mogą być trudne do 

interpretacji lub przetworzenia przez modele.   

Zarówno selekcja cech, jak i ekstrakcja cech mają na celu poprawę wydajności  

i skuteczności modeli maszynowego uczenia poprzez koncentrację na istotnych 

informacjach. Wybór odpowiedniej metody zależy od charakterystyki danych  

i rozwiązywanego problemu [284].  

Inne metody dotyczą innych metod przekształcania danych poza selekcją cech  

i ekstrakcją cech, które mają na celu zoptymalizowanie ich reprezentacji w kontekście 

analizy i modelowania. 

3. Typ zmiennych: w zależności od typu zmiennych, można stosować różne metody 

transformacji danych. Na przykład, dla zmiennych kategoryzujących można zastosować 

kodowanie z gorącą jedynką (omówione szczegółowo w podrozdziale 4.5), a dla 

zmiennych ciągłych można przeprowadzić normalizację lub standaryzację [102].  

W dyskursie naukowym dotyczącym maszynowego i głębokiego uczenia termin typ 

zmiennych jest używany do opisu różnych kategorii danych, które są przetwarzane przez 

modele algorytmiczne. Ta terminologia wynika z konieczności zdefiniowania 

charakterystyk danych wejściowych w kontekście ich użycia w modelach predykcyjnych 

oraz ich matematycznych właściwości, które mają bezpośredni wpływ na proces uczenia. 

Zmienne w odróżnieniu od typów danych odnoszą się do konkretnych atrybutów lub cech 

w danych, które są reprezentowane w formie wektorów, macierzy lub innych struktur 

danych i podlegają odpowiednim operacjom przetwarzania. W kontekście maszynowego 

uczenia, rozróżnienie między różnymi typami zmiennych, takimi jak ciągłe, dyskretne, 

kategoryzujące czy binarne, jest kluczowe dla wyboru odpowiednich metod 

przetwarzania wstępnego, wyboru modeli i technik uczenia, a także interpretacji 

wyników. 

Stosowanie pojęcia typ zmiennych w pracy doktorskiej jest uzasadnione potrzebą 

precyzyjnego opisu danych wejściowych i ich atrybutów, które są bezpośrednio 

wykorzystywane w procesach maszynowego i głębokiego uczenia. Określenie to 
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podkreśla relację między danymi a modelami, a także znaczenie zrozumienia ich natury 

w kontekście zastosowania konkretnych technik analitycznych. Zmienna w tym 

rozumieniu nie jest jedynie typem danych, ale elementem złożonego procesu uczenia, 

który jest modyfikowany i dostosowywany w trakcie eksperymentów, w celu 

optymalizacji wydajności modelu. 

W tej pracy przyjęto terminologię typ zmiennych. Przyjęcie tej terminologii pozwala na 

bardziej szczegółową i techniczną komunikację dotyczącą specyfiki danych, które są 

podstawą do tworzenia, trenowania i ewaluacji modeli maszynowego uczenia  

i głębokiego, a także podkreśla ich rolę jako mediatorów między surowymi danymi  

a abstrakcyjnymi reprezentacjami wykorzystywanymi w procesie uczenia. 

Modele maszynowego i głębokiego uczenia stosowane we wspomaganiu podejmowania 

decyzji funkcjonują z wykorzystaniem następujących typów zmiennych [285]:  

• zmienne liczbowe (numeryczne) ciągłe,  

• zmienne liczbowe (numeryczne) dyskretne,  

• zmienne liczbowe (numeryczne) kategoryzujące,  

• zmienne liczbowe (numeryczne) binarne,  

• zmienne tekstowe kategoryzujące,  

• zmienne graficzne,  

• zmienne typu dźwiękowego. 

Zmienne liczbowe (numeryczne), zwane również zmiennymi ilościowymi, to każda 

mierzalna forma zmiennych, takie jak na przykład wzrost, waga czy koszt rachunku 

telefonicznego. Można określić, czy zestaw zmiennych jest numeryczny, próbując 

obliczyć ich średnią lub uporządkować je w porządku rosnącym, lub malejącym.  

Zmienne dyskretne to liczby całkowite, ponieważ są oddzielone od siebie wartością 

całkowitą. Innymi słowy, między dwiema takimi liczbami nie ma żadnych innych 

wartości. Na przykład, jeśli w klasie jest 26 uczniów, to liczba ta jest całkowita [286].  

Zmienne ciągłe to liczby, które mieszczą się w określonym zakresie (np. oprocentowanie 

wynoszące 3,6%), są uważane za liczby ciągłe, ponieważ między dwiema takimi 

liczbami istnieją nieskończone możliwości wartości [286].  

Zmienne kategoryzujące są sortowane przez określenie charakterystycznych cech. Mogą 

to być na przykład płeć, klasa społeczna, pochodzenie etniczne, miasto rodzinne, branża. 

Zmienne te nie są numeryczne, w takim rozumieniu, że nie można ich dodać, uśrednić 
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ani sortować w żaden chronologiczny sposób. Zmienne kategoryzujące mogą być 

jednakże zapisane w postaci numerycznej lub tekstowej [286]. 

Grupowanie zmiennych kategoryzujących może pomóc w usprawnieniu analizy danych 

przez modele głębokiego uczenia. Algorytmy grupowania mogą wykryć wzorce  

i zależności między różnymi grupami zmiennych kategoryzujących i pomóc w tworzeniu 

dokładniejszych prognoz lub rekomendacji. Dzięki temu modele głębokiego uczenia 

mogą dostosować swoje predykcje do różnych grup i zwiększyć swoją skuteczność  

w rozwiązaniu konkretnych problemów biznesowych lub naukowych [286].  

Zmienne binarne to dyskretne zmienne, które mogą należeć tylko do jednej z dwóch 

kategorii- tak lub nie, 1 lub 0, włączone lub wyłączone itp. Binarność może być 

traktowana jako szczególny przypadek danych uporządkowanych, nominalnych, 

licznikowych lub interwałowych. Zmienne binarne są bardzo często stosowane jako 

zmienna wynikowa w problemach klasyfikacji maszynowego uczenia [286].  

Zmienne tekstowe to słowa, zdania lub akapity, które mogą dostarczyć pewnego stopnia 

wglądu do modeli głębokiego uczenia. Ponieważ te słowa mogą być trudne do 

zinterpretowania przez modele same w sobie, są one najczęściej grupowane lub 

analizowane za pomocą różnych metod, takich jak częstotliwość słów, klasyfikacja 

tekstów lub analiza sentymentu [287].  

Zmienne liczbowe (numeryczne) ciągłe to mierzalne formy zmiennych, takie jak 

wzrost, waga lub koszt rachunku telefonicznego. Przyjmują wartości w określonym 

zakresie, a między nimi istnieje nieskończona liczba możliwych wartości. Mogą 

przyjmować wartości w dowolnym zakresie liczbowym i mogą być reprezentowane jako 

wartości na osi ciągłej. Przykłady obejmują takie zmienne jak wiek, wzrost czy 

temperatura [286]. 

Zmienne liczbowe (numeryczne) dyskretne mogą przyjmować tylko określone 

wartości liczbowe i nie mogą być reprezentowane jako wartości na osi ciągłej. Przykłady 

obejmują liczbę dzieci w rodzinie, liczbę produktów sprzedanych w danym dniu [286]. 

Zmienne liczbowe (numeryczne) kategoryzujące są interpretowane jako liczby, ale są 

używane do kategoryzacji lub klasyfikacji, a nie do wyrażania ilości. Przykłady 

obejmują kody krajów, kody pocztowe, numery identyfikacyjne [286]. 

Zmienne liczbowe (numeryczne) binarne mogą przyjmować tylko dwie wartości, np. 

0 i 1, True i False. Przykłady obejmują płeć (0 - mężczyzna, 1 - kobieta), status 

zatrudnienia (0 - niezatrudniony, 1 - zatrudniony) [286]. 

114:7927616926



115 
 

Zmienne tekstowe kategoryzujące reprezentują tekst lub słowa i są używane do 

kategoryzacji, lub klasyfikacji, a nie do wyrażania ilości. Przykłady obejmują etykiety 

kategorii, tagi tematyczne. Jeśli analizowane są opinie klientów na temat produktów, 

zmienna tekstowa kategoryzująca mogłaby reprezentować kategorie, do których te 

opinie należą, takie jak „pozytywna opinia”, „negatywna opinia” czy „neutralna opinia” 

[286]. 

Zmienne graficzne są szeroko wykorzystywane w głębokim uczeniu. Stanowią ważną 

formę danych, która jest interpretowana w postaci obrazów, zdjęć, diagramów, 

wykresów czy map. Zmienne graficzne posiadają unikalne cechy i strukturę, które 

można wykorzystać do rozpoznawania wzorców, klasyfikacji, segmentacji, generowania 

nowych obrazów czy innych zadań związanych z przetwarzaniem obrazów [288].  

W kontekście głębokiego uczenia zmienne graficzne są zwykle reprezentowane jako 

macierze pikseli, gdzie każdy piksel ma przypisaną wartość odpowiadającą 

intensywności światła lub koloru w danym miejscu obrazu. Przykładowo, dla obrazów 

w skali szarości, wartość każdego piksela może wynosić od 0 (czarny) do 255 (biały). 

Dla obrazów kolorowych można użyć trzech kanałów (czerwony, zielony, niebieski), 

gdzie każdy piksel ma trzy wartości (RGB), które reprezentują intensywność światła  

w każdym z kanałów [288].  

Zmienne typu dźwiękowego obejmują najczęściej sygnały akustyczne z różnych 

źródeł, takich jak mowa, muzyka, dźwięki otoczenia. Do zmiennych typu dźwiękowego 

zalicza się też spektrogramy, które są przestrzennymi reprezentacjami częstotliwości  

w funkcji czasu. Zmienne typu dźwiękowego mogą być wykorzystane także np.  

w kontekście kodowania obrazu poprzez przekształcenie go w sygnał audio w celu 

ukrycia informacji [289]. Analiza sygnałów dotyczy przetwarzania dźwięku i sygnałów 

wideo [290]. Zmienne typu dźwiękowego, w formie, w jakiej są zwykle przetwarzane 

przez komputery, są reprezentowane jako zmienne liczbowe. Zmienne typu 

dźwiękowego, które są przetwarzane przez komputery, są zazwyczaj reprezentowane 

jako liczbowe dyskretne. Dźwięk w rzeczywistości jest falą ciśnienia powietrza, ale 

kiedy jest zapisywany cyfrowo, jest przekształcany na ciąg wartości liczbowych poprzez 

proces nazywany kwantyzacją. Podczas cyfrowego przetwarzania dźwięku, analogowy 

sygnał audio jest próbkowany z określoną częstotliwością, a każda próbka jest 

przypisywana wartości liczbowej odpowiadającej amplitudzie fali dźwiękowej w danym 

momencie. Te wartości są następnie przechowywane jako dane cyfrowe, które mogą być 

przetwarzane przez komputer [291]. 
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Usystematyzowano wiedzę dotyczącą metod transformacji danych w modelach głębokiego 

i maszynowego uczenia poprzez przeprowadzenie analizy porównawczej istniejących metod 

transformacji danych, a w konsekwencji usystematyzowania tych metod w zależności od 

obszaru problemu decyzyjnego (rysunek 3.3), funkcji transformacji (rysunek 3.4, 3.5 i 3.6)  

i typu zmiennych (rysunek 3.7). 

W celu zapewnienia rzetelności analizy w pracy doktorskiej przyjęto podejście wyboru 

publikacji, które najlepiej odpowiadają tematyce i celom niniejszej pracy. Przedstawione na 

rysunkach wyniki są zatem reprezentatywne dla wyselekcjonowanych, najbardziej istotnych 

publikacji, które zostały dokładnie przeanalizowane w kontekście przeprowadzanych badań. 

Wybór tych publikacji opiera się na przeprowadzonej selekcji, uwzględniającej ich zgodność  

z tematyką pracy doktorskiej oraz ich wkład w rozwinięcie omawianego zagadnienia 

naukowego. Tym samym, przedstawienie wyników dla najlepszych wybranych publikacji ma 

na celu zaprezentowanie istotnych wniosków oraz rezultatów, które są istotne dla kontekstu 

badawczego pracy, a niekoniecznie wszystkich możliwych wyników, które mogłyby być 

uzyskane w ramach analizy wszystkich artykułów. Takie podejście pozwala na skupienie się 

na kluczowych aspektach badawczych i uniknięcie rozproszenia uwagi na mniej istotne 

informacje. 

W kontekście analizy artykułów naukowych z obszaru głębokiego i maszynowego uczenia 

należy zauważyć, że większość publikacji opiera się na badaniach eksperymentalnych, które 

wykorzystują różnorodne typy zmiennych jako podstawę analizy. Istnieją pewne powtarzające 

się wzorce w odniesieniu do stosowanych typów zmiennych, które są charakterystyczne dla 

zastosowanych metod badawczych. 

W pracy doktorskiej w wyniku systematyzacji metod transformacji danych wyczerpująco 

przedstawiono możliwe typy zmiennych w kontekście obszaru problemu decyzyjnego 

zarządzania, co jest przedmiotem pracy. W obszarze ekonomii, finansów i przemysłu również 

występują te same typy zmiennych oraz metody transformacji danych, co zostało 

zaobserwowane w wynikach systematyzacji przedstawionych w podrozdziałach 3.4, 3.5 i 3.6 

pracy doktorskiej. 
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Rysunek 3.3. Obszary problemów decyzyjnych  

 Źródło: opracowanie własne.  

 

Analiza przeprowadzona na zbiorze publikacji wykazała, że największa liczba artykułów 

koncentruje się na dziedzinie zarządzania. Inne obszary obejmują obszary problemów 

decyzyjnych, których nie można zaliczyć do zarządzania, finansów, przemysłu czy ekonomii. 

Najczęściej były to publikacje na temat medycyny, przetwarzania języka naturalnego, 

geografii, chemii, biologii i informatyki.  
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Rysunek 3.4. Transformacja danych dla selekcji cech 

 Źródło: opracowanie własne. 
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Rysunek 3.5. Transformacja danych dla ekstrakcji cech 

 Źródło: opracowanie własne. 
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Szybka transformacja Fouriera (Fast Fourier…

Transformacja Hankela (Hankel Transformation…

Transformacja rang (Rank transformation (RT))

Transformacja Vandermonde'a (Vande'monde…

Dyskretna transformacja Fouriera (Discrete…

Hierarchia klasyfikatorów wieloetykietowych…

Izometryczne odwzorowanie cech, Mapowanie…

Kodowanie ze ślepą zmienną (Dummy Encoding)

Logarytmiczna transformacja stosunku (Log-ratio…

Transformacja pierwiastka kwadratowego…

Dyskretna transformacja falkowa (Discrete…

Skalowanie cech (Feature Scaling)

Binarna istotność (Binary Relevance (BR))

Kodowanie z gorącą jedynką (One-Hot Encoding…

Losowe zbiory k-etykiet (Random k-Label Sets…

Transformacja falkowa (Wavelet transform (WT))

t-rozproszone stochastyczne osadzanie sąsiadów…

Etykietowy zbiór potęgowy (Label Powerset (LP))

Normalizacja Min-max (Min-max Normalization)

Transformacja Fouriera (Fourier Transform (FT))

Transformacja normalizacyjna Z, Standaryzacja…

Dyskretyzacja (Discretization)

Normalizacja (Normalization)

Transformacja logarytmiczna (Logarithmic…
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Transformacja logarytmiczna, normalizacja i dyskretyzacja były najczęściej stosowanymi 

przez badaczy metodami transformacji danych.  

 
 
 

 
 

Rysunek 3.6. Transformacje danych dla innych metod 

 Źródło: opracowanie własne. 

 

Inne metody najczęściej dotyczyły LSVM i algorytmów grupowania. 

Wśród badanych metod, najwięcej tekstów dotyczyło ekstrakcji cech, kolejno selekcji cech, 

a najmniejszą ilość publikacji można znaleźć na temat innych metod.  
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Rysunek 3.7. Typy zmiennych dla tekstów wziętych do analizy 

 Źródło: opracowanie własne. 

  

Najczęściej występowały zmienne liczbowe ciągłe i liczbowe kategoryzujące, natomiast 

zmienne liczbowe binarne były najrzadziej spotykanym typem.  

Wnioski te opierają się na wynikach przeprowadzonej analizy, która uwzględniała 

różnorodne źródła publikacji naukowych. 

W trzecim zadaniu badawczym przeanalizowano i porównano różne metody transformacji 

danych w maszynowym uczeniu i głębokim uczeniu oraz dokonano systematyzacji tych metod. 

Wyniki analizy przedstawione są w kolejnych podrozdziałach (wykorzystano kryterium funkcji 

transformacji w celu sformułowania tytułów podrozdziałów i przeprowadzenia analiz). 

3.4. Metody selekcji cech 

Główne cele selekcji cech to [292]: 

1. Poprawa wydajności modelu: redukcja liczby cech może skrócić czas treningu modelu 

oraz zwiększyć jego wydajność obliczeniową. 

2. Eliminacja zbędnych lub redundantnych cech: wybieranie istotnych cech pozwala na 

usunięcie cech, które nie wniosą wartości predykcyjnej i nie są istotne dla modelu. 

3. Poprawa interpretowalności: mniejsza liczba cech ułatwia zrozumienie i interpretację 

działania modelu. 
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4. Redukcja  ryzyka  nadmiernego  dopasowania:  usuwanie  zbędnych  cech  może  pomóc 

w ograniczeniu ryzyka nadmiernego dopasowania modelu do szumu lub przypadkowych 

zależności w danych  uczących.

Do  najczęściej  wykorzystywanych  metod  transformacji  danych  realizujących  funkcję

selekcji cech danych zalicza się:

• Analiza  składowych głównych (Principal Component Analysis (PCA)),

• Niezależna  analiza  składowych  głównych  (Independent  Principal  Component  Analysis

(iPCA)),

• Rzadka analiza składowych głównych (Sparse  Principal Component Analysis  (sPCA)),

• Rzadka,  niezależna  analiza  składowych  głównych  (Sparse  Independent  Principal 

Component Analysis  (siPCA)),

• Faktoryzacja  macierzy  nieujemnych (Non-negative Matrix Factorization (NMF)),

• Algorytmy  wykrywania wartości odstających  (Outlier Detection Algorithms  (ODA)),

• Adaptacyjna transformacja metryczna (Adaptive Metric  Transformation (AMT)),

• Liniowa analiza dyskryminacyjna (Linear Discriminant Analysis (LDA)),

• Kanoniczna analiza korelacji (Canonical Correlation Analysis (CCA)),

• Nieliniowa  analiza  składowych  głównych  (Nonlinear  Principal  Component  Analysis

(NLPCA)),

• Analiza  nieliniowej  korelacji  kanonicznej  (Nonlinear  Canonical  Correlation  Analysis

(NLCCA)),

• Analiza korelacji kanonicznej jądra (Kernel Canonical Correlation Analysis (KCCA)),

• Analiza  składowych  niezależnych (Independent Component Analysis (ICA)),

• Wyszukiwanie projekcji (Projection Pursuit (PP)),

• Analiza czynnikowa (Factor Analysis (FA)),

• Analiza dyskryminacyjna (Discriminant Analysis (DA)),

• Przybliżenie rozmaitości  (Manifold Learning),

• Szybka  analiza  niezależnych  składowych  (Fast  Independent  Component  Analysis

(fastICA)),

• Analiza dyskryminacyjna  Fishera  (Fisher Discriminant Analysis (FDA)),

• Transformacja podobieństwa (Similarity transformation (ST)),

• Skalowanie wielowymiarowe (Multidimensional scaling (MDS)),

• Jądrowa  analiza  składowych  głównych (Kernel Principal Component Analysis (KPCA)),

• Czynniki średniej ruchomej (Moving Average Factors (MAF)),
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• Rotacja średniej ruchomej X (Moving Average Rotation of X (MARX)). 

Analiza składowych głównych (Principal Component Analysis (PCA)) jest metodą 

rzutowania liniowego, która znajduje ortogonalne kombinacje cech wejściowych X =

{𝑥1, 𝑥2, … , 𝑥𝑁}, przy czym każdy nowy kierunek odpowiada za największą pozostałą zmienność 

w danych. Metoda ta jest nienadzorowana, dlatego transformacja PCA może być wykonana na 

wszystkich dostępnych danych. Komponenty główne P𝑖, które wynikają z diagonalizacji 

macierzy kowariancji danych, gwarantują minimalną utratę informacji przy odtwarzaniu 

położenia punktów z ich nisko wymiarowych projekcji. Przyjęcie 1,2 lub 3 głównych 

składowych i rzutowanie danych na przestrzeń zdefiniowaną przez te składowe 𝑦𝑖𝑗 = P𝑖 ⋅ X𝑗 

zapewnia dla każdego wektora wejściowego jego reprezentację (𝑦1𝑗, 𝑦2𝑗, … 𝑦𝑘𝑗) w przestrzeni 

docelowej [119], [259], [289], [293], [294], [295], [296], [297], [298], [299]. 

Głównym celem PCA jest maksymalizacja wariancji i zmniejszenie wymiarowości zbioru 

danych [300], [301], [302], [303].  

PCA zostało wykorzystane w wielu pracach dotyczących przygotowania danych podczas 

budowy modeli maszynowego uczenia.  

W obszarze informatyki, szczególnie w dziedzinie analizy danych i maszynowego uczenia, 

PCA zostało wykorzystane do wstępnych przekształceń surowych danych 𝑇1. Przez 𝑇1 

rozumie się tutaj pewien rodzaj danych wejściowych, które mogą być używane w procesie 

maszynowego uczenia, na przykład wektory cech lub atrybuty [304], [305]. 

Metoda PCA znajduje szerokie zastosowanie w transformacji danych w dziedzinie 

maszynowego uczenia: 

1. Redukcja wymiarowości danych: PCA może być wykorzystane do redukcji liczby cech 

(wymiarów) w zbiorze danych, zachowując jednocześnie jak najwięcej informacji. 

Redukcja wymiarowości pozwala zmniejszyć złożoność danych, co może być 

szczególnie przydatne w przypadku dużych zbiorów danych o wysokiej liczbie cech. 

Pozwala to również uniknąć efektu przekleństwa wymiarowości (Curse of 

dimensionality) i poprawić wydajność i efektywność algorytmów maszynowego uczenia 

[306]. 

2. Wizualizacja danych: PCA może być wykorzystane do projekcji danych na niższy 

wymiar przestrzeni, co pozwala na ich wizualizację. Przez transformację danych na dwie 

lub trzy główne składowe, można przedstawić dane w formie wykresów lub mapy ciepła, 

co ułatwia zrozumienie i analizę danych [307], [308], [137]. 

3. Wykrywanie anomalii: PCA może pomóc w wykrywaniu anomalii w danych. Poprzez 
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identyfikację dominujących składowych i odchylenie od nich, można wykrywać 

obserwacje odstające lub nietypowe wzorce w danych [309]. 

4. Usuwanie szumów: PCA może pomóc w redukcji wpływu szumów na dane poprzez

identyfikację i usunięcie składowych, które stanowią minimalną ilość informacji. Dzięki

temu można oczyszczać dane z niepotrzebnych szumów i poprawiać jakość analizy lub

modelowania [310].

5. Klastrowanie danych: PCA może być wykorzystane jako krok wstępny w klastrowaniu

danych. Poprzez redukcję wymiarowości danych, można łatwiej identyfikować grupy lub

klastry w zbiorze danych, co ułatwia dalszą analizę i modelowanie [311].

Poprzez zastosowanie PCA do wstępnych przekształceń danych, można uzyskać bardziej 

skondensowane i reprezentatywne dane, które mogą być lepiej przystosowane do 

wykorzystania w algorytmach maszynowego uczenia i innych analizach danych [305], [312], 

[313], [314].  

W obszarze maszynowego uczenia metoda PCA stosowana jest w analizie obrazów [315], 

analizie tekstu [307], rozpoznawaniu wzorców [311], biologii i genetyce [316], [317], 

inżynierii danych [301], [305], [317], przetwarzaniu sygnałów [290], [318]. W obszarze 

zarządzania, ekonomii i finansów PCA znajduje zastosowanie w analizie danych 

finansowych, takich jak analiza portfela, zarządzanie ryzykiem, modelowanie stóp 

procentowych lub analiza zależności między różnymi instrumentami finansowymi [310], 

[319]. PCA może być wykorzystana do redukcji wymiarów danych biznesowych. W 

przypadku dużych zbiorów danych, które zawierają wiele zmiennych, PCA może pomóc w 

zidentyfikowaniu najważniejszych składowych, które mają największy wpływ na zmienność 

danych [175]. Dzięki temu można zmniejszyć liczbę zmiennych i uprościć analizę. Metoda 

wykorzystywana jest także do segmentacji klientów [175], oceny ryzyka kredytowego [264], 

analizy kosztów i efektywności [320], analizy portfeli inwestycyjnych [321].  

PCA jest stosowane nie tylko jako metoda redukcji wymiarowości [298]. Można ją również 

wykorzystać do powtórzenia eksperymentu po wyodrębnieniu niewielkiej liczby składowych 

i sprawdzenia, czy występują jakiekolwiek wahania w dokładności i pozostałych miarach 

używanych do oceny modeli bazowych [313], [322], [323].  

Wyróżnia się takie warianty PCA jak Niezależna analiza składowych głównych (Independent 

PCA (iPCA)), Rzadka analiza składowych głównych (Sparse PCA (sPCA)), Rzadka, 

niezależna analiza składowych głównych (Sparse independent PCA (siPCA)) [301]. 

 Niezależna analiza składowych głównych (Independent Principal Component Analysis 

(iPCA)) zakłada, że poszczególne składowe główne są statystycznie niezależne.  
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 Rzadka analiza składowych głównych (Sparse Principal Component Analysis (sPCA)) 

polega na uzyskaniu rzadkich składowych głównych, co oznacza, że większość w uzyskanych 

składowych jest ustawiana na zero, co przekłada się na kompresję informacji. Metoda generuje 

składowe, które nie wykazują między sobą statystycznej zależności [301]. 

Rzadka analiza składowych głównych jest modyfikacją PCA, która wprowadza rozproszenie 

wektorów ładunku. Istnieją różne sposoby wprowadzenia rozproszenia, np. metodę zwaną 

miękkim progowaniem (Soft thresholding) (algorytm 3.1) [298]. 

 

Algorytm  3.1. Algorytm Sparse PCA (Soft Thresholding) 

Źródło: opracowanie własne na podstawie [298]. 

 

Algorytm Sparse PCA (Soft Thresholding) 

 

INPUT  𝑋, 𝑐, 𝜖 

CONDITIONS 𝑐 > 0, 𝑐 ≤ 𝑝 − 1, 𝑐 ≤ 𝑛 − 1, 𝜖 > 0 

𝑬, 𝚺 ← EVD (𝑿𝑿⊤) 

VT=E∑X 

𝑽̂ = 𝑽 

𝜷 = 𝟎𝑝𝑐 

B𝑗 = 𝜷𝑗1 + Inf 

FOR 𝑘 IN 1 TO 𝑐 DO 

 WHILE  ∑𝑗=1
𝑝

 ( B𝑗 − 𝛽𝑗𝑘)
2
> 𝜀 DO 

  B𝑗 = 𝛽𝑗𝑘 

  𝑃̂ = (𝑽̂𝑘 
𝑇𝑿𝑇)𝑿 

  𝛽𝑗𝑘 =
𝑃̂𝑗

|𝑃̂𝑗|
[|𝑃̂𝑗| − 𝜆]

+
 

  𝛽𝑘 =
𝛽𝑘

√𝛽𝑘 
⊤𝛽𝑘

 

  𝑡 = 𝑿𝑇(𝑿𝜷𝑘) 

  𝑨ℎ = 𝑽̂ℎ∀ℎ < 𝑘 

  𝑠 = 𝑡 − 𝑨(𝑨⊤𝑡) 

  𝑽̂𝑘 =
𝑠

√𝑠⊤𝑆
 

 END WHILE 

END FOR 

OUTPUT 𝛽 

 

125:8318394570



126 
 

W metodzie soft-thresholding sPCA obciążenia (Loadings) są wczytywane z klasycznego 

PCA, które są inicjalizowane poprzez rozkład według wartości osobliwych (Singular value 

decomposition (SVD)) rozkładu wartości własnej (Eigenvalue decomposition (EVD)). 

Następnie dla każdej składowej wprowadza się rzadkość do obciążeń, ustawiając wszystkie 

wartości mniejsze niż 𝜆 na zero. W soft-thresholding 𝜆 jest definiowane jako 𝑚-ta największa 

wartość w 𝑃̂, gdzie 𝑚 > 0 i 𝑚 ≤ (𝑛 + 1). Parametrem kurczenia nazywa się 𝜆. Projekcja 

aktualnych rzadkich oszacowań obciążeń na 𝑋 oznaczana jest jako 𝑃̂. 𝜆 jest redefiniowane  

w każdej iteracji, aż osiągnięta zostanie stabilność rzadkich obciążeń. Lewa macierz 

jednostkowa oraz wariancja wyjaśniona przez każdą składową mogą być obliczone z 

dekompozycji 𝑄𝑅 macierzy X𝛽 [298], [301]: 

 

 𝐴 = 𝑄𝑅 3.1 

 

 𝑄, 𝑅 ← qr (𝑋𝛽) 3.2 

gdzie: 

𝑄 − to macierz ortogonalna, 

𝑅 − jest prawą (górną) macierzą trójkątną. 

 Na podstawie bezwzględnych elementów diagonalnych z macierzy 𝑅 wyznaczana jest suma: 

 

 Σ𝑘𝑘 = √𝑅𝑘𝑘
2  3.3 

Lewe wektory singularne z nielicznych prawych wektorów singularnych: 

 𝑈̂𝑘 = 𝑄𝑘
𝑅𝑘𝑘
|𝑅𝑘𝑘|

 3.4 

 

  Rzadka, niezależna analiza składowych głównych (Sparse Independent Principal 

Component Analysis (siPCA)) łączy cechy sPCA oraz iPCA. Celem jest uzyskanie rzadkich

składowych głównych, które jednocześnie są statystycznie niezależne [301].  

 PCA jest metodą statystyczną, która zakłada, że dane są wielowymiarowo normalnie 

rozłożone, czyli mają rozkład Gaussowski. Podstawowym celem PCA jest zredukowanie 

wymiarowości danych, zachowując przy tym jak najwięcej informacji. PCA wykorzystuje 

kryterium wariancji, co oznacza, że stara się znaleźć kombinacje liniowe zmiennych 

oryginalnych, które wyjaśniają jak największą wariancję w danych [324]. 

 Jednak istnieją sytuacje, w których dane nie są normalnie rozłożone lub zawierają 

niestandardowe wzorce, które można uznać za interesujące lub istotne [325].  
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 Istnieje kilka różnych metod, które można zastosować do wykrywania niestandardowych 

wzorców lub odstępstw od normalności. Warto zauważyć, że różne metody mogą być bardziej 

lub mniej odpowiednie w zależności od konkretnego problemu i charakteru danych. Wybór 

odpowiedniej metody zależy od specyfiki badanego zagadnienia i celu analizy [326]. Oto kilka 

przykładów: 

1. Faktoryzacja macierzy nieujemnych (Non-negative Matrix Factorization (NMF)) 

polega na dekompozycji macierzy nieujemnych na iloczyn dwóch macierzy nieujemnych 

w celu wyodrębnienia ukrytych cech lub struktur danych. Ta metoda ma wiele 

zastosowań, takich jak redukcja wymiarowości danych, analiza składowych mieszanych, 

kompresja danych, segmentacja obrazów, rozpoznawanie wzorców itp. Jest szczególnie 

użyteczna w przypadkach, gdzie dane mają strukturę nieujemną, a poszukiwane są ukryte 

cechy i informacje [326]. 

2. Algorytmy wykrywania wartości odstających (Outlier Detection Algorithms (ODA)) 

mają na celu wykrywanie obserwacji odstających od ogólnego wzorca danych. Przykłady 

to: Lokalny Współczynnik Odstępstwa (Local Outlier Factor (LOF)), Las Izolacyjny 

(Isolation Forest (IF)), Jednoklasowa Maszyna Wektorów Wspierających (One-Class 

Support Vector Machines (One-Class SVM)) [327]. 

Liniowa transformacja danych, linearna transformacja danych (Linear Data Mapping) 

polega na przekształcaniu oryginalnych danych wejściowych za pomocą liniowych funkcji, 

takich jak mnożenie przez macierz lub dodawanie wektorów. W kontekście maszynowego  

i głębokiego uczenia liniowe transformacje danych są często wykorzystywane do 

przekształcania cech (atrybutów) w celu poprawienia ich interpretowalności lub dostosowania 

do wymagań modelu [328].  

Liniowe transformacje danych stanowią istotne operacje w różnych algorytmach 

maszynowego uczenia, począwszy od regresji liniowej, transformacji PCA aż po adaptacyjną 

transformację metryczną (Adaptive Metric Transformation (AMT)) [329]. AMT odnosi 

się do metod transformacji danych, które dostosowują metrykę lub odległość między 

przykładami w celu poprawy wydajności modelu maszynowego uczenia. Istnieje wiele różnych 

podejść do adaptacyjnej transformacji metrycznej, z których niektóre są stosowane  

w kontekście konkretnych algorytmów maszynowego uczenia. Idee adaptacyjnej transformacji 

metrycznej mogą być stosowane zarówno w selekcji cech (PCA), jak i ekstrakcji cech (jądrowe 

funkcje odległościowe). Adaptacyjna transformacja metryczna jest stosowana w celu 

dostosowania danych do konkretnego problemu i poprawy wydajności modelu maszynowego 

uczenia poprzez uwzględnienie istotnych wzorców i relacji między przykładami [330].  
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W przeciwieństwie do liniowych transformacji danych nieliniowe transformacje 

uwzględniają nieliniowe zależności między zmiennymi [169]. 

Liniowa analiza dyskryminacyjna (Linear Discriminant Analysis (LDA)) została 

opracowana w celu transformacji cech do przestrzeni o niższym wymiarze, maksymalizując 

stosunek wariancji międzyklasowej do wariancji wewnątrzklasowej, co gwarantuje 

maksymalną separowalność klas. Istnieją dwa rodzaje metod LDA do obsługi klas: zależna od 

klasy i niezależna od klasy. W przypadku LDA zależnego od klasy osobna przestrzeń o niższym 

wymiarze jest obliczana dla każdej klasy, aby zaprojektować na nią swoje dane. W przypadku 

LDA niezależnego od klasy każda klasa jest traktowana jako osobna klasa w stosunku do 

pozostałych klas. W tym przypadku istnieje tylko jedna przestrzeń o niższym wymiarze, na 

którą wszystkie klasy mogą rzutować swoje dane. Metoda LDA została szczegółowo opisana 

w artykule [331]. 

Kanoniczna analiza korelacji (Canonical Correlation Analysis (CCA)) jest szeroko 

znanym nadzorowanym algorytmem redukcji wymiarowości, rzutującym surowe dane na 

podprzestrzeń wykorzystującą korelacje pomiędzy cechami i etykietami. Jest metodą 

statystyczną wykorzystywaną do analizy zależności między dwoma zestawami zmiennych. 

Celem CCA jest znalezienie liniowych kombinacji zmiennych w obu zestawach, które mają 

maksymalną korelację kanoniczną. CCA jest stosowana w celu wykrywania ukrytych wzorców 

i zależności między dwoma zestawami zmiennych [323], [332].  

Dla zbioru zmiennych {𝑥𝑖} PCA wyodrębnia wektory własne macierzy kowariancji danych. 

Jest używane do (1) redukcji wymiarowości zestawu danych oraz (2) wyodrębnienia cech ze 

zbioru danych. Gdy istnieją dwa zbiory zmiennych {𝑥𝑖} oraz {𝑦𝑗}, CCA znajduje tryby 

maksymalnej korelacji pomiędzy {𝑥𝑖} oraz {𝑦𝑗}, co czyni CCA standardowym narzędziem do 

odkrywania relacji między dwiema dziedzinami [333], [332]. 

W CCA otrzymuje się dwie różne reprezentacje tego samego zbioru obiektów i oblicza 

projekcję dla każdej z reprezentacji w taki sposób, żeby były one maksymalnie skorelowane  

w przestrzeni o zmniejszonej wymiarowości [332]. Formalnie, CCA oblicza dwa wektory 

projekcyjne, 𝑤𝑥 ∈ ℝ
𝑑 oraz 𝑤𝑦 ∈ ℝ

𝑘, takie, że współczynnik korelacji: 

 
𝜌 =

𝑤𝑥
𝑇𝑋𝑌𝑇𝑤𝑦

√(𝑤𝑥𝑇𝑋𝑋𝑇𝑤𝑥)(𝑤𝑦𝑇𝑌𝑌𝑇𝑤𝑦)

 
3.5 

 

jest maksymalizowany. Ponieważ 𝜌 jest niezmiennicze względem skalowania 𝑤𝑥 oraz 𝑤𝑦, CCA 

może być równoważnie sformułowane jako: 
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max
𝑤𝑥,𝑤𝑦

  𝑤𝑥
𝑇𝑋𝑌𝑇𝑤𝑦

 jeżeli 𝑤𝑥
𝑇𝑋𝑋𝑇𝑤𝑥 = 1

𝑤𝑦
𝑇𝑌𝑌𝑇𝑤𝑦 = 1

 3.6 

 

W dalszej części zakłada się, że  𝑌𝑌𝑇 jest odwracalna. Można pokazać, że 𝑤𝑥 można 

otrzymać przez rozwiązanie następującego problemu optymalizacyjnego: 

 
max
𝑤𝑥

  𝑤𝑥
𝑇𝑋𝑌𝑇(𝑌𝑌𝑇)−1𝑌𝑋𝑇𝑤𝑥

 jeżeli 𝑤𝑥
𝑇𝑋𝑋𝑇𝑤𝑥 = 1

 3.7 

 

Obie formuły (równanie 3.6 oraz 3.7) starają się znaleźć wektory własne odpowiadające 

największym wartościom własnym w następującym uogólnionym problemie własnym: 

 𝑋𝑌𝑇(𝑌𝑌𝑇)−1𝑌𝑋𝑇𝑤𝑥 = 𝜂𝑋𝑋𝑇𝑤𝑥 3.8 

 

gdzie 𝜂 to wartość własna odpowiadająca wektorowi własnemu 𝑤𝑥 [332].  

Nieliniowa analiza składowych głównych (Nonlinear Principal Component Analysis 

(NLPCA)) przy użyciu sieci neuronowych została wprowadzona po raz pierwszy przez 

Kramera (1991) w literaturze dotyczącej inżynierii chemicznej. Obecnie jest stosowana w wielu 

dziedzinach. W tym w zarządzaniu, ekonomii i finansach do pomocy w identyfikacji preferencji 

konsumenckich, nieliniowych czynników wpływających na zmienność rynków finansowych, 

aktywów. Niedawne postępy w modelowaniu przy użyciu sieci neuronowych doprowadziły do 

nieliniowej generalizacji PCA i CCA [169], [334].  

Analiza nieliniowej korelacji kanonicznej (Nonlinear Canonical Correlation Analysis 

(NLCCA)) została wprowadzona przez Hsieha w 2000 roku przy użyciu podejścia opartego na 

sieciach neuronowych [335].  

Analiza korelacji kanonicznej jądra (Kernel Canonical Correlation Analysis (KCCA)) 

oraz NLCCA to rozszerzenia klasycznej CCA, które pozwalają na odkrywanie nieliniowych 

zależności między dwoma zbiorami zmiennych [169].  

W CCA celem jest znalezienie liniowych kombinacji dwóch zbiorów zmiennych, które są 

jak najbardziej skorelowane ze sobą. Jednak w rzeczywistych scenariuszach zależności między 

zmiennymi często są nieliniowe. KCCA rozwiązuje to ograniczenie poprzez zastosowanie 

funkcji jądra (Kernel function). Oryginalne dane są mapowane do przestrzeni cech o wyższej 

wymiarowości, gdzie zależności mogą stać się liniowe. Poprzez maksymalizację korelacji w tej 

przestrzeni o wyższej wymiarowości, KCCA jest w stanie uwzględnić nieliniowe zależności 

między zmiennymi [336]. 
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Z kolei NLCCA wychodzi poza podejście liniowe i kernelowe, modelując bezpośrednio 

nieliniowe zależności między zmiennymi przy użyciu nieliniowych funkcji odwzorowujących, 

zwykle implementowanych za pomocą sieci neuronowych. NLCCA ma na celu znalezienie 

nieliniowych projekcji, które maksymalizują korelację między dwoma zbiorami zmiennych 

[336]. 

Zarówno KCCA, jak i NLCCA są metodami do odkrywania nieliniowych zależności  

w danych. Znajdują one szerokie zastosowanie w różnych dziedzinach, takich jak 

przetwarzanie obrazów, bioinformatyka czy przetwarzanie języka naturalnego. Ważne jest 

jednak zauważenie, że te metody mogą być obliczeniowo wymagające i mogą wymagać 

starannego dostrojenia parametrów w celu osiągnięcia optymalnych wyników [336]. 

Różnice pomiędzy PCA, NLPCA, CCA, NLCCA i KCCA zostały szeroko omówione  

w artykule [333] oraz [336] razem ze szczegółowym opisem wzorów. 

Analiza składowych niezależnych (Independent Component Analysis (ICA)) jest 

metodą, która znajduje niezależne składowe w danych, mogące odpowiadać niestandardowym 

wzorcom [259].  

 ICA znajduje zastosowanie w kontekście ekstrakcji cech z danych, co wykazuje przydatność 

w obszarze zarządzania, ekonomii i finansów [337]. W obszarze finansów i ekonomii często 

występuje wiele zmiennych, które mogą być silnie skorelowane. ICA może pomóc  

w rozdzieleniu tych zmiennych na niezależne składowe, co ułatwi analizę i zrozumienie 

związków między tymi zmiennymi. ICA może pomóc także w redukcji wymiarowości danych 

przez wydobycie głównych, niezależnych cech i doprowadzić do zwiększenia efektywności 

analizy i modelowania. Ponadto w zarządzaniu, ekonomii i finansach istnieją ukryte czynniki, 

mające wpływ na obserwowane zmienne. ICA może pomóc w ich identyfikacji. Dane tego typu 

są często także obarczone zakłóceniami i szumem. ICA może wyizolować sygnały istotne dla 

analizy, eliminując lub ograniczając wpływ szumu [338], [339].     

Kluczowe prace dotyczące metody ICA zostały opublikowane w artykułach [340], [341]. 

Aby zdefiniować ICA, można użyć statystycznego modelu zmiennych ukrytych (Latent 

variables). Przyjmuje się, że obserwuje się 𝑛 liniowych mieszanek 𝑥1, … , 𝑥𝑛 złożonych z 𝑛 

niezależnych składników [342]: 

 𝑥𝑗 = 𝑎𝑗1𝑠1 + 𝑎𝑗2𝑠2 +⋯+ 𝑎𝑗𝑛𝑠𝑛 dla wszystkich 𝑗 3.9 

 

Teraz ignorując wskaźnik czasu 𝑡, w modelu ICA przyjmuje się, że zarówno każda 

mieszanka  𝑥𝑗, jak i każdy niezależny składnik 𝑠𝑘 są zmiennymi losowymi, zamiast właściwym 

sygnałem czasowym. Obserwowane wartości 𝑥𝑗(𝑡) są wtedy próbką tej zmiennej losowej. Bez 
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utraty ogólności można założyć, że zarówno zmienne mieszanki, jak i niezależne składniki mają 

średnią zerową: jeśli tak nie jest, to zmienne obserwowalne 𝑥ᵢ zawsze można wycentrować, 

odejmując średnią próbkową, co sprawi, że model będzie miał średnią zerową. 

Przydatne jest używanie notacji wektorowo-macierzowej zamiast sum, jak w poprzednim 

równaniu. Jako 𝑥 oznaczony jest wektor losowy, którego elementy to mieszanki 𝑥1, … , 𝑥𝑛,  

a podobnie jako s wektor losowy o elementach 𝑠1, … , 𝑠𝑛. Jako A oznaczana jest macierz  

o elementach 𝑎𝑖𝑗. Wszystkie wektory są rozumiane jako kolumnowe, więc x𝑇, czyli 

transpozycja 𝑥, jest wektorem rzędowym. Korzystając z tej notacji wektorowo-macierzowej, 

powyższy model mieszania jest zapisywany jako [342]: 

 x = As 3.10 

 

Czasami potrzebne są kolumny macierzy A. Oznaczając je przez a𝑗, model można również 

zapisać jako [342]: 

 x =∑  

𝑛

𝑖=1

a𝑖𝑠𝑖  3.11 

 

Model statystyczny (równanie 3.9) nazywany jest modelem analizy składowych 

niezależnych, czyli modelem ICA. Model ICA jest modelem generatywnym, co oznacza, że 

opisuje, w jaki sposób obserwowane dane są generowane poprzez proces mieszania składników 

𝑠𝑖. Niezależne składniki są zmiennymi ukrytymi, co oznacza, że nie można ich bezpośrednio 

obserwować. Założone jest również, że macierz mieszania jest nieznana. Obserwowany jest 

tylko losowy wektor x. Należy go użyć do oszacowania zarówno macierzy A, jak i s. To zadanie 

należy wykonać przy jak najbardziej ogólnych założeniach [342]. 

Punkt wyjścia dla ICA to bardzo proste założenie, że składniki 𝑠𝑖 są statystycznie niezależne. 

Należy również założyć, że niezależne składniki muszą mieć rozkłady niewykluczające. 

Niemniej jednak, w podstawowym modelu nie zakłada się, że te rozkłady są znane (jeśli są 

znane, problem znacząco się upraszcza). Dla uproszczenia zakłada się również, że nieznana 

macierz mieszania jest kwadratowa. Następnie, po oszacowaniu macierzy A, można obliczyć 

jej odwrotność, oznaczyć ją jako W. Niezależne składniki uzyskać można poprzez [342]: 

 s = Wx 3.12 

 

ICA jest ściśle związana z metodą zwaną ślepą separacją sygnałów (Blind signal separation 

(BSS)), która dotyczy oddzielenia zestawu sygnałów źródłowych od zestawu sygnałów 

zmieszanych bez pomocy informacji (lub z bardzo małą ilością informacji) o sygnałach 
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źródłowych [342]. Metodami BSS są także PCA oraz NMF [343].  

Wyszukiwanie projekcji (Projection Pursuit (PP)) to metoda będąca uogólnieniem PCA, 

w której można maksymalizować inne kryteria niż wariancja. ICA można traktować jako jedną 

z metod, która może być wykorzystywana w ramach podejścia PP, ale nie jest to jedyny sposób 

na realizację PP. PP obejmuje szerszą klasę metod, w której można zastosować różne metody 

w celu znalezienia optymalnych projekcji danych [259], [298]. 

Poszukiwanie projekcji polega na dążeniu do jednej projekcji na raz, tak aby wyodrębniony 

sygnał był jak najbardziej niestandardowy. Jest to inna metoda niż ICA, która zazwyczaj 

wyodrębnia jednocześnie 𝑀 sygnałów z 𝑀 mieszanki sygnałów, co wymaga estymacji 

macierzy 𝑀 ×𝑀 do rozdzielenia sygnałów. Jedną praktyczną zaletą poszukiwania projekcji 

nad ICA jest to, że można wyodrębnić mniej niż 𝑀, jeśli jest to wymagane, przy użyciu  

𝑀- elementowego wektora wag do wyodrębnienia każdego sygnału źródłowego z 𝑀 mieszanki 

sygnałów [344]. 

Można użyć kurtozy do odtworzenia wielu sygnałów źródłowych poprzez znalezienie 

odpowiednich wektorów wag za pomocą poszukiwania projekcji. Kurtoza funkcji gęstości 

prawdopodobieństwa sygnału dla skończonej próbki, jest obliczana jako:  

 𝐾 =
E[(y − y̅)4]

(E[(y − y̅)2])2
− 3 3.13 

 

gdzie y̅ oznacza średnią próbkową y, czyli wyodrębnione sygnały. Stała 3 zapewnia, że sygnały 

Gaussowskie mają kurtozę równą zero, sygnały super-Gaussowskie (Super-Gaussian signals) 

mają dodatnią kurtozę, a sygnały sub-Gaussowskie (Sub-Gaussian signals) mają ujemną 

kurtozę. Mianownik to wariancja y. Zapewnia, że zmierzona kurtoza uwzględnia zmienność 

sygnału. Celem poszukiwania projekcji jest maksymalizacja kurtozy i uczynienie 

wyodrębnionego sygnału jak najbardziej niestandardowym [344].  

W zależności od konkretnego problemu stosuje się różne metody PP:  

1. Analiza czynnikowa (Factor Analysis (FA)) służy do identyfikacji ukrytych 

czynników, które wpływają na obserwowane zmienne [300]. 

2. Analiza dyskryminacyjna (Discriminant Analysis (DA)) służy do wyodrębnienia cech, 

które najlepiej różnicują różne klasy lub grupy danych, [131], [323], [345]. 

3. Przybliżenie rozmaitości (Manifold Learning) służy do odwzorowania wysoko 

wymiarowych danych na niskowymiarowe przestrzenie, które zachowują ważne 

struktury danych [289], [311], [346]. 
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Analiza czynnikowa (Factor Analysis (FA)), PCA i ICA są różnymi metodami analizy 

czynnikowej, które różnią się w swoich założeniach i podejściach do wyodrębniania struktur  

z danych. PCA skupia się na wyodrębnianiu składowych głównych, ICA na wyodrębnianiu 

niezależnych składników, a Factor Analysis na modelowaniu zależności poprzez czynniki 

ukryte. Wybór odpowiedniej metody zależy od charakteru danych i celu analizy. Factor 

Analysis również przekształca dane, ale w celu modelowania zależności pomiędzy zmiennymi 

i identyfikacji czynników ukrytych. Dane są reprezentowane za pomocą mniejszej liczby 

czynników, które tłumaczą większość wariancji w danych obserwowanych. Głównym celem 

Factor Analysis jest redukcja wymiarów danych poprzez reprezentację danych za pomocą 

mniejszej liczby czynników. Factor Analysis zakłada, że zmienne obserwowane są wynikiem 

kombinacji liniowej ukrytych czynników, które są mniej liczne niż zmienne obserwowane. Ten 

algorytm tworzy czynniki na podstawie obserwowanych zmiennych w celu reprezentowania 

wspólnej wariancji, czyli wariancji wynikającej z korelacji między obserwowanymi zmiennymi 

[300]: 

 𝑥𝑖 − 𝜇𝑖 = 𝑙1𝐹1 +⋯+ 𝑙𝑛𝐹𝑛 + 𝜀𝑖 3.14 

 

gdzie: 

𝑥 − to zmienna,  

𝐹 − to czynnik,  

𝑙 − to ładowanie czynnika, które można również traktować jako wagę czynnika dla 

odpowiadającej zmiennej, 

𝜀𝑖 − to reszta (błąd residualny) dla zmiennej 𝑥𝑖.  

Szybka analiza niezależnych składowych (Fast Independent Component Analysis 

(fastICA)) przekształca sygnał wielowymiarowy na niezależne sygnały o rozkładach innych 

niż normalne (Non-Gaussianity) [347]. PCA nie usuwa zależności wyższego rzędu pomiędzy 

cechami. Aby usunąć zależności wyższego rzędu, stosuje się fastICA. Metoda fastICA traktuje 

wszystkie składowe tak samo, podczas gdy w PCA niektóre składowe są uważane za ważniejsze 

od innych. W fastICA do odtworzenia oryginalnych sygnałów potrzeba 𝑁 obserwacji, jeśli 

dostępnych jest 𝑁 niezależnych źródeł [318]. Niezależne komponenty w fastICA są uzyskiwane 

poprzez maksymalizację statystycznej niezależności rozważanych komponentów [348]. W ICA 

niezależność osiąga się najczęściej przez minimalizację informacji wzajemnej (Minimization 

of Mutual Information (MMI)). Rozbieżność Kullbacka-Leiblera (Kullback-Leibler 

Divergence) [349], oraz maksymalna entropia są wykorzystywane do znalezienia niezależnego 
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komponentu dla rodziny MMI w ICA [350], [351]. Dla łatwości koncepcyjnej i obliczeniowej 

często poszukuje się reprezentacji jako liniowej transformacji oryginalnych danych. 

Przyjmując, że wektor losowy 𝑋 = (𝑥1, 𝑥2, … 𝑥𝑛)
𝑇 𝑛-wymiarowych danych o zerowej średniej 

i 𝑠 = (𝑠1, 𝑠2, … , 𝑠𝑚)
𝑇 jest jego 𝑚-wymiarową transformacją. Wówczas wymagane jest 

zdefiniowanie stałej macierzy 𝑀, która liniowo przekształca obserwowany wektor losowy 𝑋 w 

𝑠 posiadający maksymalnie niezależne składowe za pomocą równania [298]: 

 𝑠 =  𝑀𝑋 3.15 

 

gdzie 𝑠 jest wektorem przekształconym. Zawiera składowe niezależne. Składowe 

𝑋𝑖 obserwowanego wektora losowego 𝑋 = (𝑥1, 𝑥2, … 𝑥𝑛)
𝑇 są tworzone za pomocą równania: 

 𝑋𝑖 = 𝑎𝑖,1 × 𝑠1 + 𝑎𝑖,2 × 𝑠2 +⋯+ 𝑎𝑖,𝑘 × 𝑠𝑘 3.16 

 

gdzie 𝑘 =  1, 2, . . . , 𝑛 oraz 𝑎𝑖,𝑘 to wektory bazowe [298].  

Metoda fastICA jest niezwykle wydajną metodą wykonywania estymacji ICA i należy do 

rodziny fix point ICA, co oznacza, że metoda ICA jest realizowana poprzez poszukiwanie 

punktów stałych w procesie iteracyjnym, a fastICA to konkretna implementacja tej koncepcji, 

znana ze swojej efektywności w odnajdywaniu niezależnych składowych danych [301], [290].  

Dla pewnych zastosowań, takich jak określenie najważniejszych zmiennych w kontekście 

analizy danych, korzystne może być posiadanie twardego progu do określania, czy dana 

zmienna jest ważna, czy nie. W niektórych przypadkach, zamiast uwzględniać wszystkie 

zmienne w każdym komponencie, można zastosować twardy próg (Threshold), który decyduje, 

czy dana zmienna jest uważana za ważną, czy nie. To pozwala na identyfikację najważniejszych 

zmiennych i może być przydatne w niektórych analizach. 

Analiza dyskryminacyjna Fishera (Fishers Discriminant Analysis (FDA)) jest metodą 

nadzorowaną, która wykorzystuje informacje o klasach do znalezienia projekcji 

rozdzielających dane z różnych klas [305]. FDA jest często używana do klasyfikacji  

i rzutowania danych na linię. Ten popularny algorytm maksymalizuje stosunek rozrzutu 

międzyklasowego do wewnątrzklasowego, szukając kierunku W takiego, że: 

 max
W
 𝐽W =

W𝑇S𝐵W

W𝑇S𝐼W
 3.17 

 

gdzie macierze rozproszenia S𝐵 oraz S𝐼 są określone przez: 
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 S𝐵 =∑  

𝐶

𝑖=1

𝑛𝑖
𝑛
(m𝑖 −m)(m𝑖 −m)𝑇;  𝑆𝐼 =∑  

𝐶

𝑖=1

𝑛𝑖
𝑛
Σ̂𝑖  3.18 

 

  

    

  

  

  

 

  

   

 

  

 

 

    

 

  

  

 

 

  

  

 𝑑(𝑥, 𝑦) = √∑ 

𝑛

𝑖=1

  |𝑥𝑖 − 𝑦𝑖|
2 3.20 

 

2. Odległość Manhattan (Manhattan distance): mierzy sumę wartości bezwzględnych różnic 

135:7883279646

gdzie:

m𝑖  oraz  Σ̂  𝑖  −  są średnimi i macierzami kowariancji dla każdej klasy,

m  jest wektorem średniej całkowitej.

  Transformacja   podobieństwa   (Similarity  transformation  (ST))  dotyczy

podobieństwa  geometrycznego  lub  transformacji   macierzowej,  której   wynikiem   jest

podobieństwo  [352],[353].

  Transformacja  podobieństwa  jest  odwzorowaniem  konforemnym,  którego  macierz

transformacji  A′  można zapisać w postaci:

𝐴′  ≡  𝐵𝐴𝐵−1  3.19

gdzie  A  oraz  A′  nazywane  są  macierzami  podobieństwa.  Transformacje  podobieństwa

przekształcają  obiekty  w  przestrzeni  na  obiekty  podobne.  Przekształcenia  podobieństwa

i  pojęcie  samopodobieństwa  są  ważnymi  podstawami  fraktali  i  iterowanych  układów

funkcyjnych  [295],  [330],  [353].

  Funkcje  i  miary  odległości  (Distance  functions  and  metrics)  są  powszechnie  używane

w  transformacji  podobieństwa  w  maszynowym  uczeniu.  Narzędzia  te  służą  do  pomiaru

odległości lub podobieństwa między punktami danych w zbiorze danych, co jest kluczowym

krokiem  w  wielu  algorytmach  maszynowego  uczenia,  takich  jak  grupowanie  i  klasyfikacja

[352].

  Funkcje  odległości  (miary  różnicy  wartości  (Value  Difference  Metric  (VDM)))  pomagają

zidentyfikować  wzorce  i  relacje  między  punktami  danych,  co  może  być  używane  do

prognozowania lub grupowania podobnych punktów danych.  Przykładowe  funkcje odległości

obejmują:

1. Odległość  euklidesowa  (Euclidean distance):  mierzy odległość między dwoma punktami 

w przestrzeni cech, korzystając z twierdzenia  Pitagorasa  [354]:
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między odpowiadającymi sobie współrzędnymi dwóch punktów [354]: 

 𝑑(𝑥, 𝑦) =∑  

𝑛

𝑖=1

|𝑥𝑖 − 𝑦𝑖|  3.21 

 

3. Odległość Czebyszewa (Chebyshev distance): mierzy maksymalną różnicę między 

odpowiadającymi sobie współrzędnymi dwóch punktów [354]. Miara odległości między 

dwoma punktami x = [𝑥1, 𝑥2, … , 𝑥𝑛], y = [𝑦1, 𝑦2, … , 𝑦𝑛] dana jest wzorem: 

 𝑑𝑐ℎ(x, y) = max
𝑖
 |𝑥𝑖 − 𝑦𝑖| = lim

𝑚→∞
 (∑  

𝑛

𝑖=1

  |𝑥𝑖 − 𝑦𝑖|
𝑚)

1
𝑚

 3.22 

4. Odległość Mahalanobisa (Mahalanobis distance): mierzy odległość między dwoma 

punktami, uwzględniając korelacje i wariancje w przestrzeni cech [354]: 

 𝐷2 = (𝑥 − 𝑚)𝑇 ⋅ 𝐶−1 ⋅ (𝑥 − 𝑚) 3.23 

 

gdzie: 

𝐷2 − to kwadrat odległości Mahalanobisa między punktami 𝑥 i 𝑦, 

𝑥 −  to wektor obserwacji (wiersz w zbiorze danych), 

𝑚 − jest wektorem średnich wartości zmiennych niezależnych (średnia z każdej 

kolumny), 

𝐶−1 −  jest odwrotną macierzą kowariancji zmiennych niezależnych [355]. 

5. Podobieństwo cosinusowe (Cosine similarity): w analizie danych podobieństwo 

cosinusowe jest miarą podobieństwa między dwoma niezerowymi wektorami 

zdefiniowanymi w wewnętrznej przestrzeni iloczynu. Podobieństwo cosinusów to 

cosinus kąta między wektorami; to znaczy jest to iloczyn skalarny wektorów 

podzielonych przez iloczyn ich długości (norm euklidesowych) [354]. Podobieństwo 

cosinusów jest opisane matematycznie jako podział między iloczynem skalarnym 

wektorów a iloczynem norm euklidesowych lub wielkości każdego wektora [356]: 

 

cos 𝜃 =
𝑎⃗ ⋅ 𝑏⃗⃗

∥ 𝑎⃗ ∥∥ 𝑏⃗⃗ ∥

 ∥ 𝑎⃗ ∥= √𝑎1
2 + 𝑎2

2 + 𝑎3
2 +⋯+ 𝑎𝑛2

 ∥ 𝑏⃗⃗ ∥= √𝑏1
2 + 𝑏2

2 + 𝑏3
2 +⋯+ 𝑏𝑛

2

 3.24 
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gdzie 𝑎 i 𝑏 są wektorami w przestrzeni wielowymiarowej. 

Ponieważ wartość cos (𝜃) mieści się w przedziale [-1,1]: 

• wartość −1 będzie wskazywać na brak podobieństwa, 

• 0 oznacza niezależne (lub ortogonalne) wektory, 

• 1 wskazuje na duże podobieństwo między wektorami. 

6. Odległość cosinusowa (Cosine distance): mierzy kąt między dwoma wektorami cech, co 

pozwala na porównywanie podobieństwa między kierunkami wektorów, a nie tylko ich 

długościami: 

 
Odległość cosinusowa = 1 − podobieństwo cosinusowe 3.25 

 

Intuicja jest taka, że jeśli 2 wektory są idealnie takie same, to podobieństwo wynosi  

1( kąt = 0, stąd cos (𝜃) = 1), a zatem odległość wynosi 0 (1 − 1 = 0) [356]. 

Wybór odpowiedniej funkcji odległości zależy od specyfiki danych i konkretnego zadania. 

Mogą one być stosowane w procesie maszynowego uczenia, aby porównać podobieństwo 

między danymi, wyznaczyć sąsiedztwo punktów czy dokonywać klasyfikacji [354]. 

Funkcję symetryczną i nierefleksyjną 𝑑(𝑥, 𝑦) przyjmująca wartości w zbiorze nieujemnych 

wartości rzeczywistych nazywa się funkcją odległości. Pseudometryka to funkcja 

niepodobieństwa lub odległości spełniająca dla wszystkich 𝑥, 𝑦, 𝑧 w Ω nierówność trójkątną 

[271]: 

 𝑑(𝑥, 𝑧) ≤ 𝑑(𝑥, 𝑦) + 𝑑(𝑦, 𝑧) 3.26 
 

Nierówność ultrametryczna jest silniejsza od nierówności trójkątnej. Nierówność 

ultrametryczna jest właściwością szczególną, która określa dodatkowe ograniczenia  

w porównywaniu odległości między punktami. Nierówność ultrametryczna znaczy, że dla 

trzech punktów 𝑥, 𝑦 i 𝑧, odległość między 𝑥 a 𝑧 jest mniejsza lub równa sumie odległości 

między 𝑥 a 𝑦 oraz odległości między 𝑦 a 𝑧. Oznacza to, że trzeci punkt 𝑧 nie może być dalej od 

pierwszego punktu 𝑥 niż drugi punkt 𝑦 [357]. 

Jeśli 𝑑 jest funkcją odległości i 𝑔 jest nieujemną, nierosnącą funkcją taką, że 𝑔(0) = 1 to 

𝑆(𝑥, 𝑦) = 𝑔(𝑑(𝑥, 𝑦)) jest funkcją podobieństwa. Poniżej przedstawiono przykłady funkcji 

podobieństwa i komplementarnej funkcji niepodobieństwa otrzymanych z funkcji odległości  

𝑑 [271]: 
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𝑆(𝑥, 𝑦) =

1

1 + 𝑑(𝑥, 𝑦)
, 𝐷(𝑥, 𝑦) =

𝑑(𝑥, 𝑦)

1 + 𝑑(𝑥, 𝑦)

𝑆(𝑥, 𝑦) = exp (−𝑑2(𝑥, 𝑦)), 𝐷(𝑥, 𝑦) = 1 − 𝑆(𝑥, 𝑦)

 3.27 

 

Jeżeli dla wszystkich 𝑥, 𝑦 w Ω jest spełnione 𝑑(𝑥, 𝑦) ≤ 𝑀 dla pewnej liczby dodatniej 𝑀, to 

takie funkcje: 

 𝐷(𝑥, 𝑦) =
𝑑(𝑥, 𝑦)

𝑀
, 𝑆(𝑥, 𝑦) = 1 −

𝑑(𝑥, 𝑦)

𝑀
 3.28 

 

są komplementarnymi funkcjami niepodobieństwa i podobieństwa. Jeśli 𝑑(𝑥, 𝑦) = 𝑀 dla 

niektórych 𝑥, 𝑦 w Ω to 𝑆 oraz 𝐷 będą odpowiednio funkcjami 0-normalnymi i 1-normalnymi 

[271]. 

Skalowanie wielowymiarowe (Multidimensional scaling (MDS)) jest nieliniową metodą 

stosowaną do wizualizacji relacji bliskości między obiektami w przestrzeni wielowymiarowej 

[358]. Główną ideą jest zmniejszenie wymiarowości danych przy zachowaniu oryginalnych 

odległości pomiędzy punktami danych zdefiniowanymi w przestrzeni wielowymiarowej. 

Metody MDS wymagają jedynie podobieństwa między obiektami, więc jawna reprezentacja 

wektorowa obiektów nie jest konieczna.  

Skalowanie metryczne (Metric scaling) i niemetryczne (Non-metric scaling) to dwie główne 

odmiany skalowania wielowymiarowego. Różnice między nimi dotyczą tego, jak 

interpretowane są odległości między punktami w przestrzeni o niższej wymiarowości.  

W skalowaniu metrycznym stosuje się ilościową ocenę podobieństwa w oparciu o liczbowe 

miary odległości (euklidesowe, cosinusowe lub inne), natomiast w skalowaniu niemetrycznym 

wystarcza jakościowa informacja o podobieństwach parami.  

Metody MDS różnią się także funkcjami kosztów, algorytmami optymalizacji, liczbą 

wykorzystywanych macierzy podobieństwa oraz zastosowaniem wag cech [266], [305], [295]. 

Wzór na MDS symbolizuje cel, który osiągany jest w procesie MDS: minimalizację różnicy 

między oryginalnymi odległościami a odległościami w przestrzeni docelowej: 

 𝑆𝑇(d) =∑  

𝑛

𝑖>𝑗

(𝐷𝑖𝑗 − 𝑑𝑖𝑗)
2
 3.29 

 

gdzie 𝑑𝑖𝑗 to odległości (niepodobieństwa) w przestrzeni docelowej (niskowymiarowej). 𝐷𝑖𝑗 to 

odległości w przestrzeni wejściowej, wstępnie przetworzone lub obliczone bezpośrednio za 

pomocą pewnych funkcji metrycznych. Miary te są minimalizowane nad położeniami 
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wszystkich punktów docelowych, przy czym duże odległości dominują w 𝑆𝑇(d). Suma 

przebiega po wszystkich parach wektorów, a więc wnosi 𝑂(𝑛2) warunki. W 𝑘-wymiarowej 

przestrzeni docelowej istnieje 𝑘𝑛 parametrów do minimalizacji. Dla celów wizualizacji wymiar 

przestrzeni docelowej wynosi 𝑘 = 1 − 3. Liczba wektorów 𝑛 może być dość duża, co 

powoduje konieczność zastosowania aproksymacji w procesie minimalizacji [295], [359]. 

Jądrowa analiza składowych głównych (Kernel Principal Component Analysis 

(KPCA)) jest wprowadzona jako metoda implementacji nieliniowej formy analizy składowych 

głównych. Rozszerza ona ideę PCA na przypadek nieliniowy, gdzie dane są nieliniowo 

przekształcane za pomocą funkcji jądra do przestrzeni cech o wyższym wymiarze. Biorąc pod 

uwagę, że 𝑥 jest zbiorem oryginalnych danych o wymiarowości 𝑙, które są odwzorowane  

w nową przestrzeń cech (𝑋). Metodologia KPCA jest następująca [270], [289], [298], [300], 

[306], [307], [310], [313], [358], [360]: 

 𝜑: 𝑅𝑙 → 𝐹, 𝑥 → 𝑋 3.30 

 

gdzie 𝜑 jest funkcją jądra odwzorowującą dane pierwotne(𝑅𝑙) na nową przestrzeń cech (𝐹) o 

wyższych wymiarach [307], [313], [358]. Kolejnym krokiem jest znalezienie wartości 

własnych 𝜆 ≥ 0 i wektorów własnych 𝑉 z poniższego równania: 

 𝜆𝑉 = 𝐶̅𝑉 3.31 

 

takich, że 

 𝐶̅ =
1

𝑙
∑𝜑(𝑥𝑖)𝜑(𝑥𝑖)

𝑇

𝑙

𝑖=1

 3.32 

 

𝐶̅ jest macierzą kowariancji odpowiadającą przekształconym danym. Transformacja KPCA 

zapewnia dwie korzyści. Po pierwsze, istnieje większe prawdopodobieństwo uzyskania lepszej 

klasyfikacji w porównaniu z PCA. Po drugie, można zachować więcej składowych po 

transformacji z wykorzystaniem funkcji jądra niż PCA. Rozważając Gaussian Kernel jako 

funkcję transformującą do mapowania znormalizowanych danych do nowej przestrzeni cech, 

funkcja ta jest podana w następujący sposób: 

 𝐾𝑒𝑟𝑛𝑒𝑙(𝑥, 𝑥′) = exp(−
||𝑥 − 𝑥′||2

2𝜎2
) 3.33 

 

gdzie 𝑥 to dane, a 𝜎 to parametr. Zmienna 𝑥 oznacza wektor cech (wektor danych) pierwszego 

punktu danych, natomiast 𝑥′ oznacza wektor cech (wektor danych) drugiego punktu danych.  
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W kontekście tego wzoru 𝑥 i 𝑥′ są punktami w przestrzeni cech, a ||𝑥 −  𝑥′|| to odległość 

euklidesowa między tymi dwoma punktami [298], [306], [310]. 

W KPCA funkcja jądra służy do mapowania danych wejściowych na wielowymiarową 

przestrzeń cech, w której nieliniowe relacje między punktami danych można łatwiej uchwycić 

metodami liniowymi, takimi jak PCA. Następnie obliczane są główne składniki 

przekształconych danych, które można wykorzystać do zadań takich jak wizualizacja danych, 

klastrowanie lub klasyfikacja. Jedną z zalet KPCA w porównaniu z tradycyjnym PCA jest to, 

że może obsługiwać nieliniowe relacje między cechami wejściowymi, co może być przydatne 

w zadaniach takich jak rozpoznawanie obrazu lub mowy. KPCA może również obsługiwać 

wielowymiarowe zestawy danych z wieloma funkcjami, zmniejszając wymiarowość danych 

przy jednoczesnym zachowaniu najważniejszych informacji [313]. 

Czynniki średniej ruchomej (Moving Average Factors (MAF)) są standardowym 

podejściem do podsumowania w sposób uproszczony panelu silnie skorelowanych zmiennych. 

Analogicznie, można wyodrębnić kilka głównych składowych z każdego specyficznego dla 

danej zmiennej panelu wartości opóźnionych, aby osiągnąć podobny cel na osi czasu: 

 

𝑋̃𝑡,𝑘 = [𝑋𝑡,𝑘, 𝐿𝑋𝑡,𝑘, … , 𝐿
𝑃𝑀𝐴𝐹𝑋𝑡,𝑘] 

𝑋̃𝑡,𝑘 = 𝑀𝑡Γ𝑘
′ + 𝜖𝑘,𝑡, 𝑘 = 1,… , 𝐾 

3.34 

Czynnik średniej ruchomej definiowany jest jako wektor 𝑀𝑘 . Ważone średnie ruchome są 

otrzymywane mechanicznie, gdzie wagi są głównymi składowymi oszacowań ładunków w Γ𝑘. 

Te ekstrakcje tworzą średnie ruchome z 𝑃MAF  opóźnień 𝑋𝑡,𝑘 w taki sposób, aby jak 

najefektywniej podsumować informację czasową. W ten sposób cel, jakim jest podsumowanie 

informacji w 𝑋𝑡,𝑘
1:𝑃𝑀𝐴𝐹, jest osiągany bez modyfikowania jakiegokolwiek algorytmu: można 

użyć MAF, który kompresuje informację ex ante. Podobnie jak w przypadku czynników 

standardowych, MAF jest zaprojektowany tak, aby zmaksymalizować wyjaśnioną wariancję w 

𝑋𝑡,𝑘
1:𝑃𝑀𝐴𝐹, a nie dopasowanie do celu końcowego. Zadaniem algorytmu uczącego jest wybranie 

odpowiednich kombinacji liniowych w celu maksymalizacji dopasowania [319], [361]. 

Rotacja średniej ruchomej X (Moving Average Rotation of X (MARX)) to metoda 

analizy czasowej, która wykorzystuje przesuwające się średnie (Moving averages) do 

transformacji i analizy danych szeregów czasowych. Algorytm ten ma na celu wydobycie 

trendów i wzorców z danych szeregów czasowych [319]. 

Podstawowym krokiem w algorytmie MARX jest obliczenie przesuwających się średnich, 

które są średnimi wartościami określonego okna czasowego. Okno czasowe jest przesuwane po 
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kolejnych punktach danych, a dla każdego punktu obliczana jest średnia z wartości 

znajdujących się w oknie. Ten proces jest powtarzany dla wszystkich punktów danych [319]. 

MARX to metoda inżynierii cech, która polega na transformacji zmiennych opóźnionych  

w modelu regresji szeregów czasowych. Celem jest zmniejszenie wartości współczynników 

wielomianu opóźnień lub nadanie im pewnych właściwości, aby promować pożądane 

właściwości modelu w taki sposób, aby promować kombinację liniową wielu opóźnionych 

zmiennych, zamiast polegać na pojedynczym opóźnieniu, przy zerowaniu pozostałych 

współczynników [319]. 

Metoda polega na zmniejszaniu każdego współczynnika opóźnienia (𝛽𝑝) w kierunku 

sąsiednich współczynników opóźnienia (𝛽𝑝−1 i 𝛽𝑝+1), zamiast zmniejszać je wszystkie do zera. 

Odzwierciedla to intuicję, że dla szeregów czasowych o wyższej częstotliwości, wiele 

opóźnionych zmiennych może wspólnie wpływać na zmienną docelową bardziej istotnie niż 

pojedyncze opóźnienie w izolacji [319]. 

Istnieje wiele sposobów na ukaranie wielomianu opóźnień. Jeden z nich, w tradycji tzw. 

Minnesota prior, polega na zmniejszaniu wszystkich współczynników opóźnienia do zera  

(z wyjątkiem pierwszego opóźnienia własnego) z coraz większą surowością w przypadku 

wzrostu liczby opóźnień. Innym podejściem jest zmniejszenie każdego współczynnika 𝛽𝑝 do 

𝛽𝑝−1 i 𝛽𝑝+1 zamiast do zera. Intuicyjnie, dla szeregów czasowych o wyższej częstotliwości 

(takich jak dane miesięczne), bardziej prawdopodobne jest, że prosta kombinacja liniowa wielu 

opóźnionych zmiennych wpływa na 𝑦𝑡  niż pojedyncze opóźnienie, przy zerowaniu 

pozostałych współczynników. Na przykład, bardziej prawdopodobne jest, że średnia wzrostu 

zatrudnienia w marcu, kwietniu i maju wpływa na inflację, a nie tylko majowy wzrost. Oznacza 

to oczekiwanie, że współczynniki dla marca, kwietnia i maja będą do siebie zbliżone, co 

motywuje stosowanie takiego priorytetu 𝛽𝑝 ∼ 𝑁(𝛽𝑝−1, 𝜎𝑢
2𝐼𝐾) i innych bardziej 

zaawansowanych wersji. Wprowadzenie takiego przekształcenia 𝑋 do algorytmu 

maszynowego uczenia może przynieść korzyści prognozowe [319].  

Poniższa dedukcja jest prostym przekładem wniosków z artykułu [127]. Dotyczy modelu 

parametrów zmiennych w czasie na regularne wielomiany opóźnione zgodnie z podejściem 

Shillera (1973) [362]. Rozważyć można ogólny, regularyzowany (Regularized) model 

autoregresyjny rozproszonego opóźnienia (Autoregressive Distributed Lags (ARDL))  

z 𝐾 zmiennymi: 
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 min
𝛽1…𝛽𝑃

 ∑  

𝑇

𝑡=1

(𝑦𝑡 −∑  

𝑃

𝑝=1

 𝑋𝑡−𝑝𝛽𝑝)

2

+ 𝜆∑  

𝑃

𝑝=1

∥∥𝛽𝑝 − 𝛽𝑝−1∥∥
2
 3.35 

 

gdzie 𝛽𝑝 ∈ ℝ
𝐾 , 𝑋𝑡 ∈ ℝ

𝐾 , 𝑢𝑝 ∈ ℝ
𝐾×𝑃, także 𝑦𝑡 jak i 𝜖𝑡 są skalarami [319]. 

Zastosowano tu normę 𝑙2, ale głównym celem jest rozszerzenie tradycyjnych idei 

regularyzacji wielomianu opóźnień na przypadki, w których nie ma jawnie określonej normy 

dla βp−βp−1. Na przykład, Elliott i inni [363] udowodnili, że ich procedura kompletnego 

podzbioru regresji (Complete subset regression (CSR)) implikuje w szczególnym przypadku 

zwężenie grzbietu (Ridge shrinkage). Odstąpienie od liniowości utrudnia formalne argumenty. 

Niemniej jednak wielokrotnie argumentowano, że uśrednianie modelu/zespołu (Ensemble 

averaging) powoduje zwężanie podobne do regresji grzbietowej (Ridge regression) [364]. Na 

przykład, losowe wybieranie podzbioru odpowiednich cech przy każdym podziale sprzyja 

uwzględnieniu każdej cechy w funkcji predykcyjnej, ale w umiarkowany sposób. Wynikowy 

„niejawny” współczynnik jest średnią specyfikacji obejmujących regresor i takich, które go nie 

zawierają. W tym drugim przypadku współczynnik zawsze wynosi zero z konstrukcji. Dlatego 

zespół (Ensemble) zmniejsza wkłady w kierunku zera, a tzw. hiperparametr 𝑚𝑡𝑟𝑦 reguluje 

poziom zwężania podobnie jak parametr pasma (Bandwidth parameter) [365]. Dla wszystkich 

kolejnych dedukcji wygodniej jest używać notacji macierzowej. Problem złączonej regresji 

(Fused ridge) jest teraz zapisywany jako: 

 min
𝛽
 (𝑦 − 𝑋𝛽)′(𝑦 − 𝑋𝛽) + 𝜆𝛽′𝐷′𝐷𝛽 3.36 

 

gdzie 𝐷 jest operatorem pierwszej różnicy. Pierwszym krokiem jest przeparametryzowanie 

problemu przy użyciu związku 𝛽𝑘 = 𝐶𝜃𝑘, istniejącego dla wszystkich 𝑘 regresorów. 𝐶 jest 

dolnotrójkątną macierzą jedności (w przypadku ruchu losowego) i definiuje 𝜃𝑘 = [𝑢𝑘 𝛽0,𝑘]. 

Dla prostego przypadku jednego parametru i 𝑃 = 4: 

 [

𝛽0
𝛽1
𝛽2
𝛽3

] = [

1 0 0 0
1 1 0 0
1 1 1 0
1 1 1 1

] [

𝛽0
𝑢1
𝑢2
𝑢3

] 3.37 

 

Dla ogólnego przypadku 𝐾 parametrów: 
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𝛽 = 𝐶𝜃,  𝐶 ≡ 𝐼𝐾 ⊗𝐶 

a 𝜃 to po prostu układanie wszystkich 𝜃𝑘 w jeden długi wektor o długości 𝐾𝑃. Korzystając z 

reparametryzacji 𝛽 = 𝐶𝜃, problem złączonej regresji staje się: 

 min
𝜃
 (𝑦 − 𝑋𝐶𝜃)′(𝑦 − 𝑋𝐶𝜃) + 𝜆𝜃′𝐶′𝐷′𝐷𝐶𝜃 3.38 

 

Niech 𝑍 ≡ 𝑋𝐶 i korzystając z faktu, że 𝐷 = 𝐶−1, aby otrzymać problem regresji grzbietowej: 

 min
𝜃
 (𝑦 − 𝑍𝜃)′(𝑦 − 𝑍𝜃) + 𝜆𝜃′𝜃 3.39 

 

Korzystając z 𝑍 zamiast 𝑋 w algorytmie wykonującym zwężenie (shrinkage), niejawnie 

zmniejsza się βp do βp−1, a nie do zera. Jest to oczywiście znacznie wygodniejsze niż 

modyfikowanie samego algorytmu i można go bezpośrednio zastosować w dowolnym 

algorytmie korzystającym z danych szeregów czasowych jako wejścia. Pozostaje jedno pytanie: 

czym dokładnie jest 𝑍? Dla pojedynczego wielomianu w czasie 𝑡, definiuje się 𝑍𝑡,𝑘 =  𝑋𝑡,𝑘𝐶. 𝐶 

stopniowo sumuje kolumny 𝑋𝑡,𝑘 dla różnych 𝑝. Zatem 𝑍𝑡,𝑘,𝑝 = ∑𝑝′=1
𝑃  𝑋𝑡,𝑘,𝑝′ ⋅ Dzieląc każde 𝑍𝑡,𝑘,𝑝 

przez 𝑝 (kolejna transformacja liniowa, 𝑍̃𝑡,𝑘,𝑝), teraz jasne jest, że 𝑍̃ to macierz średnich 

ruchomych. Są one o rosnącym stopniu (od 𝑝 = 1 do 𝑝 = 𝑃), a ostatnia obserwacja w średniej 

to zawsze 𝑋𝑡−1,𝑘 [319]. 

Konkretne wzory lub równania dla podejścia MARX zależą od implementacji i konkretnego 

ramienia modelowania. Przedstawiony fragment dotyczy pochodnej podejścia MARX na 

podstawie prac Gouleta Coulombe'a, rozszerzającego tradycyjne pomysły na regulowany 

wielomian opóźnień [319]. 

3.5. Metody ekstrakcji cech 

Główne cele ekstrakcji cech to: 

1. Wydobycie istotnych informacji: ekstrakcja cech może pomóc w automatycznym 

wydobyciu istotnych informacji z danych, które mogą być trudne do wykrycia przez 

człowieka. 

2. Redukcja wymiarowości danych: przekształcanie danych wejściowych na mniejszy 

zestaw cech może pomóc w zmniejszeniu liczby wymiarów danych, co ułatwia analizę  

i modelowanie. 
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3. Ujednolicenie danych: ekstrakcja cech może pomóc w przekształceniu danych o różnym 

formacie lub skali na bardziej ujednoliconą reprezentację. 

4. Poprawa wydajności modelu: mniejsza liczba cech po ekstrakcji może przyspieszyć 

trening modelu i zwiększyć jego wydajność. 

5. Usunięcie szumu i redukcja redundancji (Data redundancy): szum to przypadkowe 

fluktuacje lub niepożądane zmienne w danych, które nie posiadają istotnej informacji  

i mogą zaszkodzić procesowi analizy. Przykłady szumu mogą obejmować błędy 

pomiarowe, przypadkowe zakłócenia czy nieprawidłowe dane. Ekstrakcja cech może 

pomóc w identyfikacji istotnych wzorców i informacji, eliminując jednocześnie te 

przypadkowe i niepotrzebne fluktuacje, co przekłada się na bardziej precyzyjne analizy. 

Redukcja redundancji poprzez ekstrakcję cech polega na utrzymaniu istotnych aspektów 

informacyjnych w danych przy jednoczesnym minimalizowaniu liczby cech do 

niezbędnego minimum, koniecznego do zachowania kluczowych informacji. Proces ten 

opiera się na identyfikacji wzorców lub struktur w danych, które są istotne dla analizy, 

jednocześnie eliminując powtarzające się lub zbędne cechy. W rezultacie osiąga się 

bardziej zwięzłą i skoncentrowaną reprezentację, co ma na celu poprawę analizy  

i modelowania danych [366]. 

Do najczęściej wykorzystywanych metod transformacji realizujących funkcję ekstrakcji 

cech danych zaliczane są następujące metody: 

• Normalizacja (Normalization), 

• Skalowanie cech (Feature Scaling), 

• Normalizacja Min-max (Min-max Normalization), 

• Transformacja normalizacyjna Z, Standaryzacja (Z-normalization, Z-score, 

Standardization), 

• Transformacja logarytmiczna (Logarithmic Transformation), 

• Logarytmiczna transformacja stosunku (Log-ratio Transformation), 

• Transformacja sinusoidalna (Sine Transformation), 

• Transformacja pierwiastka kwadratowego (Square-root Transformation (SQRT)) 

• Skalowanie dziesiętne (Decimal Scaling Normalization), 

• Dyskretyzacja (Discretization), 

• Autoenkoder (Autoencoder), 

• t-rozproszone stochastyczne  

• osadzanie sąsiadów (t-distributed Stochastic Neighbor Embedding (t-SNE)), 
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• Izometryczne odwzorowanie cech, Mapowanie izometryczne cech (Isometric Feature 

Mapping (ISOMAP)), 

• Jednolita aproksymacja i projekcja rozmaitości (Uniform Manifold Approximation and 

Projection (UMAP)), 

• Laplace'owskie mapy własne (Laplacian Eigenmaps), 

• Lokalne wyrównanie przestrzeni stycznej (Local Tangent Space Alignment (LTSA)), 

• Projekcje zachowujące lokalność (Locality-Preserving Projections (LPP)), 

• Transformacja prawdopodobieństwa warunkowego (Conditional Probability 

Transformation (CPT)), 

• Precyzyjnie dostrojone prawdopodobieństwo warunkowe (Fine-Tuned Conditional 

Probability Transformation (FTCPT)), 

• Kodowanie z gorącą jedynką (One-Hot Encoding (OHE)), 

• Kodowanie ze ślepą zmienną (Dummy Encoding), 

• Separowalność podziału (Separability Split Value Transformation (SSV)), 

• Udoskonalona transformacja separowalności podziału (Improved Separability Split 

Value Transformation (Improved SSV, Improved SSV (ISSV))), 

• Metoda przetwarzania za pomocą szyfru haszującego (hashing_trick()), 

• Kodowanie etykiet (Label Encoding (LE)), 

• Rozumowanie oparte na pamięci (Memory-based Reasoning (MBR)), 

• Transformacja rang (Rank transformation (RT)), 

• Transformacja kopiująca (Copy Transformation), 

• Transformacja kopiująca z przypisanymi wagami (Dubbed Copy Transformation), 

• Binarna istotność (Binary Relevance (BR)), 

• Etykietowy zbiór potęgowy (Label Powerset (LP)), 

• Losowe zbiory k-etykiet (Random k-Label Sets (RAKEL)), 

• Łańcuch klasyfikatorów (Classifier Chain (CC)), 

• Zespół łańcuchów klasyfikatorów (Ensemble of Classifier Chains (ECC)), 

• Hierarchia klasyfikatorów wieloetykietowych (Hierarchy of Multi-label learners, 

Hierarchy of Multi-label Classifier (HOMER)), 

• Transformacja Hankela (Hankel Transformation (HT)), 

• Transformacja macierzowa Hankela (Hankel Matrix Transformation (HMT)), 

• Macierz Vandermonde'a (Vandermonde Matrix (VM)), 

• Transformacja Vandermonde'a (Vande'monde Transformation), 
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Normalizacja (Normalization) polega na skalowaniu wartości cech w taki sposób, aby 

znajdowały się one w określonym przedziale, na przykład [0, 1] lub [-1, 1]. Normalizacja to 

istotny krok w eksploracji danych, ponieważ może poprawić wydajność algorytmów 

maszynowego i głębokiego uczenia, skalując cechy wejściowe do wspólnej skali, co pomaga 

zmniejszyć wpływ wartości odstających i poprawić dokładność modelu [367]. Warto 

zauważyć, że normalizacja powinna być stosowana tylko do cech wejściowych, a nie do 

zmiennej docelowej (Target variable) [150]. 

Celem metody jest dostosowanie wartości cech tak, aby mieściły się w ustalonym przedziale, 

co pozwala zachować względny zakres między nimi, obliczany przy użyciu równania [150]:  

 𝑥𝑛 =
𝑥 −min (𝑥)

max(𝑥) − 𝑥
 3.40 

 

gdzie: 

𝑥𝑛 – nowa, znormalizowana wartość, 

𝑥 −  wartość oryginalna, 

min (𝑥) − najmniejsza wartość w zbiorze 𝑥, 

max(𝑥) − największa wartość w zbiorze 𝑥. 

Różne techniki normalizacji mogą działać lepiej w zależności od rodzaju danych i modeli 

146:4074513328

• Transformacja  wagi  dowodu (Weight of  Evidence (WoE)),

• Transformacja Fouriera (Fourier Transform (FT)),

• Dyskretna transformacja Fouriera (Discrete Fourier Transform (DFT)),

• Odwrócona  dyskretna  transformacja  Fouriera  (Inverse  Discrete  Fourier  Transform

(IDFT)),

• Szybka transformacja Fouriera (Fast Fourier Transform (FFT)),

• Krótkookresowa  (okienkowa)  transformacja  Fouriera  (Windowed  Fourier  Transform

(WFT)),

• Transformacja falkowa (Wavelet transform (WT)),

• Ciągła transformacja falkowa (Continous Wavelet  Transform (CWT)),

• Dyskretna transformacja falkowa (Discrete Wavelet Transform (DWT)),

• Maksymalne  nakładanie  dyskretnej  transformacji  falkowej  (Maximal  Overlap  Discrete 

Wavelet Transform (MODWT)),

• Przybliżenie skupione na odcinkach  (Piecewise Aggregate Approximation (PAA)),

• Metoda odwróconej transformacji (Inverse Transform).
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[150].  

Skalowanie cech (Feature Scaling) ogranicza zakres zmiennych do określonej skali, aby 

móc porównywać je na wspólnym gruncie, czyli ujednolicać skalę niezależnych cech [275], 

[368].  

Normalizacja Min-max (Min-max Normalization) jest metodą skalowania cech. Skaluje 

wartości cechy do zakresu od 0 do 1. Obejmuje to odjęcie od każdej wartości minimalnej 

wartości cechy i podzielenie przez zakres tej cechy w następujący sposób [275], [369]: 

𝑥𝑠𝑐𝑎𝑙𝑒𝑑 = 
𝑥 − min (𝑥)

max(𝑥) − min (𝑥)
 

Transformacja normalizacyjna Z, Standaryzacja (Z-normalization, Z-score, 

Standardization) obliczana jest poprzez odjęcie wartości średniej od wartości oryginalnej dla 

każdej instancji i podzielenie tego przez odchylenie standardowe dla danych w następujący 

sposób: 

 𝑦 =
𝑥 − 𝑥̅

𝑆𝐷(𝑥)
 3.41 

 

gdzie: 

𝑦 − oznacza zmienną wynikową po normalizacji, 

𝑥 − oznacza wartość zmiennej wejściowej, 

𝑥̅ − oznacza średnią wartość zmiennej wejściowej, 

𝑆𝐷(𝑥) − oznacza odchylenie standardowe zmiennej wejściowej. 

W efekcie uzyskuje się wspólną skalę dla y, gdzie wartość średnia jest równa zeru, a 𝑆𝐷 

wynosi 1, co zmniejsza efekt wartości odstających [367]. Dzięki temu można skupić się na 

strukturalnych cechach cech, a nie na ich wariancji. Jednak wagi nie są identyczne dla 

wszystkich cech, a ponadto, jeśli wariancja jest mała, szum w danych może być wzmacniany. 

Innym problemem może być wrażliwość średniej i 𝑆𝐷 na wartości odstające (Outliers) [275]. 

Transformacja logarytmiczna (Logarithmic Transformation) konwertuje wartości cech 

poprzez proste zastosowanie logarytmu naturalnego. To sprawia, że jest to popularna metoda 

transformacji danych z zastosowaniami od predykcji spadku liczby klientów (Customer churn) 

[370], do predykcji wad oprogramowania [371], [317]. Transformacja ta nie tylko zwiększa 

przewidywalność algorytmu, ale także przekształca skośny rozkład danych do wzorca 

normalnego lub Gaussowskiego, który jest zgodny z rozkładem normalnym w przybliżeniu w 

następujący sposób: 

 𝑦 = ln(1 + 𝑥) 3.42 
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 𝑦𝑖𝑗 = 𝑥
𝑖𝑗

1
2 , 𝑥 ≥ 0 3.44 

 

gdzie: 

𝑦𝑖𝑗 − jest przekształconą wartością dla 𝑖-tej cechy i 𝑗-tej próbki,  

𝑥𝑖𝑗 − jest nieprzekształconą cechą.  

Przekształcona cecha stabilizuje wariancję; jest to szczególnie skuteczne, jeśli wariancja 

148:3119624855

gdzie:

𝑦  −  to cecha przekształcona,

𝑥  −  to cecha oryginalna,

𝑙𝑛(𝑥)  −  oznacza funkcję logarytmu naturalnego.

  Ze  względu  na  ograniczenie  funkcji  𝑙𝑛(𝑥),  powyższy  wzór  przekształca  jednak  tylko  te

wartości  liczbowe,  które  są  większe  od  zera.  Aby  poradzić  sobie  z  wartościami  zerowymi,

wstawia się stałą, np. funkcję  𝑙𝑛(1  +  𝑥)  [315],  [327],  [372],  [373],  [374].  Transformacja log2

jest  najczęściej  stosowaną  transformacją  dla  danych  mikromacierzy.  Transformacja  ta

stabilizuje  wariancję  danych  o  wysokich  intensywnościach,  ale  zwiększa  wariancję  przy

niskich intensywnościach  [275],  [327].

  Logarytmiczna  transformacja  stosunku  (Log-ratio  Transformation)  to  metoda

polegająca  na  obliczaniu  logarytmu  stosunku  dwóch  zmiennych.  Może  być  stosowana  do

różnych rodzajów danych, zwłaszcza do danych ilorazowych lub proporcji, aby przekształcić

je w sposób ułatwiający analizę i interpretację  [375].

  Transformacja sinusoidalna (Sine  Transformation)  pozwala przezwyciężyć pewne wady

powyższych  metod  transformacji.  W  przeciwieństwie  do  tradycyjnej  transformacji

logarytmicznej,  cechy  o  wartościach  ujemnych  mogą  być  przetwarzane  z  wykorzystaniem

transformacji sinusoidalnej. Przekształcona cecha może być wyrażona w następujący sposób:

𝑦  =  sin(𝑥)  3.43

  Zastosowanie funkcji sinus powoduje przeskalowanie cechy do zakresu [-1, 1] z amplitudą

1,  co  sugeruje,  że  intensywność  (amplituda)  danych  może  być  obserwowana  na  tle

częstotliwości danych  [275].

Transformacja  pierwiastka  kwadratowego  (Square-root  Transformation  (SQRT))

pomaga znormalizować geometrycznie rozłożone cechy. Rozkłady Poissona często występują

w przypadku cech mierzonych jako liczby. Ma ona umiarkowany wpływ na kształt rozkładu,

słabszy niż logarytm i pierwiastek sześcienny.  Poniższe równanie ilustruje transformację sqrt:
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danych jest proporcjonalna do wartości średniej [275]. 

Skalowanie dziesiętne (Decimal Scaling Normalization) jest to metoda, która ma na celu 

przekształcenie wartości danych do zakresu od 0 do 1, zachowując proporcje między 

wartościami. Skalowanie dziesiętne przesuwa punkt dziesiętny wartości atrybutu. Liczba 

przesuniętych punktów dziesiętnych zależy od maksymalnej wartości bezwzględnej atrybutu. 

Wartość 𝑣 atrybutu jest normalizowana do 𝑣′ w następujący sposób: 

 𝑣′ =
𝑣

10𝑗
 3.45 

gdzie: 

𝑗 − jest najmniejszą liczbą całkowitą taką, że max(𝑣′) < 1.  

Przy założeniu, że wartości pewnego atrybutu wahają się od 523 do 237, maksymalna 

wartość bezwzględna to 523. Aby znormalizować przez skalowanie dziesiętne, dzieli się każdą 

wartość przez 1000 (𝑗 = 3) tak, że 523 normalizuje się do 0.523 i 237 normalizuje do 0.237 

[275]. 

Dyskretyzacja (Discretization) polega na przekształceniu ciągłych wartości cech na 

dyskretne wartości, co pozwala na uzyskanie zmiennych kategoryzujących lub numerycznych 

z ograniczoną liczbą możliwych wartości [376]. Przykładem może być dyskretyzacja wieku na 

grupy wiekowe, takie jak 0-18, 19-30, 31-50. Istnieją różne techniki dyskretyzacji [377], [378], 

[379], [380], [381]. [377]:  

1. Dyskretyzacja poprzez kategoryzację (Discretization by binning): jest to nienadzorowana 

metoda partycjonowania danych oparta na równych partiach (Equal partitions), zarówno 

o równej szerokości (Equal width), jak i o równej częstotliwości (Equal frequency). Te 

metody są nienadzorowanymi metodami dyskretyzacji. Nie biorą pod uwagę etykiet klas 

wartości atrybutu ciągłego, który podlega dyskretyzacji [381]. 

2. Dyskretyzacja poprzez analizę histogramu (Discretization by histogram): analiza 

histogramu to metoda dyskretyzacji nienadzorowanej. Istnieje wiele reguł 

partycjonowania używanych do definiowania histogramów [382]. 

3. Dyskretyzacja poprzez skupienia (Discretization by Cluster, Clustering): grupowanie 

może być zastosowane do dyskretyzacji atrybutów numerycznych. Dzieli wartości na 

różne klastry lub grupy, stosując strategię odgórną (Top down strategy) lub oddolną 

(Bottom up strategy). Jest to nienadzorowana metoda dyskretyzacji [382]. Algorytmy 

grupowania szerzej opisane zostały w podrozdziale 3.6. 

4. Dyskretyzacja według drzewa decyzyjnego (Discretization By decision tree): 

wykorzystuje strategię podziału z góry na dół. Jest to technika nadzorowana [382]. 
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5. Dyskretyzacja poprzez analizę korelacji: ChiMerge stosuje podejście od dołu (Bottom-

up approach), znajdując najlepsze sąsiednie przedziały, a następnie rekurencyjnie łącząc 

je w większe przedziały. Jest to nadzorowana metoda dyskretyzacji [382]. 

Metoda dyskretyzacji o równej szerokości (lub odległości) (Equal-width, Equal-distance) 

dzieli zakres wartości na przedziały o jednakowej szerokości. Na przykład, jeśli wartości 

zawierają się w przedziale od 0 do 100 i chce się stworzyć 10 przedziałów, każdy z nich będzie 

miał szerokość 10. Zaletą tej metody jest jej łatwość implementacji i interpretacji, oraz 

zachowanie rozkładu danych. Wada polega na tym, że może prowadzić do tworzenia pustych 

lub rzadkich przedziałów, szczególnie w przypadku danych skośnych lub zawierających 

wartości odstające. W metodzie określana jest szerokość interwału zgodnie z określoną przez 

użytkownika liczbą interwałów za pomocą relacji [378], [379]: 

 𝑖𝑤 = (𝑚𝑎𝑥_𝑣𝑎𝑙𝑢𝑒 − 𝑚𝑖𝑛_𝑣𝑎𝑙𝑢𝑒)/𝑛 3.46 

 

gdzie: 

𝑖𝑤 − szerokość przedziału, 

𝑚𝑎𝑥_𝑣𝑎𝑙𝑢𝑒 − maksymalna wartość atrybutu, 

𝑚𝑖𝑛_𝑣𝑎𝑙𝑢𝑒 − minimalna wartość atrybutu, 

𝑛 – określona przez użytkownika liczba przedziałów. 

Następnie tworzone są punkty odcięcia brzegowego (Cut points): 

  cut_point𝑗 =  min_value + 𝑗 × 𝑖𝑤 3.47 

 

gdzie 𝑗 = 1,2, … , 𝑛 − 1. 

Metoda dyskretyzacji o równej częstotliwości (lub jednakowej głębokości) (Equal-

frequency, Equal-depth) jest podobna do metody dyskretyzacji o równej szerokości, z tym 

wyjątkiem, że liczba unikalnych wartości (częstotliwość) w każdym z określonych przez 

użytkownika interwałów powinna być równa. Częstotliwość przedziału jest obliczana przy 

użyciu następującego wzoru [383]: 

 𝑖𝑓 = 𝑛𝑏_ 𝑢𝑛𝑖𝑞𝑢𝑒_𝑣𝑎𝑙𝑢𝑒𝑠/𝑛 3.48 

 

gdzie: 

𝑖𝑓 − częstotliwość przedziału (Interval frequency), ilość obserwacji (wartości) w danym 

przedziale, 

𝑛𝑏_ 𝑢𝑛𝑖𝑞𝑢𝑒_𝑣𝑎𝑙𝑢𝑒𝑠 − liczba unikalnych wartości dla atrybutu ciągłego, 

𝑛 – liczba przedziałów do utworzenia [377], [378], [379]. 
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Jeśli chodzi o metody tworzenia przedziałów, nie ma jednego rozwiązania pasującego do 

wszystkich przypadków. To zależy od cech i celów danych oraz analizy. Czynniki do 

rozważenia obejmują kształt i rozmieszczenie danych, cel i poziom szczegółowości analizy,  

a także liczbę i rozmiar przedziałów.  

Jeśli dane są symetryczne i równomiernie rozmieszczone, metoda dyskretyzacji o równej 

szerokości może być bardziej odpowiednia. Jeśli dane są skośne lub zawierają wartości 

odstające, lepiej może sprawdzić się metoda dyskretyzacji o równej częstotliwości. Jeśli celem 

jest eksploracja ogólnych wzorców i tendencji, równomierny podział szerokości może 

dostarczyć więcej informacji. Jeśli potrzebne jest zidentyfikowanie konkretnych grup lub 

segmentów danych, metoda dyskretyzacji o równej częstotliwości, może okazać się bardziej 

przydatna [378], [379]. 

Dyskretyzacja oparta na analizie histogramu (Histogram analysis) jest metodą 

przekształcania danych ciągłych na dyskretne kategorie, wykorzystując informacje  

z histogramu. Histogram to wykres, który przedstawia rozkład częstości występowania różnych 

wartości w zbiorze danych. Ta metoda polega na analizie kształtu i wzorców histogramu w celu 

zidentyfikowania naturalnych granic przedziałów [384]. 

Histogram dzieli wartości atrybutu 𝐴 na rozłączne zakresy, nazywane kubełkami lub 

przedziałami. Jeśli każdy kubełek reprezentuje tylko pojedynczą parę wartość 

atrybutu/frekwencja, to kubełki te nazywane są kubełkami jednopunktowymi (Singleton 

buckets). Kubełki jednopunktowe są przydatne do przechowywania wartości odstających  

o wysokiej częstotliwości. Histogramy są skuteczne w przybliżaniu danych rzadkich, gęstych, 

a także danych o skośnym i jednostajnym rozkładzie [385]. 

Histogramy dla pojedynczych atrybutów mogą być rozszerzone na przypadki wielu 

atrybutów. Histogramy wielowymiarowe mogą uwzględniać zależności między atrybutami.  

Metoda dyskretyzacji o równej szerokości (lub odległości) (Equal-width, equal-distance)  

i o równej częstotliwości (lub jednakowej głębokości) (Equal-frequency, equal-depth) mogą 

być stosowane zarówno w przypadku binningu, jak i w analizie histogramu [385]. 

Analiza skupień (Cluster Analysis, Clustering) to popularna metoda dyskretyzacji danych. 

Algorytm klastrowania może być zastosowany do dyskretyzacji liczbowej cechy 𝐴 poprzez 

podział wartości 𝐴 na klastry lub grupy oparte na podobieństwie, a następnie przechowywanie 

reprezentacji klastra (np. centroidu i średnicy). Właściwości klastrów obejmują: (1) Wszystkie 

punkty danych w klastrze powinny być do siebie podobne. (2) Punkty danych z różnych 

klastrów powinny być jak najbardziej różne. Miary oceny klastrowania obejmują inercję  

i indeks Dunna [385]. 
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Najpopularniejszym algorytmem klastrowania jest K-średnich (K-means). Metoda została 

szerzej omówiona w podrozdziele 3.6. Dyskretyzacja za pomocą k-means wymaga jednego 

parametru, którym jest 𝑘, czyli liczba klastrów lub liczba przedziałów. Dyskretyzacja k-means 

może być przeprowadzona za pomocą biblioteki scikit-learn [386]. 

Analiza korelacji (Correlation Analysis) jest również znana jako algorytm ChiMerge. 

Wykonywana jest rekurencyjnie poprzez znajdowanie najlepszych sąsiednich przedziałów, 

które mają podobny rozkład klas, i łączenie ich, aż do osiągnięcia z góry ustalonego warunku 

zatrzymania [386]. 

Każda odrębna wartość atrybutu liczbowego 𝐴 jest traktowana jako jeden przedział. 

Przeprowadza się testy Chi-kwadrat dla każdej pary sąsiednich przedziałów. Sąsiednie 

przedziały o najmniejszych wartościach Chi-kwadrat są łączone, ponieważ niskie wartości Chi-

kwadrat dla pary wskazują na podobne rozkłady klas. Proces łączenia przebiega rekurencyjnie, 

aż do spełnienia z góry ustalonego kryterium zatrzymania [385]. 

Dyskretyzacja za pomocą drzew decyzyjnych polega na użyciu drzewa decyzyjnego do 

identyfikacji optymalnych partycji dla każdej zmiennej ciągłej. Drzewo decyzyjne ocenia 

wszystkie możliwe wartości cechy i wybiera punkt odcięcia, który maksymalizuje separację 

klas, wykorzystując miarę wydajności, taką jak entropia lub nieczystość Gini (Gini impurity). 

Następnie powtarza ten proces dla każdego węzła pierwszego podziału danych i dla każdego 

węzła kolejnych podziałów, aż do osiągnięcia określonego kryterium zatrzymania. Dlatego 

drzewa decyzyjne mogą, z założenia, znaleźć zestaw punktów odcięcia, który dzieli zmienną 

na przedziały z dobrą spójnością klas. Feature-engine posiada implementację dyskretyzacji za 

pomocą drzew decyzyjnych, gdzie dane ciągłe są zastępowane predykcjami drzewa, co daje 

skończony wynik. Każde drzewo jest dopasowywane z użyciem walidacji krzyżowej, aby 

uniknąć przeuczenia [386]. 

Metoda dyskretyzacji w algorytmie drzewa decyzyjnego ID3 (Iterative Dichotomiser 3) 

wykorzystuje miarę entropii z teorii informacji [53]. Miara została później wykorzystana do 

obsługi atrybutów ciągłych w algorytmie drzewa decyzyjnego C4.5 (C4.5 wykorzystuje 

współczynnik wzmocnienia (Gain ratio) jako funkcję dobroci (Goodness function) do podziału 

zbioru danych, w przeciwieństwie do ID3, który korzysta ze wzmocnienia informacji 

(Information gain). Funkcja wzmocnienia informacji preferuje funkcje z większą liczbą 

kategorii, ponieważ mają one zwykle niższą entropię. Miara entropii w kontekście klasyfikacji 

[387]: 
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𝐸𝑐 = 𝐸1 + 𝐸2 

𝐸𝑐 = −𝑝𝑙𝑒𝑓𝑡  ∑𝑝𝑖,𝑙𝑒𝑓𝑡 log(𝑝𝑖,𝑙𝑒𝑓𝑡)

𝑘

𝑖=1

− 𝑝𝑟𝑖𝑔ℎ𝑡  ∑𝑝𝑖,𝑟𝑖𝑔ℎ𝑡

𝑘

𝑖=1

 log (𝑖𝑓

= 𝑛𝑏_ 𝑢𝑛𝑖𝑞𝑢𝑒_𝑣𝑎𝑙𝑢𝑒𝑠/𝑛 

3.49 

gdzie 

𝐸𝑐 − entropia punktu odcięcia, 

𝐸1 − entropia na lewo od punktu odcięcia, 

𝐸2 − entropia na prawo od punktu odcięcia, 

𝑘 − całkowita liczba klas, 

𝑖 − konkretna klasa, 

𝑝𝑙𝑒𝑓𝑡 − prawdopodobieństwo przynależności do lewego podziału, 

𝑝𝑟𝑖𝑔ℎ𝑡 − prawdopodobieństwo przynależności do prawego podziału, 

𝑝𝑖,𝑙𝑒𝑓𝑡 − prawdopodobieństwo przynależności do klasy 𝑖 w lewym podziale, 

𝑝𝑖,𝑟𝑖𝑔ℎ𝑡 − prawdopodobieństwo przynależności do klasy 𝑖 w prawym podziale. 

Istnieje także nowa metoda dyskretyzacji wstępnego przetwarzania, która wykazała, że 

konieczne jest zbadanie tylko wartości atrybutów, w których zmienia się klasa. Atrybuty te 

nazywane są punktami odcięcia brzegowego (Cut points). To znacznie poprawiło wydajność ze 

względu na ograniczenie przestrzeni wyszukiwania. Zasugerowano również, że podział binarny 

był nieoptymalny, więc proces podziału powinien być kontynuowany rekurencyjnie, aby 

uzyskać wiele przedziałów dyskretyzacji. Kryterium zatrzymania zostało oparte na zasadzie 

algorytmu dyskretyzacji opartego na zasadzie minimalnej długości opisu (Minimum 

Description Length Principle (MDLP)), która jest zdefiniowana jako [377]: 

 gain > 
log2 (𝑁 − 1)

𝑁
+
log2 (3

𝑘 − 2) − 𝑘𝐸 + 𝑘1𝐸1 + 𝑘2𝐸2
𝑁

3.50 

gdzie: 

𝐸 = −∑𝑝𝑖𝑙𝑜𝑔

𝑘

𝑖=1

 𝑝𝑖  3.51 

𝑔𝑎𝑖𝑛 = 𝐸 − 𝐸𝑐 = informacje uzyskane w wyniku podziału w punkcie odcięcia, 

𝑁 − Łączna liczba wystąpień na liście wartości atrybutu przy każdym odrzuceniu, 

𝑘1 − liczba klas po lewej stronie punktu odcięcia, 

𝑘2 − liczba klas po prawej stronie punktu odcięcia,
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𝑝𝑖 − to prawdopodobieństwo przynależności do klasy 𝑖. 

Warto zaznaczyć, że dyskretyzacja może być również stosowana do zmiennych 

kategoryzujących, gdzie wartości są zamieniane na liczby całkowite lub indeksy kategorii.  

W takim przypadku nie stosuje się wzoru, a jedynie przypisuje się unikalne wartości 

numeryczne dla poszczególnych kategorii [383]. 

Numeryczne zmienne wejściowe mogą mieć bardzo wypaczony lub niestandardowy 

rozkład. Może to być spowodowane przez wartości odstające w danych, dystrybucje 

multimodalne, rozkłady wysoce wykładnicze i inne. Wiele algorytmów maszynowego uczenia 

działa lepiej, gdy numeryczne zmienne wejściowe mają standardowy rozkład 

prawdopodobieństwa. Transformacja dyskretyzacji zapewnia automatyczny sposób zmiany 

numerycznej zmiennej wejściowej na inny rozkład danych, który z kolei może być użyty jako 

dane wejściowe do modelu predykcyjnego [383]. 

Do metod transformacji danych opartych na rzutowaniu z jednego wymiaru na inny 

zaliczane są następujące metody: Autoenkoder (Autoencoder) (opisany w podrozdziale 2.3), 

t-rozproszone stochastyczne osadzanie sąsiadów (t-distributed Stochastic Neighbor 

Embedding (t-SNE)); Izometryczne odwzorowanie cech, Mapowanie izometryczne cech 

(Isometric Feature Mapping (ISOMAP)); Jednolita aproksymacja i projekcja rozmaitości 

(Uniform Manifold Approximation and Projection (UMAP)).  

 t-SNE jest metodą redukcji wymiarów, która jest szczególnie skuteczna w wizualizacji 

danych o wysokiej wymiarowości [388]. Metoda ta próbuje zachować podobieństwo między 

punktami danych w oryginalnej przestrzeni, przekształcając je w nową przestrzeń o niższej 

wymiarowości. t-SNE jest często stosowane w dziedzinie analizy danych i wizualizacji, w tym 

w naukach ekonomicznych i finansowych, aby zrozumieć i wykryć wzorce w danych [388]. 

Transformacja t-SNE opiera się na definiowaniu dwóch rodzajów podobieństw między 

punktami danych: podobieństwa w przestrzeni pierwotnej (oznaczone jako 𝑝𝑖𝑗 ) i podobieństwa 

w przestrzeni docelowej (oznaczone jako 𝑞𝑖𝑗). 

t-SNE używa jądra Gaussowskiego do rozkładu wejściowego. Dla danego punktu 

𝑖 warunkowa gęstość prawdopodobieństwa 𝑝𝑗∣𝑖 dowolnego sąsiada punktu 𝑗 jest obliczana jako 

[388], [303]: 

 𝑝𝑗∣𝑖 =
exp (−∥∥𝑥𝑖 − 𝑥𝑗∥∥

2
/2𝜎𝑖

2)

∑  𝑘≠𝑖  exp (−∥∥𝑥𝑖 − 𝑥𝑘∥∥
2/2𝜎𝑖

2)
 3.52 

gdzie: 

𝑥𝑖  i 𝑥𝑗 − punkty danych w przestrzeni pierwotnej, 
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𝜎𝑖 − szerokość jądra Gaussowskiego (Kernel bandwidth) dostosowywana do gęstości danych. 

Warunkowa gęstość prawdopodobieństwa 𝑝𝑗∣𝑖 w t-SNE odpowiada warunkowemu 

prawdopodobieństwu 𝑝𝑖𝑗 w kontekście porównywania podobieństw między punktami  

w przestrzeni docelowej. Oznacza to, że 𝑝𝑖𝑗  jest symetryczne, a dla celów t-SNE używane jest 

wyrażenie [389]: 

 

 𝑝𝑖𝑗 =
𝑝𝑗∣𝑖 + 𝑝𝑖∣𝑗

2𝑁
 3.53 

gdzie: 

𝑁 – liczba punktów danych. 

Ponieważ jądro Gaussowskie używa odległości Euklidesowej ∥∥𝑥𝑖 − 𝑥𝑗∥∥, jest podatne na 

przekleństwo wymiarowości (Curse of dimensionality). W przypadku danych o wysokiej 

wymiarowości, gdy odległości tracą zdolność do rozróżniania, 𝑝𝑖𝑗 stają się zbyt podobne 

(zbiegają do pewnej stałej wartości). Wprowadzenie transformacji potęgowej ma na celu 

złagodzenie tego efektu i poprawienie interpretowalności odległości w przestrzeni o wysokiej 

wymiarowości [388]. 

t-SNE ma na celu nauczenie się 𝑑-wymiarowej mapy y1, … , y𝑁 (gdzie y𝑖 ∈ ℝ
𝑑), która jak 

najlepiej odzwierciedla podobieństwa 𝑝𝑖𝑗. t-SNE mierzy podobieństwa 𝑞𝑖𝑗 między dwoma 

punktami na mapie y𝑖 i y𝑗, korzystając z bardzo podobnego podejścia. Algorytm oblicza 

podobieństwa, korzystając z rozkładu Cauchy’ego (t-studenta z 1 stopniem swobody). 

Podobieństwo w przestrzeni docelowej (𝑞𝑖𝑗) [388]: 

 𝑞𝑖𝑗 =
(1 + ∥∥𝑦𝑖 − 𝑦𝑗∥∥

2
)
−1

 ∑  𝑘≠𝑙   (1 + ∥∥y𝑘 − 𝑦𝑙∥∥
2)
−1 3.54 

 

gdzie: 

𝑦𝑖, 𝑦𝑗 – to odpowiadające punkty danych w przestrzeni docelowej. 

 

Mając daną propozycję 𝑦1, … , 𝑦𝑑 algorytm minimalizuje odległość Kullbacka-Leiblera 

między rozkładami zadanymi przez 𝑝𝑖𝑗 i 𝑞𝑖𝑗: 

 KL(𝑃 ∥ 𝑄) =∑  

𝑖≠𝑗

𝑝𝑖𝑗log 
𝑝𝑖𝑗

𝑞𝑖𝑗
 3.55 

 

Minimalizacja dywergencji Kullbacka-Leiblera względem punktów y𝑖 jest realizowana przy 
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użyciu spadku gradientowego. Wynikiem tej optymalizacji jest mapa, która odzwierciedla 

podobieństwa między wejściami o wysokiej wymiarowości [388]. 

ISOMAP jest metodą transformacji danych, która opiera się na utworzeniu grafu 

podobieństwa między obserwacjami. Wykorzystuje koncepcję odległości geodezyjnej  

w przestrzeni. Metoda ta próbuje zachować strukturę globalną danych, uwzględniając zarówno 

lokalne, jak i globalne podobieństwo między punktami. ISOMAP znalazło zastosowanie  

w wielu dziedzinach, w tym w analizie finansowej, analizie rynku i zarządzaniu portfelem, 

gdzie ważne jest uwzględnienie zależności przestrzennych między obserwacjami [390]. 

Wzór matematyczny dla ISOMAP jest ogólny i niezależny od konkretnego obszaru 

zastosowania. Algorytm ISOMAP jest używany do redukcji wymiarowości danych [390]. 

Konkretnie dla danych finansowych, aby zastosować ISOMAP, konieczne jest określenie 

miary odległości między danymi, na przykład na podstawie korelacji lub innych wskaźników 

związanych z rynkiem finansowym. Następnie można obliczyć macierz odległości, macierz 

sąsiedztwa, macierz geodezyjną i macierz podobieństwa zgodnie z opisanym algorytmem 

ISOMAP. Ostatecznie, wykonuje się wielowymiarowe skalowanie (MDS), aby uzyskać 

redukcję wymiarowości danych finansowych [390]. 

Warto jednak zauważyć, że konkretna implementacja ISOMAP w obszarze finansowym 

może wymagać dostosowania do specyficznych cech danych finansowych i celów analizy 

finansowej [390]. 

Algorytm ISOMAP przyjmuje jako dane wejściowe odległości 𝑑𝑥(𝑖, 𝑗) między wszystkimi 

parami 𝑖, 𝑗 z 𝑁 punktów danych w przestrzeni wejściowej 𝑋, o wysokiej wymiarowości, 

mierzone albo w standardowej metryce euklidesowej, albo w metryce specyficznej dla 

dziedziny. Wybór miary odległości zależy od specyfiki danych i problemu. Algorytm generuje 

wektory współrzędnych y𝑖 i w 𝑑-wymiarowej przestrzeni euklidesowej 𝑌, które najlepiej 

reprezentują wewnętrzną geometrię danych. Jedynym wolnym parametrem (𝜖 lub 𝐾) jest 

wartość, która pojawia się w kroku 1 [390]. 

Kroki są następujące: 

1. Budowa grafu sąsiedztwa: należy zdefiniować graf 𝐺 dla wszystkich punktów danych, 

łącząc punkty 𝑖 oraz 𝑗, jeżeli (mierząc przy pomocy 𝑑𝑥(𝑖, 𝑗)) są bliżej siebie niż 𝜖(𝜖-

Isomap), albo jeżeli 𝑖 jest jednym z  𝐾 najbliższych sąsiadów 𝑗 (𝐾-Isomap). Długość 

krawędzi ustawiona jest jako równa 𝑑𝑥(𝑖, 𝑗). Parametr 𝜖 (epsilon) lub 𝐾 (liczba sąsiadów) 

są kluczowe i wpływają na topologię grafu. W przypadku 𝜖-Isomap stosuje się pewną 

wartość odległości 𝜖 (epsilon) jako kryterium dołączania krawędzi do grafu sąsiedztwa. 
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W przypadku 𝐾-Isomap używa się stałej liczby sąsiadów (𝐾) jako kryterium dołączania 

krawędzi do grafu sąsiedztwa [390]. 

2. Obliczenie najkrótszych ścieżek: następuje inicjalizacja 𝑑𝐶(𝑖, 𝑗) = 𝑑𝑋(𝑖, 𝑗) jeżeli 𝑖, 𝑗 są 

połączone krawędzią. W przeciwnym przypadku 𝑑𝐺(𝑖, 𝑗) = ∞. Następnie dla każdej 

wartości 𝑘 = 1,2, … ,𝑁, wszystkie elementy 𝑑𝐺(𝑖, 𝑗) są zastępowane przez 

min {𝑑𝐺(𝑖, 𝑗), 𝑑𝐺(𝑖, 𝑘) + 𝑑𝐺(𝑘, 𝑗)}. Macierz ostatecznych wartości 𝐷𝐺 = {𝑑𝐺(𝑖, 𝑗)} 

będzie zawierać odległości najkrótszych ścieżek między wszystkimi parami punktów  

w 𝐺 [390]. 

3. Tworzenie osadzenia wielowymiarowego o wymiarze d: 𝜆𝑃 oznacza 𝑃-tą wartość własną 

(w kolejności malejącej) macierzy 𝜏(𝐷𝐺), a 𝑣𝑝
𝑖  𝑖-ty składnik 𝑝-tego wektora własnego. 

Następnie ustawiana jest 𝑝-ta składowa wektora współrzędnych o 𝑑-wymiarze y𝑖 równa 

√𝜆𝑝𝑣𝑝
𝑖  [390]. 

Jednolita aproksymacja i projekcja rozmaitości (Uniform Manifold Approximation and 

Projection (UMAP)) to nowoczesna metoda transformacji danych, która jest popularna ze 

względu na efektywność i możliwość zachowania lokalnych i globalnych struktur danych. 

Metoda ta opiera się na algorytmie probabilistycznym, który łączy techniki lokalnego 

sąsiedztwa i topologiczne odwzorowanie danych na niższą wymiarowość. UMAP znajduje 

zastosowanie w różnych dziedzinach, w tym w ekonomii, finansach i zarządzaniu, jako 

narzędzie do analizy danych, wizualizacji i wykrywania wzorców. Algorytm UMAP jest 

konkurencyjny pod względem jakości wizualizacji w porównaniu do t-SNE i można 

argumentować, że lepiej zachowuje globalną strukturę przy jednocześnie wyższej wydajności 

czasowej. Ponadto UMAP nie ma ograniczeń obliczeniowych co do wymiaru osadzenia, co 

czyni go wszechstronną techniką redukcji wymiarów do zastosowań w maszynowym uczeniu. 

Szczegółowa specyfikacja tej metody znajduje się w artykule [391]. W przypadku danych 

finansowych, które często są wysokowymiarowe i zawierają złożone zależności, zastosowanie 

UMAP może pomóc w wydobyciu istotnych struktur i redukcji wymiarowości, co może ułatwić 

analizę i wizualizację danych [392]. 

 Regresja grzbietowa (Ridge Regression), Regresja lasso (Lasso Regression) (opisane w 

podrozdziale dotyczącym innych metod (3.6)),  PCA, MDS, LDA to liniowe metody redukcji 

wymiarowości. Są one proste w implementacji i wydajne. Jednakże, gdy w danych występują 

poważne nieliniowości, metody liniowe są mniej skuteczne [295], [328]. Te metody są proste 

w implementacji, wydajne obliczeniowo i mają szerokie zastosowanie w wielu dziedzinach. 

Dobrze sprawdzają się, gdy dane są nieliniowe. Dlatego są powszechnie stosowane  
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w przypadkach, gdy liniowe zależności między cechami są wystarczające do zachowania 

istotnych informacji w niskowymiarowej reprezentacji danych [393]. W takich przypadkach 

proponuje się zastosowanie nieliniowych metod redukcji wymiarowości, takich jak ISOMAP, 

Laplace'owskie mapy własne (Laplacian Eigenmaps), które są oparte na technikach 

spektralnych. 

Te nieliniowe metody uwzględniają bardziej złożone struktury danych i stwarzają 

możliwość odkrywania nieliniowych zależności między cechami. Działają one na zasadzie 

szukania niskowymiarowego odwzorowania, które zachowuje pewne lokalne relacje lub 

geometryczne struktury danych [394].  

Laplace'owskie mapy własne (Laplacian Eigenmaps) mają na celu znalezienie 

niskowymiarowej reprezentacji w celu zachowania relacji topologicznej między punktami 

próbkowania w oryginalnych danych. Dane są 𝑘 punktami x1, … , x𝑘 w przestrzeni ℝ𝑙. 

Konstruowany jest graf ważony z 𝑘 węzłami, po jednym dla każdego punktu oraz zbiorem 

krawędzi łączących sąsiednie punkty. Mapa osadzenia jest określana poprzez obliczenie 

wektorów własnych grafu Laplacian (Laplacian graph) [395]. 

Local Tangent Space Alignment (LTSA) konstruuje lokalne przestrzenie styczne dla 

każdego punktu danych i próbuje dopasować te przestrzenie, aby uzyskać niskowymiarowe 

odwzorowanie [396], [397]. 

Projekcje zachowujące lokalność (Locality-Preserving Projections (LPP)) jest 

algorytmem, którego celem jest zachowanie zarówno globalnych jak i lokalnych relacji między 

punktami. LPP konstruuje przestrzenie rzutowania, które minimalizują dyskretną aproksymację 

grafu sąsiedztwa [396]. 

Istnieją metody mające na celu przekształcenie atrybutów nominalnych na reprezentację 

numeryczną, która może być wykorzystana jako dane wejściowe w modelach maszynowego 

uczenia. Do tych metod zalicza się: 

1. Transformacja prawdopodobieństwa warunkowego (Conditional Probability 

Transformation (CPT)) polega na przekształceniu atrybutu nominalnego poprzez 

zastąpienie każdej wartości atrybutu jej prawdopodobieństwem warunkowym, czyli 

prawdopodobieństwem wystąpienia danej wartości dla każdej klasy w zbiorze danych. 

Działa to na zasadzie wyliczenia częstości występowania danej wartości w każdej klasie 

i przypisania tych prawdopodobieństw jako nowe wartości numeryczne. Metoda ta jest 

szerzej opisana w dalszej części tekstu [398]. 

2. Precyzyjnie dostrojone prawdopodobieństwo warunkowe (Fine-Tuned Conditional 

Probability Transformation (FTCPT)) jest podobne do CPT, ale dodatkowo 

158:5690890443



159 
 

uwzględnia priorytety wartości nominalnych w atrybucie. Oprócz przekształcenia 

wartości nominalnych na prawdopodobieństwa warunkowe metoda FTCPT uwzględnia 

również wagi dla różnych wartości nominalnych, co pozwala na bardziej precyzyjne 

przypisanie numerycznych reprezentacji [398]. 

3. Kodowanie z gorącą jedynką (One-Hot Encoding (OHE)) polega na tworzeniu 

nowego zestawu zmiennych pomocniczych (binarnych), który jest równy liczbie 

kategorii (𝑘) w zmiennej. Na przykład, zakładając, że istnieje zmienna kategoryzująca 

„Kolor” z trzema kategoriami: „Czerwony”, „Zielony” i „Niebieski”, należy użyć trzech 

zmiennych pomocniczych do zakodowania tej zmiennej za pomocą kodowania OHE. 

Zmienna pomocnicza (binarna) przyjmuje wartość 0 lub 1, wskazując wykluczenie lub 

uwzględnienie danej kategorii [132], [292], [399]. 

4. Kodowanie ze ślepą zmienną (Dummy Encoding) używa zmiennych pomocniczych 

(binarnych). Zamiast tworzyć liczbę zmiennych pomocniczych równą liczbie kategorii 

(𝑘) w zmiennej, ta metoda używa 𝑘 − 1 zmiennych pomocniczych. Aby zakodować tę 

samą zmienną „Kolor” z trzema kategoriami za pomocą kodowania dummy encoding, 

należy użyć tylko dwóch zmiennych pomocniczych. Dummy encoding usuwa 

zduplikowaną kategorię obecną w kodowaniu OHE [132], [292], [399]. Zarówno 

kodowanie OHE jak i kodowanie dummy encoding można zaimplementować w 

bibliotece Pandas, korzystając z jej funkcji 𝑔𝑒𝑡_𝑑𝑢𝑚𝑚𝑖𝑒𝑠 [400]. 

5. Separowalność podziału (Separability Split Value Transformation (SSV)) została 

zaproponowana przez Hernandeza-Pereirę i in. [401]. Drzewo decyzyjne z dwoma 

gałęziami jest konstruowane rekurencyjnie poprzez wyszukiwanie najlepszego  

(z maksymalną wartością SSV) spośród wszystkich podziałów dla każdego atrybutu 

nominalnego, a węzły liści w drzewie reprezentują kategorie w atrybucie nominalnym. 

Następnie kategorie te są odwzorowywane jako ciągłe liczby całkowite zgodnie  

z kolejnością węzłów liści w drzewie; te ciągłe liczby całkowite są rzutowane na przedział 

[0,1] [398]. 

6. Udoskonalona transformacja separowalności podziału (Improved Separability Split 

Value Transformation (Improved SSV, Improved SSV (ISSV))) to ulepszona wersja 

metody Separability Split Value Transformation (SSV) dla atrybutów nominalnych. ISSV 

wykorzystuje algorytmy optymalizacyjne, takie jak algorytm genetyczny, aby znaleźć 

optymalne podziały wartości nominalnych na atrybuty binarne. Metoda ta ma na celu 

zwiększenie wydajności SSV poprzez znalezienie optymalnych kombinacji wartości 

nominalnych, które maksymalizują separowalność między klasami [398]. 
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7. Metoda przetwarzania za pomocą szyfru haszującego (hashing_trick()) jest używana 

w maszynowym i głębokim uczeniu do przekształcenia danych tekstowych na 

reprezentację liczbową o stałej długości  [303]. Argumenty są następujące: 

• 𝑡𝑒𝑥𝑡 − tekst, który ma zostać przekształcony, 

• 𝑛  −  liczba wyjściowych wymiarów, czyli długość wynikowego wektora, 

• ℎ𝑎𝑠ℎ_𝑓𝑢𝑛𝑐𝑡𝑖𝑜𝑛 − opcjonalny argument, który określa funkcję skrótu używaną do 

haszowania tekstu. Domyślnie używana jest funkcja skrótu md5. 

Metoda ta korzysta z funkcji skrótu, aby przekształcić tekst na liczby całkowite o stałej 

długości 𝑛. Przy użyciu funkcji skrótu, hashing_trick() przypisuje unikalną liczbę 

całkowitą do każdego tekstu, a wynikowy wektor ma długość 𝑛, co pozwala na 

reprezentację tekstu jako wektora numerycznego o stałej długości [402]. 

8. Kodowanie etykiet (Label Encoding (LE)) jest używane w przypadku atrybutów 

nominalnych, gdzie nie ma naturalnego porządku lub hierarchii między wartościami 

[403]. W ramach kodowania etykiet każda unikalna wartość nominalna jest przypisywana 

unikalnemu numerowi lub indeksowi. Na przykład, dla atrybutu nominalnego „Kolor”  

z wartościami „Czerwony”, „Niebieski” i „Zielony”, to kodowanie etykiet przypisze tym 

wartościom odpowiednie liczbowe reprezentacje, na przykład „Czerwony”=1, 

„Niebieski”=2, „Zielony”=3 [403]. Kodowanie etykiet jest stosowane w przypadku, gdy 

model maszynowego uczenia wymaga danych numerycznych jako wejścia. Jednak warto 

zauważyć, że w przypadku kodowania etykiet, nie ma żadnego ukrytego porządku między 

wartościami nominalnymi. Oznacza to, że model może wykrywać fałszywe zależności 

lub porównywać wartości nominalne, co może prowadzić do błędów interpretacyjnych. 

Dlatego zaleca się ostrożność przy stosowaniu kodowania etykiet w niektórych 

przypadkach, zwłaszcza gdy atrybuty nominalne mają dużą liczbę unikalnych wartości. 

Kodowanie etykiet jest prostą metodą, która mapuje kategorie w atrybutach nominalnych 

jako ciągłe liczby całkowite. Dzięki swojej prostocie jest ona przyjmowana przez wiele 

narzędzi do transformacji danych, takich jak LabelEncoder (pakiet programów z scikit-

learn w Pythonie) [403]. 

Rozumowanie oparte na pamięci (Memory-based Reasoning (MBR)) nie zakłada 

zamiany wartości nominalnych na numeryczne, ale raczej polega na porównywaniu 

podobieństwa między instancjami w celu klasyfikacji nowych danych. Jednakże, aby 

zastosować MBR w praktyce, może być konieczne dokonanie konwersji wartości nominalnych 

na numeryczne, aby móc obliczyć podobieństwo między instancjami. W takim przypadku 
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można zastosować odpowiednie metody kodowania etykiet, jak opisano wcześniej, takie jak 

Label Encoding lub One-Hot Encoding, aby przekształcić wartości nominalne na numeryczne, 

które mogą być używane w procesie porównywania podobieństwa [398], [404]. 

Transformacja prawdopodobieństwa warunkowego (CPT) oparta na transformacie MBR  

w uczeniu opartym na instancji została zaproponowana przez Hernandeza-Pereirę i in. [401]. 

Niech 𝑋 będzie zbiorem danych z 𝑁 instancjami (lub obiektami). Każda instancja 𝑥 ∈ 𝑋 jest 

reprezentowana przez 𝑚-wymiarowy wektor [𝑎1(𝑥),∙∙∙, 𝑎𝑚(𝑥)], gdzie 𝑎𝑖(𝑥) kategoria (lub 

wartość nominalna/kategoryzująca), jest wartością 𝑖-tego atrybutu 𝐴1 z 𝑥. W nadzorowanych 

przypadkach, zbiór klas o {𝑐𝑗}|𝑗=1
𝑙  dzieli 𝑋 na 𝑙 klas [398].  

Metoda CPT przekształca każdą kategorię 𝑎𝑖(𝑥) w atrybucie nominalnym 𝐴1 na  

𝑙-wymiarowy (z 𝑙 etykietami klas) wektor prawdopodobieństw warunkowych. CPT definiuje 

się jako: 

 𝐶𝑃𝑇(𝑎𝑖(𝑥)) = [𝑃(𝑐1|𝑎𝑖(𝑥)),… , 𝑃 (𝑐𝑗|𝑎𝑖(𝑥)) , … , 𝑃(𝑐𝑙|𝑎𝑖(𝑥))] 3.56 

 

gdzie: 

𝑥 − jest instancją,  

𝑃 (𝑐𝑗|𝑎𝑖(𝑥)) − jest warunkowym prawdopodobieństwem etykiety klasy 𝑐𝑗, biorąc pod uwagę 

𝑎𝑖(𝑥), 

𝑃 (𝑐𝑗|𝑎𝑖(𝑥)) można oszacować za pomocą estymacji bayesowskiej w następujący sposób: 

 

𝑃 (𝑐𝑗|𝑎𝑖(𝑥)) =

  ∑ 𝐼(𝑎𝑖(𝑥), 𝑎𝑖(𝑥𝑛))𝐼(𝑐𝑗 , 𝑐𝑛) +⋋

𝑁

𝑛=1

 

∑ 𝐼(𝑎𝑖(𝑥), 𝑎𝑖(𝑥𝑛)) +⋋∙ 𝑙

𝑁

𝑛=1

 

 3.57 

 

gdzie: 

𝑁 − jest liczbą instancji treningowych,  

𝐼(⋅) − jest funkcją wskaźnikową, która jest równa 1, jeśli dwie zmienne są identyczne,  

w przeciwnym razie 0 [398], [401]. 

W metodzie FCPT Instancja 𝑥 jest reprezentowana przez wektor wartości nominalnych 

[𝑎1(𝑥),∙∙∙, 𝑎𝑚(𝑥)]. Zgodnie ze wzorem na CPT, można osadzić każdą kategorię (wartość 

nominalną) 𝑎𝑖(𝑥) w wektor liczbowy [𝑃(𝑐1|𝑎𝑖(𝑥)),… , 𝑃(𝑐𝑙|𝑎𝑖(𝑥))] [398].  

Dzięki zastosowaniu metody FTCPT, każda kategoria 𝑎𝑖(𝑥) atrybutu nominalnego 𝐴𝑖  
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w instancji 𝑥 może zostać przekształcona w:  

 𝐹𝑇𝐶𝑃𝑇(𝑎𝑖(𝑥)) = [𝑃′(𝑐1|𝑎𝑖(𝑥)),∙∙∙, 𝑃
′ (𝑐𝑗|𝑎𝑖(𝑥)) ,∙∙∙, 𝑃

′(𝑐𝑙|𝑎𝑖(𝑥))] 3.58 

 

gdzie: 

𝑃′ (𝑐𝑗|𝑎𝑖(𝑥)) − jest prawdopodobieństwem warunkowym uzyskanym poprzez doprecyzowanie 

𝑃 (𝑐𝑗|𝑎𝑖(𝑥)) w równaniu na CPT [398].  

Transformacja rang (Rank transformation (RT)) jest jedną z metod transformacji danych 

w dziedzinie maszynowego uczenia, która polega na zastąpieniu wartości danych ich 

odpowiednimi rangami w kolejności ich wielkości. Transformacja na rangi jest często 

stosowana, gdy dane nie spełniają założeń standardowych procedur statystycznych lub 

algorytmów maszynowego uczenia. Odnosi się też do zastąpienia danych przez ich średnie 

rangi w przypadku remisów, przed wykonaniem standardowych procedur statystycznych na 

rangach [317].  

Wielowymiarowa analiza statystyczna oparta na rangach, a nie na podstawie danych 

pierwotnych, rozwiązuje problemy różnych skal i skośności. Wpływ wartości odstających jest 

usuwany w przypadku jednoczynnikowym. W przypadku wielowariantowym wpływ wartości 

odstających jest w dużym stopniu zredukowany zazwyczaj, ale teoretycznie problem wartości 

odstających pozostaje do pewnego stopnia [317].  

Rozważyć można następujący przykład (tabela 3.3). 

 

Tabela 3.3. Przykład transformacji na rangi 

Wartości 0,01 0,02 0,03 0,04 0,05 0,06 0,07 0,08 0,09 0,10 0,11 0,13 

Częstość 

występowania 
17 18 20 7 1 5 4 2 3 1 1 1 

Rangi 9 26,5 45,5 59 63 66 70,5 73,5 76 78 79 80 

Źródło: opracowanie własne na podstawie [317]. 

 

Miary są zastępowane ich rangami 1,2,...,𝐼,  gdzie 𝐼 to liczba obserwacji. Średnia każdej  

z nowych zmiennych porządkowych staje się taka sama: (𝐼 + 1)/2. Ponadto wariancja każdej 

z nowych zmiennych porządkowych staje się taka sama: (𝐼2  − 1)/12. W przypadku wartości 

wielokrotnych zalecane jest uśrednienie odpowiednich rang [317]. 

Transformacja kopiująca (Copy Transformation) jest metodą, w której każda 

wieloznakowa instancja jest przekształcana w kilka instancji, po jednej na każdą etykietę, ale 
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bez przypisywania wag. Każda wygenerowana instancja ma etykietę odpowiadającą etykiecie 

oryginalnej instancji. Ta metoda jest prostsza i nie uwzględnia wag, skupiając się głównie na 

zwiększeniu liczby instancji w zestawie danych. W przypadku transformacji kopiującej, dla 

każdej wieloznakowej instancji tworzy się osobną instancję dla każdej etykiety, przy czym 

etykieta docelowa dla danej instancji odpowiada etykiecie oryginalnej instancji. Na przykład, 

dla instancji oznaczonej jako 𝐴, która ma etykietę 1, zostanie ona skopiowana i przekształcona 

na dwie instancje: jedną z etykietą 1 i drugą z etykietą 0 (nienależącą do klasy 1). Proces ten 

jest powtarzany dla wszystkich etykiet w zestawie danych, tworząc dodatkowe instancje dla 

każdej klasy [405]. 

Transformacja kopiująca z przypisanymi wagami (Dubbed Copy Transformation) 

uwzględnia wagi dla poszczególnych instancji. Dla każdej nowo wygenerowanej instancji 

przypisuje się konkretne wagi, które odzwierciedlają ich istotność lub znaczenie w kontekście 

danego zadania. Wagi te mogą być używane w późniejszych etapach analizy danych, np. 

podczas trenowania modelu, aby dać większą wagę niektórym instancjom w procesie uczenia 

[405]. 

Binarna istotność (Binary Relevance (BR)) jest najszerzej stosowaną metodą 

transformacji danych, w której problem wieloetykietowy (Multi-label) jest przekształcany  

w |𝐶| binarnych problemów klasyfikacji pojedynczych etykiet (Single-label). Liczba różnych 

etykiet w zbiorze danych oznaczana jest najczęściej jako |𝐶|. W kontekście klasyfikacji 

problem wieloetykietowy odnosi się do sytuacji, w której każda instancja danych może być 

przypisana do więcej niż jednej etykiety lub klasy. Oznacza to, że instancje mogą mieć więcej 

niż jedną poprawną odpowiedź, a zadaniem klasyfikatora jest przewidzenie wszystkich 

odpowiednich etykiet dla danej instancji [406], [407]. 

Dla danego zbioru etykiet 𝐿 i zbioru danych zawierającego instancje postaci (𝑋, 𝑌), gdzie 𝑋 

to wektor cech, a 𝑌 ⊆ 𝐿 to zbiór przypisanych etykiet dla danej instancji, BR przekształca zbiór 

danych na |𝐿| zbiorów danych i uczy |𝐿| klasyfikatorów binarnych 𝐻:𝑋 → {𝑙, ¬𝑙} dla każdej 

etykiety 𝑙 ∈ 𝐿. Podczas tego procesu informacje o zależnościach między etykietami nie są 

zachowane. Może to prowadzić do sytuacji, w której zestaw etykiet jest przypisany do instancji, 

chociaż te etykiety nigdy nie występują razem w zbiorze danych. W związku z tym, informacje 

o współwystępowaniu etykiet mogą pomóc w przypisywaniu poprawnych kombinacji etykiet. 

Utrata tych informacji może w niektórych przypadkach prowadzić do zmniejszenia wydajności 

klasyfikacji [406]. 

W kontekście wieloetykietowej klasyfikacji każdy z binarnych klasyfikatorów (np. 

klasyfikatorów one-vs-all) „wnosi swój głos” o przynależności danej instancji do konkretnej 
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klasy. Oznacza to, że każdy klasyfikator decyduje niezależnie, czy dana instancja powinna być 

przypisana do danej klasy, czy nie [406].  

BR ma jedną wadę- nie uwzględnia asocjacji między etykietami (jeśli takie istnieją), 

ponieważ traktuje każdą etykietę indywidualnie. Asocjacje między etykietami odnoszą się do 

relacji lub zależności pomiędzy różnymi etykietami w kontekście klasyfikacji 

wieloetykietowej. Może to oznaczać, że pewne etykiety występują częściej razem, lub że 

istnieje pewien wzorzec współwystępowania etykiet [265], [408], [409]. 

Niech 𝒳 = ℝ𝑑 oznacza przestrzeń instancji 𝑑-wymiarowych, a 𝒴 = {𝜆1, 𝜆2, … , 𝜆𝑞} oznacza 

przestrzeń etykiet, składającą się z 𝑞 klas. Celem uczenia wieloetykietowego jest wytworzenie 

predyktora wieloetykietowego 𝑓: 𝑋 ↦ 2𝑦 na podstawie zbioru treningowego 𝒟 = {(𝑥𝑖 , 𝑦𝑖) ∣

1 ⩽ 𝑖 ⩽ 𝑚}. Dla każdego przykładu treningowego wieloetykietowego (𝑥𝑖 , 𝑦𝑖), 𝑥𝑖 ∈ 𝒳 jest 

wektorem 𝑑-wymiarowych cech [𝑥1
𝑖 , 𝑥2

𝑖 , … , 𝑥𝑑
𝑖 ]
⊤

 oraz 𝑦𝑖 ∈ {−1,+1}𝑞 jest 𝑞-bitowym 

wektorem binarnym [𝑦1
𝑖 , 𝑦2

𝑖 , … , 𝑦𝑞
𝑖]
⊤

, gdzie 𝑦𝑗
𝑖 = +1(−1) wskazuje, że 𝑦𝑗

𝑖 odpowiednią (lub 

nieodpowiednią) etykietą dla 𝑥𝑖. Bez utraty ogólności, binarne przypisanie każdej etykiety 

klasy jest reprezentowane przez +1 i −1 (zamiast 1 i 0). Równoważnie, zbiór odpowiednich 

etykiet 𝑌𝑖 ⊆ 𝑦 dla 𝑥𝑖 odpowiada 𝑌𝑖 = {𝜆𝑗 ∣ 𝑦𝑗
𝑖 = +1,1 ⩽ 𝑗 ⩽ 𝑞}. Dla nieznanej instancji 𝑥∗ ∈

𝒳, jej przewidywany zbiór odpowiednich etykiet 𝑌∗ jest prognozowany jako 𝑌∗ = 𝑓(𝑥∗) ⊆ 𝓎 

[410]. 

Relewantność binarna jest prawdopodobnie najbardziej intuicyjnym rozwiązaniem do nauki 

na podstawie wieloetykietowych przykładów treningowych. Rozkłada ona problem uczenia 

wieloetykietowego na 𝑞 niezależnych problemów binarnego uczenia. Każdy problem 

klasyfikacji binarnej odpowiada jednej etykiecie klasy w przestrzeni etykiet 𝒴. Konkretnie, dla 

każdej etykiety klasy 𝜆𝑗, relewantność binarna generuje zbiór treningowy binarny 𝒟𝑗 na 

podstawie pierwotnego zbioru treningowego wieloetykietowego 𝒟 w następujący sposób: 

 𝒟𝑗 = {(𝑥𝑖 , 𝑦𝑗
𝑖) ∣ 1 ⩽ 𝑖 ⩽ 𝑚} 3.59 

 

Innymi słowy, każdy przykład treningowy wieloetykietowy (𝑥𝑖 , 𝑦𝑖) jest przekształcany na 

przykład treningowy binarny na podstawie jego relewantności dla 𝜆𝑗 [410]. 

Następnie, zbiór klasyfikatorów binarnych 𝑔𝑗: 𝒳 ↦ ℝ może być wygenerowany na 

podstawie  𝒟𝑗 poprzez zastosowanie algorytmu uczenia binarnego ℬ, tj., 𝑔𝑗 ↔ ℬ(𝒟𝑗). Dlatego 

przykład treningowy wieloetykietowy (𝑥𝑖 , 𝑦𝑖) przyczyni się do procesu uczenia wszystkich 
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klasyfikatorów binarnych 𝑔𝑗(1 ⩽ 𝑗 ⩽ 𝑞), gdzie 𝑥𝑖 jest wykorzystywane jako pozytywny (lub 

negatywny) przykład treningowy do wywołania 𝑔𝑗 na podstawie jego relewantności (lub braku 

relewantności) dla 𝜆𝑗 [410]. 

Dla nieznanej instancji 𝑥∗, jej zbiór relewantnych etykiet 𝑌∗ jest określany poprzez:  

 𝑌∗ = {𝜆𝑗 ∣ 𝑔𝑗(𝑥
∗) > 0,1 ⩽ 𝑗 ⩽ 𝑞} 3.60 

 

Przewidywany zbiór etykiet 𝑌∗ będzie pusty, gdy wszystkie klasyfikatory binarne dostarczą 

negatywne wyniki dla  𝑥∗. W takim przypadku można zastosować tzw. 𝑇-metodę kryterium 

(ang. T-Criterion method), aby przewidzieć etykietę klasy z największym (najmniej 

negatywnym) wynikiem. Inne kryteria agregacji wyników klasyfikatorów binarnych można 

znaleźć w [411]. 

Etykietowy zbiór potęgowy (Label Powerset (LP)) to podejście do transformacji 

problemu w klasyfikacji wieloetykietowej, które przekształca problem wieloetykietowy  

w problem wieloklasowy z jednym klasyfikatorem wieloklasowym nauczonym na wszystkich 

unikalnych kombinacjach etykiet znalezionych w danych uczących. Metoda odwzorowuje 

każdą kombinację na unikalny numer identyfikacyjny kombinacji i przeprowadza klasyfikację 

wieloklasową, używając klasyfikatora jako klasyfikatora wieloklasowego i identyfikatorów 

kombinacji jako klas [407]. 

LP pozwala wyeliminować wadę BR dotyczącą traktowania każdej etykiety indywidualnie. 

LP traktuje ona każdą różną grupę etykiet jako osobną klasę i traktuje cały problem jako 

problem wieloklasowy, jednoklasowy (Multi-class single-label (MSL)) [405], [265], [408], 

[409]. 

Każda kombinacja etykiet w zbiorze danych jest traktowana jako pojedyncza etykieta. Po 

przekształceniu trenowany jest klasyfikator jednoetykietowy 𝐻:𝑋 → 𝒫(𝐿), gdzie 𝒫(𝐿) to zbiór 

potęgowy wszystkich etykiet w 𝐿. Główną wadą tego podejścia jest to, że liczba kombinacji 

etykiet rośnie wykładniczo wraz z liczbą etykiet. Na przykład, zbiór danych wieloetykietowy  

z 10 etykietami może mieć aż 210 = 1024 kombinacje etykiet. To zwiększa czas wykonania 

klasyfikacji [406]. 

Dane wieloznakowe są traktowane jak dane wieloklasowe. Na przykład, dane wieloznakowe 

posiadające |𝐶| etykiety tworzą 2|𝑐| klasy z różnymi kombinacjami etykiet. Zatem LP 

rozpatruje wiele etykiet jednocześnie [8]. Jednakże liczba tworzonych grup klas wzrasta wraz 

z |𝐶|. Powoduje to rozkład oryginalnych danych na różne grupy klas. Taki rozkład może 

spowodować scenariusz podobny do nierównowagi klas, gdzie kilka klas może należeć do 
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większej liczby instancji, podczas gdy niektóre klasy mogą należeć do mniejszej liczby 

instancji. Sytuacja ta może wpłynąć na dokładność klasyfikatora [406].  

Losowe zbiory k-etykiet (Random k-Label Sets (RAKEL)) to właściwie zespół wielu 

klasyfikatorów LP posiadających różne kombinacje wszystkich etykiet zwanych zbiorami 

etykiet. Te zbiory etykiet o rozmiarze k pomagają usunąć wadę nierównowagi klas w LP. Dla 

danych wieloznakowych z |𝐶| etykiet, tworzy się 𝑁 zbiorów etykiet, z których każdy ma 

rozmiar 𝑘. Są one tworzone losowo i projektowane są dla nich oddzielne modele klasyfikatorów 

LP. Średnia głosów uzyskanych z 𝑁 modeli dla każdej etykiety jest wykorzystywana do 

klasyfikacji niewidzianej instancji. Jeśli jest ona większa od progu, to predykcja tej etykiety 

wynosi 𝑃; w przeciwnym razie, to 𝐴 reprezentuje obecność lub brak tej etykiety. Dokładność 

klasyfikatora zależy jednak od zestawów etykiet, które są wybierane losowo.  

Wybór 𝑁 oraz 𝑘 może również wpłynąć na wydajność klasyfikatora [406]. 

Łańcuch klasyfikatorów (Classifier Chain (CC)) opiera się na metodzie BR i jest wydajna 

nawet przy dużej liczbie etykiet. Ponadto, uwzględnia zależności między etykietami eliminuje 

wadę BR polegającą na braku uwzględniania powiązań między etykietami [412], [413]. 

Podobnie jak w BR, CC przekształca problem wieloetykietowy na |𝐶| jednoetykietowe (Single-

label) problemy, a dla każdej etykiety 𝐶𝑗 projektowany jest osobny klasyfikator binarny 𝐵𝑗. 

Jednak wejście dla każdego klasyfikatora 𝐵𝑗 jest inne. Każdy klasyfikator 𝐵𝑗 przyjmuje jako 

wejście wszystkie wektory cech 𝑓1…𝐷 wszystkich instancji oraz przewidywania wszystkich 

wcześniejszych klasyfikatorów. Wyjście 𝑂𝑖𝑗 każdego klasyfikatora reprezentuje predykcję 

klasyfikatora 𝐵𝑖 dla 𝐾𝑙𝑎𝑠𝑦𝑖 dla instancji 𝑗. 𝑂𝑖𝑗 przyjmuje wartości albo 𝑃, albo 𝐴 dla klasy 𝐶𝑖 

instancji 𝑗. W ten sposób uzyskiwane są wyniki wszystkich klasyfikatorów. W ten sposób 

informacje o etykietach są przekazywane z klasyfikatora 𝐵𝑖 to 𝐵𝑗, i tak dalej. Taka organizacja 

uwzględnia powiązania między etykietami i tym samym eliminuje wcześniej opisaną słabość 

BR. Jednak istotnym problemem w CC jest to, że kolejność rozpatrywania etykiet może 

skutkować różnymi dokładnościami klasyfikatora [413], co ma duży wpływ na jego wydajność, 

a odgadnięcie najlepszego możliwego porządku jest trudne [406]. 

Hierarchia klasyfikatorów wieloetykietowych (Hierarchy of Multi-label Learners, 

Hierarchy of Multi-label Classifier (HOMER)) stosuje paradygmat podziału i podbijania  

w projektowaniu algorytmów. Główna idea polega na przekształceniu zadania klasyfikacji 

wieloetykietowej z dużym zbiorem etykiet 𝐿 na hierarchię w kształcie drzewa prostszych zadań 

klasyfikacji wieloetykietowej, z których każde zajmuje się małą liczbą 𝑘 << |𝐿| etykiet [406]. 

Każdy indywidualny klasyfikator pracuje na mniejszym rozmiarze odrębnego zbioru etykiet 
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w porównaniu z oryginalnym, gdzie każdy zbiór etykiet zawiera razem powiązane etykiety 

[406]. Hierarchiczny rozkład tych etykiet jest ważną cechą tego klasyfikatora [406]. 

HOMER stosuje paradygmat podziału i podbijania w projektowaniu algorytmów. Główna 

idea polega na przekształceniu zadania klasyfikacji wieloetykietowej z dużym zbiorem etykiet 

𝐿 na hierarchię w kształcie drzewa prostszych zadań klasyfikacji wieloetykietowej, z których 

każde zajmuje się małą liczbą 𝑘 << |𝐿| etykiet [406]. 

Każdy węzeł 𝑛-tego drzewa zawiera zbiór etykiet 𝐿𝑛 ⊆ 𝐿. Istnieje |𝐿| liści, z których każdy 

zawiera zbiór jednoelementowy (Singleton) {𝜆𝑗} z różnymi etykietami 𝜆𝑗 z 𝐿. Każdy węzeł 

wewnętrzny 𝑛 zawiera sumę zbiorów etykiet swoich dzieci (Children), 𝐿𝑛 = ⋃𝐿𝑐, 𝑐 ∈

𝑐ℎ𝑖𝑙𝑑𝑟𝑒𝑛 (𝑛). Korzeń zawiera wszystkie etykiety, 𝐿root = 𝐿. Termin „węzeł potomny” odnosi 

się do węzła znajdującego się na niższym poziomie hierarchii w stosunku do danego węzła.  

W kontekście transformacji HOMER, kiedy tworzone są poddrzewa, każdy węzeł potomny 

reprezentuje pewien podzbiór etykiet, który jest pochodną etykiet zawartych w rodzicielskim 

węźle. Dzieci węzła to po prostu węzły potomne, które bezpośrednio wynikają z danego węzła 

[414]. 

Pojęcie węzła definiowane jest jako 𝑛, 𝜇𝑛, jako alternatywa logiczna etykiet zawartych  

w tym węźle, 𝜇𝑛 ≡ ⋁𝜆𝑗 , 𝜆𝑗 ∈ 𝐿𝑛. Meta-etykiety mają następującą semantykę: przykład 

treningowy można uznać za oznaczony meta-etykietą 𝜇𝑛, jeśli jest oznaczony przynajmniej 

jedną z etykiet w 𝐿𝑛 [414]. 

Każdy węzeł wewnętrzny 𝑛 hierarchii zawiera również klasyfikator wieloetykietowy ℎ𝑛. 

Zadaniem ℎ𝑛 jest przewidywanie jednej lub więcej meta-etykiet swoich dzieci. Dlatego zbiór 

etykiet dla ℎ𝑛 jest 𝑀𝑛 = {𝜇𝑐 ∣ 𝑐 ∈ children (𝑛)} [414].  

Transformacja Hankela (Hankel Transformation (HT)) odnosi się do przekształcenia 

funkcji 𝑓(𝑟) na ważoną sumę funkcji Bessela pierwszego rodzaju 𝐽𝑣(𝑘𝑟). W matematyce HT 

wyraża daną funkcję 𝑓(𝑟) jako ważoną sumę nieskończonej liczby funkcji Bessela pierwszego 

rodzaju 𝐽𝑣(𝑘𝑟). Funkcje Bessela w tej sumie mają ten sam rząd 𝑣, ale różnią się czynnikiem 

skalującym 𝑘 wzdłuż osi 𝑟. Współczynnik 𝐹𝑣 każdej funkcji Bessela w sumie jako funkcja 

czynnika skalującego 𝑘 stanowi przekształconą funkcję. Przekształcenie Hankela jest 

przekształceniem całkowym [415].  

Przekształcenie Hankela rzędu 𝜈 funkcji 𝑓(𝑟) jest dane przez: 

 𝐹𝜈(𝑘) = ∫  
∞

0

𝑓(𝑟)𝐽𝜈(𝑘𝑟)𝑟 d𝑟 3.61 
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gdzie: 

 𝐽𝜈 − jest funkcją Bessela (Bessel function) pierwszego rodzaju rzędu 𝜈, gdzie 𝜈 ≥ −1/2.  

Odwrotne przekształcenie Hankela 𝐹𝜈(𝑘) jest definiowane jako [415]: 

 𝑓(𝑟) = ∫  
∞

0

𝐹𝜈(𝑘)𝐽𝜈(𝑘𝑟)𝑘 d𝑘 3.62 

 

Przekształcenie to pozwala analizować funkcję w dziedzinie falowej na podstawie 

informacji w dziedzinie przestrzennej. Dziedzina przestrzenna odnosi się do reprezentacji 

funkcji w przestrzeni fizycznej lub czasowej [415].  

Transformacja macierzowa Hankela (Hankel Matrix Transform (HMT)) z kolei odnosi 

się do przekształcenia sekwencji na sekwencję wyznaczników macierzy Hankla utworzonych 

na podstawie tej sekwencji [415]. 

Metody HT oraz HMT zostały opracowane przez Hermanna Hankela. Mają szerokie 

zastosowanie w dziedzinie analizy sygnałów, przetwarzania obrazów, teorii informacji i innych 

dziedzinach, które obejmują analizę danych sekwencyjnych [415], [416], [417]. 

Macierz Vandermonde'a (Vandermonde Matrix (VM)) to konkretna macierz, podczas 

gdy Vandermonde Transformation to ogólny termin odnoszący się do różnych metod, które 

wykorzystują VM w procesie przekształcania danych [418]. 

W algebrze liniowej macierz Vandermonde'a jest macierzą, w której elementy w każdym 

wierszu tworzą ciąg geometryczny: macierz o rozmiarze: (𝑚 + 1) × (𝑛 + 1)  

 𝑉 = 𝑉(𝑥0, 𝑥1, ⋯ , 𝑥𝑚) =

[
 
 
 
 
 
1 𝑥0 𝑥0

2 ⋯ 𝑥0
𝑛

1 𝑥1 𝑥1
2 ⋯ 𝑥1

𝑛

1 𝑥2 𝑥2
2 ⋯ 𝑥2

𝑛

⋮ ⋮ ⋮ ⋱ ⋮
1 𝑥𝑚 𝑥𝑚

2 ⋯ 𝑥𝑚
𝑛 ]
 
 
 
 
 

 3.63 

 

lub 𝑉𝑖,𝑗 = 𝑥𝑖
𝑗
 dla wszystkich indeksów 𝑖 oraz 𝑗, przy czym indeksy mają wartość zerową.  

Większość autorów definiuje macierz Vandermonde'a jako transpozycję powyższej macierzy 

[418]. 

Macierz Vandermonde'a 𝑉 ocenia wielomian 𝑝(𝑥) = 𝑎0 + 𝑎1𝑥 + 𝑎2𝑥
2 +⋯+ 𝑎𝑛𝑥

𝑛   

w zestawie punktów (tj. 𝑥0, 𝑥1, … , 𝑥𝑚) w układzie Vandermonde'a 𝑉𝑎 = 𝑓. 𝑉 jest macierzą 

przekształcenia liniowego, które mapuje wektor współczynników wielomianu 𝑎 = [

𝑎0
𝑎1
⋮
𝑎𝑛

] na 

wektor wartości wielomianu w punktach występujących w macierzy Vandermonde'a 𝑓 =
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[

𝑝(𝑥0)

𝑝(𝑥1)
⋮

𝑝(𝑥𝑚)

] [418]. 

To może być przydatne w interpolacji wielomianowej, ponieważ odwrócenie macierzy 

Vandermonde'a (przy założeniu 𝑛 = 𝑚 ) pozwala wyrazić współczynniki wielomianu w 

zależności od 𝑥𝑖 oraz wartości 𝑝(𝑥𝑖) wielomianu w tych punktach. Innymi słowy, dla 𝑛 + 1 

różnych węzłów o współrzędnych (𝑥𝑖 , 𝑝(𝑥𝑖)), istnieje jedyny wielomian 𝑝(𝑥) = 𝑎0 + 𝑎1𝑥 +

𝑎2𝑥
2 +⋯+ 𝑎𝑛𝑥

𝑛 stopnia 𝑛, który je interpoluje, a jego współczynniki mogą być obliczone 

przez rozwiązanie równania 𝑎 = 𝑉−1𝑓. Dyskretna transformata Fouriera (DFT) jest bardzo 

szczególnym przykładem macierzy Vandermonde'a [418]. 

Transformacja Vandermonde'a (Vandermonde Transformation) to metoda, która 

polega na generowaniu macierzy Vandermonde'a na podstawie danego wektora bazowego. 

Macierz Vandermonde'a oraz transformacja Vandermonde'a znajdują zastosowanie  

w kontekście analizy matematycznej, szczególnie w dziedzinie interpolacji wielomianowej 

[418]. 

Transformacja wagi dowodu (Weight of Evidence (WoE)) jest metodą, którą można 

wykorzystać do przekształcenia cech nominalnych na liczbowe [419]. Waga dowodów (WoE) 

𝑖-tej wartości cechy 𝐴 określa się za pomocą równania:  

 

 𝑊𝑜𝐸𝑖
𝐴 = ln(

𝑁𝑖
𝐴

𝑆𝑁
𝑃𝑖
𝐴

𝑆𝑃

) = ln(
𝑁𝑖
𝐴

𝑃𝑖
𝐴) − ln (

𝑆𝑁

𝑆𝑃
) 3.64 

 

gdzie: 

𝑁𝑖
𝐴 − jest liczbą punktów danych (tj. instancji), które zostały oznaczone jako negatywne, 

𝑃𝑖
𝐴 − jest liczbą punktów danych, które zostały oznaczone jako pozytywne dla 𝑖-tej wartości 

cechy 𝐴, 

𝑆𝑁 − jest całkowitą liczbą negatywnie oznakowanych punktów danych,  

𝑃𝑁 − jest całkowitą liczbą pozytywnie oznakowanych punktów danych w zbiorze 

treningowym,  

𝑛𝐴 − jest liczbą różnych wartości cechy 𝐴 [419], [420]. 

Wartości SN i SP można obliczyć odpowiednio:  
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 𝑆𝑁 =∑𝑁𝑖
𝐴

𝑛𝐴

𝑖=1

 3.65 

 

 

 𝑆𝑃 =∑𝑃𝑖
𝐴

𝑛𝐴

𝑖=1

 3.66 

 

WoE ma dwa składniki: składnik zmienny: ln (
𝑁𝑖
𝐴

𝑃𝑖
𝐴) i składnik stały: ln (

𝑆𝑁

𝑆𝑃
). Liczby te są 

niezależne od algorytmu maszynowego uczenia, który stosowany jest w procesie eksploracji 

danych. Są one obliczane na etapie przygotowania danych. Składnik zmienny obliczany jest na 

podstawie punktów danych, które mają określoną wartość cechy 𝐴, a składnik stały na 

podstawie całej próbki (zbioru danych uczących). W systemach czasu rzeczywistego wartości 

te powinny być obliczane w regularnych odstępach czasu w oparciu o dynamikę wprowadzania 

nowych danych [419]. 

WoE znajduje zastosowanie w obszarach podejmowania decyzji. 

1. Ocena kredytowa: ta transformacja pozwala na przekształcenie różnych zmiennych 

kategoryzujących, takich jak historia kredytowa, typ zatrudnienia czy status 

mieszkaniowy, w ciągłe zmienne, które są bardziej odpowiednie do wykorzystania przez 

modele oceny ryzyka kredytowego. Transformacja WoE umożliwia również ocenę 

wpływu poszczególnych zmiennych na ryzyko niewypłacalności [421]. 

2. Modelowanie ryzyka: transformacja może być stosowana do przekształcania zmiennych 

kategoryzujących związanych z ryzykiem, takich jak poziom zadłużenia, stabilność 

sektora czy charakterystyka instrumentów finansowych, na zmienne ciągłe. To pozwala 

na ocenę wpływu tych zmiennych na ryzyko inwestycyjne i podejmowanie decyzji 

związanych z alokacją kapitału.  [421]. WoE ma szerokie zastosowanie w różnych 

obszarach podejmowania decyzji, szczególnie tam, gdzie występują zmienne 

kategoryzujące lub dyskretne, a relacja między tymi zmiennymi a zmienną docelową jest 

istotna dla podejmowania właściwych decyzji [422]. 

Transformacja Fouriera (Fourier Transform (FT)) przekształca funkcję ciągłą  

z dziedziny czasu w inną funkcję ciągłą dziedziny częstotliwości. Wynikiem transformacji 

Fouriera jest transformata Fouriera.  

Dla funkcji 𝑓(𝑥) transformację Fouriera definiuje się następująco: 
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 𝐹(𝑠) = ∫  
+∞

−∞

𝑓(𝑥) ⋅ 𝑒−2𝜋𝑖𝑥𝑠𝑑𝑥 3.67 
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gdzie:

𝑓(𝑥)  −  funkcja  𝑓  reprezentująca sygnał w dziedzinie czasu lub przestrzeni,

𝐹(𝑠)  −  transformacja  Fouriera  funkcji  𝑓(𝑥),  gdzie  𝑠  jest  zmienną  częstości  (lub  przestrzeni

częstościowej).  Jest  to  wynikowa  funkcja  w  dziedzinie  częstości,  która  reprezentuje  rozkład

amplitudowy i fazowy składowych częstościowych sygnału,

𝑒−2𝜋𝑖𝑥𝑠  −  czynnik eksponencjalny, znany jako czynnik skręcenia (Twist factor). Jest to część

transformacji  Fouriera,  która  reprezentuje  wpływ  częstości  𝑠  i  zmiennej  czasowej  𝑥  na

wynikową  wartość  transformacji.  𝑒  oznacza  podstawę  logarytmu  naturalnego,  i  to  jednostka

urojona,

𝑑𝑥  −  diferencjalna długość elementu  𝑥, oznaczająca nieskończenie małą zmianę zmiennej  𝑥  w

całkowaniu.

  Dyskretna  transformacja  Fouriera  (Discrete  Fourier  Transform  (DFT))  jest

transformacją  Fouriera  wyznaczoną  dla  sygnału  próbkowanego,  a  więc  dyskretnego  [423],

[424],  [425].

  Odwrócona  dyskretna  transformacja  Fouriera  (Inverse  Discrete  Fourier  Transform

(IDFT))  to   proces   odwrotny   do   DFT.  Celem   IDFT   jest   zatem  przekształcenie

sygnału z dziedziny częstotliwości z powrotem do dziedziny czasu  [426].

Szybka transformacja Fouriera (Fast Fourier Transform (FFT))  jest algorytmem służącym

do obliczania  DFT sekwencji lub  IDFT. Analiza Fouriera umożliwia przekształcenie sygnału

z  pierwotnej  dziedziny  (najczęściej  czasu  lub  przestrzeni)  na  reprezentację  w  dziedzinie

częstotliwości i odwrotnie  [427],  [423].

  Krótkookresowa (okienkowa) transformacja Fouriera  (Windowed Fourier Transform

(WFT))  zakłada użycie transformacji Fouriera do małych sekcji danych. Ta metoda pozwala

na poprawę  własności transformacji  Fouriera w  przypadku procesów, które wykazują  trendy

lub  charakterystyki  przejściowe.  Rozważając  transformację  Fouriera  procesu,  nie  da  się

określić, kiedy określone zdarzenie miało miejsce. Jeśli charakterystyki sygnału nie zmieniają

się w czasie, czyli  jeśli proces jest stacjonarny-  ta własność transformacji Fouriera nie  jest  żadną

przeszkodą  dla  dokładnej  analizy  procesu.  Jeśli  proces  wykazuje  trend  czy  pewne

charakterystyki  przejściowe,  sytuacja  zmienia  się  jednak  radykalnie.  Takie  przekształcenie

obrazuje proces jako funkcję jednocześnie czasu i częstotliwości,  będąc  rodzajem  kompromisu

pomiędzy badaniami w obu dziedzinach.  Takie podejście ma jednak pewną wadę,  dotyczącą

stałej  wielkości  okna  czasowego  dla  wszystkich  częstotliwości.  Tymczasem  procesy  (w  tym
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procesy ekonomiczne) mogą wymagać elastyczniejszego podejścia, w którym rozmiar okna 

ulega zwiększeniu lub zmniejszeniu w zależności od tego, czy analizie poddane są wahania 

długo, czy też krótkookresowe [428]. 

Transformacja falkowa (Wavelet transform (WT)) tworzy reprezentację sygnału 

zarówno w dziedzinie czasu, jak i częstotliwości, umożliwiając w ten sposób skuteczny dostęp 

do zlokalizowanych informacji o sygnale [424]. Jest metodą, która rozkłada proces na 

ortogonalne składowe, będące przesuniętymi i przeskalowanymi wersjami tzw. falki 

podstawowej (Mother wavelet). Główną zaletą tego rodzaju analizy częstotliwościowej jest 

precyzyjne wykrywanie lokalnych charakterystyk sygnałów. W odróżnieniu od innych metod, 

jak na przykład analiza czasowo-częstotliwościowa, transformacja falkowa pozwala badać 

niestacjonarne procesy oraz procesy o dynamicznie zmieniających się cechach, które wynikają 

z nieliniowości czy zmiennych w czasie parametrów badanych zjawisk. Zastosowania tej 

analizy znajdują się w wielu dziedzinach, takich jak komunikacja, geofizyka, medycyna, a także 

w ekonomii i finansach. W niektórych przypadkach transformacja falkowa uzupełnia istniejące 

metody, takie jak analiza korelacyjna czy analiza spektralna, podczas gdy w innych 

przypadkach pozwala rozwiązywać problemy, które wcześniej były trudne do zbadania lub 

dawały niekompletne wyniki [429]. 

W zarządzaniu, ekonomii i finansach transformacja falkowa może znaleźć zastosowanie w: 

• badaniu charakterystyk procesów biznesowych oraz zależności między nimi w różnych 

skalach czasowych, zarówno w długim, jak i krótkim okresie, 

• analizie lokalnych i globalnych właściwości procesów o różnych rozdzielczościach, 

umożliwiającej obserwację z większą lub mniejszą dokładnością, 

• wykrywaniu załamań strukturalnych, nietypowych obserwacji, punktów zwrotnych, 

nieciągłości czy skupienia wariancji, 

• badaniu sezonowości i dostosowywaniu sezonowych szeregów danych, 

• wygładzaniu szeregów czasowych i wyznaczaniu trendów, 

• usuwaniu zakłóceń w danych, 

• modelowaniu dynamiki procesów ekonomicznych o nieliniowej naturze za pomocą sieci 

falkowych, 

• badaniu procesów o długiej pamięci, 

• odkrywaniu fraktalnej natury procesów ekonomicznych [429]. 

Istnieją dwa rodzaje Transformacji falkowej- ciągła i dyskretna.  

Ciągła transformacja falkowa (Continous Wavelet Transform (CWT)) używa każdej 
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możliwej falki w zakresie skali i lokalizacji, czyli nieskończonej liczby skal i lokalizacji. 

Dyskretna Transformacja Falkowa (DWT) używa skończonego zestawu fal, czyli 

zdefiniowanych w określonym zestawie skal i lokalizacji [430], [431]. 

Maksymalne nakładanie dyskretnej transformacji falkowej (Maximal Overlap 

Discrete Wavelet Transform (MODWT)) to metoda opracowana jako modyfikacja DWT.  

Jednym z ograniczeń DWT jest konieczność, aby długość zbioru danych była dwójkowa (czyli 

była potęgą liczby 2). Po drugie, wynik generowany przez DWT jest silnie zależny od położenia 

początkowego analizowanego sygnału. Mała zmiana położenia początkowego wpływa na 

generowane wyniki i problem ten nazywany jest cyklicznym przesunięciem (Circular shift). Ze 

względu na cykliczne przesunięcie trudno jest zsynchronizować przetransformowane sygnały 

z czasem. Aby pokonać te ograniczenia, stosuje się metodę MODWT. MODWT jest 

niezmiennicza względem cyklicznego przesunięcia i nie jest ograniczona przez warunek 

dwójkowej długości, dlatego sygnały są łatwiejsze do interpretacji w analizie szeregów 

czasowych [432].  

Przybliżenie skupione na odcinkach (Piecewise Aggregate Approximation (PAA)) jest 

metodą stosowaną do uproszczenia inaczej złożonego sygnału używanego w eksploracji danych 

szeregów czasowych. Algorytm redukuje wymiarowość danych, biorąc średnie wartości ramek 

o równych rozmiarach [274], [433]. Przybliża szereg czasowy 𝑋 o długości 𝑛 do wektora 𝑋‾ =

(𝑥‾1, … , 𝑥‾𝑀) o dowolnej długości 𝑀 ≤ 𝑛, gdzie każde 𝑥‾𝑖 jest obliczane zgodnie ze wzorem 

[274]: 

 𝑥‾𝑖 =
𝑀

𝑛
∑  

(𝑛/𝑀)𝑖

𝑗=𝑛/𝑀(𝑖−1)+1

𝑥𝑗  3.68 

 

W celu zmniejszenia wymiarowości z 𝑛 do 𝑀 oryginalny szereg czasowy dzielony jest na 

𝑀 równych ramek, a następnie obliczane są średnie wartości dla każdej ramki. Sekwencja 

złożona z wartości średnich to przybliżenie PAA (czyli transformacja) oryginalnego szeregu 

czasowego. Złożoność transformacji PAA może być zredukowana z 𝑂(𝑁𝑀) do 𝑂(𝑀𝑚), gdzie 

𝑚 to liczba ramek. Korzystając z następującej miary odległości [434]: 

 𝐷𝑃𝐴𝐴(𝑋‾, 𝑌‾) ≡ √
𝑛

𝑀
√∑ 

𝑀

𝑖=1

  (𝑥‾𝑖 − 𝑦‾𝑖) 3.69 

PAA spełnia warunek dolnego ograniczenia i gwarantuje brak fałszywych odrzuceń, tj. 

[434]: 
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 𝐷𝑃𝐴𝐴(𝑋‾, 𝑌‾) ≤ 𝐷(𝑋, 𝑌) 3.70 

 

Metoda odwróconej transformacji (Inverse Transform) jest metodą stosowaną w 

maszynowym uczeniu do odzyskiwania danych oryginalnych po zastosowaniu transformacji na 

danych wejściowych [435], [436]. 

Niech 𝐹(𝑥), 𝑥 ∈ ℝ oznacza dowolną funkcję dystrybuanty (Cumulative distribution function 

(CDF)) (ciągłą lub nieciągłą). Funkcją nieujemną i niemalejącą (monotoniczną) jest 𝐹:ℝ ⟶

[0,1], która jest ciągła z prawej strony i ma granice lewostronne, które przyjmują wartości  

z przedziału [0,1]; ponadto 𝐹(∞) = 1 oraz 𝐹(−∞) = 0. Celem jest wygenerowanie 

(symulacja) zmiennych losowych 𝑋 o rozkładzie 𝐹; czyli symulacja zmiennych losowych 𝑋 

tak, że 𝑃(𝑋 ≤ 𝑥) = 𝐹(𝑥), 𝑥 ∈ ℝ [435].  

Uogólniona odwrotność definiowana jest następująco: 𝐹, 𝐹−1: [0,1] ⟶ ℝ, poprzez: 

 𝐹−1(𝑦) = m  {𝑥: 𝐹(𝑥) ≥ 𝑦}, 𝑦 ∈ [0,1] 3.71 

 

3.6. Inne metody 

Poza wymienionymi transformacjami przeanalizowanymi w podrozdziałach 3.4 oraz 3.5 

skupiającymi się na selekcji i ekstrakcji cech istnieją także inne metody. Znajdują się wśród 

nich [180]:  

• Generatywna sieć współzawodnicząca (Generative Adversarial Network (GAN)),  

• Generatywna sieć współzawodnicząca z cyklem (Cycle Generative Adversarial Network 

(CycleGAN)), 

• Warunkowa generatywna sieć współzawodnicząca (Conditional Generative Adversarial 

Network (cGAN)), 

• Głęboka konwolucyjna generatywna sieć współzawodniczącą (Deep Convolutional 

Generative Adversarial Networks (DCGAN)), 

• Liniowy algorytm maszyny wektorów wspierających (Linear Support Vector Machine 

(LSVM)), 

• Nieliniowy algorytm maszyny wektorów wspierających (Non-Linear Support Vector 

Machine (Non-Linear SVM)),  

• Metoda kernelowa (Kernel Method), 

• Lokalne osadzanie liniowe (Locally Linear Embedding (LLE)), 

• Neuronowa sieć transformacji (Neuron Transformation Network (NTNet)), 
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• Nowatorska sieć neuronowa (Novel Neural Network (NeuralTran)), 

• Międzybranżowy standardowy proces eksploracji danych (Cross Industry Standard 

Process for Data Mining (CRISP-DM)), 

• Wyodrębnij, przekształć, załaduj (Extract, Transform, and Load (ETL)), 

• Model mieszaniny rozkładów Gaussa (Gaussian Mixtures Models (GMM)), 

• Klastrowanie spektralne (Spectral Clustering), 

• Maksymalne podobieństwo (Maximum Similarity), 

• Minimalne cięcie (Minimum Cut), 

• K-średnich (K-means), 

• Algorytmy grupowania (Clustering Algorithms), 

• Zrównoważone K-średnich/Zrównoważone grupowanie (Balanced K-means/Balanced 

Clustering), 

• Regresja grzbietowa (Ridge Regression), 

• Regresja lasso (Lasso Regression). 

W opracowywaniu pracy doktorskiej kluczowe jest odpowiednie sklasyfikowanie i 

przedstawienie metod w kontekście ich zastosowania i celów, które realizują. Metody 

wymienione w tym podrozdziale są zdecydowanie bardziej zróżnicowane pod względem swojej 

funkcjonalności niż te wyłącznie służące do selekcji lub ekstrakcji cech. Właśnie z tego 

względu ich wyodrębnienie w pracy jest uzasadnione. 

Selekcja cech to proces wyboru najbardziej istotnych cech z zestawu danych, które 

przyczyniają się do wydajności modelu predykcyjnego. Ekstrakcja cech z kolei polega na 

transformacji oryginalnego zestawu danych w nowy zestaw cech, który może ujawnić ukryte 

wzorce i zależności, które nie są widoczne w surowych danych. 

Metody wymienione jako inne często realizują szerszy zakres zadań. Na przykład sieci GAN 

i ich odmiany są wykorzystywane do generowania nowych danych, które mogą imitować 

rzeczywiste rozkłady danych. LSVM i Non-Linear SVM to metody klasyfikacji, które mogą 

również służyć do redukcji wymiarowości, jednak ich głównym celem jest znalezienie granicy 

decyzyjnej pomiędzy klasami. Metoda kernelowa może być używana w różnych kontekstach, 

w tym do transformacji przestrzeni cech, ale nie jest to jej jedyny cel. Podobnie, CRISP-DM to 

metodologia procesu eksploracji danych, która obejmuje wiele etapów, od zrozumienia biznesu 

po wdrożenie modeli. 

Wyodrębnienie tych metod w odrębny podrozdział pozwala na dokładniejsze omówienie ich 

specyficznych właściwości i zastosowań, które wykraczają poza tradycyjne ramy selekcji i 
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ekstrakcji cech. Dzięki temu ułatwia to czytelnikowi zrozumienie, że choć niektóre z tych 

metod mogą mieć zastosowanie w kontekście selekcji lub ekstrakcji cech, ich główna 

funkcjonalność jest szersza i nie ogranicza się do tych dwóch kategorii. 

Podział na selekcję, ekstrakcję i inne metody pozwala na bardziej systematyczne 

przedstawienie i analizę różnorodnych technik stosowanych w analizie danych. Jest to zgodne 

z dobrymi praktykami tworzenia prac naukowych, gdzie jasność i precyzja klasyfikacji są 

niezbędne dla zrozumienia złożoności i wieloaspektowości stosowanych metodologii. 

Ostatecznie, choć niektóre z tych metod mogą uwzględniać selekcję lub ekstrakcję cech w 

określonych kontekstach, ich główne cele skupiają się na innych aspektach analizy danych, co 

wpływa na ich różnorodność i wszechstronność w różnych dziedzinach. 

Generatywna sieć współzawodnicząca (Generative Adversarial Network (GAN)) to 

modele generatywne (omówione w podrozdziale 2.2). Są wykorzystywane m.in. w 

przekształcaniu od szumu do konkretnych rozkładów danych, lub ogólniej, z jednego rozkładu 

danych w inny, to jednak nie są w stanie wyodrębnić samej transformacji zachodzącej w danych 

i zastosować jej do nowego rozkładu, który nie był obecny podczas treningu. W rezultacie takie 

modele zapamiętują jedynie dziedzinę, w której występuje transformacja, i nie potrafią jej 

uogólnić na dane spoza próbki treningowej [437]. 

Support Vector Machine (SVM) jest algorytmem klasyfikacji. Liniowy algorytm maszyny 

wektorów wspierających (Linear Support Vector Machine (LSVM)) oraz Nieliniowy algorytm 

maszyny wektorów wspierających (Non-Linear Support Vector Machine (Non-Linear SVM)) 

to dwie różne odmiany algorytmu Support Vector Machine (SVM). 

Liniowy algorytm maszyny wektorów wspierających (Linear Support Vector Machine 

(LSVM)) poszukuje hiperpłaszczyzny zapewniającej duży margines klasyfikacji, 

wykorzystując termin regularyzacji i programowanie kwadratowe. Liniowy SVM odnosi się do 

przypadku, gdy stosowane jest liniowe jądro (np. jądro liniowe). W takim przypadku SVM 

tworzy liniową granicę decyzyjną w przestrzeni cech. W kontekście LSVM programowanie 

kwadratowe służy do zminimalizowania funkcji kosztu, która uwzględnia zarówno 

minimalizację błędów klasyfikacji, jak i maksymalizację marginesu pomiędzy klasami. Jest to 

rozwiązane jako zadanie optymalizacji, które można sformułować jako problem 

programowania kwadratowego. Wersje nieliniowe opierają się na sztuczce jądra [21], która 

odwzorowuje wektory danych na wysokowymiarową przestrzeń cech, gdzie konstruowana jest 

najlepsza hiperpłaszczyzna separująca (hiperpłaszczyzna maksymalnego marginesu) [310]. 

Liniowa funkcja dyskryminacyjna jest zdefiniowana przez: 

176:7597423081



177 
 

 𝑔W(X) = W𝑇 ⋅ X + 𝑤0 3.72 

 

Najlepsza hiperpłaszczyzna dyskryminacyjna powinna maksymalizować odległość 

pomiędzy hiperpłaszczyzną decyzyjną zdefiniowaną przez 𝑔W(X) = 0 i wektorami, które są 

najbliżej niej- maxW  𝐷(W, X
(𝑖)). Największy margines klasyfikacyjny uzyskuje się  

z minimalizacji normy ∥ W ∥2 z ograniczeniami: 

 𝑌(𝑖)𝑔W(X
(𝑖)) ≥ 1 3.73 

 

dla wszystkich wektorów szkoleniowych X(𝑖), które należą do klasy 𝑌(𝑖). Wektor W, 

ortogonalny do hiperpłaszczyzny dyskryminacyjnej, określa kierunek, na który rzutowane są 

wektory danych, a więc może być użyty do projekcji jednowymiarowych. To samo można 

zrobić przy użyciu nieliniowej SVM opartej na kernelu dyskryminacyjnym: 

 𝑔W(X) =∑  

𝑁𝑠𝑣

𝑖=1

𝛼𝑖𝐾(X
(𝑖), X) + 𝑤0 3.74 

 

gdzie sumowanie dotyczy wektorów wsparcia X(𝑖), które zostały wybrane z zestawu 

treningowego. Wartości 𝑥 = 𝑔W(X) dla różnych klas mogą być wygładzone i wyświetlone jako 

histogram, szacując 𝑝(𝑥 ∣ 𝐶) warunku klasy lub prawdopodobieństwa potomnego 𝑝(𝐶 ∣ 𝑥) =

𝑝(𝑥 ∣ 𝐶)𝑝(𝐶)/𝑝(𝑥) [119], [304]. 

Wizualizacja SVM w więcej niż jednym wymiarze wymaga wygenerowania dodatkowych 

kierunków dyskryminacyjnych. Pierwsza projekcja powinna dawać 𝑔W1
(X) < 0 dla wektorów 

z pierwszej klasy, a > 0 dla drugiej klasy. Jest to oczywiście możliwe tylko dla danych liniowo 

separowalnych. Jeśli tak nie jest, należy wybrać podzbiór 𝒟(W1) wszystkich wektorów, które 

mają projekcje w przedziale zawierającym punkt zerowy [𝑎(W1), 𝑏(W1)]. Przedział ten 

powinien zawierać wszystkie wektory, dla których 𝑝(𝑥 ∣ 𝐶𝑖) warunki klasowe pokrywają się. 

Drugi najlepszy kierunek można uzyskać powtarzając obliczenia SVM w przestrzeni 

ortogonalnej do już uzyskanego W1, wykorzystując jedynie podzbiór wektorów 𝒟(W1), gdyż 

pozostałe wektory są już dobrze odseparowane w pierwszym wymiarze. Trening SVM w swojej 

końcowej fazie wykorzystuje i tak głównie wektory wsparcia należące do tego podzbioru. 

Jednak wektory w przedziale [𝑎(W1), 𝑏(W1)] nie powinny zawierać wartości odstających, 

które znajdują się daleko od granicy decyzji, a więc powinny generować znacząco inny 
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kierunek.  Proces  ten  można  powtarzać  w  celu  uzyskania  kolejnych  wymiarów.  Każdy

dodatkowy  wymiar  powinien  przyczyniać  się  do  zmniejszenia  błędów,  a  optymalną

wymiarowość uzyskuje się, gdy nowe wymiary przestają zmniejszać liczbę błędów w testach

walidacji  krzyżowej  [267],  [310],  [359].

  W  przypadku  nieliniowego  jądra  𝑔W(X)  zapewnia  pierwszy  kierunek,  natomiast  drugi

kierunek może być generowany na kilka sposobów. Najprostszym podejściem jest powtórzenie

treningu  na  podzbiorze  wektorów  𝒟(W),  które  są  bliskie  hiperpłaszczyzny  w  rozszerzonej

przestrzeni przy użyciu innego jądra  [438].

  Metoda  LSVM  może  być  stosowana  w  transformacji  danych  w  obszarze  zarządzania

i  finansów  [439].

  Nieliniowy  algorytm  maszyny  wektorów  wspierających  (Non-Linear  Support  Vector

Machine  (Non-Linear  SVM))  to metoda, w której  stosowane są nieliniowe jądra (np. jądro

wielomianowe, jądro RBF). Dzięki temu nieliniowy SVM jest w stanie modelować nieliniowe

zależności  między  danymi,  umożliwiając  bardziej  skomplikowane  granice  decyzyjne

w przestrzeni cech  [440].

  Metoda  kernelowa  (Kernel  Method)  w  dziedzinie  maszynowego  uczenia  jest  używana

głównie w algorytmach klasyfikacji, takich jak  SVM (Support Vector Machine).  Opiera się na

transformacji danych wejściowych do przestrzeni o wyższej wymiarowości za pomocą funkcji

jądra  [441].

  Algorytmy SVM wykorzystują zbiór funkcji matematycznych, które są zdefiniowane jako

jądro  (Kernel).  Funkcja  jądra  ma  za  zadanie  przyjąć  dane  wejściowe  i  przekształcić  je

w  wymaganą  formę.  Różne  algorytmy  SVM  korzystają  z  różnych  typów  funkcji  jądra.  Te

funkcje  mogą  mieć  różne  rodzaje,  na  przykład  liniowy,  nieliniowy,  wielomianowy,  funkcja

bazowa radialna (RBF)  (np. funkcja Gaussa)  i sigmoidalna  [441].

  Najczęściej stosowanym rodzajem funkcji jądra jest RBF. Ponieważ ma ona zlokalizowaną

i skończoną odpowiedź wzdłuż całej osi  𝑥  [411].

  Funkcje  jądra  zwracają  iloczyn  skalarny  między  dwoma  punktami  w  odpowiedniej

przestrzeni cech. Dzięki temu, poprzez zdefiniowanie pojęcia podobieństwa, można to  osiągnąć

z  niewielkim  kosztem  obliczeniowym  nawet  w  bardzo  wysokowymiarowych  przestrzeniach.

Funkcja jądra to matematyczna funkcja, która mierzy podobieństwo między dwoma wektorami

danych w oryginalnej przestrzeni. Idea polega na tym, że dane, które nie są liniowo separowalne

w  oryginalnej  przestrzeni,  mogą  stać  się  liniowo  separowalne  w  przestrzeni  o  wyższej

wymiarowości. Wykorzystując funkcję jądra,  unikana jest faktyczna transformacja danych do

tej  przestrzeni  o  wyższej  wymiarowości,  co  byłoby  kosztowne  obliczeniowo.  Zamiast  tego,
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obliczenia są wykonywane w oryginalnej przestrzeni, ale z wykorzystaniem właściwości 

funkcji jądra, które pozwalają osiągnąć podobne efekty [441]. 

W przypadku algorytmu SVM funkcja jądra jest używana do obliczenia podobieństwa 

między dwoma wektorami danych, które są następnie wykorzystywane do wyznaczenia granicy 

decyzyjnej między klasami. Dzięki funkcjom jądra SVM może efektywnie modelować złożone 

zależności między danymi, nawet jeśli są one nieliniowe [441]. 

Funkcja jądra jest definiowana w następujący sposób: 

 𝐾(𝑥‾) =
1  jeżeli ∥ 𝑥‾ ∥≤ 1
0  w przeciwnym razie 

 3.75 

 

gdzie: 

𝐾− oznacza funkcję jądra, 

𝑥‾ − oznacza wektor lub punkt w przestrzeni, 

∥ 𝑥‾ ∥ − oznacza normę lub długość wektora 𝑥‾, 

jeżeli − jest symbolem „warunkowego operatora”, który oznacza, że wartość funkcji wynosi 1, 

jeśli spełniony jest warunek umieszczony po nim, a w przeciwnym razie wynosi 0. 

Wartość tej funkcji wynosi 1 wewnątrz zamkniętej kuli o promieniu 1 i środku w początku 

układu współrzędnych, a 0 w przeciwnym przypadku. Dla ustalonego x𝑖, funkcja 𝐾(𝑧 − x𝑖)/ℎ 

wynosi 1 wewnątrz zamkniętej kuli o promieniu ℎ i środku w x𝑖, a 0 w przeciwnym przypadku 

[441]. 

W ten sposób, wybierając argument funkcji 𝐾(·), przemieszcza się okno tak, aby było ono 

skoncentrowane w punkcie x𝑖 i miało promień ℎ [441]. 

W przypadku funkcji 𝐾(𝑧 − x𝑖)/ℎ), wartość funkcji wynosi 1, jeśli norma różnicy (𝑧 − x𝑖) 

jest mniejsza lub równa ℎ, co oznacza, że punkt z znajduje się wewnątrz zamkniętej kuli  

o promieniu ℎ i środku w punkcie x𝑖. W przeciwnym przypadku, gdy norma różnicy (𝑧 − x𝑖) 

jest większa niż ℎ, wartość funkcji wynosi 0, co oznacza, że punkt z znajduje się poza tą kulą 

[441]. 

Wybór odpowiedniej funkcji jądra zależy od charakterystyki danych i rodzaju problemu 

klasyfikacji/regresji. Różne funkcje jądra mają różne własności i mogą lepiej pasować do 

różnych typów danych. Poprawny wybór funkcji jądra może znacznie poprawić skuteczność 

modelu SVM i zdolność do generalizacji [441].  

Lokalne Osadzanie Liniowe (Locally Linear Embedding (LLE)) polega na wyznaczeniu 

lokalnych zależności liniowych między punktami danych w celu odwzorowania danych na 

przestrzeń o niższym wymiarze [266], [358].  
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Algorytm LLE jest nienadzorowaną metodą redukcji wymiarowości. Stara się zmniejszyć tę 

𝑛-wymiarową przestrzeń, jednocześnie zachowując geometryczne cechy oryginalnej 

nieliniowej struktury cech. Zestawy danych mogą być często reprezentowane w 𝑛-wymiarowej 

przestrzeni cech, z każdym wymiarem używanym dla określonej cechy [266]. 

Jeśli jest 𝐷 wymiarów dla danych 𝑋1, należy próbować zredukować 𝑋1 do 𝑋2 w przestrzeni 

cech o 𝑑-wymiarach: 

 𝑋1𝜖𝐷 → 𝑋2𝜖𝑑 3.76 

 

1. Algorytm LLE najpierw znajduje 𝑘-najbliższych sąsiadów dla punktów. Następnie 

przybliża każdy wektor danych jako ważoną liniową kombinację 𝑘-najbliższych 

sąsiadów. Na koniec oblicza wagi, które najlepiej odtwarzają wektory na podstawie 

sąsiadów i generuje nisko-wymiarowe wektory, które są najlepiej odtworzone za pomocą 

tych wag [394]. Jedną zaletą algorytmu LLE jest to, że istnieje tylko jeden parametr do 

dostrojenia, którym jest wartość 𝐾, czyli liczba najbliższych sąsiadów branych pod 

uwagę jako część klastra. Jeśli wybrane 𝐾 jest zbyt małe lub zbyt duże, nie będzie  

w stanie dostosować się do geometrii oryginalnych danych [394]. 

2. Wykonywane są ważone agregowanie sąsiadów każdego punktu, aby skonstruować nowy 

punkt. Celem jest dążenie do zminimalizowania funkcji kosztu, gdzie 𝑗-te jest 

najbliższym sąsiadem dla punktu  𝑋𝑖, a 𝑊𝑖𝑗 to waga dla 𝑗-tego sąsiada punktu 𝑋𝑖  [394]: 

 𝐸(𝑊) =∑  

𝑖

|𝑋𝑖 −∑  

𝑗

 𝑊𝑖𝑗𝑋𝑗|

2

 taki, że ∑ 

𝑗

𝑊𝑖𝑗 = 1𝑋1𝜖𝐷 → 𝑋2𝜖𝑑 3.77 

 

3. Należy zdefiniować nową przestrzeń wektorową 𝑌 tak, aby zminimalizować koszt dla Y 

jako nowych punktów. Funkcja kosztu dla nowej przestrzeni wektorowej 𝑌 w kontekście 

algorytmu LLE wyglądać będzie następująco [394]: 

 𝐶(𝑌) =∑  

𝑖

|𝑌𝑖 −∑  

𝑗

 𝑊𝑖𝑗𝑌𝑗|

2

 3.78 

LLE może być rozumiane zarówno jako metoda selekcji cech, jak i ekstrakcji cech,  

w zależności od kontekstu i sposobu jej stosowania [394]: 

1. Selekcja cech: gdy metoda jest użyta w celu wyboru określonych cech z oryginalnego 

zbioru danych, które są najbardziej istotne lub reprezentatywne dla przestrzeni o niższym 

wymiarze [442]. 
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2. Ekstrakcja cech: LLE może być postrzegane jako narzędzie do transformacji danych 

poprzez ekstrakcję nowej reprezentacji. Ta nowa reprezentacja jest kombinacją liniową 

oryginalnych punktów danych i jest tworzona tak, aby zachować lokalne relacje między 

punktami. W rezultacie uzyskuje się bardziej zwięzłą i reprezentatywną reprezentację 

danych [442]. 

Neuronowa sieć transformacji (Neuron Transformation Network (NTNet)) rozwiązuje 

problem sieci GAN. Izoluje sygnał reprezentujący samą transformację od innych sygnałów 

reprezentujących wewnętrzną zmienność rozkładu. Sygnał ten może być następnie usunięty  

z nowego zbioru danych o rozkładzie innym niż oryginalny, na którym przeprowadzono 

trening. Metoda jest szeroko opisana w artykule [180], w którym także znajdują się wzory 

opisujące szczegółowo metodę.  

Nowatorska sieć neuronowa (Novel neural network (NeuralTran)) jest nową metodą 

transformacji danych, która umożliwia dostęp do danych, zachowując prywatność, 

jednocześnie realizując zadania maszynowego uczenia. Podstawowym celem NeuralTran jest 

automatyczna transformacja danych wejściowych, aby zachować tylko informacje przydatne 

dla zadania, jednocześnie usuwając informacje prywatne. Składa się ona z trzech modułów: 

modułu transformacji, modułu przydatności i modułu prywatności. Moduł transformacji 

naukowo uczy się transformacji danych wejściowych, która zapewnia zachowanie przydatnych 

informacji, jednocześnie eliminując informacje prywatne. Szczegółowy opis metody ze 

wzorami został przedstawiony w artykule [443]. 

Międzybranżowy standardowy proces eksploracji danych (Cross Industry Standard 

Process for Data Mining (CRISP-DM)) jest otwartym standardem procesów analitycznych 

służącym zwiększeniu sukcesu projektów Data Mining. Metodyka oparta jest na 

hierarchicznym modelu procesu, opisanym na czterech poziomach abstrakcji: faza, zadanie 

ogólne, zadanie specjalistyczne i instancja procesu. Metodyka CRISP-DM obejmuje pięć 

głównych faz: 

1. Zrozumienie biznesowe (Business understanding). 

2. Zrozumienie Danych (Data understanding). 

3. Przygotowanie Danych (Data preparation). 

4. Modelowanie (Modeling). 

5. Ocena (Evaluation) [444].  

 Poziomy abstrakcji można rozumieć jako poziomy hierarchii, gdzie faza to najwyższy 

poziom abstrakcji, a zadanie ogólne, zadanie specjalistyczne i instancja procesu to poziomy 

bardziej szczegółowe, opisujące konkretne aspekty realizacji każdej fazy [444]. 
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W fazie modelowania CRISP-DM często wykorzystywane są algorytmy maszynowego 

uczenia w celu wydobycia wartościowej wiedzy z danych. Transformacja danych jest jednym 

z etapów przygotowania danych, gdzie stosowane są różne metody przekształcania danych, 

takie jak np. kodowanie One Hot Encoding, które ma na celu przekształcenie danych 

wejściowych na format odpowiedni do efektywnego użycia przez modele maszynowego 

uczenia [444], [445]. 

Wyodrębnij, Przekształć, Załaduj (Extract, Transform, and Load (ETL)) jest 

architekturą używaną do integracji danych pozyskanych z różnych źródeł zewnętrznych, ale 

może to być kosztowny i długotrwały proces, który musi być zakończony dla każdego nowego 

źródła danych. ETL odnosi się głównie do przetwarzania danych przed ich wykorzystaniem w 

analizie, w tym również w maszynowym uczeniu. 

Proces ETL składa się z trzech głównych kroków: 

1. Ekstrakcja (Extract): polega na pobieraniu danych z różnych źródeł danych, takich jak 

bazy danych, pliki tekstowe, interfejs programowania aplikacji (Application 

Programming Interface (API)) itp. Dane są wydobywane z tych źródeł w celu dalszego 

przetwarzania. 

2. Transformacja (Transform): w tym kroku dane są poddawane różnym operacjom 

transformacji, takim jak czyszczenie danych, usuwanie duplikatów, normalizacja, 

uzupełnianie brakujących wartości, przekształcenie danych itp. Transformacja danych ma 

na celu przygotowanie ich do analizy i modelowania w maszynowym uczeniu czy 

głębokim. 

3. Ładowanie (Load): w ostatnim kroku przetworzone dane są ładowane do docelowych 

miejsc przechowywania, takich jak baza danych, hurtownia danych, plik CSV itp. Dane 

są gotowe do dalszej analizy i wykorzystania.  

Algorytm ten został pokazany i szczegółowo wyjaśniony w artykule [27]. 

Model mieszaniny rozkładów Gaussa (Gaussian Mixtures Models (GMM)) to jedna  

z najbardziej rozpowszechnionych metodologii grupowania opartego na modelach. Zakładają 

wielowymiarowy rozkład Gaussa dla każdego składnika mieszaniny, wyśrodkowany na 

wektorze średnim i z objętością, kształtem i orientacją wyprowadzonymi z macierzy 

kowariancji [446]. 

Klastrowanie spektralne (Spectral Clustering) przyciągnęło coraz większą uwagę ze 

względu na obiecującą zdolność w radzeniu sobie z nieliniowo rozdzielnymi zestawami 

danych. W klastrowaniu spektralnym widmo wykresu Laplacian jest używane do ujawnienia 

struktury klastra. Algorytm klastrowania spektralnego składa się głównie z dwóch etapów: 1) 
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konstruuje niską zawartą wbudowaną reprezentację danych opartych na wektorach własnych 

wykresu Laplacian, 2) stosuje K-średnie na skonstruowanych danych o niskiej wymiaru w celu 

uzyskania wyniku klastrowania [447].  

GMM zakłada, że dane pochodzą z mieszaniny wielowymiarowych rozkładów Gaussa. Po 

wytrenowaniu modelu można uzyskać prawdopodobieństwo przynależności każdej obserwacji 

do poszczególnych składników mieszaniny. Te prawdopodobieństwa można potraktować jako 

nowe cechy, które reprezentują stopień przynależności danej próbki do poszczególnych 

składników. W ten sposób, choć nie jest to klasyczna transformacja, można uzyskać nowe 

reprezentacje danych. 

W klastrowaniu spektralnym istnieje etap konstrukcji niskowymiarowej reprezentacji 

danych opartej na wektorach własnych wykresu Laplacian. Ta niskowymiarowa reprezentacja 

może być traktowana jako nowa reprezentacja danych, gdzie klastry są bardziej wyraźnie 

zdefiniowane w niższym wymiarze. Można to postrzegać jako pewnego rodzaju transformację 

danych, która ułatwia analizę klastrów. 

Maksymalne podobieństwo (Maximum Similarity), Minimalne cięcie (Minimum Cut), 

metoda K-średnich (K-means) to metody, które wprowadzają pewne struktury organizacji 

danych, szczególnie w kontekście grupowania i analizy podobieństw. Są ze sobą związane  

z uwagi na różne sposoby formułowania problemu klastrowania [448]: 

1. K-means: jest jednym z popularnych algorytmów klastrowania, którego celem jest 

minimalizacja sumy kwadratów odległości między punktami danych a centroidami 

klastrów. Algorytm ten iteracyjnie przypisuje punkty do klastrów i aktualizuje położenie 

centroidów w celu minimalizacji tej sumy odległości, co można interpretować jako pewną 

formę przekształcenia przestrzeni [448]. 

2. Maksymalne podobieństwo (Maximum Similarity): problem maksymalnego 

podobieństwa polega na maksymalizacji podobieństwa między punktami wewnątrz 

klastra. W kontekście k-means problem ten może być sformułowany jako 

maksymalizacja podobieństwa między punktami a ich przypisanymi centroidami 

klastrów. Innymi słowy, dąży się do tego, aby punkty przypisane do tego samego klastra 

były podobne [449]. 

3. Minimalne cięcie (Minimum Cut): problem minimalnego cięcia polega na minimalizacji 

liczby krawędzi, które trzeba usunąć, aby rozdzielić graf na dwa podgrafy. W kontekście 

k-means problem minimalnego cięcia może być związany z minimalizacją liczby 

krawędzi między różnymi klastrami. Dąży się, aby klastry były rozdzielone jak 

najmniejszą liczbą krawędzi [448]. 
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Algorytmy grupowania (Clustering Algorithms) to metody dzielenia zbioru danych na 

podobne grupy. Niektóre algorytmy grupowania mogą wykrywać niestandardowe wzorce lub 

obserwacje nietypowe w danych. Przykłady to: K-średnich (K-means), Aglomeracyjne 

grupowanie (Agglomerative Clustering (AC)), Gęstościowe grupowanie przestrzenne  

z zastosowaniem hałasu (Density-Based Spatial Clustering of Applications with Noise 

(DBSCAN)) [334], [272], [304], [335], [336], [299].  

Zrównoważone K-średnich/Zrównoważone grupowanie (Balanced K-means/Balanced 

Clustering) przyjmuje jako dane wejściowe zbiór etykiet 𝐿𝑛 ⊆ 𝐿,  zbiór danych etykietowych 

𝑊𝑖, liczbę podziałów 𝑘 oraz liczbę iteracji 𝑖𝑡.  Algorytm wprowadza 𝑘 rozłącznych podzbiorów 

𝐿𝑛 o mniej więcej równej wielkości (algorytm 3.2) [448]. 

 

 

Algorytm  3.2. Zrównoważone K-średnich/Zrównoważone grupowanie (Balanced K-means/Balanced 

Clustering) 

Źródło: opracowanie własne na podstawie [448]. 

 

Zrównoważone K-średnich/Zrównoważone grupowanie  

(Balanced K-means/Balanced Clustering) 

 
Input: number of clusters 𝑘, labels 𝐿𝑛, label data 𝑊𝑖, iterations it 

Output: 𝑘 balanced clusters of labels 

for 𝑖 ← 1 to 𝑘 do 

 // initialize clusters and cluster centers 

 𝐶𝑖 ← ∅; 

 𝑐𝑖 ← random member of 𝐿𝑛; 

while it > 0 do 

 foreach 𝜆 ∈ 𝐿𝑛 do 

    for 𝑖 ← 1 to 𝑘 do 

       𝑑𝜆𝑖 ← distance (𝜆, 𝑐𝑖, 𝑊𝑖) 
 finished ← false; 

 𝜈 ← 𝜆; 

 while not finished do 

 𝑗 ← arg min
𝑖

𝑑𝜈𝑖; 

  Insert sort (𝜈, 𝑑𝜈) to sorted list 𝐶𝑗; 

 if |𝐶𝑗| > ⌈|𝐿𝑛|/𝑘⌉ then 

  𝜈 ← remove last element of 𝐶𝑗; 

  𝑑𝜈𝑗 ← ∞; 

  else 

  finished ← true; 

 

 recalculate centers; 

 it ← 𝑖𝑡 − 1 

return 𝐶1, … , 𝐶𝑘; 
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Szczegółowe omówienie algorytmów oraz wzory znajdują się w artykule [448]. 

 Regresja grzbietowa (Ridge Regression), Regresja lasso (Lasso Regression) to metody 

używane w celu regularyzacji modelu, które wprowadzają pewne przekształcenia do procesu 

regresji dla poprawy ogólnej wydajności modelu. Ich głównym celem jest kontrola złożoności 

modelu poprzez dostosowanie współczynników regresji.  

Regresja lasso to metoda regularyzacji stosowana w selekcji cech za pomocą metody 

Shrinkage zwanej również metodą regresji z karą. Lasso to skrót od „Least Absolute Shrinkage 

and Selection Operator” (operator najmniejszej skurczenia bezwzględnego i selekcji), który jest 

używany zarówno do regularyzacji, jak i do wyboru modelu. Jeśli model wykorzystuje technikę 

regularyzacji  L1, to nazywany jest regresją lasso. Wzór na regresję lasso [393]: 

 𝐿lasso (𝛽̂) =∑  

𝑛

𝑖=1

(𝑦𝑖 − 𝑥𝑖
′𝛽̂)

2
+ 𝜆∑  

𝑚

𝑗=1

|𝛽̂𝑗| 3.79 

 

gdzie: 

𝐿lasso (𝛽̂) − funkcja straty (kosztu) regresji lasso, 

𝛽̂ − wektor współczynników regresji, 

𝑦𝑖 − wartość rzeczywista dla 𝑖-tej obserwacji, 

𝑥𝑖
′ − transpozycja wektora 𝑥𝑖, 

𝜆 − to czynnik kary, który określa stopień skurczu (lub ograniczenia) (czasami oznaczany jako 

𝛼). 

Gdy 𝜆 jest ustawione na zero, otrzymywany jest równoważny model regresji liniowej,  

a większa wartość kary wpływa na funkcję optymalizacji. Regresja lasso zmniejsza więc 

współczynniki i pomaga zmniejszyć złożoność modelu oraz wieloliniowość [393]. 

Podobnie jak w regresji lasso, regresja grzbietowa narzuca podobne ograniczenia na 

współczynniki poprzez wprowadzenie czynnika kary. Jednak, gdy regresja lasso uwzględnia 

wartość bezwzględną współczynników, regresja grzbietowa bierze pod uwagę ich kwadraty 

[393]. 

 𝐿hridge (𝛽̂) =∑  

𝑛

𝑖=1

(𝑦𝑖 − 𝑥𝑖
′𝛽̂)

2
+ 𝜆∑  

𝑚

𝑗−1

𝑤𝑗𝛽̂𝑗
2 3.80 

gdzie: 

𝑤𝑗 − waga przypisana do każdego współczynnika. 

Regresja grzbietowa jest również nazywana regularyzacją L2 [393]. 
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W tym podrozdziale omówiono pozostałe metody transformacji danych, które znajdują 

zastosowanie w zarządzaniu, ale również w ekonomii i finansach, lecz nie należą bezpośrednio 

do grupy transformacji dotyczących selekcji czy ekstrakcji cech.  

W kolejnym podrozdziale przedstawiono wyniki systematyzacji metod transformacji 

danych. 

3.7. Wyniki systematyzacji metod transformacji 

Na podstawie przeprowadzonych analiz istniejących metod transformacji (podrozdziały od 

3.1 do 3.6) dokonano ich usystematyzowania według określonych wcześniej kryteriów, czyli 

obszar problemu decyzyjnego, funkcja transformacji, typ zmiennych.  Wyniki systematyzacji 

przedstawiono w tabeli 3.4. 

Tabela 3.4. Wyniki systematyzacji metod transformacji 

Metoda 

Obszar 

problemu 

decyzyjnego 

Funkcja 

transformacji Typ zmiennych Przypis 

Analiza składowych głównych 

(Principal Component Analysis 

(PCA)) 

Zarządzanie Selekcja cech Graficzne, liczbowe dyskretne 
[289]  

Zarządzanie Selekcja cech Liczbowe ciągłe [175] 

Inne Selekcja cech Liczbowe ciągłe [300]  

Zarządzanie Selekcja cech Liczbowe kategoryzujące [295]  

Inne Selekcja cech Graficzne [450]  

Zarządzanie Selekcja cech Liczbowe ciągłe [131]  

Inne Selekcja cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[259]  

Przemysł Selekcja cech Liczbowe ciągłe [451] 

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  

Inne Selekcja cech Liczbowe ciągłe [306]  

Zarządzanie Selekcja cech Liczbowe ciągłe [334]  
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Zarządzanie Selekcja cech Liczbowe ciągłe [320]  

Zarządzanie Selekcja cech Liczbowe ciągłe [264]  

Zarządzanie Selekcja cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[308]  

Inne Selekcja cech Liczbowe ciągłe [299] 

Zarządzanie Selekcja cech Liczbowe ciągłe, graficzne [324]  

Finanse Selekcja cech Liczbowe ciągłe [358]  

Inne Selekcja cech Liczbowe ciągłe [318]  

Inne Selekcja cech Liczbowe ciągłe [317]  

Zarządzanie Selekcja cech Liczbowe ciągłe [325]  

Zarządzanie Selekcja cech Liczbowe ciągłe [301]  

Finanse Selekcja cech Liczbowe ciągłe [439]  

Zarządzanie Selekcja cech Liczbowe binarne [347]  

Inne Selekcja cech 
Tekstowe kategoryzujące, 

liczbowe kategoryzujące 
[297]  

Zarządzanie Selekcja cech Graficzne, liczbowe dyskretne [289]  

Zarządzanie Selekcja cech Liczbowe binarne [348]  

Inne Selekcja cech 
Liczbowe binarne, liczbowe 

kategoryzujące 
[294]  

Inne Selekcja cech Liczbowe kategoryzujące [119]  

Zarządzanie Selekcja cech 

Liczbowe ciągłe,tekstowe 

kategoryzujące, liczbowe 
kategoryzujące 

[310]  

Ekonomia Selekcja cech Liczbowe ciągłe [319]  

Inne Selekcja cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[322]  

Inne Selekcja cech Liczbowe ciągłe [298]  
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Inne Selekcja cech Liczbowe ciągłe [335]  

Finanse Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[309]  

Inne Selekcja cech 
Graficzne, tekstowe 

kategoryzujące 
[307]  

Zarządzanie Selekcja cech Liczbowe ciągłe [452]  

Zarządzanie Selekcja cech Liczbowe ciągłe [305]  

Ekonomia Selekcja cech Liczbowe ciągłe [302] 

Inne Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[311]  

Inne Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[316]  

Zarządzanie Selekcja cech Liczbowe ciągłe [296]  

Finanse Selekcja cech Liczbowe ciągłe [321]  

Zarządzanie Selekcja cech Liczbowe ciągłe [323]  

Inne Selekcja cech Liczbowe ciągłe [327]  

Zarządzanie Selekcja cech 
Graficzne, tekstowe 

kategoryzujące 
[314] 

Przemysł Selekcja cech Liczbowe ciągłe [313]  

Inne Selekcja cech Liczbowe dyskretne 
[293] 

  

Zarządzanie Selekcja cech Tekstowe kategoryzujące [304] 

Zarządzanie Selekcja cech Liczbowe ciągłe  [303]  

Niezależna analiza składowych 

głównych (Independent Principal 

Component Analysis (iPCA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  

Zarządzanie Selekcja cech Liczbowe ciągłe [301]  

Rzadka analiza składowych 

głównych (Sparse Principal 

Component Analysis (sPCA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  

Zarządzanie Selekcja cech Liczbowe ciągłe [301]  

Inne Selekcja cech Liczbowe ciągłe [298]  

Rzadka, niezależna analiza 

składowych głównych (Sparse 

Independent PCA (siPCA) 

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  
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Zarządzanie Selekcja cech Liczbowe ciągłe [301]  

Faktoryzacja macierzy 

nieujemnych (Non-negative 

Matrix Factorization (NMF)) 

Zarządzanie Selekcja cech Tekstowe kategoryzujące [326]  

Algorytmy wykrywania wartości 

odstających (Outlier Detection 

Algorithms (ODA)) 

Inne Selekcja cech Liczbowe ciągłe [327]   

Adaptacyjna transformacja 

metryczna (Adaptive Metric 

Transformation (AMT)) 

Inne Selekcja cech Graficzne [329]  

Liniowa analiza 

dyskryminacyjna (Linear 

Discriminant Analysis (LDA)) 

Zarządzanie Selekcja cech Graficzne, liczbowe ciągłe [331]  

Zarządzanie Selekcja cech Liczbowe ciągłe [323]  

zarządzanie Selekcja cech Liczbowe ciągłe [328]  

Kanoniczna analiza korelacji 

(Canonical Correlation Analysis 

(CCA)) 

Zarządzanie Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[332]  

Zarządzanie Selekcja cech Liczbowe ciągłe [334]  

Inne Selekcja cech Liczbowe ciągłe [335]  

Zarządzanie Selekcja cech Liczbowe ciągłe [333]  

Zarządzanie Selekcja cech Liczbowe ciągłe [323]  

Nieliniowa analiza składowych 

głównych (Nonlinear Principal 

Component Analysis (NLPCA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [334]  

Inne Selekcja cech Liczbowe ciągłe [335]  

Analiza nieliniowej korelacji 

kanonicznej (Nonlinear 

Canonical Correlation Analysis 

(NLCCA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [336]  

Inne Selekcja cech Liczbowe ciągłe [335]  

Zarządzanie Selekcja cech Liczbowe ciągłe [333] 

Inne Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[453]  

Inne Selekcja cech Liczbowe ciągłe [169]  

Analiza korelacji kanonicznej 

jądra (Kernel Canonical 

Correlation Analysis (KCCA)) 

Inne Selekcja cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[259]  

Zarządzanie Selekcja cech Liczbowe ciągłe [336] 

Analiza składowych niezależnych 

(Independent Component 

Analysis (ICA)) 

Finanse Selekcja cech Liczbowe ciągłe [339]  
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Finanse Selekcja cech Liczbowe ciągłe [338]  

Inne Selekcja cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[259]  

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  

Inne Selekcja cech Liczbowe ciągłe [318]  

Zarządzanie Selekcja cech 
Liczbowe ciągłe, liczbowe 
kategoryzujące, liczbowe 

binarne 

[301]  

Zarządzanie Selekcja cech Liczbowe binarne [347]  

Zarządzanie Selekcja cech Liczbowe binarne [454]  

Inne Selekcja cech Graficzne [342]  

Zarządzanie Selekcja cech Liczbowe dyskretne [337]  

Inne Selekcja cech Liczbowe ciągłe [298]  

Zarządzanie Selekcja cech Liczbowe ciągłe [452]  

Zarządzanie Selekcja cech Liczbowe ciągłe [305]  

Wyszukiwanie projekcji 

(Projection Pursuit (PP)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [344]  

Inne Selekcja cech Liczbowe ciągłe [298]  

Analiza czynnikowa (Factor 

Analysis (FA)) 
Inne Selekcja cech Liczbowe ciągłe [300]  

Analiza dyskryminacyjna 

(Discriminant Analysis (DA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [131]   

Zarządzanie Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[345]  

Zarządzanie Selekcja cech Liczbowe ciągłe [323]  

Przybliżenie rozmaitości 

(Manifold Learning) 

Finanse Selekcja cech Liczbowe ciągłe [358]  

Zarządzanie Selekcja cech Liczbowe ciągłe [346]  

Zarządzanie Selekcja cech Graficzne, liczbowe dyskretne [289]  

Inne Selekcja cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[311] 

Szybka analiza niezależnych 

składowych (Fast Independent 

Component Analysis (fastICA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [290]  

Inne Selekcja cech Liczbowe ciągłe [298]  
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Analiza dyskryminacyjna Fishera 

(Fisher Discriminant Analysis 

(FDA)) 

Zarządzanie Selekcja cech Liczbowe ciągłe [452]  

Zarządzanie Selekcja cech Liczbowe ciągłe [305]  

Zarządzanie Selekcja cech Graficzne [455]  

 

Przemysł Selekcja cech Liczbowe ciągłe [352]  

Inne Selekcja cech Liczbowe ciągłe [353]  

Skalowanie wielowymiarowe 

(Multidimensional scaling 

(MDS)) 

Zarządzanie Selekcja cech Liczbowe kategoryzujące [295] 

Finanse Selekcja cech Liczbowe ciągłe [358]  

Zarządzanie Selekcja cech Liczbowe ciągłe [452]  

Zarządzanie Selekcja cech Liczbowe ciągłe [305]  

Zarządzanie Selekcja cech Graficzne [266]  

Jądrowa analiza składowych 

głównych (Kernel Principal 

Component Analysis (KPCA)) 

Zarządzanie Selekcja cech Graficzn e, liczbowe dyskretne 
 

[289]  

Inne Selekcja cech Liczbowe ciągłe [300]  

Inne Selekcja cech Liczbowe ciągłe [306]  

Finanse Selekcja cech Liczbowe ciągłe [358]  

Zarządzanie Selekcja cech Liczbowe ciągłe [360]  

Zarządzanie Selekcja cech Graficzne, liczbowe dyskretne [289]  

Inne Selekcja cech Liczbowe ciągłe [270]  

Zarządzanie Selekcja cech 

Liczbowe ciągłe, tekstowe 

kategoryzujące, liczbowe 
kategoryzujące 

[310]  

Inne Selekcja cech Liczbowe ciągłe [298]  

Inne Selekcja cech 
Graficzne, tekstowe 

kategoryzujące 
[307]  

Przemysł Selekcja cech Liczbowe ciągłe [313]  

Czynniki średniej ruchomej 

(Moving Average Factors (MAF)) 

Ekonomia Selekcja cech Liczbowe ciągłe [319]  

Ekonomia Selekcja cech Liczbowe ciągłe [361]  

Rotacja średniej ruchomej X 

(Moving Average Rotation of X 

(MARX)) 

Ekonomia Selekcja cech Liczbowe ciągłe [319]  

Normalizacja (Normalization) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, graficzne, 

liczbowe kategoryzujące 
[456] 

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [268]  
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Inne 
Ekstrakcja 

cech 

Tekstowe kategoryzujące, 

liczbowe kategoryzujące 
[457]  

Inne 
Ekstrakcja 

cech 

Tekstowe kategoryzujące, 

liczbowe kategoryzujące 
[297]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[367] 

Ekonomia 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[373]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [458]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [376] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Inne 
Ekstrakcja 

cech 
Graficzne [459]  

Skalowanie cech (Feature 

Scaling) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, graficzne, 

liczbowe kategoryzujące 
[456] 

Ekonomia 
Ekstrakcja 

cech 
Liczbowe ciągłe [368] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, graficzne [324]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Normalizacja Min-max (Min-

max Normalization) 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[132] 

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [369]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [460] 

Inne 
Ekstrakcja 

cech 

Tekstowe kategoryzujące, 

liczbowe kategoryzujące 
[457]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [458]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Transformacja normalizacyjna 

Z, Standaryzacja (Z-

normalization, Z-score, 

Standardization) 

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [369]   

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [460] 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[272]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[367] 

Ekonomia 
Ekstrakcja 

cech 
[272], liczbowe kategoryzujące [373]  

Inne 
Ekstrakcja 

cech 
Liczbowe kategoryzujące [461]  
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Ekonomia 
Ekstrakcja 

cech 
Liczbowe ciągłe [302] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]   

Zarządzanie 
Ekstrakcja 

cech 
Graficzne [266]  

Transformacja logarytmiczna 

(Logarithmic Transformation) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [462] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe, graficzne [279]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[272]  

Inne 
Ekstrakcja 

cech 
Liczbowe kategoryzujące [463] 

Ekonomia 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[373]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [458]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[316]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [327]  

Inne 
Ekstrakcja 

cech 
Liczbowe dyskretne [293]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [375]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

dyskretne 
[464] 

Logarytmiczna transformacja 

stosunku (Log-ratio 

Transformation) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [317]  

Inne 
Ekstrakcja 

cech 
Liczbowe kategoryzujące [463] 

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [375]  

Transformacja sinusoidalna (Sine 

Transformation) 
Inne 

Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

binarne, liczbowe 
kategoryzujące 

[465]  

Transformacja pierwiastka 

kwadratowego (Square-root 

transformation (SQRT)) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

binarne, liczbowe 

kategoryzujące 

[465]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[316]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [327]  
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Skalowanie dziesiętne (Decimal 

Scaling Normalization) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [466] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275] 

Dyskretyzacja (Discretization) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[132] 

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [268]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

binarne, liczbowe 

kategoryzujące 

[465]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe, graficzne [279]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

binarne, liczbowe 
kategoryzujące, liczbowe 

dyskretne 

[467] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [377]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, tekstowe 

kategoryzujące 
[322]   

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [376] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [275]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, tekstowe 

kategoryzujące, graficzne 
[468] 

Inne 
Ekstrakcja 

cech 
Graficzne [459]  

Autoenkoder (Autoencoder) 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, tekstowe 

kategoryzujące 
[308]  

Zarządzanie 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [304]  

t-rozproszone stochastyczne 

osadzanie sąsiadów (t-distributed 

Stochastic Neighbor Embedding 

(t-SNE)) 

Zarządzanie 
Ekstrakcja 

cech 
Graficzne, liczbowe dyskretne 

 

[289]  

Inne 
Ekstrakcja 

cech 
Graficzne  [450]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [131]  

Zarządzanie 
Ekstrakcja 

cech 
Graficzne, liczbowe dyskretne [289]  

Inne 
Ekstrakcja 

cech 

Liczbowe binarne, liczbowe 

kategoryzujące 
[294]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [303]  

Izometryczne odwzorowanie 

cech, Mapowanie izometryczne 

cech (Isometric Feature Mapping 

(ISOMAP)) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [358]  

Zarządzanie 
Ekstrakcja 

cech 
Graficzne, liczbowe dyskretne [289]  
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Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [469] 

Jednolita aproksymacja i 

projekcja rozmaitości (Uniform 

Manifold Approximation and 

Projection (UMAP)) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [469] 

Laplace'owskie mapy własne 

(Laplacian Eigenmaps) 

Zarządzanie 
Ekstrakcja 

cech 
Graficzne, liczbowe dyskretne [289]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [395]  

Lokalne wyrównanie przestrzeni 

stycznej (Local Tangent Space 

Alignment (LTSA)) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [358]  

Projekcje zachowujące lokalność 

(Locality-Preserving Projections 

(LPP)) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [358]  

Zarządzanie 
Ekstrakcja 

cech 
Graficzne [455]  

Transformacja 

prawdopodobieństwa 

warunkowego (Conditional 

Probability Transformation 

(CPT)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398]  

Precyzyjnie dostrojone 

prawdopodobieństwo warunkowe 

(Fine-Tuned Conditional 

Probability Transformation 

(FTCPT)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398]  

Kodowanie z gorącą jedynką 

(One-Hot Encoding (OHE)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [292]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [132]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[322]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [265]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398]  

Kodowanie ze ślepą zmienną 

(Dummy Encoding) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [400]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [132]  

Przemysł 
Ekstrakcja 

cech 
Liczbowe ciągłe [419]  

Separowalność podziału 

(Separability Split Value 

Transformation (SSV)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398] 

Udoskonalona transformacja 

separowalności podziału 

(Improved Separability Split 

Value Transformation (Improved 

SSV, Improved SSV (ISSV))) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398]  

Metoda przetwarzania za pomocą 

szyfru haszującego 

(hashing_trick()) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [402]  

Zarządzanie 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [303] 

Kodowanie etykiet (Label 

Encoding (LE)) 
Inne 

Ekstrakcja 
cech 

Liczbowe ciągłe, graficzne, 
liczbowe kategoryzujące 

[456] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [404]  
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Rozumowanie oparte na pamięci 

(Memory-based Reasoning 

(MBR)) 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[470] 

Transformacja rang (Rank 

transformation (RT)) 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[272]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [317]  

Transformacja kopiująca (Copy 

Transformation) 
Inne 

Ekstrakcja 
cech 

Tekstowe kategoryzujące, 
liczbowe ciągłe 

[405]  

Transformacja kopiująca z 

przypisanymi wagami (Dubbed 

Copy Transformation) 

Inne 
Ekstrakcja 

cech 

Tekstowe kategoryzujące, 

liczbowe ciągłe 
[405]  

Binarna istotność (Binary 

Relevance (BR)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [407]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[406]  

Inne 
Ekstrakcja 

cech 
Tekstowe kategoryzujące, 

liczbowe ciągłe 
[405]  

Inne 
Ekstrakcja 

cech 

Tekstowe kategoryzujące, 

liczbowe ciągłe 
[409]  

Zarządzanie 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [408]  

Etykietowy zbiór potęgowy 

(Label Powerset (LP)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [407]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [413]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[406]  

Finanse 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [471] 

Inne 
Ekstrakcja 

cech 
Tekstowe kategoryzujące, 

liczbowe ciągłe 
[405]  

Zarządzanie 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [408]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [398]  

Losowe zbiory k-etykiet (Random 

k-Label Sets (RAKEL)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [407]  

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[472] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [413]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[406]  

Zarządzanie 
Ekstrakcja 

cech 
Tekstowe kategoryzujące [408]  

Łańcuch klasyfikatorów 

(Classifier Chain (CC)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [413]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[406]  

Zespół łańcuchów klasyfikatorów 

(Ensemble of Classifier Chains 

(ECC)) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[472]   
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Hierarchia klasyfikatorów 

wieloetykietowych (Hierarchy of 

Multi-label Learners, Hierarchy 

of Multi-label Classifier 

(HOMER)) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[472] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [413]  

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[406]  

Transformacja Hankela (Hankel 

Transformation (HT)) 

Zarządzanie 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

kategoryzujące 
[473] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[453] 

Transformacja macierzowa 

Hankela (Hankel Matrix 

Transformation (HMT)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[473] 

Macierz Vandermonde'a 

(Vandermonde Matrix (VM)) 
Inne 

Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

dyskretne 
[474] 

Transformacja Vandermonde'a 

(Vande'monde Transformation) 

Inne 
Ekstrakcja 

cech 

Liczbowe ciągłe, liczbowe 

dyskretne 
[474] 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [475] 

Transformacja wagi dowodu 

(Weight of Evidence (WoE)) 
Przemysł 

Ekstrakcja 

cech 
Liczbowe ciągłe [419]  

Transformacja Fouriera (Fourier 

Transform (FT)) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [423]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [476] 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [155]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [318]  

Zarządzanie 
Ekstrakcja 

cech 
Graficzne, tekstowe 

kategoryzujące 
[314] 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [427]  

Inne 
Ekstrakcja 

cech 
Liczbowe dyskretne [430]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [477]  

Dyskretna transformacja 

Fouriera (Discrete Fourier 

Transform (DFT)) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [318]  

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe dyskretne [426]  

Inne 
Ekstrakcja 

cech 

Liczbowe kategoryzujące, 

liczbowe ciągłe 
[274]  

 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe dyskretne [426]  

Szybka transformacja Fouriera 

(Fast Fourier Transform (FFT)) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [318]  

Inne 
Ekstrakcja 

cech 
Liczbowe dyskretne [430]  

Krótkookresowa (okienkowa) 

transformacja Fouriera 

(Windowed Fourier Transform 

(WFT)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe [428]  
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Transformacja falkowa (Wavelet 

transform (WT)) 

Inne 
Ekstrakcja 

cech 

Liczbowe dyskretne, liczbowe 

ciągłe 
[120]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [155]  

Inne 
Ekstrakcja 

cech 
Liczbowe kategoryzujące [478] 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [427]  

Inne 
Ekstrakcja 

cech 
Liczbowe dyskretne [430]  

Ciągła transformacja falkowa 

(Continous Wavelet Transform 

(CWT)) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[473] 

Dyskretna transformacja falkowa 

(Discrete Wavelet Transform 

(DWT)) 

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [318]  

Inne 
Ekstrakcja 

cech 
Liczbowe kategoryzujące [478] 

Zarządzanie 
Ekstrakcja 

cech 

Graficzne, tekstowe 

kategoryzujące 
[314] 

Inne 
Ekstrakcja 

cech 

Liczbowe kategoryzujące, 

liczbowe ciągłe 
[274]  

Maksymalne nakładanie 

dyskretnej transformacji 

falkowej (Maximal Overlap 

Discrete Wavelet Transform 

(MODWT)) 

Finanse 
Ekstrakcja 

cech 
Liczbowe ciągłe [479]  

Przybliżenie skupione na 

odcinkach (Piecewise Aggregate 

Approximation (PAA)) 

Inne 
Ekstrakcja 

cech 

Liczbowe kategoryzujące, 

liczbowe ciągłe 
[274]  

Metoda odwróconej 

transformacji (Inverse 

Transform) 

Zarządzanie 
Ekstrakcja 

cech 
Liczbowe ciągłe, graficzne [324]  

Inne 
Ekstrakcja 

cech 
Liczbowe ciągłe [327]  

Generatywna sieć 

współzawodnicząca (Generative 

Adversarial Network (GAN)) 

Zarządzanie Inne metody Liczbowe ciągłe [171]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  

Generatywna sieć 

współzawodnicząca z cyklem 

(Cycle Generative Adversarial 

Network (CycleGAN)) 

Zarządzanie Inne metody 

Liczbowe ciągłe, tekstowe 

kategoryzujące, liczbowe 
dyskretne 

[437] 

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180] 

Warunkowa generatywna sieć 

współzawodnicząca (Conditional 

Generative Adversarial Network 

(cGAN)) 

Zarządzanie Inne metody 
Liczbowe ciągłe, tekstowe 
kategoryzujące, liczbowe 

dyskretne 

[437] 

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  
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Głęboka konwolucyjna 

generatywna sieć 

współzawodniczącą (Deep 

Convolutional Generative 

Adversarial Networks (DCGAN)) 

Zarządzanie Inne metody 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[473] 

Zarządzanie Inne metody Graficzne [182]  

Liniowy algorytm maszyny 

wektorów wspierających (Linear 

Support Vector Machine 

(LSVM)) 

Zarządzanie Inne metody Liczbowe ciągłe [131]  

Finanse Inne metody Liczbowe ciągłe [339] 

Zarządzanie Inne metody Graficzne [23]  

Inne Inne metody 
Tekstowe kategoryzujące, 
liczbowe kategoryzujące 

[480] 

Zarządzanie Inne metody 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[438]  

Inne Inne metody Liczbowe ciągłe [299] 

Zarządzanie Inne metody Liczbowe ciągłe [481]  

Zarządzanie Inne metody Liczbowe ciągłe [325]  

Finanse Inne metody Liczbowe ciągłe [439]  

Finanse Inne metody Tekstowe kategoryzujące [471] 

Inne Inne metody Liczbowe kategoryzujące [478] 

Zarządzanie Inne metody 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[345]  

Inne Inne metody Liczbowe kategoryzujące [119]  

Zarządzanie Inne metody 
Liczbowe ciągłe, tekstowe 
kategoryzujące, liczbowe 

kategoryzujące 

[310]  

Inne Inne metody Graficzne [482]  

Zarządzanie Inne metody Liczbowe ciągłe [452]  

Zarządzanie Inne metody Liczbowe ciągłe [305]  

Inne Inne metody Liczbowe ciągłe [267]  

Inne Inne metody Liczbowe ciągłe, graficzne [483] 

Zarządzanie Inne metody Tekstowe kategoryzujące [304]  
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Inne Inne metody Graficzne [459]  

Nieliniowy algorytm maszyny 

wektorów wspierających (Non-

Linear Support Vector Machine 

(Non-Linear SVM)) 

Zarządzanie Inne metody Tekstowe kategoryzujące [440]  

Metoda kernelowa (Kernel 

Method) 
Finanse Inne metody Liczbowe ciągłe [358]  

Lokalne osadzanie liniowe 

(Locally Linear Embedding 

(LLE)) 

Finanse Inne metody Liczbowe ciągłe [358]  

Zarządzanie Inne metody Graficzne [266]  

Neuronowa sieć transformacji 

(Neuron Transformation 

Network (NTNet)) 

Inne Inne metody Liczbowe ciągłe [317]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[180]  

Nowatorska sieć neuronowa 

(Novel Neural Network 

(NeuralTran)) 

Zarządzanie Inne metody Liczbowe ciągłe [443]  

Międzybranżowy standardowy 

proces eksploracji danych (Cross 

Industry Standard Process for 

Data Mining (CRISP-DM)) 

Przemysł Inne metody Liczbowe ciągłe [265]  

Wyodrębnij, przekształć, załaduj 

(Extract, Transform, and Load 

(ETL)) 

Zarządzanie Inne metody Liczbowe ciągłe [27]  

Inne Inne metody 
Liczbowe ciągłe, tekstowe 

kategoryzujące 
[322]  

Model mieszaniny rozkładów 

Gaussa (Gaussian Mixtures 

Models (GMM)) 

Zarządzanie Inne metody Liczbowe ciągłe [344]  

Przemysł Inne metody Liczbowe ciągłe [448]  

Klastrowanie spektralne 

(Spectral Clustering) 

Zarządzanie Inne metody Liczbowe ciągłe [447]  

Zarządzanie Inne metody Liczbowe ciągłe [344]  

Przemysł Inne metody Liczbowe ciągłe [448]  

Maksymalne podobieństwo 

(Maximum Similarity) 

Zarządzanie Inne metody Liczbowe ciągłe [344]  

Przemysł Inne metody Liczbowe ciągłe [448]  

Minimalne cięcie (Minimum Cut) 

Zarządzanie Inne metody Liczbowe ciągłe [344]  

Przemysł Inne metody Liczbowe ciągłe [448]  

K-średnich (k-means) Zarządzanie Inne metody Liczbowe ciągłe [447]  

Algorytmy grupowania 

(Clustering Algorithms) 

Zarządzanie Inne metody Liczbowe kategoryzujące [295]  

Zarządzanie Inne metody Liczbowe ciągłe [447]  

Finanse Inne metody 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[123]  

Inne Inne metody Liczbowe ciągłe [330]  

zarządzanie Inne metody 
Liczbowe ciągłe, liczbowe 

kategoryzujące 
[280]  
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Zarządzanie Inne metody Graficzne [266]  

Inne Inne metody Liczbowe ciągłe [124]  

Zrównoważone K-

średnich/Zrównoważone 

grupowanie (Balanced K-

means/Balanced Clustering) 

Zarządzanie Inne metody Graficzne [484] 

Zarządzanie Inne metody Liczbowe ciągłe [344]  

Przemysł Inne metody Liczbowe ciągłe [448]  

Inne Inne metody Tekstowe kategoryzujące [414]  

Zarządzanie Inne metody Liczbowe ciągłe [485] 

Regresja grzbietowa (Ridge 

Regression) 
Zarządzanie Inne metody Liczbowe ciągłe [475] 

Regresja lasso (Lasso Regression) Inne Inne metody Liczbowe ciągłe [393]  

Źródło: opracowanie własne.  

Wyniki systematyzacji metod transformacji wykorzystane zostaną w budowie metody 

automatycznej transformacji danych w modelach głębokiego uczenia wspomagających 

podejmowanie decyzji przez podmioty gospodarcze. Wykorzystanie opracowanych kryteriów 

podziału metod transformacji jest bowiem podstawą funkcjonowania metody automatycznej 

transformacji danych, przedstawionej w rozdziale 4. 

Podsumowując rozważania w niniejszym rozdziale, należy podkreślić, że problematyka 

transformacji danych jest szeroka i różnorodna, a dostępność różnych metod i narzędzi pozwala 

dostosować podejście do charakterystyki danych oraz celów analizy. Ostatecznie, wybór 

odpowiednich metod transformacji danych zależy od konkretnej dziedziny zastosowań oraz 

rodzaju danych, które biorą udział w budowie modelu maszynowego czy głębokiego uczenia. 

Należy jednocześnie podkreślić, że rozważania w niniejszym rozdziale stanowią odpowiedź 

na trzecie (W jaki sposób dokonać usystematyzowania metod transformacji danych w modelach 

głębokiego uczenia wykorzystywanych we wspomaganiu decyzji?) i czwarte (Jakie są kryteria 

podziału metod transformacji danych w głębokim uczeniu?) pytanie badawcze.  
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4. Metoda automatycznej transformacji danych

Rozdział czwarty niniejszej rozprawy doktorskiej poświęcony jest prezentacji i analizie

opracowanej metody automatycznej transformacji danych. Wprowadzenie takiej metody jest 

odpowiedzią na rosnącą potrzebę efektywnego przetwarzania i analizy dużych zbiorów danych, 

które stanowią podstawę w procesach wspomagania decyzji. W tej części pracy szczegółowo 

przeanalizowano uzasadnienie budowy metody, założenia metody, konstrukcję metody oraz 

dokonano weryfikacji opracowanej metody. Oceniono również wpływ głębokiego uczenia 

i opracowanej metody na wspomaganie podejmowania decyzji. 

4.1.  Uzasadnienie budowy metody i założenia metody 

W literaturze przedmiotu dostępne są metody i narzędzia automatycznej transformacji 

danych, takie jak Alteryx, Trifacta i RapidMiner. Alteryx to platforma do przetwarzania 

i analizy danych, oferująca zaawansowane funkcje przetwarzania wizualnego i automatycznej 

transformacji danych. Trifacta umożliwia manipulację i transformację złożonych zbiorów 

danych, korzystając z języka specyficznego dla domeny (Domain-specific language (DSL)). 

RapidMiner to oprogramowanie open-source z interfejsem graficznym, które umożliwia 

automatyczną transformację danych [486]. 

Metoda transformacji danych na podstawie przykładu (Transform Data by Example (TDE)) 

jest opisana w literaturze jako metoda automatycznej transformacji danych, która opiera się na 

przykładach danych wejściowych i wyjściowych. Najnowsze badania dotyczące TDE 

przedstawione w artykule [487] wykazały, że ta metoda może być skuteczna w przekształcaniu 

danych, szczególnie w przypadku danych, które są trudne do przetworzenia za pomocą innych 

metod. TDE znajduje zastosowanie w przekształcaniu danych finansowych, w tym danych 

giełdowych i danych z rachunków bankowych. Wyniki badań wykazały, że TDE jest skuteczne 

w transformacji tych danych i może pomóc w ułatwieniu analizy finansowej [487]. 

Wszystkie opisane narzędzia służą do automatycznego przekształcania i oczyszczania 

danych, a ich celem jest ułatwienie i przyspieszenie tego procesu. Wymagają jednak od eksperta 

(człowieka) znajomości kontekstu oraz specyficznych zasad i reguł przekształcania danych, aby 

uzyskać poprawne wyniki.  

Problemem narzędzi takich jak Trifacta jest to, że mają one ustalone formaty dla każdej 

domeny danych, więc gdy prezentowany jest inny format, nie są w stanie rozpoznać przykładu 

należącego do domeny ani przekształcić go w inny format [488]. 
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Korzystanie z DSL wymaga użycia języków, które są specjalnie zdefiniowane dla 

określonego rodzaju przetwarzania danych. Ilekroć wymagana jest nowa aplikacja lub domena, 

należy utworzyć nowy DSL i zarejestrować dla niego silnik indukcyjny. Systemy oparte na 

DSL mają zwykle problemy z „aliasowaniem programów” (wiele różnych programów 

spełniających przykłady) w taki sposób, że potrzeba więcej przykładów, aby odróżnić właściwą 

hipotezę, co wpływa na ich wydajność [489], [490].  

TDE ma także wady. Przede wszystkim, korzystanie z TDE wymaga znacznego nakładu 

pracy w postaci ręcznego określenia przykładów danych wejściowych i wyjściowych. Ponadto 

TDE wymaga wykorzystania języków programowania specjalnie zaprojektowanych do tego 

celu, co może utrudnić zastosowanie tej metody w przypadku innych typów zmiennych lub 

zastosowań [487].        

Metody automatycznej transformacji danych mają swoje wady, które mogą utrudniać ich 

stosowanie we wspomaganiu podejmowania decyzji [25]: 

1. Brak kontekstu: mogą nie uwzględniać kontekstu danych, co może prowadzić do błędów

lub niepełnych wyników. W przypadku TDE dane są przekształcane poprzez analizę

konkretnych przykładów. Problem pojawia się, gdy te przykłady nie reprezentują

dokładnie różnorodności wszystkich danych (różnorodność danych ma miejsce

w procesie wspomagania decyzji w organizacjach gospodarczych), które należy

przetworzyć.

2. Brak elastyczności: niektóre metody automatycznej transformacji danych mają ustalone

formaty dla każdej dziedziny danych i mogą nie radzić sobie z niestandardowymi

formatami. Niektóre narzędzia, takie jak RapidMiner, oferują wiele wbudowanych

funkcji, ale mogą mieć ograniczenia w dostosowywaniu do niestandardowych formatów

danych.

3. Błądzenie: niektóre metody mogą się „zgubić” lub przetworzyć dane w sposób

niepożądany, co może prowadzić do błędów. TDE, bazując na przykładach, może się

mylić, gdy dane są niejednoznaczne.

4. Konieczność wiedzy specjalistycznej: niektóre metody automatycznej transformacji

danych wymagają wiedzy specjalistycznej, aby móc korzystać z nich w sposób właściwy

i uzyskać pożądane wyniki. W przypadku niektórych metod, zwłaszcza tych, które

wymagają definiowania transformacji w specjalnych językach (jak DSL), może być

konieczna wiedza specjalistyczna. Alteryx i RapidMiner, oferując interfejsy graficzne,

starają się zminimalizować potrzebę zaawansowanej wiedzy, ale i tak może się to

zdarzyć.
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5. Niepełna automatyzacja: proces automatycznej transformacji danych wymaga interakcji 

z użytkownikiem, co prowadzi do niepełnej automatyzacji procesu. TDE, w zależności 

od skomplikowania danych, może wymagać ręcznego określenia przykładów. 

Ponadto wadami metod/narzędzi automatycznych transformacji danych są: 

1. Złożoność konfiguracji [25]: niektóre metody mogą być złożone w konfiguracji, co może 

sprawić, że początkujący użytkownicy napotkają trudności w opanowaniu wszystkich 

funkcji. 

2. Wymagania sprzętowe: przetwarzanie dużych zbiorów danych może wymagać 

znacznych zasobów sprzętowych, co może wpływać na wydajność i koszty użytkowania. 

3. Koszty licencji: niektóre narzędzia są płatne, a ich koszty licencji mogą być znaczne, 

szczególnie dla przedsiębiorstw. 

4. Brak dostosowania do konkretnych potrzeb: dla bardziej zaawansowanych  

i specyficznych potrzeb niektóre metody/narzędzia mogą nie oferować wystarczającej 

elastyczności. 

5. Zależność od jakości danych wejściowych: metody/narzędzia te mogą wymagać 

relatywnie czystych i dobrze sformatowanych danych wejściowych, co może być 

problematyczne, gdy dane są niestandardowe lub niesformatowane. 

6. Konieczność dostosowywania do kontekstu biznesowego: wymagają zrozumienia przez 

człowieka kontekstu biznesowego, aby skutecznie dostosować procesy transformacji 

danych. 

7. Bariery językowe i techniczne: choć narzędzia te są często projektowane z myślą  

o łatwości użycia, niektóre operacje mogą wymagać znajomości języków specyficznych 

dla domeny lub programowania. 

8. Różnice w obsłudze specyficznych typów danych: niektóre metody/narzędzia mogą 

lepiej radzić sobie z pewnymi typami danych niż innymi, co może wpływać na ogólną 

skuteczność w różnych kontekstach. 

9. Ewaluacja (ocena) modelu głębokiego ucznia funkcjonującego z wykorzystaniem 

zmiennych po transformacji dokonywana jest z reguły przez eksperta (człowieka). 

10. Problemy z bezpieczeństwem danych: przetwarzanie danych z wykorzystaniem narzędzi 

funkcjonujących w chmurze lub korzystanie z zewnętrznych źródeł danych może wiązać 

się z obawami dotyczącymi bezpieczeństwa. 

Istnieje zatem potencjał do wypracowania lepszych metod automatycznej transformacji 

danych w maszynowym i głębokim uczeniu. Obecne metody automatycznej transformacji 

danych skupiają się na prostych transformacjach, takich jak skalowanie, normalizacja czy 
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redukcja wymiarowości. Jednakże, w miarę rozwoju metod maszynowego, w tym głębokiego 

uczenia, można oczekiwać, że pojawią się bardziej zaawansowane metody automatycznej 

transformacji danych, które będą uwzględniać bardziej złożone struktury danych [25].  

Istnieją już badania nad nowymi podejściami do budowy automatycznej transformacji 

danych, takie jak uczenie nienadzorowane na dużych zbiorach danych, co może pomóc  

w odkrywaniu bardziej skomplikowanych struktur w danych. Ponadto, nowe technologie, takie 

jak uczenie przez wzmacnianie, mogą pomóc w automatycznej optymalizacji transformacji 

danych dla konkretnego problemu, co może prowadzić do jeszcze lepszych wyników  

w maszynowym uczeniu [488], [491]. 

Choć istnieją narzędzia i biblioteki programistyczne, które ułatwiają automatyczne 

stosowanie transformacji danych w modelach głębokiego uczenia i szerzej w modelach 

maszynowego uczenia, wciąż istnieją wyzwania, które utrudniają ten proces. Przede 

wszystkim, proces analizy typu zmiennych i redukcji wymiarowości jest nadal ważny, 

ponieważ wpływa na wybór odpowiednich metod transformacji [23], [24]. Nieprawidłowa 

analiza danych lub wybór niewłaściwych metod transformacji może prowadzić do 

zniekształcenia, lub utraty istotnych informacji w danych, co z kolei może prowadzić do niskiej 

jakości modeli lub ich nieefektywności. Ponadto automatyczne stosowanie transformacji 

danych w modelach głębokiego uczenia wymaga odpowiedniego dobrania hiperparametrów, 

takich jak liczba cech, współczynniki skalowania czy kroki transformacji. Wymaga to wiedzy 

eksperckiej i doświadczenia w dziedzinie maszynowego uczenia [399]. 

W kontekście omawianych metod automatycznej transformacji danych warto zaznaczyć, że 

istnieje kilka kluczowych etapów, które wymagają aktywnej roli użytkownika. Proces ten 

rozpoczyna się od implementacji odpowiedniej metody transformacji, co wymaga świadomego 

wyboru narzędzi i strategii. Wybór ten zależy od specyfiki danych oraz oczekiwań biznesowych 

[490]. 

Ponadto, chociaż opisane narzędzia wykorzystywane w maszynowym i głębokim uczeniu 

do automatycznej transformacji danych mogą przeprowadzać pewne kroki transformacji 

automatycznie, to jednak użytkownik musi dokładnie określić parametry, zrozumieć strukturę 

danych wejściowych i dostosować proces do konkretnego kontekstu. Wybór właściwego 

modelu, strategii brakujących danych czy też ostatecznej interpretacji wyników to decyzje, 

które należy podjąć świadomie i zgodnie z potrzebami analizy danych [490]. 

W rezultacie, chociaż w istniejących badaniach autorzy używają pojęcia „automatycznej 

transformacji”, to istotne jest zaznaczenie, że rola użytkownika pozostaje kluczowa na różnych 

etapach procesu, wymagając jego zaangażowania i ekspertyzy w celu osiągnięcia optymalnych 

205:6444772217



206 

rezultatów. Zatem metody opisane jako metody automatyczne właściwie powinny być nazwane 

metodami półautomatycznymi. 

Potrzeba automatycznej transformacji danych jest opisana w [25]. Analizując literaturę 

przedmiotu, można stwierdzić, że prowadzone są badania i metody automatycznego wyboru 

transformacji danych w uczeniu maszynowym na podstawie typu zmiennych [492]. 

Zautomatyzowane maszynowe uczenie (AutoML) to proces automatyzacji zadań związanych 

z zastosowaniem maszynowego uczenia do rzeczywistych problemów. AutoML potencjalnie 

obejmuje każdy etap, od rozpoczęcia z nieprzetworzonym zestawem danych do zbudowania 

gotowego do wdrożenia modelu maszynowego uczenia. Biblioteki takie jak auto-sklearn, 

TPOT, auto_ml i H2O są częściowo związane z podejściem AutoML, ponieważ automatyzują 

pewne etapy procesu modelowania, takie jak strojenie hiperparametrów i/lub konstrukcja 

modeli, ale niekoniecznie obejmują cały zakres funkcji AutoML. Jednakże Narzędzia 

automatyzujące proces maszynowego uczenia mają ograniczenia [444]: 

1. Ograniczenia problemów: nie wszystkie problemy są odpowiednie do automatyzacji.

Bardziej złożone lub niestandardowe problemy mogą wymagać ręcznej interwencji

i dostosowania podejścia.

2. Zasoby obliczeniowe: automatyczne przeszukiwanie przestrzeni hiperparametrów może

być wymagające obliczeniowo i czasochłonne, szczególnie dla skomplikowanych modeli

lub dużych zbiorów danych.

3. Brak intuicji: automatyzacja może przynieść dobre wyniki, ale brak zrozumienia procesu

może uniemożliwić interpretację i poprawianie modelu.

4. Domenowa wiedza: czasami specyficzna wiedza domenowa jest niezbędna do

zrozumienia, które transformacje danych lub hiperparametry są najważniejsze dla danego

problemu.

5. Przeszukiwanie ograniczonej przestrzeni: chociaż narzędzia starają się znaleźć najlepsze

parametry, nie zawsze znajdą globalne optimum w ograniczonej przestrzeni [492].

Innym podejściem jest automatyczne wybieranie transformacji na podstawie algorytmów 

maszynowego uczenia, takich jak drzewa decyzyjne lub sieci neuronowe. Metody te mogą 

pomóc w wyborze odpowiednich metod transformacji danych w zależności od typu zmiennych. 

Algorytmy uczenia maszynowego, takie jak drzewa decyzyjne lub sieci neuronowe, mogą 

wymagać znacznych zasobów obliczeniowych i czasu na przetworzenie dużych zbiorów 

danych oraz na wybór optymalnej transformacji. Ponadto nawet po automatycznym wyborze 

transformacji, może być konieczne przeprowadzenie dodatkowych testów i walidacji, co 

również wymaga czasu. Po drugie, algorytmy uczenia maszynowego same w sobie są często 
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skomplikowane  i  wymagające.  Wybór  odpowiedniego  algorytmu  oraz  optymalnych

parametrów może być trudny i wymagać eksperymentowania z różnymi opcjami. Dodatkowo

nie  zawsze  można  jednoznacznie  określić,  która  transformacja  będzie  najlepsza  dla  danego

zbioru danych, co może prowadzić do konieczności przetestowania wielu różnych możliwości

[24].

  Można zatem stwierdzić, że automatyczny wybór transformacji danych na podstawie typu

zmiennych to ważna i aktywnie badana dziedzina w  maszynowym  uczeniu i  głębokim  uczeniu.

Badania w tym zakresie mogą pomóc w usprawnieniu procesu transformacji danych i w końcu

prowadzić  do  lepszych  wyników  modeli.  Wielu  autorów  wskazało  na  potrzebę

automatyzacji metod transformacji danych, ale dotąd problem ten nie został dokładnie

przeanalizowany. Transformacja danych w modelach  maszynowego  uczenia została  tylko

w pewnym stopniu zautomatyzowana.  Jednak  nadal  realizowane jest głównie  manualne

analizowanie rodzaju danych i procesu redukcji wymiarowości, co może być czasochłonne

i podatne na potencjalne błędy  implementacyjne  [23],  [24],  [162].

  Dlatego  konieczne  jest  opracowanie  metody  automatycznej  transformacji  danych

w modelach głębokiego uczenia wspomagających podejmowanie decyzji.

  Na  podstawie  przeprowadzonej  analizy  i  systematyzacji  istniejących  metod  transformacji

danych  (rozdział 3) oraz  przedstawionych w niniejszym podrozdziale ograniczeń istniejących

metod/narzędzi  automatycznej  transformacji  danych  (które  w  publikacjach  naukowych

nazywane są metodami automatycznymi, chociaż wymagają sporego zaangażowania człowieka

i  mają  wiele  ograniczeń,  tak  więc  należy  je  traktować  jako  metody  półautomatyczne)

opracowano następujące założenia budowy metody automatycznej transformacji danych:

1. Cel metody: automatyzacja transformacji danych w modelach  głębokiego uczenia 

wykorzystywanych w procesie wspomagania decyzji. Ograniczenie do minimum roli 

eksperta (człowieka).  Ekspert rozumiany jest jako osoba posiadająca wiedzę  w zakresie 

budowy modeli głębokiego uczenia oraz wiedzę domenową, oraz rozumiejąca  kontekst,

cele oraz wyzwania związane z danym zagadnieniem. Założono, że w odniesieniu do 

metody  automatycznej  transformacji  danych  ekspert określa  typ zmiennych, natomiast

dobór metod transformacji i ocena funkcjonowania modelu głębokiego uczenia  z 

wykorzystaniem tych metod dokonywane  są  automatycznie.

2. Sposób opisu metody: język formalny.

3. Typy zmiennych  obsługiwane przez metodę: liczbowe binarne, liczbowe  ciągłe,

liczbowe  dyskretne,  liczbowe kategoryzujące, tekstowe  kategoryzujące.

4. Podstawowe metody transformacji:  zgodne z tabelą  3.4  (rozdział 3). Zatem opracowana
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metoda  umożliwia  wykorzystanie  również  złożonych  metod  transformacji

(w odróżnieniu od istniejących metod półautomatycznych, które wykorzystują głównie

proste metody  transformacji).

5. Zakres  stosowania:  przetwarzanie  danych  w  procesie  wspomagania  decyzji  z  obszaru 

zarządzania.  Metodę  można  wykorzystać  również  w  procesie  wspomagania  decyzji,

między innymi,  z obszarów  ekonomii i finansów.

6. Ograniczenia  metody:  metoda  obejmuje  metody  transformacji  danych  ze  zbioru 

ekstrakcji cech, nie  obejmuje metod z selekcji cech.  Wśród badanych metod, najwięcej 

tekstów dotyczyło ekstrakcji cech, kolejno selekcji cech, a najmniejszą ilość publikacji 

można znaleźć na temat innych  metod.  Metoda nie  przetwarza  zmiennych  graficznych.

7. Ewaluacja  metody:  realizowana  jest  automatycznie  z  wykorzystaniem  następujących 

miar:  dokładność,  precyzja,  czułość,  pole  pod krzywą ROC (AUC).  Przyjęte  założenia  

statystyczne: do  weryfikacji metody  wykorzystano ten  sam  zbiór danych, lecz poddany 

różnym metodom transformacji.

Na podstawie opracowanych założeń w kolejnym podrozdziale przedstawiono konstrukcję

opracowanej metody  automatycznej transformacji danych w modelach głębokiego uczenia

wspomagających podejmowanie decyzji przez podmioty gospodarcze.

4.2.  Konstrukcja metody

  Opracowana  metoda  automatycznej transformacji danych w modelach głębokiego uczenia

wspomagających  podejmowanie  decyzji  przez  podmioty  gospodarcze  jest  metodą  formalną.

Metoda  jest  formalna,  ponieważ  jest  oparta  na  zasadach,  regułach  i  definicjach  formalnych,

które można precyzyjnie sformułować matematycznie lub logicznie. Metody formalne są często

stosowane w informatyce, inżynierii oprogramowania, matematyce i innych dziedzinach nauk

ścisłych,  jednakże  wymagane  są  również  w  odniesieniu  do  przetwarzania  danych

w podejmowaniu decyzji w organizacjach gospodarczych, ponieważ zdefiniowaną formalnie

metodę  można  bezpośrednio  implementować  w  systemie  informatycznym  wspomagającym

zarządzanie.  Etapy  opracowania  metody  automatycznej  transformacji  danych  w  modelach

głębokiego  uczenia  wspomagających  podejmowanie  decyzji  przez  podmioty  gospodarcze

(rysunek 4.1).
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 Rysunek 4.1. Etapy opracowania metody automatycznej transformacji danych 

Źródło: opracowanie własne.  

  

 Analiza i usystematyzowanie metod transformacji dotyczyło przeprowadzenia dokładnej 

analizy istniejących metod transformacji danych. Uwzględnienie różnych podejść, w dziedzinie 

transformacji danych. Celem tego etapu jest usystematyzowanie istniejących metod 

transformacji, zwłaszcza w zakresie obszaru wykorzystania we wspomaganiu decyzji, rodzaju 

transformacji oraz typu zmiennych. Etap ten został zrealizowany w rozdziale 3. 

 Zdefiniowanie podstawowych pojęć dotyczyło formalnego zdefiniowania kluczowych pojęć 

niezbędnych do opracowania metody transformacji danych. Obejmuje opracowanie formalnych 

definicji dla terminów używanych w kontekście metody, co ułatwia jasność i precyzję  

w definicji metody. 

 Opracowanie algorytmu metody dotyczyło opracowania formalnego algorytmu opisującego 

proces automatycznej transformacji danych. Algorytm obejmuje kroki od identyfikacji danych 

wejściowych, przez wybór i stosowanie odpowiednich transformacji, aż do uzyskania danych 

wyjściowych. Precyzyjny algorytm jest kluczowy dla zrozumienia procesu przez 

użytkowników i programistów. 

 W dalszej części podrozdziału przedstawiono formalną definicję metody automatycznej 

transformacji danych w modelach głębokiego uczenia wspomagających podejmowanie decyzji 

przez podmioty gospodarcze. Zrealizowano etapy zdefiniowania podstawowych pojęć oraz 

opracowania algorytmu metody. 

 Dany jest model danych 𝐷 =< 𝑈, 𝐴, 𝑉, 𝑇𝑌𝑃𝐸, 𝑇,  >, gdzie:  

𝑈 = {𝑢1, 𝑢2, … , 𝑢𝑀 , }: oznacza zbiór obiektów świata rzeczywistego. W odniesieniu do 

podejmowania decyzji obiekt stanowi każdy byt materialny i niematerialny w środowisku 

organizacji gospodarczej (na przykład zasoby, akty prawne, ludzie). Obiekty opisane są  

w zbiorze danych (bazie danych) za pomocą rekordów. 

𝐴 = {𝑎1, 𝑎2, … , 𝑎𝑁 , }: oznacza zbiór atrybutów. Zbiór atrybutów rozumiany jest jednocześnie 

jako zbiór zmiennych wejściowych do modelu głębokiego uczenia. Przykłady zbioru atrybutów 

z bazy danych umów leasingowych były następujące:  

A={rodzaj umowy, oddział, branża, przychody, przedmiot leasingu, kwota umowy}. 

Analiza i 
usystematyzowanie 

metod transformacji. 

Zdefiniowanie 
podstawowych pojęć 

(basic notions). 

Opracowanie 
algorytmu metody. 
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𝑉𝑎𝑖 ,  𝑖  =  1,2,  …  ,  𝑀:  oznaczają zbiór  wartości  atrybutu  𝑎𝑖  (tzw.  domena atrybutu  𝑎𝑖).

𝑉  =  ⋃𝑎𝑖∈𝐴  𝑉𝑎𝑖:  oznacza zbiór wartości wszystkich atrybutów ze zbioru  𝐴.

𝑇𝑌𝑃𝐸  =  {𝑡𝑦𝑝𝑒1,  𝑡𝑦𝑝𝑒2,  …  ,  𝑡𝑦𝑝𝑒𝐿}:  oznacza zbiór typów atrybutów  (zmiennych).

Type={liczbowy  binarny,  liczbowy  ciągły,  liczbowy  dyskretny,  liczbowy  kategoryzujący,

tekstowy  kategoryzujący}.

𝐴𝑡𝑦𝑝𝑒𝑗:  oznacza zbiór wszystkich atrybutów typu  𝑡𝑦𝑝𝑒𝑗.

𝑎𝑗
𝑡𝑦𝑝𝑒𝑗: oznacza, że atrybut  𝑎𝑗  (𝑖  =  1,2,  …  ,  𝑁)  jest typu  𝑡𝑦𝑝𝑒1(𝑗  =  1,2,  …  ,  𝐿).

𝑇  =  {𝜏1,  𝜏2,  …  ,  𝜏𝐾}:  oznacza  zbiór  metod  transformacji.  Zgodnie  z  założeniami  są  to  metody

należące do metod ekstrakcji cech, które mogą być wykorzystane w obszarze zarządzania.

T={Ciągła  transformacja  falkowa  (Continous  Wavelet  Transform  (CWT)),  Jednolita

aproksymacja  i  projekcja  rozmaitości  (Uniform  Manifold  Approximation  and  Projection

(UMAP)),  Kodowanie  etykiet  (Label  Encoding  (LE)),  Krótkookresowa  (okienkowa)

transformacja  Fouriera  (Windowed  Fourier  Transform  (WFT)),  Lokalne  wyrównanie

przestrzeni  stycznej  (Local  Tangent  Space  Alignment  (LTSA)),  Macierz  Vandermonde'a

(Vandermonde  Matrix  (VM)),  Maksymalne  nakładanie  dyskretnej  transformacji  falkowej

(Maximal  Overlap  Discrete  Wavelet  Transform  (MODWT)),  Odwrócona  dyskretna

transformacja  Fouriera  (Inverse  Discrete  Fourier  Transform  (IDFT)),  Precyzyjnie  

dostrojone prawdopodobieństwo  warunkowe  (Fine-Tuned  Conditional  Probability  

Transformation(FTCPT)), Przybliżenie skupione na odcinkach (Piecewise Aggregate 

Approximation (PAA)),Separowalność  podziału  (Separability  Split  Value  Transformation 

(SSV)),  Transformacja kopiująca (Copy Transformation), Transformacja kopiująca z 

przypisanymi wagami (Dubbed Copy Transformation), Transformacja macierzowa Hankela 

(Hankel Matrix transform (HMT)),Transformacja  prawdopodobieństwa  warunkowego  

(Conditional  Probability  Transformation(CPT)),  Transformacja  sinusoidalna  (Sine  

Transformation),  Transformacja  wagi  dowodu(Weight of Evidence (WoE)), Udoskonalona 

transformacja separowalności podziału (Improved Separability  Split  Value  Transformation  

(Improved  SSV,  Improved  SSV  (ISSV))),  Zespół łańcuchów  klasyfikatorów  (Ensemble

of  Classifier  Chains  (ECC)),  Autoenkoder(Autoencoder), Laplace'owskie mapy 

własne (Laplacian Eigenmaps), Łańcuch klasyfikatorów(Classifier  Chain  (CC)),  Metoda  

odwróconej  transformacji  (Inverse  Transform),  Metoda przetwarzania  za  pomocą  

szyfru  haszującego  (hashing_trick()),  Projekcje  zachowujące lokalność (Locality-

Preserving Projections  (LPP)), Rozumowanie oparte na pamięci (Memory-based  reasoning  

(MBR)),  Skalowanie  dziesiętne  (Decimal  Scaling  Normalization),  Szybka transformacja  

Fouriera  (Fast  Fourier  Transform  (FFT)),  Transformacja  Hankela  (Hankel
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Transformation (HT)), Transformacja rang (Rank transformation (RT)), Transformacja 

Vandermonde'a (Vande'monde Transformation), Dyskretna transformacja Fouriera (Discrete 

Fourier Transform (DFT)), Hierarchia klasyfikatorów wieloetykietowych (Hierarchy of Multi-

label Learners, Hierarchy of Multi-label Classifier (HOMER)), Izometryczne odwzorowanie 

cech, Mapowanie izometryczne cech (Isometric Feature Mapping (ISOMAP)), Kodowanie ze 

ślepą zmienną (Dummy Encoding), Logarytmiczna transformacja stosunku (Log-ratio 

Transformation), Transformacja pierwiastka kwadratowego (Square-root transformation 

(SQRT)), Dyskretna transformacja falkowa (Discrete Wavelet Transform (DWT)), Skalowanie 

cech (Feature Scaling), Binarna istotność (Binary Relevance (BR)), Kodowanie z gorącą 

jedynką (One-Hot Encoding (OHE)), Losowe zbiory k-etykiet (Random k-Label Sets 

(RAKEL)), Transformacja falkowa (Wavelet transform (WT)), t-rozproszone stochastyczne 

osadzanie sąsiadów (t-distributed Stochastic Neighbor Embedding (t-SNE)), Etykietowy zbiór 

potęgowy (Label Powerset (LP)), Normalizacja Min-max (Min-max Normalization), 

Transformacja Fouriera (Fourier Transform (FT)), Transformacja normalizacyjna Z, 

Standaryzacja (Z-normalization, Z-score, Standardization), Dyskretyzacja (Discretization), 

Normalizacja (Normalization), Transformacja logarytmiczna (Logarithmic Transformation)}. 

𝑇𝑡𝑦𝑝𝑒𝑗 , 𝑗 = 1,2, … , 𝐽: oznaczają zbiór metod transformacji 𝜏𝐾(𝑘 = 1,2, … , 𝐾) w odniesieniu do

typu 𝑡𝑦𝑝𝑒𝑗(𝑗 = 1,2, … , 𝐿). Wykorzystywane są powiązania metody z typem atrybutów 

(zmiennych) przedstawione w tabeli 3.4. Konkretna metoda transformacji może być 

wykorzystywana w odniesieniu do kilku typów zmiennych. Przykładowe powiązania metody 

z typem zmiennych przedstawiono w tabeli 4.1.  

 Tabela 4.1. Przykładowe powiązania metody z typem danych 

Metoda Typ zmiennej 

Kodowanie z gorącą jedynką (One-Hot Encoding (OHE)) Liczbowe ciągłe, tekstowe kategoryzujące

Metoda przetwarzania za pomocą Szyfru Haszującego (hashing_trick()) tekstowe kategoryzujące

Normalizacja Min-max (Min-max normalization) Liczbowe ciągłe, liczbowe kategoryzujące

Transformacja normalizacyjna Z, Standaryzacja (Z-normalization transformation, Z-score 

normalization, Standardization)
Liczbowe ciągłe, liczbowe kategoryzujące

Skalowanie cech (Feature scaling) Liczbowe ciągłe, liczbowe kategoryzujące

Etykietowy zbiór potęgowy (Label Powerset (LP))
Liczbowe ciągłe, liczbowe kategoryzujące

Źródło: opracowanie własne. 

𝑇 =  ⋃ 𝑇𝑡𝑦𝑝𝑒𝑗𝜏𝐾𝜖𝑇

𝑐𝑎𝑟𝑑(𝑇𝑡𝑦𝑝𝑒𝑗): oznacza liczbę elementów zbioru, 𝑇𝑡𝑦𝑝𝑒𝑗 , czyli liczbę metod transformacji

znajdujących się w tym zbiorze.  
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𝜏: 𝑉𝑎𝑗𝑡𝑦𝑝𝑒𝑗 → 𝑉′𝑎𝑗𝑡𝑦𝑝𝑒𝑗: jest funkcją transformacji. Szczegółowe definicje metod (funkcji)

transformacji zostały przedstawione w rozdziale 3. Metoda automatycznej transformacji 

danych wykorzystuje te poszczególne metody (funkcje) transformacji. 

: ∪→ 𝑉𝑎1 × 𝑉𝑎2 × …× 𝑉𝑎𝑀: jest funkcją informacyjną.

 W ostatnim etapie budowy metody opracowano algorytm funkcjonowania metody (algorytm 

4.1). 
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 Algorytm  4.1. Algorytm funkcjonowania opracowanej metody automatycznej transformacji danych 

Źródło: opracowanie własne. 

 Algorytm działa w ten sposób, że dla każdej zmiennej określonego typu, obliczane są 

wartości pierwszej funkcji transformacji ze zbioru 𝑇𝑡𝑦𝑝𝑒𝑗 . Następnie obliczana jest funkcja

Algorytm 
Dane: zbiór atrybutów 𝐴 = {𝑎1, 𝑎2, … , 𝑎𝑁, }, zbiór wartości wszystkich atrybutów ze

zbioru 𝐴,  𝑉 = ⋃𝑎𝑖∈𝐴 𝑉𝑎𝑖, zbiór typów atrybutów 𝑇𝑌𝑃𝐸 = {𝑡𝑦𝑝𝑒1, 𝑡𝑦𝑝𝑒2, … , 𝑡𝑦𝑝𝑒𝐿},
zbiór funkcji transformacji w odniesieniu do poszczególnych typów atrybutów.

𝑇 =  ⋃ 𝑇𝑡𝑦𝑝𝑒𝑗𝜏𝐾𝜖𝑇  oraz funkcja oceny modelu głębokiego uczenia 𝑓𝑜(𝑚𝑜𝑑𝑒𝑙𝐷𝐿). 

Wynik: Zbiór wartości po transformacji: 𝑉′ =∪𝑎𝑗 
𝜖 𝐴𝑉′𝑎𝑗 .

𝑠𝑡𝑎𝑟𝑡  

O: = 0; 
𝑓𝑜𝑟 (𝑘1 == 1; 𝑘1 <= 𝑐𝑎𝑟𝑑(𝑇𝑡𝑦𝑝𝑒1); 𝑘1 + +)

𝑓𝑜𝑟(𝑎𝑗𝜖𝐴
𝑡𝑦𝑝𝑒1)

𝑉′𝑎𝑗 = 𝜏𝐾1(𝑉𝑎𝑗)

𝑓𝑜𝑟 (𝑘2 == 1; 𝑘2 <= 𝑐𝑎𝑟𝑑(𝑇𝑡𝑦𝑝𝑒2); 𝑘2 + +)
𝑓𝑜𝑟(𝑎𝑗𝜖𝐴

𝑡𝑦𝑝𝑒2)

𝑉′′𝑎𝑗 = 𝜏𝐾2(𝑉𝑎𝑗 )

. 

. 

. 

𝑓𝑜𝑟 (𝑘𝐾 = 1; 𝑘𝐾 <= 𝑐𝑎𝑟𝑑(𝑇𝑡𝑦𝑝𝑒𝐾); 𝑘𝐾 + +)
𝑓𝑜𝑟(𝑎𝑗𝜖𝐴

𝑡𝑦𝑝𝑒𝑘𝐾)

𝑉′′𝑎𝑗 = 𝜏𝑘𝐾(𝑉𝑎𝑗𝑡𝑦𝑝𝑒𝑗)

𝑂′ = 𝑓𝑜(𝑚𝑜𝑑𝑒𝑙𝐷𝐿)

𝑖𝑓 𝑂′ > 𝑂 then

𝑂 = 𝑂′ 

𝑉′ = 𝑉′′

𝑒𝑛𝑑 𝑖𝑓 

𝑒𝑛𝑑 𝑓𝑜𝑟 

𝑒𝑛𝑑 𝑓𝑜𝑟 

𝑒𝑛𝑑 𝑓𝑜𝑟 

𝑒𝑛𝑑 𝑓𝑜𝑟 

𝑒𝑛𝑑 𝑓𝑜𝑟 

 𝑒𝑛𝑑 𝑓𝑜𝑟 

𝑠𝑡𝑜𝑝  
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oceny modelu (na przykład dokładność). Jeśli ocena modelu jest wyższa od oceny  

z wykorzystaniem poprzedniej funkcji transformacji, wtedy zapisywana jest wartość funkcji 

oceny oraz wartości zmiennej po transformacji zapisywane są w zbiorze wartości transformacji 

𝑉’. W konsekwencji działania algorytmu w zbiorze 𝑉’ znajdują się wartości zmiennych po 

transformacji, która umożliwia osiągnięcie najwyższej oceny (na przykład najwyższej 

dokładności). 

4.3. Weryfikacja metody 

Ten podrozdział dotyczy weryfikacji metody automatycznej transformacji danych we 

wspomaganiu podejmowania decyzji z wykorzystaniem głębokiego uczenia. Wykorzystano 

metodę eksperymentu badawczego. Celem eksperymentu jest porównanie wyników modelu 

głębokiego uczenia wspomagającego podejmowanie decyzji z wykorzystaniem transformacji 

przeprowadzonej ręcznie oraz transformacji przeprowadzonej automatycznie  

z wykorzystaniem metody opracowanej w niniejszej rozprawie. Celem eksperymentu jest 

również weryfikacja hipotezy badawczej niniejszej pracy. Natomiast optymalizacja modelu 

głębokiego uczenia nie jest przedmiotem badań w ramach niniejszego eksperymentu. 

Oczywiście przeprowadzono optymalizację parametrów modelu, ale problem ten nie jest 

przedmiotem analiz w ramach niniejszego eksperymentu. Eksperyment badawczy wykonano w 

następujących krokach: 

1. Charakterystyka oraz wstępne przetworzenie zbioru danych. 

2. Opracowanie modelu głębokiego uczenia. 

3. Uczenie i testowanie modelu z wykorzystaniem transformacji przeprowadzonej ręcznie 

oraz transformacji przeprowadzonej z wykorzystaniem opracowanej metody 

automatycznej transformacji danych. 

4. Analiza i ocena (ewaluacja) wyników w celu porównania transformacji 

przeprowadzonej ręcznie z transformacją przeprowadzoną automatycznie oraz w celu 

weryfikacji hipotezy badawczej.  

Zbiór danych użyty do badań był rzeczywistym zbiorem danych pozyskanych od 

przedsiębiorstw leasingowych. Doktorantka uczestniczyła w projekcie (finansowanym  

w ramach bonu na innowacje) dotyczącym opracowania modelu prognozowania spłacalności 

rat leasingowych z wykorzystaniem głębokiego uczenia. Opracowany model został wdrożony 

w systemie wspomagania decyzji w przedsiębiorstwach leasingowych. Zadaniem doktorantki 

było głównie opracowanie metod transformacji danych oraz współpraca w zakresie 

opracowania modelu głębokiego uczenia. W ramach projektu transformacje danych 
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przeprowadzane były ręcznie lub półautomatycznie. Ponieważ analizowany zbiór danych 

obejmował zmienne różnego typu: liczbowy binarny, liczbowy ciągły, liczbowy dyskretny, 

liczbowy kategoryzujący, tekstowy kategoryzujący, doktorantka postanowiła wykorzystać ten 

zbiór danych (oraz doświadczenie zdobyte w trakcie realizacji projektu) w celu weryfikacji 

opracowanej w niniejszej rozprawie metody automatycznej transformacji danych we 

wspomaganiu podejmowania decyzji z wykorzystaniem głębokiego uczenia. Celem 

wykorzystania zbioru jest podejmowanie decyzji dotyczących udzielenia leasingu (podpisania 

umowy leasingowej).  

Założono, że w celu podejmowania decyzji klientów należy podzielić na dwie 

kategorie: 

1. 0: klienci, którzy spłacili wszystkie raty leasingu, 

2. 1: klienci, którzy nie spłacili wszystkich rat leasingu (określonych w zbiorze danych jako 

Default). 

Tak więc zadaniem modelu głębokiego uczenia jest prawidłowe sklasyfikowanie klientów 

jako „spłacających” (klasa 0) i „niespłacających” (klasa 1), przy jednoczesnej minimalizacji 

głównie „niespłacających” klientów. Dla instytucji leasingowej bardziej kosztowne jest 

bowiem posiadanie niepłacącego klienta, niż niepodpisanie umowy z klientem nawet o niskim 

ryzyku niespłacalności rat. Klienci oraz umowy zostały opisane za pomocą wielu atrybutów 

(zmiennych) scharakteryzowanych w dalszej części podrozdziału. Zmienną prognozowaną 

(wyjściową) jest zmienna nazwana Default. 

Przesłanki wykorzystania omawianego zbioru danych w celu weryfikacji opracowanej  

w niniejszych badaniach metody automatycznej transformacji danych we wspomaganiu 

podejmowania decyzji z wykorzystaniem głębokiego uczenia to:  

1. Rola zbioru danych: poprzez szczegółową charakterystykę tego zbioru oraz omówienie 

kontekstu jego zastosowania, można uzyskać wiedzę o roli głębokiego uczenia oraz 

opracowanej metody automatycznej transformacji w procesie podejmowania decyzji. 

2. Wpływ modelu głębokiego uczenia i opracowanej metody transformacji danych na 

podejmowanie decyzji: zrozumienie tego, jak dane użyte do modelu wpływają na decyzje, 

jest niezbędne do oceny skuteczności metody. 

3. Użyty zbiór danych zawiera zmienne różnych typów, co umożliwia weryfikację 

opracowanej metody transformacji danych w szerokim zakresie. 

4. Związki z głębokim uczeniem: opracowana metoda transformacji danych jest ściśle 

związana z modelami głębokiego uczenia wspomagającymi podejmowanie decyzji. 

Właśnie dlatego analiza dużego zbioru danych, który jest podstawą tego badania, pozwoli 
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na uwydatnienie tych związków oraz lepsze zrozumienie, w jaki sposób opracowana 

metoda wpisuje się w kontekst wykorzystania głębokiego uczenia we wspomaganiu 

decyzji. 

 Zarówno model głębokiego uczenia jak i metoda transformacji danych zostały opracowane 

z użyciem narzędzia Jupyter Notebook oraz języka programowania Python1. 

W kontekście opracowywania modelu głębokiego uczenia, dokonującego predykcji 

spłacalności rat leasingowych przez klientów z wykorzystaniem danych obejmujących umowy 

leasingowe różnych przedsiębiorstw, konieczne jest zastosowanie procedury mającej na celu 

uniknięcie powtarzalności informacji w zbiorze testowym. Aby opracować zbiór uczący  

i testowy w sposób, który eliminuje powtarzalność przedsiębiorstw w tych zbiorach, wykonano 

następującą procedurę: 

1. Zidentyfikowano zbiór danych, w którym występują umowy leasingowe różnych 

przedsiębiorstw, przy czym wartości zmiennych charakteryzujących przedsiębiorstwo, 

które korzysta z leasingu, mogą się powtarzać przy różnych umowach dla tego samego 

przedsiębiorstwa. Przykładowo, jeśli jedno przedsiębiorstwo ma trzy umowy o leasing, 

to dane tego przedsiębiorstwa w trzech rekordach powtarzają się, natomiast dane 

dotyczące umowy różnią się. 

2. Wydzielono z oryginalnego zbioru danych dwa zbiory: uczący i testowy. Upewniono się, 

że dane z tych zbiorów są reprezentatywne i odpowiednio zróżnicowane. 

3. W zbiorze uczącym, w przypadku przedsiębiorstw, dla których występuje więcej niż 

jedna umowa, zachowano jedynie jedną umowę, eliminując tym samym powtarzalność 

wartości zmiennych opisujących przedsiębiorstwo. 

4. W zbiorze testowym znajdują się dane dotyczące tylko tych przedsiębiorstw, które nie 

występowały w zbiorze uczącym. 

Generalizacja odnosiła się do tego, że model uczony był na zbiorze uczącym, a testowany 

na zbiorze testowym. W przypadku zbioru uczącego dane te były używane podczas uczenia 

(treningu) modelu.  

Zbiór testowy, z drugiej strony, zawiera dane, które nie były używane w procesie treningu. 

Zatem możliwa jest ocena poziomu generalizacji, czyli ocena, jak dobrze model radzi sobie  

 
1 Pliki źródłowe modelu głębokiego uczenia oraz transformacji danych znajdują się pod linkiem: https://uewrc-
my.sharepoint.com/personal/agata_kozina_ue_wroc_pl/_layouts/15/onedrive.aspx?id=%2Fpersonal%2Fagata
%5Fkozina%5Fue%5Fwroc%5Fpl%2FDocuments%2FModel&ga=1, Instytucje leasingowe nie zezwoliły jednak na 
udostępnienie zbioru danych. 
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z nowymi danymi. Jeśli model dobrze generalizuje, to jego skuteczność na zbiorze testowym 

będzie zbliżona do tej na zbiorze uczącym. 

 W dalszej części tego podrozdziału przeprowadzono analizę zbioru danych, opisano 

strukturę zmiennych oraz omówiono, w jaki sposób te zmienne wpływają na proces 

transformacji danych. Wszystko to ma na celu nie tylko zwiększenie wiedzy na temat metody, 

ale również dostarczenie podstaw dla podejmowania decyzji na podstawie wyników 

przeprowadzonego badania. 

 Zbiór danych zawiera 29 zmiennych i 13436 rekordów. 

 Zmienną prognozowaną jest zmienna Default reprezentująca kategorie danych wyjściowych 

w następujący sposób: 1 − Default; 0 − brak Default; 0 oznacza, że klient wypełnił umowę (nie 

wystąpiły problemy ze spłatą rat leasingowych), a 1 oznacza, że klient przestał płacić (wystąpiły 

problemy ze spłatą rat leasingowych). 

 Szczegółowy opis poszczególnych atrybutów przedstawiono w tabeli 4.2. 

 

Tabela 4.2. Charakterystyka danych zastosowanego w modelu głębokiej sieci neuronowej 

Nazwa zmiennej Typ zmiennej Charakterystyka zmiennej 

Przychody 
Liczbowe 

dyskretne 
Przychody poszczególnych klienta (przedsiębiorstwa leasingowego). 

Suma_bilansowa 
Liczbowe 

dyskretne 
Suma wartości aktywów i pasywów klienta. 

Liczba_prawcow

nikow 

Liczbowe 

dyskretne 
Liczba pracowników w przedsiębiorstwie klienta. 

Rok_produkcji 
Liczbowe 

dyskretne 
Rok produkcji przedmiotu leasingu. 

CNT_WPPLN Liczbowe ciągłe Wartość początkowa umowy przeliczona na PLN. 

CNT_OWPLN Liczbowe ciągłe Opłata wstępna na umowie przeliczona na PLN. 

OWPRC 
Liczbowe 

dyskretne 
Opłata wstępna w %. 

WKPRC 
Liczbowe 
dyskretne 

Wartość końcowa umowy w %. 

CNT_WKPLN Liczbowe ciągłe Wartość końcowa umowy przeliczona na PLN. 

Okres_umowy 
Liczbowe 

dyskretne 
Okres trwania umowy w miesiącach. 

MARZA Liczbowe ciągłe Wartość marży. 

Admin Liczbowe ciągłe Koszty administracyjne. 

PROWIZJA Liczbowe ciągłe Wartość prowizji. 

Kapital 
Liczbowe 
dyskretne 

Kapitał przedsiębiorstwa klienta. 

OBT_IFNEW 
Tekstowe 

kategoryzujące 
Przedmiot leasingu Nowy/Używany. 

Czy_autoryzowan
y_dostawca 

Tekstowe 
kategoryzujące 

Uznano dostawcę za autoryzowanego, jeśli dostarczył przedsiębiorstwu leasingowemu co 
najmniej 10 przedmiotów leasingu. 

Waluta 
Tekstowe 

kategoryzujące 
Waluta umowy. 

Rodzaj_harmono
gramu 

Tekstowe 
kategoryzujące 

Dla 10 tysięcy umów nie było tego znacznika w systemie. Przyjęto, że mają harmonogram 
liniowy. 

Rodzaj_oprocento

wania 

Tekstowe 

kategoryzujące 
Rodzaj oprocentowania: F- stała stopa, V- zmienna stopa. 

Dodatkowe_zabe
zpieczenie_transa

kcji 

Tekstowe 

kategoryzujące 
Rodzaj zabezpieczenia stosowanego w ramach transakcji leasingowej. 

Kanal_pozyskani

a 

Tekstowe 

kategoryzujące 

Sposób, w jaki klient lub transakcja leasingowa została pozyskana przez przedsiębiorstwo 

leasingowe. 

Czy_leasing_zwr

otny 
Liczbowe binarne 0- znaczy, że był leasing zwrotny, 1- nie było. Dostawca = klient na umowie. 
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Wynik_sprawdze

n_KRD 
Liczbowe binarne 

Wynik sprawdzenia w Biurze Informacji Gospodarczej Krajowego Rejestru Długów 
(KRD), gdzie 0- klient figuruje w rejestrze długów z zaległościami lub innymi problemami 

finansowymi, 1- klient nie posiada zadłużenia lub problemów z historią kredytową w 

rejestrze długów. 

Czy_cesja Liczbowe binarne 
Możliwość cesji umowy leasingowej, gdzie 0- umowa leasingowa nie przewiduje 

możliwości cesji, 1- umowa leasingowa dopuszcza możliwość cesji. 

Auto_luksusowe Liczbowe binarne 

Informacja określająca czy dany pojazd w umowie leasingowej jest luksusowym, gdzie 0- 

pojazd objęty umową leasingową nie jest klasyfikowany jako luksusowy, 1- pojazd w 
umowie leasingowej jest uznawany za luksusowy. 

RS_EUO Liczbowe binarne 

Informacja związana z rodzajem ubezpieczenia w ramach umowy leasingowej, gdzie 0- 

umowa leasingowa nie obejmuje ubezpieczenia od Ryzyka Szkód (RS) i Ubezpieczenia 
Odpowiedzialności Cywilnej (EUO), 1- umowa leasingowa obejmuje ubezpieczenie od 

Ryzyka Szkód (RS) i Ubezpieczenia Odpowiedzialności Cywilnej (EUO). 

BiuroWirtualneKl

ient 
Liczbowe binarne 

Informacja określająca, czy klient korzystający z usług przedsiębiorstwa leasingowego 

posiada biuro wirtualne, gdzie 0- klient nie korzysta z usług biura wirtualnego, 1- klient 
korzysta z usług biura wirtualnego. 

BiuroWirtualneD

ostawca 
Liczbowe binarne 

Informacja określająca, czy dostawca usług leasingowych posiada biuro wirtualne, gdzie 0- 

dostawca usług leasingowych nie korzysta z usług biura wirtualnego, 1- dostawca usług 
leasingowych korzysta z usług biura wirtualnego. 

BiuroWirtualneP
osrednik 

Liczbowe binarne 

Informacja określająca, czy pośrednik w umowie leasingowej korzysta z usług biura 

wirtualnego, gdzie 0- pośrednik w umowie leasingowej nie korzysta z usług biura 

wirtualnego, 1- pośrednik w umowie leasingowej korzysta z usług biura wirtualnego. 

Źródło: opracowanie własne.  

 

Opis zmiennej zawiera definicję atrybutu, opis jego znaczenia.   Typ zmiennej przedstawia 

typ konkretnej zmiennej w zestawie danych. Charakterystyka zmiennej przedstawia 

wyjaśnienie opisu zmiennej. 

Otrzymany zbiór danych został wstępnie przetworzony w zakresie brakujących danych 

(zastąpiono brakujące wartości atrybutów (NULL) wartościami, które nie występowały  

w początkowym zbiorze wartości poszczególnych zmiennych (atrybutów). Na przykład  

w przypadku zmiennej „BiuroWirtualneKlient” występowały wartości „0” i „1” to brakujące 

wartości (NULL) zastąpiono wartością „-1”. 

Następnie przeprowadzono transformacje ręcznie w odniesieniu do poszczególnych typów 

zmiennych: 

• liczbowe ciągłe: standaryzacja lub normalizacja, 

• liczbowe dyskretne: normalizacja Min-max, 

• tekstowe kategoryzujące: one hot encoding i hashing_trick, 

• dla zmiennych liczbowych binarnych nie wykonano transformacji, ponieważ były to już 

binarne zmienne i nie wymagały przekształcenia. 

Następnie opracowano model głębokiego uczenia o następującej architekturze (rysunek 

4.2).  
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Rysunek 4.2. Architektura modelu opracowanej sieci neuronowej 

Źródło: opracowanie własne.  

 

Architektura sieci neuronowej przedstawiona na rysunku składa się z następujących 

komponentów: 

1. Wektor wejściowy: został podzielony na grupy zmiennych zgodnie z ich typami. 

2. Warstwy wejściowe i Embedding: dla zbioru zmiennych typu tekstowe kategoryzujące 

tworzona jest osobna warstwa wejściowa (Input) oraz warstwa Embedding, która 

zamienia zmienne tekstowe kategoryzujące na wektory o określonej długości. Następnie, 

dane z warstw Embedding są spłaszczane przez warstwy Flatten. 

X
Liczbowe_ciągłe

 X
Liczbowe_dyskretne

 X
Tekstowe_kategoryzujące

 X
Liczbowe_binarne

 

Concatenate 

Dropout 

Dense 

BatchNormalization 

Dropout 

Dense 

Dropout 

Embedding 

Flatten 

Dense 
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3. Funkcja concatenate: połączenie grup zmiennych w jeden wektor wejściowy stanowiący 

warstwę wejściową modelu (po transformacji zmiennych i wstępnym przetworzeniu 

zmiennych tekstowych kategoryzujących). Wykorzystano w tym celu funkcję 

concatenate. 

4. Warstwy ukryte typu Dense przeplatane z warstwami Dropout: warstwy Dense mają 

funkcję aktywacji „relu”, która jest nieliniową funkcją aktywacji pozwalającą na uczenie 

się skomplikowanych wzorców w danych. Warstwy Dropout służą do zapobiegania 

przeuczeniu modelu poprzez losowe wyłączanie części neuronów podczas treningu, co 

pomaga w generalizacji modelu na nowe, „niewidziane” wcześniej dane. 

5. Normalizacja wsadowa (Batch normalization): po pierwszej warstwie gęstej znajduje się 

warstwa normalizacji wsadowej, która normalizuje aktywacje poprzedniej warstwy. 

6. Warstwa wyjściowa: ostatnia warstwa Dense ma jedno wyjście z funkcją aktywacji 

„sigmoid”, co wskazuje, że model jest przeznaczony do zadania klasyfikacji binarnej (np. 

0 lub 1, tak lub nie). 

Typy warstw zostały szerzej opisane w podrozdziale 2.2. 

W modelu wybrano optymalizator „adam”, który jest dobrze znanym optymalizatorem  

w dziedzinie maszynowego uczenia i głębokiego uczenia i jest często używany ze względu na 

swoją skuteczność w różnych zadaniach głębokiego uczenia. „Adam” dostosowuje szybkość 

uczenia dla każdego parametru indywidualnie, co często prowadzi do szybszej konwergencji w 

procesie trenowania sieci. 

Wybrana funkcja straty to binary_crossentropy, co jest standardowym wyborem  

w przypadku klasyfikacji binarnej i odpowiada za obliczanie różnicy między przewidywaniami 

modelu a rzeczywistymi etykietami. 

Podsumowując, sieć ta wykorzystuje zmienne wejściowe różnego typu, które są 

przetwarzane przez warstwy Embedding i Flatten, a następnie integrowane i przetwarzane przez 

warstwy gęste (Dense). 

Model ten jest klasyfikatorem binarnym, wykorzystującym uczenie nadzorowane. Jest to 

sieć typu wielowarstwowy perceptron. Wyjściem modelu jest prognoza wartości zmiennej 

Default. Prognoza jest z przedziału [0…1]. Podejmowanie decyzji odbywa się  

z wykorzystaniem progu decyzyjnego. Przykładowo, jeśli próg decyzyjny ustawiony jest na 0.5 

to jeśli na wyjściu modelu jest wartość 0.3, to oznacza, że prognozuje się spłacanie rat przez 

klienta (czyli brak Default), natomiast jeśli na wyjściu modelu jest wartość 0.6 to prognozuje 

się brak spłacalności rat przez klienta (czyli Default). Na tej podstawie można podejmować 

decyzje dotyczące podpisania umowy leasingowej. 
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W następnym kroku eksperymentu przeprowadzono uczenie i testowanie modelu. Procedurę 

tę powtórzono 90-krotnie  dla różnych parametrów modelu. Zmieniano liczbę epok (10, 20, 

30). Zmieniano parametry – liczbę neuronów w warstwach modelu głębokiego uczenia (Dense 

1, Dense 2, Dense 3). W trakcie eksperymentów stwierdzono, że proces uczenia modelu jest 

zrealizowany po około 25-30 epokach. W związku z tym maksymalna liczba epok została 

ustalona na 30, aby uniknąć nadmiernego dopasowania modelu do danych uczących i poprawić 

ogólną zdolność generalizacji. Po 30 epokach nie zaobserwowano znaczącego wzrostu miar 

jakości modeli głębokiego uczenia dla przeprowadzonych transformacji danych. Tym samym 

uzasadniona jest analiza liczby epok między 10, 20 i 30. Dodatkowo wykonano testy modelu, 

gdzie ustawiono liczbę epok na 500, po 30 epoce nie było wzrostu dokładności uczenia, dlatego 

wybrano maksymalną liczbę epok jako 30. Decyzja ta opiera się na obserwacjach związanych 

z wydajnością modelu w kolejnych epokach eksperymentów. Większa liczba epok nie poprawia 

znacząco jakości modelu, a ewentualne korzyści są marginalne.  

Przykładowy proces uczenia modelu przedstawiono na rysunku 4.3. 

 

Rysunek 4.3. Przykładowy proces uczenia modelu 

Źródło: opracowanie własne.  

 

Eksperyment przeprowadzono w odniesieniu do modeli z transformacją ręczną  

z wykorzystaniem metody transformacji zmiennych tekstowych kategoryzujących onehot  

i hashing_trick (scharakteryzowanych w rozdziale 3) oraz z wykorzystaniem automatycznej 

metody transformacji opracowanej w niniejszej pracy, również z wykorzystaniem metody 

transformacji zmiennych tekstowych kategoryzujących onehot i hashing_trick (transformacje 

wartości pozostałych zmiennych wykorzystują takie same metody). 

Wyniki uzyskano z wykorzystaniem testowego zbioru danych (a więc są to wyniki 
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generalizacji modeli). Zaprezentowano wyniki z wykorzystaniem metody hashing_trick (tabela 

4.3), transformacją automatyczną z wykorzystaniem metody hashing_trick (tabela 4.4), 

transformacją ręczną z wykorzystaniem metody onehot (tabela 4.5) i transformacją 

automatyczną z wykorzystaniem metody onehot (tabela 4.6).  

Kolorem niebieskim zaznaczono dla każdej miary jakości uczenia modelu najwyższe 

wartości (maksymalne) dla każdej z miar (dokładność, precyzja, czułość, AUC). Odpowiednio, 

kolorem zielonym zaznaczono najniższe (minimalne) wartości tych miar. 

Zakreślono na niebiesko architektury modeli osiągających najlepsze wyniki. 

Zakreślono na zielono architektury modeli, które osiągnęły najgorsze wyniki.  

 

Tabela 4.3. Wyniki modelu z transformacją ręczną z wykorzystaniem hashing_trick 

Numer obserwacji Liczba epok Dokładność Precyzja Czułość AUC Czas uczenia Dense 1 Dense 2 Dense 3 

1 10 0,760 0,520 0,498 0,778 10,910 130 100 70 

2 20 0,769 0,554 0,399 0,782 10,910 130 100 70 

3 30 0,794 0,604 0,509 0,813 10,910 130 100 70 

4 10 0,772 0,578 0,325 0,780 11,460 150 100 70 

5 20 0,786 0,598 0,445 0,800 11,460 150 100 70 

6 30 0,790 0,591 0,522 0,798 11,460 150 100 70 

7 10 0,762 0,522 0,549 0,794 11,546 180 100 80 

8 20 0,771 0,536 0,612 0,815 11,546 180 100 80 

9 30 0,779 0,563 0,529 0,808 11,546 180 100 80 

10 10 0,777 0,696 0,194 0,801 11,279 200 100 20 

11 20 0,790 0,604 0,469 0,813 11,279 200 100 20 

12 30 0,791 0,594 0,515 0,809 11,279 200 100 20 

13 10 0,788 0,704 0,265 0,805 11,376 210 100 50 

14 20 0,779 0,569 0,476 0,794 11,376 210 100 50 

15 30 0,797 0,597 0,575 0,816 11,376 210 100 50 

16 10 0,787 0,701 0,256 0,807 11,728 240 120 70 

17 20 0,795 0,638 0,419 0,814 11,728 240 120 70 

18 30 0,776 0,560 0,491 0,802 11,728 240 120 70 

19 10 0,781 0,673 0,242 0,804 12,048 270 140 30 

20 20 0,798 0,609 0,537 0,823 12,048 270 140 30 

21 30 0,800 0,617 0,524 0,822 12,048 270 140 30 

22 10 0,784 0,677 0,261 0,799 12,262 290 140 80 

23 20 0,769 0,552 0,405 0,794 12,262 290 140 80 

24 30 0,771 0,543 0,524 0,795 12,262 290 140 80 

25 10 0,786 0,638 0,328 0,798 12,564 300 150 90 

26 20 0,792 0,605 0,487 0,813 12,564 300 150 90 

27 30 0,779 0,564 0,502 0,791 12,564 300 150 90 

28 10 0,787 0,624 0,369 0,800 12,363 310 160 80 

29 20 0,791 0,610 0,454 0,824 12,363 310 160 80 
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30 30 0,781 0,561 0,570 0,819 12,363 310 160 80 

31 10 0,783 0,624 0,328 0,796 12,966 320 160 70 

32 20 0,795 0,658 0,370 0,805 12,966 320 160 70 

33 30 0,786 0,583 0,498 0,800 12,966 320 160 70 

34 10 0,783 0,608 0,375 0,793 13,122 330 160 50 

35 20 0,781 0,575 0,477 0,807 13,122 330 160 50 

36 30 0,758 0,515 0,598 0,808 13,122 330 160 50 

37 10 0,787 0,694 0,267 0,798 12,837 340 170 20 

38 20 0,801 0,671 0,398 0,802 12,837 340 170 20 

39 30 0,787 0,582 0,524 0,807 12,837 340 170 20 

40 10 0,773 0,557 0,442 0,780 13,442 340 170 30 

41 20 0,779 0,557 0,570 0,813 13,442 340 170 30 

42 30 0,792 0,585 0,586 0,822 13,442 340 170 30 

43 10 0,787 0,595 0,462 0,809 13,744 340 170 100 

44 20 0,782 0,568 0,530 0,800 13,744 340 170 100 

45 30 0,748 0,497 0,631 0,804 13,744 340 170 100 

46 10 0,790 0,642 0,359 0,808 14,375 350 180 80 

47 20 0,791 0,634 0,385 0,815 14,375 350 180 80 

48 30 0,774 0,542 0,636 0,804 14,375 350 180 80 

49 10 0,787 0,585 0,512 0,810 13,793 370 180 100 

50 20 0,769 0,539 0,526 0,804 13,793 370 180 100 

51 30 0,782 0,565 0,552 0,805 13,793 370 180 100 

52 10 0,788 0,613 0,409 0,800 13,983 400 200 60 

53 20 0,793 0,624 0,434 0,812 13,983 400 200 60 

54 30 0,797 0,636 0,445 0,807 13,983 400 200 60 

55 10 0,783 0,640 0,302 0,792 14,488 440 220 40 

56 20 0,787 0,578 0,554 0,811 14,488 440 220 40 

57 30 0,784 0,568 0,561 0,805 14,488 440 220 40 

58 10 0,783 0,630 0,324 0,798 14,483 450 220 90 

59 20 0,766 0,532 0,524 0,793 14,483 450 220 90 

60 30 0,776 0,552 0,554 0,799 14,483 450 220 90 

61 10 0,784 0,601 0,403 0,791 14,989 480 240 100 

62 20 0,791 0,591 0,536 0,809 14,989 480 240 100 

63 30 0,768 0,541 0,481 0,778 14,989 480 240 100 

64 10 0,784 0,599 0,416 0,800 15,180 500 250 30 

65 20 0,771 0,537 0,618 0,803 15,180 500 250 30 

66 30 0,798 0,616 0,508 0,805 15,180 500 250 30 

67 10 0,789 0,659 0,326 0,798 15,423 520 260 20 

68 20 0,789 0,593 0,497 0,808 15,423 520 260 20 

69 30 0,782 0,585 0,444 0,789 15,423 520 260 20 

70 10 0,793 0,643 0,386 0,803 16,593 530 260 40 

71 20 0,781 0,569 0,509 0,807 16,593 530 260 40 

72 30 0,760 0,518 0,551 0,782 16,593 530 260 40 

73 10 0,788 0,638 0,355 0,802 17,515 530 260 50 

74 20 0,802 0,627 0,510 0,823 17,515 530 260 50 
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75 30 0,794 0,588 0,581 0,820 17,515 530 260 50 

76 10 0,774 0,553 0,506 0,805 17,083 530 260 70 

77 20 0,758 0,514 0,591 0,791 17,083 530 260 70 

78 30 0,763 0,524 0,547 0,791 17,083 530 260 70 

79 10 0,781 0,705 0,214 0,801 16,911 550 280 30 

80 20 0,788 0,627 0,378 0,810 16,911 550 280 30 

81 30 0,788 0,600 0,451 0,821 16,911 550 280 30 

82 10 0,787 0,594 0,467 0,802 17,656 580 290 50 

83 20 0,790 0,601 0,478 0,807 17,656 580 290 50 

84 30 0,778 0,556 0,551 0,788 17,656 580 290 50 

85 10 0,779 0,554 0,589 0,810 17,629 590 300 40 

86 20 0,768 0,534 0,577 0,797 17,629 590 300 40 

87 30 0,763 0,525 0,561 0,793 17,629 590 300 40 

88 10 0,781 0,657 0,263 0,804 17,679 600 300 40 

89 20 0,793 0,628 0,423 0,805 17,679 600 300 40 

90 30 0,777 0,556 0,546 0,806 17,679 600 300 40 

Źródło: opracowanie własne. 

Najwyższy wynik dla miary dokładności (0,802) osiągnął model uczony przez 20 epok,  

z parametrami Dense 1 = 530, Dense 2 = 260 i Dense 3 = 50. Najgorszy wynik dokładności 

(0,748) miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 340, Dense 2 = 170 oraz 

Dense 3= 100. 

Najwyższy wynik dla miary precyzji (0,705) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 550, Dense 2 = 280 i Dense 3 = 30. Najgorszy wynik precyzji (0,497) 

miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 340, Dense 2 = 170 oraz Dense 

3= 100. 

Najwyższy wynik dla miary czułości (0,636) osiągnął model uczony przez 30 epok,  

z parametrami Dense 1 = 350, Dense 2 = 180 i Dense 3 = 80. Najgorszy wynik czułości (0,194) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 200, Dense 2 = 100 oraz Dense 

3= 20. 

Najwyższy wynik dla miary AUC (0,824) osiągnął model uczony przez 20 epok,  

z parametrami Dense 1 = 310, Dense 2 = 160 i Dense 3 = 80. Najgorszy wynik AUC (0,778) 

miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 480, Dense 2 = 240 oraz Dense 

3= 100. 

Średni czas uczenia w przypadku ręcznej transformacji hashing_trick wyniósł około 15 

sekund. 
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Tabela 4.4. Wyniki modelu z transformacją automatyczną z wykorzystaniem hashing_trick 

Numer obserwacji Liczba epok Dokładność Precyzja Czułość AUC Czas transformacji i uczenia Dense 1 Dense 2 Dense 3 

1 10 0,781 0,608 0,353 0,794 11,544 130 100 70 

2 20 0,789 0,598 0,481 0,812 11,544 130 100 70 

3 30 0,792 0,591 0,540 0,807 11,544 130 100 70 

4 10 0,777 0,628 0,269 0,788 11,229 150 100 70 

5 20 0,792 0,608 0,467 0,818 11,229 150 100 70 

6 30 0,760 0,516 0,629 0,804 11,229 150 100 70 

7 10 0,772 0,570 0,354 0,774 11,440 170 180 100 

8 20 0,753 0,505 0,627 0,785 11,440 170 180 100 

9 30 0,771 0,541 0,553 0,790 11,440 170 180 100 

10 10 0,785 0,624 0,354 0,795 12,031 180 100 80 

11 20 0,762 0,520 0,634 0,799 12,031 180 100 80 

12 30 0,783 0,575 0,512 0,802 12,031 180 100 80 

13 10 0,781 0,659 0,261 0,802 11,451 200 100 20 

14 20 0,792 0,679 0,320 0,816 11,451 200 100 20 

15 30 0,781 0,562 0,563 0,812 11,451 200 100 20 

16 10 0,778 0,619 0,295 0,786 12,198 210 100 50 

17 20 0,783 0,597 0,403 0,792 12,198 210 100 50 

18 30 0,765 0,529 0,553 0,792 12,198 210 100 50 

19 10 0,776 0,711 0,175 0,801 11,838 240 120 70 

20 20 0,800 0,642 0,456 0,823 11,838 240 120 70 

21 30 0,788 0,589 0,499 0,807 11,838 240 120 70 

22 10 0,788 0,646 0,332 0,789 12,103 270 140 30 

23 20 0,792 0,611 0,469 0,807 12,103 270 140 30 

24 30 0,793 0,615 0,459 0,812 12,103 270 140 30 

25 10 0,785 0,606 0,402 0,801 12,355 290 140 80 

26 20 0,792 0,583 0,593 0,825 12,355 290 140 80 

27 30 0,790 0,583 0,566 0,816 12,355 290 140 80 

28 10 0,780 0,651 0,256 0,793 12,398 300 150 90 

29 20 0,792 0,606 0,485 0,811 12,398 300 150 90 

30 30 0,793 0,608 0,488 0,815 12,398 300 150 90 

31 10 0,786 0,609 0,407 0,794 13,418 310 160 80 

32 20 0,774 0,554 0,498 0,789 13,418 310 160 80 

33 30 0,779 0,558 0,551 0,800 13,418 310 160 80 

34 10 0,782 0,643 0,288 0,798 13,185 320 160 70 

35 20 0,791 0,593 0,524 0,814 13,185 320 160 70 

36 30 0,782 0,567 0,540 0,808 13,185 320 160 70 

37 10 0,793 0,668 0,345 0,809 13,124 330 160 50 

38 20 0,790 0,584 0,560 0,817 13,124 330 160 50 

39 30 0,784 0,572 0,544 0,815 13,124 330 160 50 

40 10 0,782 0,644 0,286 0,796 13,164 340 170 20 

41 20 0,792 0,699 0,295 0,795 13,164 340 170 20 

42 30 0,791 0,595 0,517 0,817 13,164 340 170 20 
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43 10 0,787 0,669 0,290 0,801 13,886 340 170 30 

44 20 0,802 0,675 0,399 0,815 13,886 340 170 30 

45 30 0,790 0,591 0,516 0,801 13,886 340 170 30 

46 10 0,796 0,654 0,393 0,812 13,905 340 170 100 

47 20 0,779 0,557 0,567 0,814 13,905 340 170 100 

48 30 0,780 0,565 0,523 0,808 13,905 340 170 100 

49 10 0,787 0,658 0,307 0,803 13,394 350 180 80 

50 20 0,766 0,527 0,627 0,805 13,394 350 180 80 

51 30 0,777 0,555 0,542 0,792 13,394 350 180 80 

52 10 0,782 0,602 0,374 0,788 14,140 400 200 60 

53 20 0,792 0,619 0,438 0,808 14,140 400 200 60 

54 30 0,790 0,586 0,552 0,805 14,140 400 200 60 

55 10 0,794 0,641 0,397 0,816 15,319 440 220 40 

56 20 0,806 0,635 0,523 0,831 15,319 440 220 40 

57 30 0,768 0,533 0,593 0,805 15,319 440 220 40 

58 10 0,789 0,629 0,383 0,805 15,839 450 220 90 

59 20 0,798 0,619 0,498 0,822 15,839 450 220 90 

60 30 0,792 0,604 0,494 0,817 15,839 450 220 90 

61 10 0,786 0,595 0,448 0,797 15,067 480 240 100 

62 20 0,764 0,528 0,544 0,794 15,067 480 240 100 

63 30 0,788 0,589 0,503 0,797 15,067 480 240 100 

64 10 0,781 0,728 0,197 0,804 15,608 500 250 30 

65 20 0,792 0,604 0,490 0,808 15,608 500 250 30 

66 30 0,793 0,615 0,464 0,797 15,608 500 250 30 

67 10 0,786 0,630 0,350 0,799 16,292 520 260 20 

68 20 0,778 0,570 0,454 0,808 16,292 520 260 20 

69 30 0,773 0,544 0,567 0,803 16,292 520 260 20 

70 10 0,789 0,715 0,257 0,802 18,178 530 260 40 

71 20 0,797 0,628 0,462 0,812 18,178 530 260 40 

72 30 0,789 0,581 0,553 0,810 18,178 530 260 40 

73 10 0,773 0,588 0,307 0,769 17,713 530 260 50 

74 20 0,772 0,542 0,559 0,800 17,713 530 260 50 

75 30 0,773 0,541 0,598 0,808 17,713 530 260 50 

76 10 0,774 0,541 0,622 0,809 17,006 530 260 70 

77 20 0,781 0,563 0,561 0,810 17,006 530 260 70 

78 30 0,792 0,607 0,482 0,813 17,006 530 260 70 

79 10 0,791 0,619 0,425 0,805 17,901 550 280 30 

80 20 0,791 0,588 0,551 0,809 17,901 550 280 30 

81 30 0,794 0,598 0,538 0,809 17,901 550 280 30 

82 10 0,772 0,726 0,142 0,801 17,901 580 290 50 

83 20 0,796 0,632 0,444 0,821 17,901 580 290 50 

84 30 0,784 0,587 0,455 0,799 17,901 580 290 50 

85 10 0,787 0,596 0,464 0,788 17,994 590 300 40 

86 20 0,758 0,513 0,637 0,802 17,994 590 300 40 

87 30 0,773 0,546 0,553 0,801 17,994 590 300 40 
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88 10 0,785 0,663 0,286 0,797 17,964 600 300 40 

89 20 0,792 0,609 0,474 0,800 17,964 600 300 40 

90 30 0,776 0,551 0,563 0,797 17,964 600 300 40 

Źródło: opracowanie własne.  

Dla 20 epok w przypadku ustawienia parametrów na Dense 1 = 440, Dense 2 = 220 i Dense 

3 = 40 model z automatyczną transformacją danych hashing_trick osiągnął najwyższy wynik 

dla miary dokładności (0,806). Są to najlepsze ustawienia parametrów modelu. Najgorszy 

wynik dokładności (0,753) miał model o ustawieniu parametrów na: 20 epok, Dense 1 = 170, 

Dense 2 = 180 oraz Dense 3= 100. 

Najwyższy wynik dla miary precyzji (0,728) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 550, Dense 2 = 250 i Dense 3 = 30. Najgorszy wynik precyzji (0,505) 

miał model o ustawieniu parametrów na: 20 epok, Dense 1 = 170, Dense 2 = 180 oraz Dense 

3= 100. 

Najwyższy wynik dla miary czułości (0,637) osiągnął model uczony przez 20 epok,  

z parametrami Dense 1 = 590, Dense 2 = 300 i Dense 3 = 40. Najgorszy wynik czułości (0,142) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 580, Dense 2 = 290 oraz Dense 

3= 50. 

Najwyższy wynik dla miary AUC (0,831) osiągnął model uczony przez 20 epok,  

z parametrami Dense 1 = 440, Dense 2 = 220 i Dense 3 = 40. Najgorszy wynik AUC (0,769) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 530, Dense 2 = 260 oraz Dense 

3= 50. 

Średni czas transformacji i uczenia w przypadku automatycznej transformacji hashing_trick 

wyniósł około 15 sekund. 

 

Tabela 4.5. Wyniki modelu z transformacją ręczną z wykorzystaniem onehot 

Numer obserwacji Liczba epok Dokładność Precyzja Czułość AUC Czas uczenia Dense 1 Dense 2 Dense 3 

1 10 0,756 0,565 0,097 0,693 27,830 130 100 70 

2 20 0,716 0,421 0,362 0,692 27,830 130 100 70 

3 30 0,717 0,403 0,275 0,675 27,830 130 100 70 

4 10 0,716 0,416 0,334 0,664 28,160 150 100 70 

5 20 0,730 0,441 0,306 0,684 28,160 150 100 70 

6 30 0,706 0,388 0,306 0,657 28,160 150 100 70 

7 10 0,726 0,437 0,325 0,704 28,434 180 100 80 

8 20 0,725 0,442 0,384 0,702 28,434 180 100 80 

9 30 0,730 0,442 0,310 0,687 28,434 180 100 80 

10 10 0,743 0,479 0,303 0,720 28,485 200 100 20 

11 20 0,734 0,428 0,193 0,700 28,485 200 100 20 

227:5182363694



228 
 

12 30 0,716 0,399 0,268 0,686 28,485 200 100 20 

13 10 0,758 0,542 0,208 0,726 29,027 210 100 50 

14 20 0,702 0,402 0,393 0,688 29,027 210 100 50 

15 30 0,724 0,426 0,303 0,669 29,027 210 100 50 

16 10 0,759 0,569 0,149 0,713 29,347 240 120 70 

17 20 0,728 0,449 0,388 0,702 29,347 240 120 70 

18 30 0,704 0,406 0,402 0,695 29,347 240 120 70 

19 10 0,767 0,575 0,254 0,739 29,732 270 140 30 

20 20 0,724 0,431 0,325 0,707 29,732 270 140 30 

21 30 0,708 0,413 0,397 0,688 29,732 270 140 30 

22 10 0,742 0,472 0,277 0,721 32,022 290 140 80 

23 20 0,753 0,510 0,260 0,714 32,022 290 140 80 

24 30 0,716 0,424 0,378 0,694 32,022 290 140 80 

25 10 0,723 0,450 0,481 0,717 30,207 300 150 90 

26 20 0,698 0,413 0,496 0,711 30,207 300 150 90 

27 30 0,715 0,424 0,386 0,678 30,207 300 150 90 

28 10 0,716 0,432 0,435 0,690 31,433 310 160 80 

29 20 0,748 0,493 0,260 0,702 31,433 310 160 80 

30 30 0,695 0,393 0,400 0,663 31,433 310 160 80 

31 10 0,759 0,537 0,272 0,710 31,960 320 160 70 

32 20 0,745 0,485 0,298 0,714 31,960 320 160 70 

33 30 0,719 0,419 0,315 0,673 31,960 320 160 70 

34 10 0,758 0,540 0,203 0,708 31,667 330 160 50 

35 20 0,724 0,429 0,315 0,701 31,667 330 160 50 

36 30 0,708 0,407 0,364 0,684 31,667 330 160 50 

37 10 0,724 0,431 0,331 0,707 31,742 340 170 20 

38 20 0,737 0,458 0,292 0,697 31,742 340 170 20 

39 30 0,732 0,446 0,291 0,702 31,742 340 170 20 

40 10 0,764 0,553 0,286 0,748 33,357 340 170 30 

41 20 0,733 0,458 0,378 0,729 33,357 340 170 30 

42 30 0,732 0,447 0,299 0,685 33,357 340 170 30 

43 10 0,667 0,382 0,539 0,689 32,205 340 170 100 

44 20 0,709 0,426 0,476 0,715 32,205 340 170 100 

45 30 0,674 0,374 0,449 0,661 32,205 340 170 100 

46 10 0,750 0,501 0,290 0,710 31,906 350 180 80 

47 20 0,725 0,439 0,355 0,700 31,906 350 180 80 

48 30 0,738 0,468 0,357 0,686 31,906 350 180 80 

49 10 0,749 0,495 0,237 0,687 32,862 370 180 100 

50 20 0,693 0,395 0,428 0,679 32,862 370 180 100 

51 30 0,703 0,395 0,350 0,672 32,862 370 180 100 

52 10 0,744 0,483 0,341 0,715 35,571 400 200 60 

53 20 0,740 0,466 0,285 0,697 35,571 400 200 60 

54 30 0,722 0,435 0,375 0,685 35,571 400 200 60 

55 10 0,763 0,568 0,220 0,730 34,848 440 220 40 

56 20 0,733 0,456 0,345 0,703 34,848 440 220 40 
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57 30 0,708 0,412 0,389 0,693 34,848 440 220 40 

58 10 0,703 0,417 0,476 0,704 34,870 450 220 90 

59 20 0,687 0,406 0,547 0,708 34,870 450 220 90 

60 30 0,720 0,438 0,431 0,704 34,870 450 220 90 

61 10 0,749 0,495 0,268 0,706 35,175 480 240 100 

62 20 0,700 0,403 0,418 0,679 35,175 480 240 100 

63 30 0,721 0,425 0,334 0,679 35,175 480 240 100 

64 10 0,737 0,464 0,326 0,709 35,373 500 250 30 

65 20 0,742 0,472 0,284 0,695 35,373 500 250 30 

66 30 0,728 0,448 0,374 0,691 35,373 500 250 30 

67 10 0,723 0,438 0,381 0,697 37,015 520 260 20 

68 20 0,720 0,422 0,322 0,684 37,015 520 260 20 

69 30 0,733 0,453 0,318 0,671 37,015 520 260 20 

70 10 0,747 0,487 0,213 0,689 42,798 530 260 40 

71 20 0,693 0,381 0,362 0,660 42,798 530 260 40 

72 30 0,691 0,392 0,428 0,655 42,798 530 260 40 

73 10 0,730 0,454 0,399 0,715 39,889 530 260 50 

74 20 0,733 0,439 0,253 0,676 39,889 530 260 50 

75 30 0,715 0,416 0,348 0,667 39,889 530 260 50 

76 10 0,754 0,531 0,132 0,681 40,727 530 260 70 

77 20 0,735 0,457 0,327 0,709 40,727 530 260 70 

78 30 0,702 0,405 0,411 0,685 40,727 530 260 70 

79 10 0,763 0,617 0,132 0,725 40,834 550 280 30 

80 20 0,740 0,472 0,341 0,715 40,834 550 280 30 

81 30 0,725 0,440 0,371 0,696 40,834 550 280 30 

82 10 0,740 0,467 0,276 0,713 41,302 580 290 50 

83 20 0,710 0,395 0,302 0,659 41,302 580 290 50 

84 30 0,711 0,417 0,390 0,691 41,302 580 290 50 

85 10 0,669 0,395 0,615 0,713 42,953 590 300 40 

86 20 0,745 0,482 0,254 0,716 42,953 590 300 40 

87 30 0,695 0,380 0,352 0,658 42,953 590 300 40 

88 10 0,738 0,448 0,210 0,668 41,219 600 300 40 

89 20 0,741 0,475 0,348 0,705 41,219 600 300 40 

90 30 0,744 0,481 0,319 0,699 41,219 600 300 40 

Źródło: opracowanie własne. 

 

Dla 10 epok w przypadku ustawienia parametrów na Dense 1 = 270, Dense 2 = 140 i Dense 

3 = 30 model z ręczną transformacją danych onehot osiągnął najwyższy wynik dla miary 

dokładności (0,767). Są to najlepsze ustawienia parametrów modelu. Najgorszy wynik 

dokładności (0,667) miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 340, Dense 

2 = 170 oraz Dense 3= 100. 

Najwyższy wynik dla miary precyzji (0,617) osiągnął model uczony przez 10 epok,  
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z parametrami Dense 1 = 550, Dense 2 = 280 i Dense 3 = 30. Najgorszy wynik precyzji (0,374) 

miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 340, Dense 2 = 170 oraz Dense 

3= 100. 

Najwyższy wynik dla miary czułości (0,615) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 590, Dense 2 = 300 i Dense 3 = 40. Najgorszy wynik czułości (0,097) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 130, Dense 2 = 100 oraz Dense 

3= 70. 

Najwyższy wynik dla miary AUC (0,748) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 340, Dense 2 = 170 i Dense 3 = 30. Najgorszy wynik AUC (0,655) 

miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 530, Dense 2 = 260 oraz Dense 

3= 40. 

Średni czas uczenia w przypadku ręcznej transformacji onehot wyniósł około 35 sekund. 

 

Tabela 4.6. Wyniki modelu z transformacją automatyczną z wykorzystaniem onehot 

Numer obserwacji Liczba epok Dokładność Precyzja Czułość AUC Czas transformacji i uczenia Dense 1 Dense 2 Dense 3 

1 10 0,748 0,481 0,101 0,689 28,860 130 100 70 

2 20 0,705 0,394 0,329 0,678 28,860 130 100 70 

3 30 0,696 0,392 0,386 0,660 28,860 130 100 70 

4 10 0,738 0,465 0,306 0,689 27,867 150 100 70 

5 20 0,727 0,415 0,221 0,663 27,867 150 100 70 

6 30 0,723 0,433 0,355 0,689 27,867 150 100 70 

7 10 0,744 0,481 0,288 0,702 28,086 170 180 100 

8 20 0,705 0,398 0,348 0,666 28,086 170 180 100 

9 30 0,700 0,400 0,398 0,684 28,086 170 180 100 

10 10 0,759 0,575 0,139 0,715 29,952 180 100 80 

11 20 0,735 0,449 0,269 0,710 29,952 180 100 80 

12 30 0,740 0,474 0,370 0,710 29,952 180 100 80 

13 10 0,747 0,477 0,134 0,713 28,749 200 100 20 

14 20 0,698 0,396 0,398 0,685 28,749 200 100 20 

15 30 0,718 0,418 0,329 0,667 28,749 200 100 20 

16 10 0,722 0,422 0,304 0,699 30,227 210 100 50 

17 20 0,720 0,422 0,322 0,703 30,227 210 100 50 

18 30 0,721 0,433 0,380 0,694 30,227 210 100 50 

19 10 0,756 0,530 0,198 0,709 29,413 240 120 70 

20 20 0,739 0,463 0,283 0,687 29,413 240 120 70 

21 30 0,707 0,409 0,386 0,671 29,413 240 120 70 

22 10 0,755 0,540 0,134 0,694 30,255 270 140 30 

23 20 0,731 0,445 0,308 0,695 30,255 270 140 30 

24 30 0,733 0,459 0,391 0,703 30,255 270 140 30 

25 10 0,753 0,508 0,399 0,735 30,956 290 140 80 
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26 20 0,717 0,442 0,502 0,706 30,956 290 140 80 

27 30 0,704 0,406 0,399 0,682 30,956 290 140 80 

28 10 0,733 0,445 0,281 0,677 30,075 300 150 90 

29 20 0,688 0,386 0,419 0,670 30,075 300 150 90 

30 30 0,730 0,437 0,281 0,654 30,075 300 150 90 

31 10 0,751 0,503 0,263 0,705 32,765 310 160 80 

32 20 0,731 0,442 0,296 0,680 32,765 310 160 80 

33 30 0,720 0,419 0,310 0,669 32,765 310 160 80 

34 10 0,756 0,544 0,150 0,726 31,956 320 160 70 

35 20 0,742 0,481 0,389 0,719 31,956 320 160 70 

36 30 0,740 0,463 0,265 0,690 31,956 320 160 70 

37 10 0,739 0,476 0,439 0,721 31,400 330 160 50 

38 20 0,716 0,431 0,420 0,707 31,400 330 160 50 

39 30 0,715 0,433 0,446 0,698 31,400 330 160 50 

40 10 0,764 0,592 0,176 0,693 31,744 340 170 20 

41 20 0,725 0,418 0,254 0,689 31,744 340 170 20 

42 30 0,726 0,424 0,268 0,669 31,745 340 170 20 

43 10 0,758 0,538 0,213 0,707 33,740 340 170 30 

44 20 0,712 0,422 0,404 0,702 33,740 340 170 30 

45 30 0,721 0,439 0,420 0,714 33,740 340 170 30 

46 10 0,723 0,420 0,279 0,674 32,874 340 170 100 

47 20 0,671 0,374 0,468 0,675 32,874 340 170 100 

48 30 0,715 0,409 0,310 0,668 32,874 340 170 100 

49 10 0,749 0,495 0,239 0,706 32,054 350 180 80 

50 20 0,739 0,461 0,265 0,676 32,054 350 180 80 

51 30 0,742 0,469 0,236 0,672 32,054 350 180 80 

52 10 0,728 0,454 0,427 0,708 33,821 400 200 60 

53 20 0,699 0,411 0,468 0,699 33,821 400 200 60 

54 30 0,712 0,402 0,310 0,674 33,821 400 200 60 

55 10 0,619 0,351 0,616 0,681 36,631 440 220 40 

56 20 0,735 0,445 0,249 0,692 36,631 440 220 40 

57 30 0,718 0,430 0,389 0,693 36,631 440 220 40 

58 10 0,752 0,507 0,241 0,720 37,205 450 220 90 

59 20 0,738 0,453 0,228 0,690 37,205 450 220 90 

60 30 0,726 0,435 0,328 0,687 37,205 450 220 90 

61 10 0,763 0,554 0,258 0,737 35,769 480 240 100 

62 20 0,723 0,431 0,334 0,687 35,769 480 240 100 

63 30 0,703 0,411 0,438 0,691 35,769 480 240 100 

64 10 0,739 0,464 0,289 0,723 38,014 500 250 30 

65 20 0,735 0,449 0,254 0,680 38,014 500 250 30 

66 30 0,741 0,470 0,295 0,680 38,014 500 250 30 

67 10 0,757 0,525 0,289 0,734 38,147 520 260 20 

68 20 0,747 0,490 0,250 0,697 38,147 520 260 20 

69 30 0,717 0,422 0,354 0,689 38,147 520 260 20 

70 10 0,761 0,581 0,158 0,714 42,081 530 260 40 
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71 20 0,743 0,466 0,201 0,695 42,081 530 260 40 

72 30 0,722 0,418 0,288 0,671 42,081 530 260 40 

73 10 0,755 0,514 0,341 0,737 40,679 530 260 50 

74 20 0,719 0,434 0,406 0,706 40,679 530 260 50 

75 30 0,721 0,439 0,407 0,707 40,679 530 260 50 

76 10 0,748 0,493 0,311 0,713 39,499 530 260 70 

77 20 0,720 0,434 0,388 0,695 39,499 530 260 70 

78 30 0,727 0,436 0,310 0,676 39,499 530 260 70 

79 10 0,758 0,532 0,278 0,741 42,223 550 280 30 

80 20 0,712 0,425 0,428 0,703 42,223 550 280 30 

81 30 0,703 0,380 0,293 0,670 42,223 550 280 30 

82 10 0,748 0,494 0,317 0,727 41,375 580 290 50 

83 20 0,734 0,453 0,310 0,696 41,375 580 290 50 

84 30 0,740 0,471 0,335 0,690 41,376 580 290 50 

85 10 0,751 0,503 0,313 0,732 41,933 590 300 40 

86 20 0,730 0,454 0,399 0,702 41,933 590 300 40 

87 30 0,737 0,465 0,341 0,686 41,933 590 300 40 

88 10 0,744 0,482 0,289 0,703 41,525 600 300 40 

89 20 0,730 0,447 0,341 0,715 41,525 600 300 40 

90 30 0,735 0,461 0,367 0,715 41,525 600 300 40 

Źródło: opracowanie własne. 

 

Dla 10 epok w przypadku ustawienia parametrów na Dense 1 = 340, Dense 2 = 170 i Dense 

3 = 20 model z automatyczną transformacją danych onehot osiągnął najwyższy wynik dla miary 

dokładności (0,764). Są to najlepsze ustawienia parametrów modelu. Najgorszy wynik 

dokładności (0,619) miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 440, Dense 

2 = 220 oraz Dense 3= 40. 

Najwyższy wynik dla miary precyzji (0,592) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 340, Dense 2 = 170 i Dense 3 = 20. Najgorszy wynik precyzji (0,351) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 440, Dense 2 = 220 oraz Dense 

3= 40. 

Najwyższy wynik dla miary czułości (0,616) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 440, Dense 2 = 220 i Dense 3 = 40. Najgorszy wynik czułości (0,101) 

miał model o ustawieniu parametrów na: 10 epok, Dense 1 = 130, Dense 2 = 100 oraz Dense 

3= 70. 

Najwyższy wynik dla miary AUC (0,741) osiągnął model uczony przez 10 epok,  

z parametrami Dense 1 = 550, Dense 2 = 280 i Dense 3 = 30. Najgorszy wynik AUC (0,654) 

miał model o ustawieniu parametrów na: 30 epok, Dense 1 = 300, Dense 2 = 150 oraz Dense 
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3= 90. 

Średni czas transformacji i uczenia w przypadku automatycznej transformacji onehot 

wyniósł około 35 sekund. 

W przypadku transformacji ręcznej hashing_trick i onehot przedstawiono czas uczenia. 

Należy pamiętać o tym, że w praktyce w przypadku ręcznych metod należy uwzględnić jeszcze 

czas ręcznej transformacji. W odniesieniu do badań przeprowadzonych w niniejszej pracy 

można stwierdzić, że transformacja danych z wykorzystaniem opracowanej metody trwa 

średnio kilkanaście sekund, natomiast na podstawie doświadczeń autorki pracy i rozmów  

z ekspertami można stwierdzić, że transformacja dokonywana ręcznie lub półautomatycznie 

trwa od kilku godzin do kilku dni w zależności przede wszystkim od złożoności zbioru danych. 

 Podsumowując analizę wyników miar dokładności modeli widać, że najlepszym modelem 

(o najwyższej dokładności (0,806)) był model dla transformacji automatycznej  

z wykorzystaniem hashing_trick. Ustawienia parametrów tego modelu były następujące: 20 

epok, Dense 1 = 440, Dense 2 = 220, Dense 3 = 40. 

Podsumowując analizę wyników miar precyzji modeli widać, że najlepszym modelem  

(o najwyższej precyzji (0,728)) był model dla transformacji automatycznej z wykorzystaniem 

hashing_trick. Ustawienia parametrów tego modelu były następujące: 10 epok, Dense 1 = 550, 

Dense 2 = 250, Dense 3 = 30. 

Podsumowując analizę wyników miar czułości modeli widać, że najlepszym modelem  

(o najwyższej czułości (0,637)) był model dla transformacji automatycznej z wykorzystaniem 

hashing_trick. Ustawienia parametrów tego modelu były następujące: 20 epok, Dense 1 = 590, 

Dense 2 = 300, Dense 3 = 40. 

Podsumowując analizę wyników miar AUC modeli widać, że najlepszym modelem  

(o najwyższej wartości AUC (0,831)) był model dla transformacji automatycznej  

z wykorzystaniem hashing_trick. Ustawienia parametrów tego modelu były następujące: 20 

epok, Dense 1 = 440, Dense 2 = 220, Dense 3 = 40. 

Zatem dla każdej miary najlepsze wyniki osiągał model z automatyczną transformacją 

hashing_trick. 

Na podstawie uzyskanych wyników eksperymentów przeprowadzono weryfikację hipotezy 

badawczej, która brzmi: „Opracowana metoda automatycznej transformacji danych pozwala 

uzyskać dokładność modeli wspomagających podejmowanie decyzji z wykorzystaniem 

głębokiego uczenia co najmniej na poziomie ich dokładności uzyskanej z wykorzystaniem 

ręcznych metod transformacji”. Hipoteza została zweryfikowana statystycznie. Dane do analiz 

statystycznych obejmowały wyniki dla 10, 20, 30 epok różnych kombinacji parametrów 
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warstw głębokich (Dense 1, Dense 2, Dense 3) czterech modeli ((1) model z transformacją 

ręczną wykorzystujący metodę hashing_trick, (2) model z transformacją automatyczną 

wykorzystujący metodę hashing_trick, (3) model z transformacją ręczną wykorzystujący 

metodę onehot, (4) model z transformacją automatyczną wykorzystujący metodę onehot) dla 

dokładności. Dodatkowo przeprowadzono testy dla miar dokładności, precyzji, czułości, pola 

pod wykresem ROC (AUC).  

Przeprowadzona analiza statystyczna obejmowała następujące kroki: 

1. Przygotowanie danych: dane zostały przygotowane w programie Statistica. Połączono 

bazy danych w następujący sposób:  

• Pierwszy arkusz zawierał połączone dane z wynikami dla: (1) pliku z wynikami 

modelu z transformacją ręczną z wykorzystaniem hashing_trick, (2) pliku z 

wynikami modelu dla transformacji automatycznej z wykorzystaniem 

hashing_trick. 

• Drugi arkusz zawierał połączone dane dla: (1) pliku z wynikami modelu  

z transformacją ręczną z wykorzystaniem onehot, (2) pliku z wynikami modelu  

z transformacją automatyczną z wykorzystaniem onehot. 

2. Testy normalności: dla zmiennych, takich jak dokładność, precyzja, czułość i pole pod 

krzywą ROC (AUC), przeprowadzono testy normalności, a konkretnie test Shapiro-

Wilka. Analizowana próba miała 𝑁 = 90. Test Shapiro-Wilka jest stosowany dla 

mniejszych prób (gdzie większe próby przyjmuje się na poziomie 𝑁 > 100) [493]. 

Obliczono rozkłady prawdopodobieństw oraz przeprowadzono ocenę normalności 

rozkładów. Jest to niezbędne do określenia metody porównywania i doboru testów 

statystycznych. Testy te pozwoliły stwierdzić, czy dane miały rozkład normalny, czy inny 

niż normalny. 

3. Analiza statystyczna: w zależności od wyników testów normalności, zastosowano różne 

metody analizy statystycznej. Spełnienie warunku normalności pozwala zastosować test 

parametryczny t-Studenta. Brak rozkładu normalnego wymaga zastosowania testów 

nieparametrycznych o równości median rozkładów. Dla zmiennych o rozkładzie 

normalnym użyto testu t-Studenta, a dla zmiennych o rozkładzie innym niż normalny- 

testu Znaków i testu Wilcoxona.  

4. Podsumowanie wyników: na podstawie przeprowadzonych testów dokonano analizy 

porównawczej między różnymi przypadkami transformacji danych ręcznych  

i automatycznych (hashing_trick, onehot).  
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5. Opis statystyk opisowych: dla lepszego zrozumienia charakterystyk danych,

przedstawiono statystyki opisowe, takie jak średnia, mediana i odchylenie standardowe.

Przedstawiono wyniki wszystkich przeprowadzonych testów statystycznych (tabela 4.7). 

Tabela 4.7. Analiza statystyczna opracowanej metody 

Źródło: oprowanie własne. 

Dla wszystkich modeli z transformacjami hashing_trick i onehot test t-Studenta wykazał, że 

nie ma istotnych różnic w średnich wartościach parametrów jakości uczenia modeli pomiędzy 

modelami wykorzystującymi transformację ręczną, a modelami wykorzystującymi opracowaną 

metodę automatycznej transformacji danych.  

Statystyki dla pozostałych rozkładów, dla których wykazano brak normalności, składały się 

z zastosowania testu Znaków i testu Wilcoxona. Test znaków wykazał, że nie ma istotnych 

różnic między parami dla wszystkich wyników. Test Wilcoxona wykazał, że dla wszystkich 

analizowanych zmiennych mediany należy uznać za równe, więc transformacja automatyczna 

nie pogarsza efektywności głębokiego uczenia, ponieważ alfa (poziom istotności 𝛼=0,05) 

mieści się w 𝑝.  

Dla dodatkowych porównań przedstawiono statystyki opisowe (tabela 4.8). 

Model Miara 

Test normalności rozkładów Statystyka 

testowa 

testu t dla 

prób 

zależnych 

P-

VALUE 

TEST t 

Statystyk

a testowa 

Z (test 

znaków) 

P-

VALUE 

TEST 

ZNAKÓ

W 

Statystyka 

testowa Z 

(Wilcoxona) 

P-VALUE 

TEST 

WILCOXO

NA Transformacja 

ręczna 

Transformacja 

automatyczna 

Wykorzystujący 

Hashing_trick 

Dokładność
0,007 0,005 

Brak rozkładu 

normalnego 
0,000 1,000 0,096 0,339 

Precyzja 0,128 0,171 -1,402 0,164 0,316 0,751 1,120 0,262 

Czułość 0,002 0,001 
Brak rozkładu 

normalnego 
0,316 0,751 0,193 0,846 

AUC 0,144 0,570 -0,543 0,588 -0,105 0,916 0,464 0,642 

Wykorzystujący Onehot 

Dokładność
0,246 0,000 

Brak rozkładu 

normalnego 
0,319 0,749 1,373 0,169 

Precyzja 0,000 0,011 
Brak rozkładu 

normalnego 
0,105 0,916 1,076 0,281 

Czułość 0,335 0,316 1,188 0,237 1,695 0,089 1,301 0,193 

AUC 0,587 0,360 -0,147 0,883 0,948 0,342 0,171 0,864 
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Tabela 4.8. Statystyki opisowe opracowanej metody 

Statystyki opisowe (model z hashing_trick) Warunek uwzględniania: v2=0  

transformacja ręczna 

Zmienna Średnia Mediana Odch.std 

Dokładność 0,782 0,784 0,011 

Precyzja 0,593 0,592 0,049 

Czułość 0,463 0,489 0,105 

AUC 0,803 0,804 0,010 

Statystyki opisowe (model z hashing_trick) Warunek uwzględniania: v2=1  

transformacja automatyczna 

Zmienna Średnia Mediana Odch.std 

Dokładność 0,784 0,786 0,010 

Precyzja 0,601 0,598 0,049 

Czułość 0,456 0,481 0,116 

AUC 0,804 0,804 0,011 

 

Statystyki opisowe (model z onehot) Warunek uwzględniania: v2=0  

transformacja ręczna 

Zmienna Średnia Mediana Odch.std 

Dokładność 0,726 0,726 0,022 

Precyzja 0,450 0,440 0,050 

Czułość 0,333 0,329 0,090 

AUC 0,695 0,696 0,020 

Statystyki opisowe (model onehot) Warunek uwzględniania: v2=1  

transformacja automatyczna 

Zmienna Średnia Mediana Odch.std 

Dokładność 0,731 0,731 0,019 

Precyzja 0,455 0,446 0,048 

Czułość 0,319 0,310 0,090 

AUC 0,696 0,694 0,020 

Źródło: opracowanie własne. 

 

Na podstawie powyższej tabeli zawierającej wyniki statystyk opisowych dla modeli 

wykorzystujących hashing_trick i onehot można stwierdzić, że: 

1. Model wykorzystujący hashing_trick z transformacją automatyczną (v2=1) w większości 

przypadków osiągnął lepsze rezultaty niż model z transformacją ręczną (v2=0), co widać 

po zaznaczonych kolorem niebieskim wartościach w tabeli. Ma ona lepsze średnie 

wartości dla zmiennych dokładność, precyzja, AUC oraz nieco niższe odchylenie 

standardowe dla dokładności. 

2. Model wykorzystujący onehot z transformacją automatyczną (v2=1) w większości 

przypadków również osiągnął lepsze wyniki niż model z transformacją ręczną (v2=0).   

3. Można również zauważyć, że model wykorzystujący hashing_trick z transformacją 
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automatyczną (v2=1) w większości przypadków osiągnął lepsze wyniki od modelu 

wykorzystującego onehot z transformacją automatyczną (model wykorzystujący 

transformację hashing_trick charakteryzował się m.in. wyższymi wartościami dla 

średniej i mediany). 

Wyniki analiz wykazały, że brak jest jednoznacznych dowodów na odrzucenie 

hipotezy badawczej sformułowanej w następujący sposób: „Opracowana metoda 

automatycznej transformacji danych pozwala uzyskać dokładność modeli 

wspomagających podejmowanie decyzji z wykorzystaniem głębokiego uczenia co 

najmniej na poziomie ich dokładności uzyskanej z wykorzystaniem ręcznych metod 

transformacji”. Dodatkowo na podstawie wyników eksperymentu badawczego można 

stwierdzić, że w pewnych układach parametrów modelu głębokiego uczenia wykorzystującego 

metodę automatycznej transformacji danych opracowaną w niniejszej rozprawie, wartości 

empiryczne statystyk średniej, mediany oraz odchylenia standardowego są lepsze niż  

w przypadku ręcznej transformacji.  

4.4. Ocena wpływu głębokiego uczenia i opracowanej metody na 

wspomaganie podejmowania decyzji 

Wpływ opracowanej metody automatycznej transformacji danych na wspomaganie 

podejmowania decyzji należy rozpatrywać równolegle z wpływem głębokiego uczenia na ten 

proces. Głębokie sieci neuronowe, oparte na wielu warstwach, mogą efektywnie 

odwzorowywać zależności i wzorce w danych, które byłyby trudne lub niemożliwe do 

zauważenia przez tradycyjne metody analizy, a często nawet przez tradycyjne metody 

maszynowego uczenia. Głębokie uczenie oferuje wiele zaawansowanych narzędzi, które 

wspierają podejmowanie bardziej racjonalnych, trafnych i optymalnych decyzji. Dzięki 

zdolnościom analizy dużych zbiorów danych, predykcji, personalizacji, automatyzacji  

i rozwiązywaniu złożonych problemów głębokie uczenie ma szerokie zastosowanie w wielu 

dziedzinach, wspierając procesy decyzyjne i przyczyniając się do osiągania lepszych wyników 

i efektywności  [36], [102], [494], [495], [496]. 

Wielowarstwowe architektury głębokich sieci neuronowych, takie jak konwolucyjne sieci 

neuronowe (CNN) i rekurencyjne sieci neuronowe (RNN), zdobyły uznanie dzięki zdolnościom 

do automatycznego ekstrahowania cech z danych. Dzięki temu możliwe jest rozpoznawanie 

wzorców i związków przyczynowo-skutkowych występujących w dużych i zróżnicowanych 

zbiorach danych [102]. 

Wykorzystanie głębokiego uczenia w analizie danych biznesowych pozwala na 
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identyfikację ukrytych trendów i preferencji klientów na podstawie danych zakupowych  

i zachowań konsumenckich. Dzięki temu przedsiębiorstwa mogą lepiej dostosowywać swoje 

produkty i strategie marketingowe, zwiększając swoją konkurencyjność na rynku [370], [372]. 

Dzięki zaawansowanym metodom głębokiego uczenia możliwe jest analizowanie  

i przetwarzanie dużych ilości danych, co pozwala na uzyskiwanie bardziej precyzyjnych 

prognoz, identyfikowanie wzorców i wspomaganie podejmowania kluczowych decyzji.  

W zarządzaniu można wymienić kilka głównych obszarów, w których głębokie uczenie 

ma znaczący wpływ na podejmowanie decyzji:   

1. Zarządzanie zasobami ludzkimi: głębokie uczenie może pomóc w analizie dużych ilości 

danych dotyczących pracowników, w zarządzaniu ich wydajnością, w zrozumieniu 

potrzeb szkoleniowych oraz optymalizacji procesu rekrutacji [497]. 

2. Analiza rynku i prognozowanie: wykorzystanie głębokich sieci neuronowych w analizie 

danych ekonomicznych, finansowych i rynkowych pozwala na tworzenie bardziej 

precyzyjnych prognoz, identyfikację trendów rynkowych i ocenę ryzyka inwestycyjnego 

[262]. 

3. Handel i rekomendacje: głębokie uczenie jest często stosowane w platformach  

e-commerce oraz usługach streamingowych do generowania spersonalizowanych 

rekomendacji produktów, filmów czy muzyki, co przyczynia się do poprawy 

doświadczenia użytkowników i wzrostu sprzedaży. W obszarze marketingu i zarządzania 

klientami, głębokie uczenie pomaga tworzyć personalizowane oferty, rekomendacje 

produktów i usług, dostosowane do indywidualnych preferencji i zachowań klientów. 

Modele oparte na głębokim uczeniu mogą analizować zachowania klientów, dokonywać 

identyfikacji charakterystyk konsumentów, prognozować sprzedaż, ukierunkowanie 

strategii marketingowych, historii zakupów oraz dane demograficzne, aby lepiej 

zrozumieć potrzeby klientów i ich preferencje [107], [135], [200]. 

4. Analiza ryzyka kredytowego: głębokie uczenie może pomóc w ocenie ryzyka 

kredytowego dla potencjalnych pożyczkobiorców, poprzez analizę różnorodnych danych 

finansowych i społecznych, co umożliwia dokładniejsze oszacowanie zdolności 

kredytowej klientów [498]. 

5. Ubezpieczenia: głębokie uczenia zastosowane może być we wspomaganiu decyzji 

ubezpieczeniowych i zarządzaniu ryzykiem w tym obszarze. 

6. Analiza sentymentu: głębokie uczenie jest używane do analizy dużych zbiorów danych 

tekstowych, dzięki czemu można rozumieć opinie i nastroje klientów, co jest szczególnie 

istotne w dziedzinie obsługi klienta i budowaniu marki [244]. 
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7. Optymalizacja logistyki i dostaw: zastosowanie głębokiego uczenia w analizie danych 

logistycznych może pomóc w optymalizacji tras dostaw, zarządzaniu magazynami oraz 

przewidywaniu zapotrzebowania na produkty [499]. 

8. Zarządzanie produkcją: głębokie sieci neuronowe mogą wspomagać kontrolę procesu 

produkcji, zarządzanie projektami, planowanie operacji serwisowych, prognozowanie 

poziomu popytu itp. 

9. Diagnostyka przemysłowa: głębokie uczenie jest używane w przemyśle do analizy 

danych z czujników i urządzeń, która pozwala na przewidywanie terminów przeglądów 

kluczowych maszyn, planowanie przerw produkcyjnych, zamawianie niezbędnych 

części i planowanie prac naprawczych i konserwacyjnych. Działania te pozwalają na 

wczesne wykrywanie usterek i awarii maszyn, co przyczynia się do minimalizacji 

przestojów produkcyjnych i kosztów napraw [500]. 

10. Przewidywanie trendów i rynków: w dziedzinie finansów i ekonomii, głębokie uczenie 

jest używane do przewidywania zmian cen aktywów, trendów rynkowych, zachowań 

giełdowych oraz do analizy sentymentu inwestorów. Modele oparte na głębokich 

sieciach neuronowych mogą analizować dane historyczne, obserwować wzorce i 

wykrywać sygnały, które pomagają lepiej zrozumieć zmienność rynku i podejmować 

trafniejsze decyzje inwestycyjne. Głębokie uczenie znalazło też zastosowanie w ocenie 

przewidywania ryzyka inwestycji finansowych [501]. 

11. Ocena ryzyka i oszustw: w zarządzaniu ryzykiem i walce z oszustwami, głębokie uczenie 

może pomóc w identyfikowaniu podejrzanych transakcji, wykrywaniu prania brudnych 

pieniędzy, weryfikacji tożsamości klientów oraz przewidywaniu potencjalnych 

problemów finansowych przedsiębiorstw czy instytucji. Zaawansowane algorytmy mogą 

analizować duże ilości danych transakcyjnych, wykrywać anomalie i wydawać 

ostrzeżenia o potencjalnych ryzykach [502]. 

12. Prognozowanie wyników ekonomicznych: w dziedzinie ekonomii, głębokie uczenie 

może wspierać prognozy makroekonomiczne, takie jak PKB, inflacja, bezrobocie itp. 

Modele oparte na głębokich sieciach neuronowych mogą analizować różnorodne 

wskaźniki ekonomiczne i dane gospodarcze, co pozwala na bardziej precyzyjne 

prognozy i reakcje na zmieniające się warunki gospodarcze [503], [504]. 

13. Energetyka: w tym obszarze, głębokie uczenie pozwala na prognozowanie 

zapotrzebowania na energię elektryczną, monitorowanie i optymalizację zużycia energii, 

planowanie odpowiedniego poziomu dostaw, gwarantującego minimalny koszt zakupu 

surowców energetycznych oraz minimalizację kosztów wytwarzania energii. 
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14. Automatyzacja i optymalizacja procesów biznesowych: w zarządzaniu i ekonomii,

głębokie uczenie może wspomagać automatyzację procesów biznesowych,

optymalizację operacji logistycznych czy zarządzanie łańcuchem dostaw. Modele

maszynowego uczenia mogą analizować dane operacyjne, wykrywać wzorce i

sugerować optymalne strategie działania [253].

W odniesieniu do problematyki podejmowania decyzji z wykorzystaniem dużej ilości 

szybko zmieniających się danych można zauważyć, że modele głębokiego uczenia można łatwo 

skalować w celu obsługi rosnącej ilości danych i wdrażać je na platformach chmurowych 

i urządzeniach brzegowych. Oznacza to, że te modele są elastyczne i mogą być dostosowane 

do analizy większych zbiorów danych, co pozwala na bardziej precyzyjne i zaawansowane 

podejmowanie decyzji.  

Zastosowanie głębokiego uczenia wiąże się także z wyzwaniami, takimi jak 

odpowiednia jakość i ilość danych uczących oraz kwestie etyczne związane 

z autonomicznymi systemami podejmującymi decyzje. Jednym z głównych problemów 

kwestii etycznych jest przejrzystość i odpowiedzialność. Modele głębokiego uczenia są często 

bardzo skomplikowane. Ich decyzje mogą być trudne do zrozumienia. W związku z tym istnieje 

potrzeba zapewnienia przejrzystości i możliwości wyjaśnienia, dlaczego model podjął 

określoną decyzję. Kwestią etyczną jest również możliwość propagowania uprzedzeń 

i nierówności społecznych przez modele, jeśli dane treningowe zawierają takie uprzedzenia. To 

może prowadzić do niesprawiedliwych lub dyskryminujących wyników. Ważne jest, aby dbać 

o zrównoważenie danych uczących i unikanie uprzedzeń w modelach. Uprzedzenia odnoszą się

do wstępnych, negatywnych lub pozytywnych przekonań, uczuć lub postaw względem 

określonej grupy osób, które nie są oparte na rzeczywistych doświadczeniach z tą grupą. 

Uprzedzenia mogą wynikać z różnych czynników, takich jak stereotypy, kulturowe wpływy, 

media czy edukacja. Jeśli dane treningowe zawierają uprzedzenia, modele głębokiego uczenia 

mogą nauczyć się i propagować te uprzedzenia, co może prowadzić do wyników, które są 

niesprawiedliwe lub dyskryminujące wobec określonych grup. Na przykład, jeśli dane 

treningowe zawierają nierówności w traktowaniu różnych grup społecznych, model może 

nauczyć się odwzorowywać te nierówności i w konsekwencji generować wyniki, które 

wzmacniają istniejące uprzedzenia. Zatem pojawiają się pytania dotyczące odpowiedzialności 

i etyki. Jak modele podejmują decyzje? Czy są one uczciwe i wolne od uprzedzeń? Jakie 

konsekwencje mają dla ludzi? Te pytania wymagają ścisłego nadzoru i regulacji. 

Ochrona prywatności danych stanowi kolejne wyzwanie etyczne. Wykorzystanie dużych 

zbiorów danych może rodzić obawy dotyczące prywatności, zwłaszcza jeśli dane osobowe są 
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używane do szkolenia modeli. Konieczne jest zapewnienie odpowiedniej ochrony danych 

osobowych i przestrzeganie regulacji dotyczących ochrony danych. Bezpieczeństwo 

i cyberbezpieczeństwo to kolejne ważne aspekty. Modele głębokiego uczenia mogą być 

podatne na różnego rodzaju ataki i manipulacje, co może prowadzić do błędnych wyników lub 

zagrożeń bezpieczeństwa. Rozwiązywanie tych kwestii etycznych wymaga współpracy między 

badaczami, ekspertami od etyki i organami regulacyjnymi. Ważne jest, aby technologie oparte 

na głębokim uczeniu były wykorzystywane z odpowiedzialnością, z poszanowaniem praw 

człowieka i zrozumieniem potencjalnych konsekwencji społecznych i etycznych [505]. 

Proces szkolenia głębokich sieci neuronowych wymaga dużej ilości danych uczących 

i zasobów obliczeniowych. Wiele modeli głębokiego uczenia wymaga ogromnych zbiorów 

danych do skutecznego uczenia. Gromadzenie i przygotowywanie tak dużych ilości danych 

może być trudne lub kosztowne. Uczenie skomplikowanych modeli głębokich sieci 

neuronowych może wymagać dużej mocy obliczeniowej, co może wiązać się z wysokimi 

kosztami zakupu i utrzymania sprzętu.  

Głębokie uczenie wymaga dużych i odpowiednio zrównoważonych zbiorów danych do 

skutecznego uczenia modeli. Brak odpowiedniej ilości danych lub ich nierównomierna 

reprezentacja (w zbiorze danych występuje znaczna dysproporcja w liczbie przykładów 

należących do różnych klas lub kategorii) może wpłynąć negatywnie na jakość modelu 

i skuteczność podejmowanych decyzji [506]. 

Istotnym ograniczeniem modeli głębokiego uczenia jest ich podatność na ataki 

adversarialne, gdzie sztucznie wygenerowane dane mogą wprowadzić błędy w wynikach 

modelu. To ograniczenie może być istotne w dziedzinach, takich jak bezpieczeństwo, gdzie 

manipulacja danymi może prowadzić do błędnych decyzji [507]. 

Ponieważ skuteczność i jakość podejmowanych decyzji przez model głębokiego uczenia 

zależy w dużej mierze od jakości danych uczących. Brak dokładnych, pełnych lub 

reprezentatywnych danych może wpłynąć na obniżenie jakości modelu, a w konsekwencji na 

błędy w procesie podejmowania decyzji. 

Zastosowanie głębokiego uczenia dla wspomagania podejmowania decyzji niesie ze 

sobą również pewne wady, które mogą wpłynąć na skuteczność i wiarygodność 

podejmowanych decyzji [3].  

Głębokie sieci neuronowe działają jak tzw. czarne skrzynki. Są trudne do zrozumienia 

i interpretacji, co może być wyzwaniem w przypadku podejmowania decyzji, które wymagają 

jasnych uzasadnień i wyjaśnień. To ograniczenie może wprowadzać pewne ryzyko 

w sytuacjach, gdzie decyzje muszą być jasno uzasadnione [506]. Obecnie rozwijane są metody 
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interpretacji modeli głębokiego uczenia, takie jak Feature Importance Analysis, Partial 

Dependence Plots (PDPs) , LIME (Local Interpretable Model-agnostic Explanations) , SHAP 

(SHapley Additive exPlanations) . 

Modele głębokiego uczenia mają tendencję do dopasowania się do danych uczących 

w stopniu, który może prowadzić do nadmiernego dopasowania. Nadmiernie dopasowany 

model może nie generalizować po wprowadzeniu do niego nowych danych, co prowadzi do 

niższej skuteczności predykcji [511].  

Głębokie uczenie wymaga dobrego zrozumienia rozwiązywanych problemów i domen. 

Jeśli brakuje ekspertyzy dziedzinowej, sformułowanie problemu i wybór odpowiedniego 

algorytmu mogą być trudne [102].  

Odnosząc się do badań teoretycznych i empirycznych, przeprowadzonych w niniejszej 

pracy można stwierdzić, że w dzisiejszym dynamicznym świecie biznesu trafne 

i efektywne podejmowanie decyzji jest kluczowym elementem osiągnięcia sukcesu 

w różnych branżach, w tym także w przedsiębiorstwach leasingowych. Proces ten jest 

szczególnie skomplikowany i wymagający, ponieważ przedsiębiorstwa te muszą analizować 

złożone dane ekonomiczno-finansowe przyszłych leasingobiorców, aby dokonać trafnej oceny 

ryzyka związanego z udzieleniem leasingu. Wpływają na to różnorodne czynniki, takie jak 

kondycja finansowa klienta, profil kredytowy, rodzaj i wartość leasingowanego aktywa, a także 

warunki rynkowe [263]. 

Tradycyjne podejścia do analizy danych i podejmowania decyzji, choć w pewnym stopniu 

skuteczne, często napotykają na ograniczenia w zakresie dokładności i elastyczności. 

Wykorzystanie głębokiego uczenia w kontekście podejmowania decyzji leasingowych pozwala 

na usprawnienie procesów, zwiększenie precyzji decyzji oraz dostarczenie bardziej 

dostosowanych i atrakcyjnych ofert dla klientów. 

Sytuacja decyzyjna w instytucjach leasingowych jest bardzo trudna i skomplikowana. 

Przedsiębiorstwo leasingowe podejmuje decyzję o udzieleniu leasingu po szczegółowej 

analizie sytuacji ekonomiczno-finansowej przyszłego leasingobiorcy [4]. Głównym 

problemem decyzyjnym jest: przyznać leasing lub nie udzielić leasingu. 

Dlatego stosuje się różne rodzaje metod wspomagania decyzji. Dzięki nim decydent jest 

w stanie szybko podejmować decyzje na podstawie dostępnych informacji. Problem tkwi 

jednak w czasie potrzebnym na wybór danej metody, a następnie na wykonanie analiz 

i obliczeń. 

Podejmowanie decyzji leasingowych niesie ze sobą ryzyko i niepewność, wymagając 

szybkiego i trafnego działania w warunkach dynamicznego otoczenia gospodarczego. Aby 
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zapewnić sprawną operacyjność i konkurencyjność organizacji, konieczne staje się 

skorzystanie z narzędzi informatycznych do automatycznej analizy różnorodnych i zmiennych 

danych oraz generowania propozycji decyzyjnych, a nawet automatycznego podejmowania 

decyzji [2]. W tym kontekście model głębokiego uczenia wykorzystujący opracowaną 

metodę automatycznej transformacji danych znacznie usprawnia podejmowanie decyzji, 

gdyż na podstawie wartości wyjścia modelu decydent otrzymuje informację, czy podjąć 

decyzję o udzieleniu leasingu, czy też nie. Jednocześnie poprzez wykorzystanie 

opracowanej metody transformacji danych znacznie skraca się czas budowy modelu. 

W odniesieniu do badań przeprowadzonych w niniejszej pracy można stwierdzić, że 

transformacja danych z wykorzystaniem opracowanej metody trwa średnio kilkanaście sekund, 

natomiast na podstawie doświadczeń autorki pracy i rozmów z ekspertami można stwierdzić, 

że transformacja dokonywana ręcznie lub półautomatycznie trwa od kilku godzin do kilku dni 

w zależności przede wszystkim od złożoności zbioru danych. 

 Ponieważ transformacja nie musi być przeprowadzona ręcznie przez eksperta, 

zmniejszają się również koszty budowy modelu głębokiego uczenia wspomagającego 

podejmowanie decyzji. Należy również zauważyć, że na rynku brakuje ekspertów 

zajmujących się głębokim uczeniem, stąd też automatyzacja transformacji danych może 

zmniejszyć ryzyko braku ekspertów. 

Potencjał automatycznej transformacji danych w połączeniu z sieciami neuronowymi 

i głębokim uczeniem stanowi dobrą perspektywę nie tylko w odniesieniu do podejmowania 

decyzji leasingowych, ale również w odniesieniu do innych obszarów podejmowania decyzji, 

w których można wykorzystać głębokie uczenie (przykłady przeanalizowano w podrozdziale 

2.5). Może to przynieść jeszcze większą skuteczność, precyzję i elastyczność w procesach 

biznesowych, a także zaoszczędzić czas i wysiłek ekspertów odpowiedzialnych za analizę 

danych [490].  

Opracowana w niniejszej pracy metoda automatycznej transformacji danych odgrywa 

istotną rolę w procesie wspomagania podejmowania decyzji i jest kluczowym aspektem 

rozwoju modeli głębokiego uczenia. Jak już wcześniej zauważono, głębokie uczenie, z uwagi 

na swoje zdolności do wyodrębniania ukrytych wzorców i reprezentacji złożonych danych, 

wykorzystywane jest coraz częściej w podejmowaniu trafnych decyzji w trudnych 

i dynamicznych środowiskach. Jednakże skuteczność algorytmów głębokiego uczenia jest 

w dużej mierze uzależniona od jakości danych wejściowych oraz sposobu, w jaki te dane są 

przetwarzane. Właśnie w tym kontekście opracowana metoda automatycznej transformacji 

danych nabiera istotnego znaczenia. 
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Wprowadzanie i testowanie różnych transformacji danych w procesie budowy modelu 

może sprostać ograniczeniom i wadom modeli głębokiego uczenia. Przy odpowiednim 

wyborze i dostosowaniu transformacji, jakość i skuteczność modelu mogą się zwiększyć, 

ryzyko przeuczenia modelu i ataków adversarialnych mogą zostać zminimalizowane, a także 

interpretacja działania modelu jest bardziej zrozumiała. Jednak ważne jest, aby zastosowane 

transformacje były odpowiednie dla konkretnego problemu i obszaru podejmowania decyzji. 

Automatyczna transformacja danych w modelach głębokiego uczenia odgrywa kluczową rolę 

w procesie podejmowania decyzji, umożliwiając efektywną analizę i wykorzystanie informacji 

zawartych w danych wejściowych [274].  

Mimo że transformacja danych jest niezbędna, jak już wcześniej zauważono, obecne 

podejścia często polegają na ręcznym dostosowaniu procesu transformacji do konkretnego 

problemu. To może być czasochłonne i wymagać zaawansowanej wiedzy eksperckiej. W tym 

kontekście opracowana metoda automatycznej transformacji danych oferuje większe 

korzyści w odniesieniu do tradycyjnych podejść. Opracowana metoda automatycznej 

transformacji danych pozwala bowiem na szybszą analizę istotnych cech i wzorców w zbiorze 

danych w porównaniu do ręcznych metod transformacji. To przyczynia się przede wszystkim 

do skrócenia czasu budowy modeli głębokiego uczenia, co może przyczynić się do 

usprawnienia procesu podejmowania decyzji. Opracowana metoda transformacji danych może 

również przyczynić się do bardziej trafnej analizy i identyfikacji kluczowych informacji, które 

są istotne dla podejmowania decyzji. Opracowana metoda automatycznej transformacji danych 

może prowadzić do znormalizowania i ujednolicenia reprezentacji różnych zmiennych 

wejściowych w czasie zbliżonym do rzeczywistego. Dzięki temu każda cecha przyczynia się 

równomiernie do procesu uczenia, co pozwala na uzyskanie większej równowagi modelu 

i eliminację dominujących wpływów niektórych cech. Opracowana metoda automatycznej 

transformacji może poprawić zbieżność i szybkość uczenia modelu. Redukcja zakłóceń 

i dostarczenie bardziej skondensowanych danych mogą przyspieszyć proces uczenia i redukcję 

liczby iteracji potrzebnych do uzyskania satysfakcjonujących wyników. Opracowana metoda 

automatycznej transformacji danych jednocześnie umożliwia usprawnienie budowy modeli 

głębokiego uczenia, co w konsekwencji ma wpływ na wzrost skuteczności procesu 

wspomagania podejmowania decyzji. 

Opracowana metoda transformacji danych w modelach głębokiego uczenia odgrywa istotną 

rolę w procesie podejmowania decyzji, pozwalając na poprawę jakości analizy danych, 

ekstrakcję istotnych cech i lepsze zrozumienie zależności w danych w czasie zbliżonym do 

rzeczywistego. W konsekwencji może to prowadzić do podejmowania bardziej trafnych 
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i skutecznych decyzji w różnych obszarach działalności gospodarczej. 

 Transformacja danych jest zadaniem, które wymaga zaangażowania człowieka, zwłaszcza 

na etapie analizy i przygotowywania danych do modelowania. Jest to proces, w którym eksperci 

ds. danych podejmują decyzje dotyczące różnych operacji na danych, takich jak normalizacja, 

standaryzacja, usuwanie brakujących wartości, kodowanie zmiennych kategoryzujących, 

skalowanie, czy też inne formy przekształceń.  

 Jedną z korzyści wynikających z funkcjonowania opracowanej metody transformacji 

danych jest ograniczenie interwencji człowieka w transformację danych i przeniesienie jej na 

procedurę automatyczną. Dzięki automatyzacji transformacji danych ekspert (człowiek) nie 

musi zastanawiać się nad doborem właściwej metody transformacji danych, jest ona wybierana 

dla danego zbioru danych automatycznie. Dodatkowo opracowana metoda transformacji 

danych umożliwia automatyczną ocenę modelu w odniesieniu do zastosowania różnych metod 

transformacji dla tego samego typu zmiennych wejściowych. Ocena taka dokonywana przez 

człowieka ręcznie jest bardzo czasochłonna. W konsekwencji zmniejsza się poziom ryzyka 

ludzkiego błędu. 

W odniesieniu do ogólnego problemu podejmowania decyzji na podstawie wyników badań 

teoretycznych i empirycznych przeprowadzonych w niniejszej pracy można stwierdzić, że 

głębokie uczenie umożliwia bardziej zaawansowaną analizę danych, prognozowanie 

i personalizację, automatyzację procesów oraz lepsze zarządzanie ryzykiem. To sprawia, że 

organizacje gospodarcze mogą podejmować trafniejsze i bardziej skuteczne decyzje, co 

przekłada się na ich konkurencyjność i sukces na rynku. Podobne wnioski zostały wyciągnięte 

również w badaniach [513], [514], [515] dotyczących ewolucyjnej roli modeli głębokiego 

uczenia w zarządzaniu przedsiębiorstwem, w tym w sektorze bankowym, w inteligencji 

biznesowej poprzez analizę dużych i złożonych zbiorów danych, zwłaszcza danych tekstowych 

od klientów oraz w opracowywaniu modeli zarządzania kosztami i ryzykiem. 

Głębokie sieci neuronowe umożliwiają prognozowanie przyszłych zdarzeń, trendów czy 

wyników. W zarządzaniu te prognozy mogą być niezwykle cenne dla podejmowania 

odpowiednich decyzji i strategicznego planowania. Głębokie uczenie pozwala na tworzenie 

personalizowanych ofert i rekomendacji dla klientów. Dzięki głębokiemu uczeniu oraz 

automatycznej transformacji danych możliwa jest automatyzacja procesów, co prowadzi do 

oszczędności czasu i zasobów. Automatyczne systemy podejmują decyzje na podstawie analizy 

danych, co skraca czas reakcji i minimalizuje ryzyko ludzkich błędów.  

Opracowana w ramach niniejszej pracy metoda transformacji danych może być 

wykorzystywana w modelach głębokiego uczenia wykrywających anomalie i oszustwa (na 
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przykład w transakcjach bankowych), a także zapewniać lepsze zabezpieczenia danych 

i transakcji. Co istotne, te modele oparte na głębokim uczeniu mogą pracować w czasie 

rzeczywistym, co umożliwia automatyzację procesu detekcji i reakcji na ataki, co może 

znacząco ograniczyć skutki tych ataków. 

Opracowaną w niniejszej pracy metodę transformacji danych można również wykorzystać 

w modelach głębokiego uczenia określających potencjalne ryzyka i niepewności w biznesie, co 

pozwala na lepsze przygotowanie i minimalizację strat organizacji gospodarczej.  

Opracowaną w niniejszej pracy metodę transformacji danych można również wykorzystać 

w modelach głębokiego uczenia mających na celu ciągłe doskonalenie produktów i usług, 

poprzez analizę opinii klientów, danych o użytkowaniu czy informacji zwrotnych, co pozwala 

dostosować ofertę do zmieniających się potrzeb i preferencji.  

Opracowana metoda transformacji danych może być wykorzystana w modelach głębokiego 

uczenia przetwarzających zarówno dane ustrukturyzowane, jak i nieustrukturyzowane, jednak 

ograniczeniem jest typ zmiennych. Opracowana metoda umożliwia bowiem przetwarzanie 

danych liczbowych i tekstowych, jednakże nie umożliwia przetwarzania zmiennych typu 

graficznego (nie uwzględnia funkcji transformacji przetwarzających zmiennych tego typu).  

Opracowanej metody transformacji danych nie można również wykorzystać w budowie 

modeli głębokiego uczenia, takich jak Recurrent Neural Networks i Long Short-term Memory, 

które przetwarzają dane sekwencyjne, takie jak szeregi czasowe, mowa i tekst. Opracowana 

metoda transformacji danych nie ma funkcji transformacji sekwencyjnych danych. Zatem, na 

przykład, opracowanej metody transformacji danych nie można wykorzystać do 

prognozowania sprzedaży na podstawie historycznych wartości sprzedaży z wykorzystaniem 

sieci RNN i LSTM. Natomiast można ją wykorzystać do prognozowania tej sprzedaży 

z wykorzystaniem sieci typu MLP, w której do każdej wartości historycznej sprzedaży 

przyporządkowany jest osobny neuron w warstwie wejściowej. 

 Skrócenie czasu poprzez automatyzację transformacji danych w modelach głębokiego 

uczenia ma istotne konsekwencje dla podejmowania decyzji w organizacjach. Po pierwsze, 

eliminuje to potrzebę zaangażowania eksperta w ręczny dobór metody transformacji danych, 

co pozwala na uwolnienie zasobów ludzkich i skoncentrowanie ich na bardziej strategicznych 

aspektach analizy danych. Zautomatyzowana procedura pozwala na szybkie dostosowanie 

transformacji do konkretnego zbioru danych, co jest kluczowe w dynamicznym otoczeniu 

biznesowym. 

 W kontekście podejmowania decyzji automatyzacja transformacji danych w modelach 

głębokiego uczenia przyczynia się do szybkiego dostarczania spersonalizowanych i trafnych 
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informacji. Redukcja czasu potrzebnego na przygotowanie danych do analizy umożliwia 

organizacjom szybsze reagowanie na zmieniające się warunki rynkowe oraz skuteczniejsze 

podejmowanie decyzji strategicznych. Wyeliminowanie manualnych działań związanych 

z transformacją danych pozwala także na uniknięcie potencjalnych błędów ludzkich, co wpływa 

na poprawę jakości danych wejściowych dla modeli głębokiego uczenia. 

 Dodatkowo zautomatyzowanie transformacji danych umożliwia szybkie 

eksperymentowanie i optymalizację. To z kolei wspiera proces podejmowania decyzji, 

umożliwiając identyfikację najbardziej efektywnych strategii transformacji danych, co 

przekłada się na lepszą wydajność modelu. Ostatecznie, skrócenie czasu w procesie 

transformacji danych umożliwia bardziej efektywne podejmowanie decyzji opartych na danych 

w dynamicznym środowisku biznesowym. 

 Wyniki eksperymentów dotyczących dokładności prognoz gospodarczych powinny być 

zbliżone dla tych samych danych wejściowych, powtórzenie eksperymentów powinno być 

łatwe nawet po pewnym czasie i nie powinno wymagać wielu procedur manualnego/ręcznego 

doskonalenia baz danych (Manual steps). Transformacja danych wpływa na powtarzalność 

wyników eksperymentów. 

Podsumowując syntetycznie rozważania prowadzone w niniejszym podrozdziale, można 

stwierdzić, że opracowana w niniejszej pracy metoda automatycznej transformacji danych 

w modelach głębokiego uczenia wspomagających podejmowanie decyzji pozwala przynieść 

decydentowi satysfakcjonujące korzyści poprzez: 

1. Skrócenie czasu podejmowania decyzji: metoda automatycznej transformacji danych

eliminuje konieczność znalezienia odpowiedniej, często niewłaściwej metody

transformacji danych, co skraca czas opracowania modelu głębokiego uczenia.

Automatyczny proces transformacji danych jest bardziej efektywny niż tradycyjne

podejścia ręczne (człowiek) i półautomatyczne (człowiek z wykorzystaniem narzędzi

półautomatycznych). Ekspert nie traci czasu na analizy, możliwe błędne próby doboru

transformacji do typu zmiennych, która może okazać się niewłaściwa lub

niewystarczająca. Nie musi także przedstawiać szczegółowego opisu problemu

i dopasowywać sugerowanych fragmentów kodu do nazewnictwa i problematyki

projektów w przypadku, gdy korzysta z narzędzi sztucznej inteligencji (np. czat GPT).

W przypadku ręcznego i półautomatycznego doboru transformacji danych należy

implementować transformacje w oparciu o dokumentacje różnych bibliotek czy metod.

Jest to czasochłonny proces, trwa od kilku do kilkunastu dni. Biorąc pod uwagę

eksperyment badawczy przeprowadzony w niniejszej pracy, cały proces automatycznej
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transformacji danych trwa około 30 sekund, łącznie z uczeniem modelu i generowaniem 

wyników. Oczywiście w przypadku innych zbiorów danych wartość ta może się różnić, 

jednak najczęściej będą to wartości rzędu od kilkunastu sekund do kilkunastu minut. 

2. Zmniejszenie ryzyka błędów ludzkich: człowiek (ekspert), podejmując decyzje

dotyczące transformacji danych, jest narażony na błędy wynikające z subiektywnego

spojrzenia, intuicji oraz braku uwzględnienia istotnych aspektów danych. Automatyczna

metoda transformacji danych, oparta na analizie typów zmiennych i doboru do nich

odpowiedniej metody transformacji danych, eliminuje wpływ błędów ludzkich i błędów

generowanych przy metodach półautomatycznych (ekspert może nieodpowiednio dobrać

metody transformacji danych). W konsekwencji zmniejsza się również poziom ryzyka

w procesie podejmowania decyzji z wykorzystaniem głębokiego uczenia.

3. Ograniczenie roli wiedzy domenowej: wiedza domenowa, czyli specjalistyczna wiedza

dotycząca konkretnego obszaru problemu decyzyjnego, jest kluczowa przy analizie

danych i modelowaniu. Narzędzia sztucznej inteligencji, w przeciwieństwie do

człowieka, nie posiadają tej wiedzy domenowej. W związku z tym człowiek nadal

odgrywa kluczową rolę w dostarczaniu kontekstu biznesowego, specyfiki danych

i wymagań projektowych. Automatyczna metoda transformacji danych dopasowuje

odpowiednią transformację, nie ma potrzeby wykorzystania wiedzy eksperta do

implementacji odpowiednich metod w oparciu, na przykład, o dokumentację języka.

4. Wyeliminowanie ograniczeń istniejących narzędzi sztucznej inteligencji metod

półautomatycznych transformacji: narzędzia sztucznej inteligencji, choć potrafią

generować propozycje kodów do transformacji danych, mogą być ograniczone do

prostszych i najczęściej stosowanych transformacji, co może nie być wystarczające dla

specyfiki konkretnego problemu. Implementacja tych istniejących rozwiązań wymaga

także interwencji eksperta.

5. Obniżenie poziomu subiektywności: automatyczna metoda transformacji danych, jest

niezależna od subiektywnej oceny, eliminując tym samym ewentualne błędy związane

z interpretacją danych przez człowieka. Brak wpływu emocji czy subiektywnego

spojrzenia zwiększa obiektywność procesu transformacji danych.

6. Odpowiednie dopasowanie zastosowanych metod automatycznej transformacji

danych: dopasowanie metod transformacji danych do obszaru problemu decyzyjnego

czy typu zmiennych jest właściwe, ponieważ przyporządkowanie metod transformacji

danych do typu zmiennych wykonane było na podstawie analizy literatury naukowej

i eksperymentów badawczych. Zastosowane przez automatyczną metodę transformacje
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danych osiągają wyniki dla miar oceny jakości modeli głębokiego uczenia na poziomie 

nie gorszym niż metody ręczne czy półautomatyczne. Automatyczna metoda 

transformacji danych nie zaburza procesu uczenia modeli głębokiego uczenia oraz 

poziomu generalizacji.  

Podsumowując rozważania prowadzone w niniejszym podrozdziale, można stwierdzić, że 

stanowią one odpowiedź na piąte (W jaki sposób dokonać usprawnienia podejmowania decyzji 

z wykorzystaniem głębokiego uczenia?) i szóste (W jaki sposób metoda automatycznej 

transformacji danych wpłynie na proces podejmowania decyzji?) pytanie badawcze. 

Podsumowanie 

 Badania przeprowadzone w niniejszej pracy miały na celu opracowanie metody 

automatycznej transformacji danych w modelach głębokiego uczenia wspomagających 

podejmowanie decyzji przez podmioty gospodarcze. Określono także cele teoriopoznawcze, 

cel metodyczny oraz utylitarny. Sformułowano sześć pytań badawczych.  

 W zakresie pierwszego celu teoriopoznawczego (rozpoznanie problematyki podejmowania 

decyzji w organizacjach gospodarczych) w rozdziale 1 przeanalizowano problematykę 

podejmowania decyzji oraz ryzyka i niepewności w kontekście decyzji organizacyjnych, jak 

również przeanalizowano proces decyzyjny. Ponadto przeanalizowano wybrane metody 

podejmowania decyzji. Odpowiedzi na pierwsze pytanie badawcze (W jaki sposób realizowany 

jest proces decyzyjny w organizacjach gospodarczych?) udzielono w rozdziale 1. 

 W zakresie drugiego celu teoriopoznawczego (rozpoznanie możliwości wykorzystania 

głębokiego uczenia we wspomaganiu podejmowania decyzji) w rozdziale 2 dokonano analizy 

problematyki głębokiego uczenia oraz przykładów jego zastosowania we wspomaganiu decyzji 

w organizacjach gospodarczych. Odpowiedzi na drugie pytanie badawcze (Jakie są możliwości 

wykorzystania głębokiego uczenia we wspomaganiu podejmowania decyzji?) udzielono 

w rozdziale 2. 

 W zakresie trzeciego celu teoriopoznawczego (rozpoznanie istniejących metod 

transformacji danych w modelach podejmowania decyzji z wykorzystaniem głębokiego 

uczenia) w rozdziale 3 przeanalizowano istniejące metody transformacji danych w modelach 

głębokiego i maszynowego uczenia, które stały się podstawą do opracowania autorskiej metody 

automatycznej transformacji danych. Odpowiedzi na trzecie (W jaki sposób dokonać 

usystematyzowania metod transformacji danych w modelach głębokiego uczenia 

wykorzystywanych we wspomaganiu decyzji?) i czwarte pytanie badawcze (Jakie są kryteria 

podziału metod transformacji danych w głębokim uczeniu?) udzielono w rozdziale 3. 
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 W zakresie celu metodycznego (przeprowadzenie systematyzacji istniejących metod 

transformacji danych wraz z określeniem kryteriów tej systematyzacji) w rozdziale 3 dokonano 

systematyzacji istniejących metod transformacji danych z wykorzystaniem opracowanych 

kryteriów podziału. 

 Rozważania prowadzone w rozdziałach 1, 2 i 3 były niezbędnymi etapami badań do 

osiągnięcia głównego celu pracy, natomiast w pełni ten cel został osiągnięty w rozdziale 4. 

Przedstawiono w nim uzasadnienie, założenia i ograniczenia metody, budowę i weryfikację 

metody oraz wpływ głębokiego uczenia i opracowanej metody na podejmowanie decyzji. 

Podrozdział 4.3 służył zaprezentowaniu empirycznej weryfikacji skuteczności działania 

opracowanej metody, z wykorzystaniem przykładowego zbioru danych od rzeczywistego 

przedsiębiorstwa leasingowego. Podrozdział 4.3 jest tym samym realizacją celu o charakterze 

utylitarnym. W celu weryfikacji opracowanych metod opracowano prototyp modelu 

głębokiego uczenia wspomagający podejmowanie decyzji w organizacjach leasingowych. 

Wyniki wygenerowane z wykorzystaniem metody opracowanej w ramach tej pracy porównano 

z transformacją danych wykonywaną ręcznie przez człowieka lub półautomatycznie.  

 Po przeprowadzonych eksperymentach wykonano analizy statystyczne, które wykazały, że 

brak jest jednoznacznych dowodów na odrzucenie sformułowanej hipotezy badawczej 

(Opracowana metoda automatycznej transformacji danych pozwala uzyskać dokładność modeli 

wspomagających podejmowanie decyzji z wykorzystaniem głębokiego uczenia co najmniej na 

poziomie ich dokładności uzyskanej z wykorzystaniem ręcznych metod transformacji).  

 Rozważania przeprowadzone w podrozdziale 4.4. dotyczące wpływu głębokiego uczenia 

i opracowanej metody na podejmowanie decyzji stanowią odpowiedź na piąte (W jaki sposób 

dokonać usprawnienia podejmowania decyzji z wykorzystaniem głębokiego uczenia?) i szóste 

(W jaki sposób metoda automatycznej transformacji danych wpłynie na proces podejmowania 

decyzji?) pytanie badawcze. 

 Podsumowując, można stwierdzić, że opracowana metoda automatycznej transformacji 

danych, co do zasady, wykazuje prawidłowe działanie, generuje wyniki nie gorsze od 

transformacji przeprowadzanych w sposób ręczny, a jednocześnie automatycznie wybiera 

odpowiednią metodę transformacji na podstawie typu zmiennych. W przypadku ręcznego 

i półautomatycznego doboru transformacji danych należy implementować transformacje na 

podstawie dokumentacji różnych bibliotek czy metod. Jest to czasochłonny proces, trwa od 

kilku do kilkunastu dni. Opracowana metoda automatyczna wymaga tylko użycia zbioru 

danych, na których podstawie rozwiązywany jest konkretny problem decyzyjny. Opracowana 

automatyczna metoda transformacji danych może zatem być wykorzystana w celu 
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usprawnienia  procesu  podejmowania  decyzji  w  organizacjach  gospodarczych

z wykorzystaniem głębokiego uczenia.

Badania przeprowadzone w niniejszej pracy mają jednak również ograniczenia.

  W  zakresie  ograniczeń  części  teoretycznej  można  zauważyć, że  niektóre  publikacje

dotyczące  innych  metod  (podrozdział  3.6) dotyczyły  transformacji  zmiennych  graficznych.

Autorzy  wspominali  o  możliwości  zastosowania  metod  dla  danych  innych  typów, ale  w

literaturze poza wskazanymi możliwościami brak jest konkretnych zastosowań wymienionych

metod  dla  innych  typów  zmiennych, brak  zatem  badań  nad  alternatywnymi  podejściami

(obszarem  problemu  decyzyjnego  innymi  niż  np. medycyna). Stąd  też  w  metodzie

automatycznej  transformacji  opracowanej  w  niniejszej  pracy  nie  uwzględniono  zmiennych

graficznych. Kolejne  ograniczenia  teoretyczne  dotyczą  niejednoznaczności  w  definicji  pojęć

transformacji i augmentacji danych. Pomimo znaczącej różnicy między transformacją danych,

która  polega  na  modyfikacji  formy  lub  reprezentacji  danych, a  augmentacją  danych, która

polega  na  generowaniu  nowych  przykładów, często  w  literaturze  brakuje  jednoznacznej

klasyfikacji  i  klarownego  rozróżnienia  między  tymi  dwoma  metodami. Ta  nieścisłość

terminologiczna może prowadzić do utrudnienia w interpretacji, porównywaniu i generalizacji

wyników  badań  w  dziedzinie  stosowania  tych  metod  w  praktyce. Problem  ten  nie  został

szczegółowo przeanalizowany w niniejszej pracy. 

  W  zakresie  ograniczeń  części  empirycznej  można  zauważyć, że  niektóre  transformacje

(inne metody, podrozdział 3.6) mogą być efektywne tylko dla określonych typów zmiennych

(np. zmienne graficzne), co wprowadza ograniczenia w zastosowaniach praktycznych.

  Kolejne  ograniczenie  dotyczy  niewykorzystania  w  opracowanej  metodzie  automatycznej

transformacji  danych metod transformacji  z  grupy  selekcji  cech.

  Ograniczeniem części  empirycznej  jest  również  wykorzystanie  jednego  zbioru  danych

w celu  weryfikacji  opracowanej  metody transformacji  danych.  Co  prawda  zbiór  ten zawierał

dane  dotyczące  podejmowania  decyzji  oraz  zawierał  zmienne  różnego  typu,  jednakże

przeprowadzenie  eksperymentu  badawczego  z  wykorzystaniem  innego  zbioru  danych

pozwoliłoby  pozyskać  dodatkową  wiedzę  dotyczącą  wykorzystania  opracowanej  metody

w podejmowaniu decyzji w praktyce gospodarczej.

  Badania  przedstawione  w  niniejszej  rozprawie  doktorskiej  nie  wyczerpują  problematyki

automatyzacji  transformacji  danych  we  wspomaganiu  podejmowania  decyzji

z wykorzystaniem głębokiego uczenia.

  Dalsze  prace  badawcze  mogą  dotyczy,ć  na  przykład  wykorzystania  metod  transformacji

z grupy selekcji cech  w  budowie automatycznej  metody  transformacji danych,  testowania ich
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skuteczności w różnych kontekstach biznesowych oraz porównania ich z istniejącymi 

metodami ręcznymi. Dalsze badania mogą skupić się na opracowaniu jednolitej terminologii  

i precyzyjnych definicji transformacji i augmentacji danych, co pozwoliłoby na lepsze 

zrozumienie roli tych metod i ich wpływu na jakość modeli głębokiego uczenia 

wspomagających podejmowanie decyzji. Badania przeprowadzone w tej pracy doktorskiej 

skupiły się głównie na aplikacjach w obszarze zarządzania, jednakże istnieje potencjał 

zastosowania opracowanej metody w innych dziedzinach, takich jak ekonomia, finanse, 

przemysł, medycyna.  
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